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  第1章　绪章
 
1.1　引言
 
随着科学技术的进步，人类生存空间不断扩大，认识世界和改造世界的范围不断拓宽，各领域不断涌现大量的大规模、非线性、强约束的复杂优化问题。问题的计算复杂性给优化方法带来新的挑战。虽然经典优化方法的理论相对完备，然而这些方法一般只适用于具有特殊结构的优化问题。例如，单纯形算法仅适用于线性规划，不能用于非线性问题；梯度下降法假设待求解的问题是连续可微的[1]。在第二次世界大战中，美国数学家冯·诺伊曼（Von Neumann）等提出了蒙特卡罗（Monte Carlo）方法[2]，并利用刚刚诞生的电子计算机进行模拟计算，有效地解决了原子弹研制过程中出现的大量问题。人们认识到利用计算机进行“采样”可以求解优化问题。蒙特卡罗方法启发人们重新认识优化，并致力于探索新型优化方法。
 
自20世纪80年代以来，尤其是在最近20年，一些与经典的数学规划截然不同的、试图通过模拟自然界中的自适应优化现象求解复杂优化问题的新型智能优化算法相继出现，如遗传算法、人工免疫算法、模拟退火算法、人工神经网络、蚁群算法、粒子群优化算法等[3]，[4]，这些智能优化算法大大丰富了优化技术，也为那些传统最优化技术难以处理的优化问题提供了新的极具竞争力的解决方案。
 
在众多智能优化算法中，蚁群算法是最成功的算法之一[5]。该算法由意大利学者Dorigo等于20世纪90年代初提出，蚁群算法模拟蚂蚁觅食行为，将习得的信息保存在信息素场中，在产生解时，它利用问题相关的启发信息和习得的信息，而在信息加工时利用历史解信息更新信息素场，信息素场又反馈指导蚁群产生更好的解。
 
蚁群算法首先用于求解著名的旅行商问题（Traveling Salesman Problem，TSP），并获得了很好的计算效果[6]。此后该算法逐渐引起了国内外学者的关注，他们对该算法做了许多改进并且将其应用于更为广泛的领域，取得了一系列令人鼓舞的成果[5]。1999年，Dorigo等将其进一步发展成一种通用的优化技术——蚁群算法（Ant Colony Optimization, ACO），并将所有符合ACO框架的算法统称为蚁群算法[7]，从而为ACO的理论研究和算法设计提供了统一的框架。目前，蚁群算法的应用范围涉及城市给水排水问题[8]、卫星调度[9]、机器人领域[10][11][12][13][14]、电力系统[15][16][17][18]、故障诊断[19]、系统辨识[20]、数据挖掘[21][22][23][24][25]、图像处理[26][27][28]、航迹规划[29]，[30]、空战决策[31]、岩土工程[32]、化学工业[33]、生命科学[34]、布局优化[35]、控制参数优化[36]，[37]等科技和工程领域[38]，[39]。
 
1.2　复杂性理论的基础知识
 
一般地，优化问题可表述如下：
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其中，f是目标函数，x是变量，Ω是解空间，它由一组约束定义。称解x*为全局最优的（globally optimal），如果解x*∈Ω比解空间中任意解的目标函数值小，即f（x*）≤f（x），∀x∈Ω；称解x*为子空间Θ∈Ω中局部最优的（locally optimal），如果解x*∈Θ比子解空间Θ中任意解的目标函数值小，即f（x*）≤f（x），∀x∈Θ。
 
在优化问题中，目标函数、约束函数和变量有不同的表现形式，对应于不同类型的优化问题。
 
 
 	函数类型：有许多分类标准。例如按照是否线性分为线性函数或非线性函数，相应的优化问题分别称为线性优化和非线性优化；按照是否为凸分为凸函数或非凸函数，相应的优化问题分别称为凸优化和非凸优化；按照是否连续可以分为连续函数和非连续函数，相应的优化问题分别称为连续优化和非连续优化。
 
 	函数表示：在一些问题中，函数可以给出解析表达式。但是在一些问题中，函数只能用黑盒子表示，通常只有若干采样点对应的目标函数值，例如结构设计问题。
 
 	目标函数个数：如果目标函数只有一个，则是单目标优化问题；如果不止一个，则为多目标优化问题。
 
 	函数系数类型：系数可能是确定的，也可能是动态变化的，还可能是不确定的（随机数、模糊数）。
 
 	变量类型：如果变量是函数，则是变分问题；如果变量是数值型，则又可以分为连续变量和离散变量；如果一个问题中既有连续变量也有离散变量，则该问题是混合型的。
 
 	变量个数：如果只有一个变量，则称为单变量问题，否则是多变量问题。


 
我们不禁要问：这些优化问题哪些是容易的，哪些是复杂的？下面依据计算复杂性理论[40]探讨这个问题。
 
计算复杂性理论研究至少需要多少的资源计算一类问题。所谓资源，通常是指时间和空间，即求解问题时所需的运算数和内存。相应地，复杂性分析包括时间复杂性和空间复杂性分析。
 
一个问题的复杂度不是指特定算法求解某个算例所需的资源，而是指求解该问题最优算法的复杂度。下面简单介绍算法复杂度和问题复杂度的基本概念。
 
1.2.1　算法的复杂度
 
评价一个算法通常从时间复杂度和空间复杂度两个方面考虑。分析算法的时间复杂度时，并不是要得到算法运行所需要的时间，而是要得到一个估计量。另一方面，运算时间只能依靠实际实验得到，因此，运算时间依赖于计算环境，用运算时间衡量复杂度意义不大。算法的运行时间与算法中语句的运算数呈正比例，如果运算数多，则运行时间就长。算法中的语句运算数称为时间频度，记为T（n），其中n是问题规模。
 
算法的时间复杂度是时间频度T（n）的渐近估计量。称算法的复杂度为O（T（n）），如果存在正常数n0和c使得任意n＞n0，其复杂度都小于cT（n）。也就是说，算法的复杂度与T（n）具有相同数量级，其中T（n）为n的函数。
 
 
 	多项式时间算法：称算法为多项式算法，如果其复杂度为O（p（n）），其中p（n）是n的多项式。
 
 	指数级时间算法：称算法为指数级算法，如果其复杂度为O（cn），其中常数c＞1。


 
如果一个算法是指数级时间算法，则算法的复杂度随着问题规模呈指数级增长。
 
算法的空间复杂度是指算法在计算机内执行时所需存储空间。称算法的空间复杂度S（n）为O（S（n）），即算法的复杂度与S（n）具有相同数量级，其中S（n）为n的函数。
 
1.2.2　问题的复杂度
 
P-类问题：如果存在一个多项式时间算法，或该问题能由确定型图灵机在多项式时间内解决，称该问题为P-类问题。
 
NP-类问题：如果至今没有找到多项式时间算法解的一类问题，或该问题能由非确定型图灵机在多项式时间内解决，称该问题为NP-类问题。
 
NP-完全问题（NPC）：此类NP问题中的所有的NP问题都可以用多项式时间归约到某一个NP-完全问题。它是NP类中“最难”的问题，换言之，它们是最可能不属于P类的。
 
NP-hard类问题：若NP中所有问题到该问题是图灵可归约的，称该问题为NP-hard类问题。对于这一类问题，一般认为不存在多项式时间的精确性算法求得最优。
 
迄今为止，人们还没有证实或证伪P≠NP？图1-1给出了在P≠NP条件下，P、NP、NPC和NP-hard的关系。
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 图1-1　P、NP、NPC和NP-hard关系图
 

 
本书涉及的旅行商问题、多维背包问题、定向问题、属性约简、卫星资源调度问题都是NP-hard类问题。
 
1.3　智能优化方法概述
 
面对形形色色的优化问题，人们已经提出了大量的优化算法。优化算法可分为精确算法和近似算法。
 
 
 	精确算法：精确算法以找到问题最优解为目标。典型的精确算法包括动态规划、分支定界算法、割平面法等。
 
 	近似算法：近似算法不能保证得到最优解，通常以得到问题的满意解为目标。近似算法有逼近算法和启发式算法。逼近算法能够给出所得到的解质量估计以及运行时间的界。启发算法能找到大规模算例的好解，它能以可以接受的计算开销得到可以接受的解，但是不能得到解的质量估计。启发算法可分为专门的启发算法和智能计算方法。专门的启发算法是针对某一个问题设计的启发式算法；而智能计算方法能应用于几乎所有的优化问题。


 
在设计优化算法时，一种思路是针对问题的特殊结构，设计出专用型算法。例如单纯形算法是运筹学的经典之作，但是它只能用于线性规划问题。
 
经典数学规划中的算法基本是专用型算法。这类算法一般都有很好的理论支撑，强调对问题结构的数学化应用，往往能找到最优解。这当然限制了这类算法的应用范围，并且这类算法对于使用者的编程能力也提出了很高的要求。
 
随着人类社会的发展，新的复杂问题层出不穷，许多问题要求人们在较短的时间内得到一个满意的解，因此迫切需要通用性强且易于实现的算法。
 
这些困境促使人们探索新的优化方法。同时，随着科学技术的发展，人们将生物学、物理学、化学中的原理方法与优化相结合，提出了许多智能优化方法。
 
1.3.1　常用的智能优化方法
 
1．遗传算法
 
1）简介
 
遗传算法[41]是最早的智能计算方法。它模拟自然界进化现象，借鉴达尔文的进化论以及生物遗传学的基本思想求解优化问题。
 
1859年，达尔文在其经典巨著《物种起源》中提出了自然选择（天择）学说。其核心思想是“物竞天择、适者生存”。具体地说，生物间存在生存争斗，适应者存活下来，不适应者被淘汰。生物通过遗传、变异和自然选择，从低级到高级，从简单到复杂进化发展。现代生物学表明：遗传物质是基因，遗传性状由基因控制，物竞天择，竞的是基因。在生物进化过程中，遗传信息保存在基因中，而染色体是基因的载体，突变和基因重组可以得到新的基因，从而产生新的染色体。而具有优良染色体的个体能更好地适应环境。J.Holland正是借鉴这一思想提出了遗传算法。在1975年出版的著作《自然与人工系统的自适应》中，他系统提出了遗传算法，还建立了模式理论（Schema Theorem），以解释遗传算法的工作机理。模式理论是遗传算法的重要理论基石。
 
在遗传算法提出之初，它主要应用于自适应系统。凭借J. Holland的学生K. DeJong和D. Fogel等的大量研究，遗传算法才被用于求解优化问题。1985年，D. Goldberg在其博士论文中研究了面向天然气管道优化的遗传算法。1989年，D. Goldberg出版了《搜索、优化于机器学习中的遗传算法》，这是遗传算法发展过程中的又一里程碑式的著作。进入20世纪90年代以后，遗传算法得到了科学界和工业界的广泛重视，出现了大量的研究成果和成功的工程实践。
 
在数学规划中，首先用数学语言描述优化问题，建立数学模型，再利用数学中的运算求解问题。在用遗传算法求解优化问题时，首先用生物学语言描述优化问题，将解编码成一个染色体，利用目标函数和约束函数建立染色体适应度函数评价染色体的适应能力，再利用生物进化过程模拟算法求解过程。
 
2）基本框架
 
遗传算法模拟生物学的进化过程。它首先对优化问题的解进行编码，将其表达成染色体，并产生由一定数量染色体组成的初始种群。再利用遗传操作对种群中的染色体进行操作，产生出新的种群，优者繁殖，劣者淘汰，使新种群更适应于环境。末代种群中的最优个体经过解码，输出遗传算法得到的最优解。
 
遗传操作包括3个基本遗传算子（genetic operator）：选择（selection）、交叉（crossover）、变异（mutation）。它们都是以随机规则进行操作的，其效果与编码方法、适应度函数、参数设定等密切相关。
 
遗传算法的主要步骤如下：
 
（1）种群初始化：进化代数计数器t设为0，随机生成N个个体作为初始种群P（0），并计算种群P（t）中每个个体的适应度。
 
（2）选择运算：依据种群中个体的适应度，将选择算子作用于种群。选择的目的是把种群中适应度高的个体直接遗传到下一代或通过配对交叉产生新的个体再遗传到下一代。
 
（3）交叉运算：将交叉算子作用于种群。交叉的作用是将两个父代个体的部分基因加以交换重组而生成新个体。在遗传算法中，交叉算子发挥着重要的作用，它是产生新解的重要算子。
 
（4）变异运算：将变异算子作用于种群。该算子改变种群中个体的若干基因座上的基因值。
 
（5）种群更新：种群P（t）经过选择、交叉、变异运算之后得到下一代种群P（t＋1）。
 
（6）停止条件判断：t＝t＋1。若进化次数t等于最大允许进化代数MaxT，则对进化过程中所得到的具有最大适应度个体进行解码，并将其作为最优解输出，算法停止。
 
在设计遗传算法时，需要重点考虑以下算法要素：
 
（1）解的编码：编码是一种映射，它将优化问题的解空间中的元素转换成遗传空间的由基因按一定结构组成的染色体或个体。因此，编码也可以称作问题的表示。
 
（2）适应度函数定义：进化论认为适者生存。这里的“适者”是指适应环境的个体。个体的适应环境能力用适应度衡量。与之相对应，遗传算法利用适应度函数评价种群中的个体的优劣程度，其定义依赖于待求解问题的目标函数。
 
（3）种群初始化：在遗传算法开始迭代时，需要初始化产生一个种群。在这一过程中，需要考虑种群多样性、种群中个体的可行性、初始化过程的计算效率。一般采用随机法初始化种群。
 
（4）选择算子：选择操作依据种群中个体的适应度，从种群中选择适应度高的个体，淘汰适应度低的个体进行交叉和变异。最常用的选择方法是轮盘赌选择法（roulette wheel selection）。
 
轮盘赌选择法来源于博彩游戏中的轮盘赌，轮盘由圆盘和指针组成。图1-2给出了一个6扇区的轮盘。每个扇区中的数字表示该扇区的面积占总轮盘的比例。
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 图1-2　具有6个个体选择的轮盘
 

 
在轮盘赌选择法中，每个个体的选择概率是其适应度和种群中所有个体的适应度总和的比值。设种群规模为N，个体i的适应度为Fiti，则个体i被选择的概率为
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由式（1-2）可见，个体适应度越高，其被选择的概率就越大。在计算出每个个体的选择概率后，采用轮盘赌法进行选择。将轮盘分成N个扇区，每个扇区对应一个个体，扇区中的数据即为个体的选择概率。每次选择，转动一次轮盘的指针，当轮盘停止转动时，指针指向的个体就被选择。这样进行N次后，得到规模为N的种群。
 
（5）交叉算子：依据交叉率将种群中的两个个体按照一定的随机规则交换某些基因，能够产生新的染色体。
 
（6）变异算子：一定的变异概率对种群中染色体的一个或多个基因座的基因值进行变动。
 
（7）算法结构：在设计遗传算法时，种群更新方式有代（generational）方式和稳态（steady-state）方式两类。前一种方式更新整个种群，而后一种方式仅替换一些适应度低的个体。稳态方式仅更新种群中的最劣个体，如果该个体比当前得到的新个体差，则用新个体替换最劣个体。
 
2．模拟退火算法
 
1983年，Kirkpatrick提出了模拟退火算法[42]。顾名思义，这一算法模拟热力学中的退火过程，采用Metropolis准则接受新的解或状态，避免陷于局部最优。作为一种全局优化算法，它已经用于求解连续问题、组合优化问题等不同类型的问题，在生产调度、控制工程、机器学习、神经网络、图像处理等领域得到了广泛的应用。
 
1）基本原理
 
退火过程是一个典型的物理过程。它包括加温过程、等温过程和冷却过程。金属物体在退火后会变得柔韧。图1-3给出了在每个过程中物体的宏观和微观变化特点。一般地，退火过程中的温度是逐渐下降的。如果高温金属物体的温度急剧下降，它没有达到平衡态，而是处于非均匀的亚稳态，这就是淬火过程。经过淬火过程，物体能量并没有达到最小值，它能提高金属的强度和硬度，但会减弱韧度。
 
工业上，为了使材料满足一定的硬度和塑性要求，去除残余应力，得到预期的物理性能，通常对材料进行退火处理。金属物体的退火过程实际上就是将固体加温至充分高，再让其徐徐冷却。在加热金属的过程中，金属原子的热运动不断增强，内能增大，原子的有序稳定的状态被破坏，呈随机无序的状态。而在冷却的过程中，随温度的缓慢降低，金属原子由高能无序的状态趋于低能有序。为了使金属原子在每一个恒定温度下都能处于一个较低能量的状态即达到充分的热平衡，冷却过程温度必须缓慢降低。这个过程可以用蒙特卡罗方法模拟，该方法虽然比较简单，但需要大量采样才能获得比较精确的结果，计算量较大。
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 图1-3　退火的3个过程
 

 
鉴于物理系统倾向于能量较低的状态，而热运动又妨碍它准确落到最低态的物理形态，采样时只需着重取那些有贡献作用的状态就可较快达到较好的效果。1953年，Metropolis等受到蒙特卡罗模拟方法的启示，提出了一种重要性采样法，即以概率接受新状态。在温度t，从当前状态i的邻域随机产生新状态j，两者的能量分别为Ei和Ej，若Ei＞Ej，则接受新状态j为当前状态；否则，依据以下概率
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接受状态j，其中K为玻耳兹曼（Boltzmann）常数，exp（x）为变量x的指数函数。当这个过程多次重复，即进入大量迁移后，系统将趋于能量较低的平衡态。各状态的概率分布将趋于一定的正则分布。这种接受新状态的方法被称为Metropolis准则，它能够大大减少采样的计算量。
 
从Metropolis准则中可以看出，高温下可接受与当前状态能量差较大的新状态，而在低温下只能接受比当前能量低的新状态或与当前能量差较小的新状态。这与不同温度下的热运动影响金属原子重新排列的过程一致。在温度趋于零时，就不能接收任一个Ej＞Ei的新状态j。
 
1983年，Kirkpatrick等根据金属物体的退火过程与组合优化问题之间存在的相似性和Metropolis等提出的原始模拟退火算法，提出了现代版本的模拟退火算法，并且成功利用它解决了许多组合优化问题。
 
在模拟退火算法中，组合优化问题的一个解相当于退火过程中物体的一个状态，该解对应的目标函数相当于该状态的能量函数，而最优解就对应于最低能量的状态。算法设定一个初始高温，按照Metropolis准则在当前最优解的领域中搜索有潜力的新解，通过控制温度参数t的下降模拟温度徐徐降低的冷却过程。模拟退火算法在每个温度下进行多次的搜索，趋于最优解模拟物体在每个温度下都充分地达到热平衡，而最终趋于能量最小的基态。
 
2）算法基本要素及过程
 
模拟退火算法的基本思想是：将待优化问题的可行解看作是物体的原子状态，将目标函数看作物体原子的能量函数，模拟物体退火过程中粒子的热运动。降温过程中，结合概率突跳特性的Metropolis抽样准则，在解空间中随机搜索全局最优解，在陷入局部最优时，能以一定概率跳出，最终趋于全局最优解。
 
在模拟退火算法执行过程中，算法的效果取决于一组控制参数的选择，关键技术的设计对算法性能影响较大。
 
本节从算法使用的角度讨论算法实现的一些要素，包括状态表示、邻域定义、热平衡达到和降温控制等的概念。
 
（1）状态表达，在模拟退火算法求解优化问题时，一个状态对应于一个解。为了有效求解优化问题，应采用合适的编码表示解或状态。例如，在求解背包问题时，可采用0-1编码；求解旅行商问题时，可采用顺序编码；对于连续函数优化，可以采用实数编码。
 
（2）邻域定义，模拟退火算法从一个解出发，探索其邻域，寻找改进解。邻域决定搜索范围。
 
模拟退火算法的邻域定义与局部搜索中的定义一样。
 
例如在车辆路径问题中，一种邻域定义是采用一系列k-边交换操作作为邻域，k表示交换边的个数，k越大，其邻域解与当前解差别越大。
 
模拟退火算法采用基于Metropolis准则的邻域移动方法。
 
如果一个新解优于当前解，当前解被新解替换，那么就称从当前解移动到这个新解，否则，依据一定的概率决定当前解是否移向新解。
 
Metropolis准则中状态转移概率pij定义如下：
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其中i为当前状态，j为其邻域中的一个状态，其目标函数值分别为f（i）和f（j），当前温度为T。可见，当抽样得到的邻域新解优于当前解时，无条件移动；当新解劣于当前解时，以一定概率移动。
 
从Metoropolis准则中可以看出，当T很大时，状态转移概率趋于1，当前邻域中的任一状态都可能被接受，此时算法正在进行全局搜索；而当T很小时，状态转移概率趋于0，它只会接受当前邻域中更好的状态，此时算法进行局部搜索。
 
因此，模拟退火算法既具备跳出局部优解的能力又具备探索全局最优的能力。
 
（3）热平衡达到，工业退火要求温度缓慢下降，以保证金属原子在每个温度下达到稳定的能量态。但是在实际应用中达到理论的平衡状态是不可能的。模拟退火算法采用在每一个温度，在邻域中寻找一定数量的解，这一循环称为算法的内循环。内循环次数应该尽可能大，以达到近似热平衡过程。内循环次数的选择与问题的解空间大小有关。当解空间较大时，可以将内循环次数设为较大的数。另外，也可以依据其他条件动态调节内循环次数。例如，高温时迭代次数减少，低温时迭代次数增加。
 
（4）降温函数。
 
模拟退火算法的搜索能力与退火速度（温度的降低速度）密切相关。
 
在高温状态下，当前邻域中几乎所有的解都会被接受，算法进行全局搜索；当温度变低时，当前邻域中越来越多的解将会被拒绝，算法进行局部搜索。
 
在同一温度下，需要对邻域进行充分的搜索以达到热平衡状态。如果温度下降速度太快，则可能错过最优解，过早地陷入局部最优；如果温度下降速度太慢，又可能会降低算法的收敛速度。因此，降温函数的选择对于模拟退火算法的性能有重要影响。
 
3．禁忌搜索
 
禁忌搜索[42]是Fred Glover提出的一类智能计算方法。禁忌是人类处理复杂难题时避免迂回犯错的重要策略之一。早在1977年，Fred Glover已经开始探索利用这一思想设计算法。直到1986年才正式提出禁忌搜索。
 
利用禁忌表避免迂回搜索，并利用藐视规则接受劣解实现全局优化。在禁忌搜索提出以前，人们一般利用局部搜索求解复杂的优化问题。但是局部搜索最终停止于一个局部最优点。禁忌搜索是对局部邻域搜索的扩展，它提供了一种逃离局部最优解的有效方法。
 
1）基本思想
 
禁忌搜索是局部搜索的一种改进。在局部搜索中，它首先构造一个可行解x作为当前解（incumbent solution），在一定的邻域N（x）内进行贪婪搜索，找到当前邻域内的最优解x'（即局部最优解），再以此最优解为新的当前解进行邻域搜索，重复上述过程，直到找到满足条件的解。邻域搜索的优势在于算法结构简单、容易实现，但搜索结果依赖初始解，且只能搜索到邻域内的局部最优解。
 
为了在搜索过程中避免重复且能够跳出局部最优解，从而实现全局搜索，禁忌算法采用类似于人类短期记忆的禁忌表，将算法搜索过程中最近的若干次移动加入禁忌表中，禁止在之后的迭代中进行移动，避免重复搜索已经搜索过的邻域。同时，禁忌表使算法能够接受劣解，将算法带入新的区域进行搜索。
 
算法循环过程中会不断更新禁忌表，在一定次数的循环后，最早进入禁忌表的移动会从禁忌表中删除，这就是所谓的“解禁”。
 
在搜索过程中，某些处于禁忌表中的移动有可能会使邻域搜索得到优于当前最优解的解，因此禁忌搜索又提出了渴望水平概念，当移动达到渴望水平，不论它是否在禁忌表中，都会被接受，即“破禁”。
 
禁忌搜索中禁忌表和渴望水平是最重要的两部分，可以使算法跳出局部最优，在一定的迭代次数下得到一个相对较优的解。
 
2）算法要素
 
设计禁忌搜索算法时，需要考虑以下基本要素：初始解、搜索空间和邻域结构、适值函数、禁忌表、选择策略、渴望水平、停止准则、编码方法。
 
（1）初始解。禁忌搜索算法是单点法，其性能依赖于初始解质量。当初始解质量较好时，算法能够较快收敛，且结果质量较好；反之，初始解质量较差时，会降低禁忌搜索的收敛速度。在求解一些约束条件较复杂的组合优化问题时，如果采用随机法一般难以得到质量较好的解，甚至也难以得到一个可行解。一个解决方法是：先利用问题的结构信息，应用一些简单的算法得到一个较好的初始解，再用禁忌搜索求解，从而提高算法的求解质量和效率。
 
（2）搜索空间和邻域结构。搜索空间是由搜索过程中所有可能解组成的集合。例如，在车辆路径问题中，搜索空间指的是所有满足约束的解集。然而在一些问题中，定义搜索空间并不是一件简单的事，尤其是在有多种定义方式时，如何合理定义搜索空间将直接影响到算法效率。特别地，在一些问题中，搜索空间并不只包括可行解，而且允许访问不可行解有助于求解问题。邻域结构与搜索空间密切相关。在禁忌搜索中，当前解S的邻域结构N（S）由其所有局部修正组成。具体地，邻域结构N（S）针对特定的待求解问题，往往有许多邻域结构的定义方法。在应用禁忌搜索求解问题时，选择和定义搜索空间与邻域结构是其中的关键步骤，这要求设计算法时对问题要有充分的认识和了解。
 
（3）适值函数。适值函数是对搜索结果的评价。一般而言，以目标函数直接作为适值函数是比较常用的方法。当目标函数的计算比较困难时，可以对目标函数进行适当的变形，作为适值函数以便于计算，从而节省计算时间，但变形后的适值函数必须是严格单调的，且适值函数的最优性与目标函数的最优性必须一致。
 
（4）禁忌表。禁忌表是禁忌搜索算法区别于局部搜索的关键，是禁忌搜索算法的核心。为能使算法跳出局部极小点，需要接受非改进移动。
 
禁忌表的作用在于避免循环，换言之，避免接受一个已经经历过的解。从数据结构上讲，禁忌表是具有一定长度的先进先出的队列。
 
通过避免访问以前搜索的区域，禁忌能使算法探索新的区域。在搜索过程中，禁忌对象保存在禁忌表中，而且通常只需要保存有限的信息。在设计禁忌表时，要考虑对什么禁忌以及禁忌多久。
 
（5）渴望水平。
 
禁忌搜索中，某些情况下，仅仅采用禁忌表会禁止一些可能得到高质量解的操作，甚至会导致算法停滞（即陷入局部最优）。因此，有必要采取措施以取消禁忌。即当某个移动满足某个条件时，不论该移动是否在禁忌表中，都接受这个移动，并更新当前解和当前最优解。这种使移动不受禁忌表禁忌的条件称为渴望水平，或称为特赦准则、藐视准则。
 
4．粒子群算法
 
粒子群优化算法[43]是一种基于种群的全局搜索算法和随机搜索算法。该算法以简单、易于实现、无须梯度信息、参数少、精度高和收敛速度快等优点受到学术界和工业界的重视，成功地解决了一系列连续和离散的优化问题，成为进化计算领域的研究热点。
 
粒子群优化算法是由心理学研究者James Kennedy和计算智能研究者Russell Eberhart在受到人工生命研究结果的启发后于1995年提出的，它是模拟动物群体的智能行为和使用计算机对这些认知行为进行仿真后的产物。
 
自然界中的许多生物都具有一定的群体行为，揭示自然界生物的群体智能行为并通过计算机建模是人工生命研究的主要内容之一。如图1-4所示，科学家们通过对鸟群、鱼群等群体性行为的研究发现：单个个体的行为很简单，一般不具有规律性，但是许多个体组成的群体通常表现出某种智能行为，表现出高度的组织性和纪律性。这一发现引起了科学家们的高度关注，吸引了包括生物科学家、计算机科学家和社会心理学家等研究的兴趣，促使他们展开广泛而深入的研究。例如，1987年Reynolds使用粒子系统模拟鸟群的集体行为。1990年，Heppner和Grenander发现鸟巢能吸引鸟群。他们发现，鸟群在飞行中可以改变方向，也可以朝着某一特定方向飞行，还可以重组队形，这其中一定具有某种潜在的规律。后来，这两个发现被用于标准的粒子群算法。
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 图1-4　自然界中的鸟群和鱼群
 

 
社会心理学研究，特别是动态社会影响理论的发展，是粒子群算法发展的又一重要来源。粒子在一个问题的搜索空间中可以看作一种人类的社会行为，个体可以根据环境的变化及时地调整他们的信念和态度，从而和群体的行为保持一致。这些研究为粒子群算法的提出奠定了思想来源和理论基础。
 
1）基本原理
 
粒子群优化算法源于对鸟类觅食行为的研究。鸟类觅食时，寻找食物最简单有效的方法是搜寻目前距离食物最近的周围区域。生物群体中个体与个体之间、个体与群体之间相互影响、相互作用，体现在群体中的信息共享，促进群体的进化发展。粒子群算法是根据生物种群的智能行为得到的启发求解优化问题，每个粒子都代表优化问题在搜索空间中的一个潜在解和对应一个由适应度函数决定的适应度值，每个粒子的速度决定飞行的方向和距离，速度根据粒子自身和其他粒子的移动经验进行动态的调整，以此实现个体在可行解空间中的寻优。粒子群算法首先对可行解空间中的一群粒子初始化，每个粒子都代表极值优化问题的一个潜在可行解，该粒子的特征用位置（position）、速度（velocity）和适应度3个指标表示。其中，适应度值通过适应度函数计算，其大小反映了粒子的优劣程度。粒子在解空间中运动时，其位置更新是通过跟踪个体极值Pbest和群体极值Gbest完成的。其中，个体极值Pbest是指在个体所经过的位置中通过计算其适应度值得到的最优位置，群体极值Gbest是指种群中所有粒子搜索到适应度最优的位置。粒子每更新一次位置，就计算一次适应度值，通过比较新粒子的适应度值与个体极值、群体极值的适应度值来更新个体极值Pbest和群体极值Gbest。
 
一个由n个粒子组成的种群X＝（x1，x2，…，xn），在D维搜索空间中以一定的速度飞行，每个粒子在搜索时，充分考虑搜索到的历史最好位置和种群内其他粒子的历史最优点，在此基础上进行位置（或状态、解）的变化。
 
相关变量定义如下：
 
第i个粒子的位置表示为xi＝（xi1，xi2，…，xiD）；
 
第i个粒子的速度表示为υi＝（υi1，υi2，…，υiD）；
 
第i个粒子的个体极值表示为pi＝（рi1，рi2，…，рiD）；
 
种群内所有粒子的群体极值表示为pg＝（рg1，рg2，…，рgD）。
 
一般来说，粒子的位置和速度都是在连续的实数空间内取值。
 
在每次迭代过程中，粒子通过个体极值和群体极值更新自身的速度和位置信息，其数学表达式如下：
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其中，d∈｛1，2，…，D｝；i∈｛1，2，…，n｝；k为当前的迭代次数；c1和c2称为学习因子（也称加速系数，学习因子使粒子具有自我总结和向种群中优秀个体学习的能力，并能向着自己的历史最优位置以及种群内或邻域内的历史最优位置靠近）。通常情况下，c1和c2取为2；r1和r2是［0，1］均匀分布的伪随机数。粒子速度和位置的关系如图1-5所示。
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 图1-5　粒子速度与位置的关系示意图
 

 
在粒子群算法中，粒子的速度主要由3部分构成。
 
（1）粒子当前的速度，是粒子飞行中的惯性作用和其能够飞行的基本保证，表明粒子当前的状态，防止粒子大幅度改变方向，平衡粒子的全局和局部搜索能力。
 
（2）认知部分，表示粒子在飞行中凭借自身的经验，向自己曾经找到过的最优位置靠近，使粒子有足够强的全局搜索能力，避免局部最优。
 
（3）社会经验部分，表示粒子在飞行中考虑到社会经验，向邻域中其他粒子学习，通过借鉴和信息共享，使粒子在飞行时向邻域内所有粒子曾经找到过的最好点靠近。
 
2）粒子群算法的要素
 
迄今为止，对于粒子群算法的研究大多以带有惯性权重的粒子群算法为基础进行分析、扩展和修正。因此，大多数文献中将带有惯性权重的粒子群算法称为标准版粒子群算法，而将前面的粒子群算法称为基本粒子群算法（或原始的粒子群算法）。
 
粒子群算法的要素包括算法的相关参数和算法设计中的相关问题两部分。其中相关参数包括种群大小、学习因子、最大速度、惯性权重；算法设计中的相关问题有邻域拓扑结构、粒子空间的初始化和停止条件。
 
在粒子群算法中，由n个粒子组成的集合X＝（x1，x2，…，xn），每个粒子对应可行解空间中的一个潜在解，一个粒子从它的邻域ni接收信息，其中ni∈X。标准的粒子群算法中，粒子与粒子之间的关系可以用一个无向图G＝（V，E）表示，其中V是粒子的集合；E是边的集合，表示粒子与邻域粒子之间的配对关系。这个无向图通常被称为粒子群的拓扑结构。粒子群算法中常见的拓扑结构有星型结构、环型结构、冯·诺依曼结构和齿型结构等，如图1-6所示。
 
粒子群算法的主要流程如下：
 
第1步：初始化粒子群，随机设定位置xi和速度υi；
 
第2步：在每一次进化（迭代）中计算每个粒子的适应度值；
 
第3步：对于每个粒子xi，如果其适应度值比所经历过的历史最好位置Pbest的适应度值好，则用当前位置pi更新个体历史最优位置Pbest；
 
第4步：对于每个粒子xi，如果其历史最优适应度值比群体内或邻域内所经历的最好位置Gbest的适应度值好，则用当前的全局最优位置pg更新种群的历史最优的位置Gbest；
 
第5步：根据更新公式对粒子的位置xi和速度υi进行修正；
 
第6步：若未达到停止条件，则转到第2步。
 
5．人工蜂群算法[44]
 
自然界的蜜蜂是一种社会性群居生物，在群体中，单个蜜蜂的智能与能力是有限的。然而，由一群具有简单智能的个体组成的群体却表现出令人惊讶的智能。无论所处的环境多么复杂，它们总能找到蜂巢周围、距离适中且食物最丰富的食物源。蜂群表现出的智能行为引起了科学家的极大兴趣。
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 图1-6　粒子的拓扑结构示意图
 

 
2005年，Karaboga系统地提出了人工蜂群算法（Artificial Bee Colony Algorithm）算法，并将人工蜂群算法应用于求解函数值优化问题，取得很好的效果。
 
1）基本原理
 
Seeley最早提出了一种蜂群的群居行为模型：自组织模拟模型。该模型中，群体由各种角色的蜜蜂组成，虽然每个角色的蜜蜂只能完成单一的任务，但蜂群中的蜜蜂通过舞蹈、气味等信息交互方式使整个蜂群能够协同完成诸如蜂巢构建、觅食等多种较为复杂的任务。
 
在模型中，蜂群包括3种基本要素：食物源、雇佣蜂和非雇佣蜂，其中非雇佣蜂包括侦察蜂和跟随蜂。具体地，这些要素描述如下：
 
（1）食物源，食物源的优劣程度主要依赖以下因素：食物源到蜂巢的距离；食物源的丰富程度；食物获取的困难程度等。一般地，用食物源的收益表征这些因素。
 
（2）雇佣蜂，也称为引领蜂。模型中雇佣蜂指正在某个食物源觅食或已经被这个食物源雇佣的蜜蜂。其数量一般与食物源有关。它们会把这个食物源的信息，例如离蜂巢的距离和方位、食物源的收益等信息通过舞蹈的方式告知其他蜜蜂。
 
（3）侦察蜂，侦察蜂通常在蜂巢周围搜索附近的食物源。一般地，蜂群中的侦察蜂数量约占整个蜂群总数的5%～10%。
 
（4）跟随蜂，跟随蜂在舞蹈区等待由雇佣蜂带回的食物源信息，它们观察雇佣蜂的舞蹈，选择自己认为满意的食物源进行跟随。
 
模型中，蜂群有两种基本行为模式：①引领模式，即当一只蜜蜂找到自己认为丰富的食物源时，引领其他蜜蜂到食物源处；②放弃模式，即放弃一处食物源，寻找新的食物源。
 
蜂巢附近的舞蹈区是蜂群中的个体进行信息交换的主要场所，也是角色转换的地方。在舞蹈区，蜜蜂通过摇摆舞的形式与其他蜜蜂交流食物源信息。在蜂群智能行为中，信息交换的过程如下：侦查蜂飞回蜂巢，并在舞蹈区进行舞蹈，舞蹈区周围的蜜蜂通过观察进行选择，一旦选定自己的食物源，蜜蜂角色转换随之发生。食物源被选择的可能性依赖于其收益率。食物源的收益率越大，其被选择的可能性也大。
 
在觅食行为之初，一部分蜜蜂从蜂巢出发，它们的角色是侦察蜂，在蜂巢周围进行随机搜索。当蜜蜂搜索到食物源后便进行采蜜，并记录食物源的相关信息，此时蜜蜂的角色就转变为“被雇佣者”，其余没有进行采蜜的蜜蜂，就成为“非雇佣蜂”。其中，被雇佣的蜜蜂在觅食完成后，回巢并做如下选择：
 
（1）放弃已经搜索到的食物源，角色由雇佣蜂变成侦察蜂。
 
（2）在舞蹈区与其他蜜蜂进行信息共享，招募更多的蜜蜂。
 
（3）继续返回采蜜，而不招募其他蜜蜂。
 
非雇佣的蜜蜂会做出如下选择：
 
（1）以侦察蜂的身份对蜂巢附近的食物源展开搜索。其搜索可以是完全随机的，也可依赖于先验知识。
 
（2）选择一个雇佣蜂进行跟随，其角色转变为跟随蜂，并在食物源的邻域进行搜索。
 
2）人工蜂群算法的基本过程
 
在用人工蜂群算法求解优化问题时，食物源对应于待优化问题的一个可行解，食物源的丰富程度（即适应度）代表解的质量。引领蜂和跟随蜂各占蜂群数量的一半，每个食物源只有一个引领蜂，即引领蜂数量等于蜜源数量。当一个食物源被放弃时，它所对应的引领蜂就变成了侦查蜂。在算法初始化后，蜜蜂开始对全部的食物源进行搜索。
 
引领蜂会先对全局进行搜索，并比较搜索前后食物源的丰富程度，蜜蜂会选择食物源较为丰富的目标。当所有的引领蜂完成搜索后，它们会回到信息交流区（即舞蹈区）将其了解的食物源相关信息与其他蜜蜂进行信息共享。跟随蜂则会根据引领蜂提供的信息按照一定的概率选择引领蜂进行跟随。适应度越高的食物源被选择的概率越大。然后，跟随蜂会和引领蜂一样进行邻域搜索，并选择较好的解。
 
1.3.2　智能优化方法的一般框架
 
智能优化方法是人工智能的一个重要分支。笔者将从人工智能视角，提出智能优化方法的一般框架。
 
人工智能的工程目标是设计制造出智能产品[45]，替代人解决问题或完成任务。在解决问题时，需要用到知识。所谓知识，是可用于解决该问题的领域信息。为了有效解决问题，需要解决以下问题：
 
（1）知识表示：将知识表示成能用计算机处理的符号；
 
（2）知识发现与学习：从经验中不断地自动获取知识；
 
（3）知识推理与应用：利用知识产生行为。
 
一般而言，智能优化方法是一种基于采样的迭代过程。在求解问题时，智能优化方法将该问题进行编码。在每一代，它主要包括产生解和信息加工两个过程。产生解过程对应于知识推理与应用过程，而信息加工过程对应于知识发现与学习过程。例如经典遗传算法选择两个个体的染色体进行重组得到解，其信息加工机制是种群更新机制。在遗传算法中，知识利用染色体进行编码表示。因此，智能优化方法是符合人工智能解决问题的一般范式的。
 
本书将讨论的蚁群算法在知识表示、知识发现与学习及知识推理与应用方面具有显著特色。在蚁群算法中，信息素具有重要的作用，它是知识的载体。在蚁群算法演化过程中，蚁群通过信息素进行信息交互，并用以指导解的构造。
 
1.3.3　智能优化方法分类
 
目前，已有数十种智能计算方法。常见的分类准则有以下几种。
 
 
 	种群vs单点：单点法在搜索过程中仅对一个解进行操作和变换；而基于种群的算法对一个种群进行演化。
 
 	记忆的作用：有些智能计算方法是无记忆的，即在搜索过程中，没有利用到动态提取的信息，例如模拟退火算法。而有些智能计算方法是有记忆的，它们利用到在线学习的信息，如禁忌搜索的长期和短期记忆。
 
 	构造型vs非构造型算法：通过构造过程得到解。
 
 	确定型vs随机型：在求解问题过程中，确定性的智能计算采用确定型决策。而在随机智能计算方法中，采用了许多随机规则。在确定型算法中，如果初始解给定，则输出解是确定的。而在随机型算法中，即使给定初始解，最终得到的解也可能是不同的。


 
本书研究的蚁群智能优化算法与粒子群算法和蜜蜂算法均属于群体智能（Swarm Intelligence）范畴[44]。群体智能是受蚁群、鸟群、蜂群等群居生物体行为启发，通过模拟这些群居生物行为产生的计算方法。在自然界中，单个蚂蚁（或鸟或蜜蜂）的能力非常有限，难以独立生存，但是一群蚂蚁却能通过相互协作很好地适应环境，表现出智能行为。
 
在群体智能中，一群相互之间直接或间接通信的个体组成群体，这些个体通过相互协作求解问题。
 
1994年，Mark Millonas提出了群体智能应该遵循的5条基本原则。
 
（1）接近原则（Proximity Principle）：群体中的个体具有对空间和时间进行简单计算的能力。
 
（2）质量响应原则（Quality Principle）：群体能够对环境中的质量因子作出响应。
 
（3）多样性响应原则（Principle of Diverse Response）：群体的行动和响应范围不能太窄，应具有多样性。
 
（4）稳定性原则（Stability Principle）：每次环境变化时，群体不应该随之改变其行为模式。
 
（5）适应性原则（Adaptability Principle）：在保证计算代价的条件下，群体能够改变其行为模式。
 
1.3.4　智能优化方法的特点
 
与传统优化方法相比，智能计算方法一般具有以下特点：
 
（1）自适应性强。对待求解的优化问题没有过多的要求，一般不要求满足可微性、凸性等条件，在迭代过程中，一般只用到目标函数值等信息，不必用到目标函数的导数等问题信息。这使得智能计算方法具有很强通用性。
 
（2）优良的全局寻优能力。它们在解空间进行全局搜索，按照一定的机制指导搜索，算法具有很好的鲁棒性，对初始条件不敏感，具有很强的容差能力。
 
（3）易于实现。智能计算方法原理简单，一般不需要数学推导。
 
1.4　本书内容及组织
 
本书的第2章讲述蚁群算法的基本原理和算法要素，概述了算法的国内外研究现状。随后的8章内容总结作者近年来的研究成果（包括论文[47][48][49][50][51][52]以及一些实际课题）。主要内容如下：
 
（1）在第3章中，首先介绍旅行商问题及其相关知识，再提出有限级信息素蚁群算法，把信息素分成有限个级别，用完全不同的方式更新信息素，并且信息素的更新量与目标函数值无关。
 
（2）在第4章，针对多维背包问题，提出了一类自适应蚁群算法，该算法采用自适应方法选取信息素下界。其基本思想是在解的平均差异量过小时通过修正信息素下界避免停滞。针对多维背包问题的实验结果表明，提出的方法能有效地平衡多样性和强化性。
 
（3）在第5章和第6章，针对定向问题及团队定向问题，结合问题的特点，分别提出高效的蚁群算法。
 
（4）第7章提出了求解属性约简的蚁群算法。属性约简是一个重要的特征提取方法。本章提出了3种蚁群算法。依据其信息素释放方式，分别称这3种算法为边模式蚁群算法、团模式蚁群算法和点模式蚁群算法。
 
（5）第8章给出了卫星资源调度问题模型，采用蚁群算法进行求解。该资源调度问题源于西安卫星测控中心的实际需求。
 
（6）第9章将蚁群算法用于求解旅游路线规划问题，并将其与多个智能计算方法进行比较。
 
（7）第10章提出了一类求解多目标组合优化问题的蚁群算法，并在多目标旅行商问题和多目标多维背包问题中进行验证。多目标组合优化是运筹学的重要分支，本章将给出如何用蚁群算法求解这类问题，并分析所提出算法的性能。
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第2章　蚁群优化方法概述
 
2.1　蚁群算法的思想起源
 
蚂蚁作为一种社会昆虫，其食物搜索行为具有非常高的协作性。研究发现，当蚂蚁在蚁穴和食物源之间行走时，会释放一种称为信息素的物质，这些物质形成一条指示轨迹。由于蚂蚁在较长路径上行走时需要更多的时间，而信息素是随着时间挥发的，因此较短路径上的信息素强度（intensity）高于较长路径上的强度。蚂蚁可以感知到环境中这种物质的存在及其强度，并在移动时，倾向于选择信息素强度高的轨迹。最终它会从初始的随机路径搜索，逐步稳定到最短路径上来。蚂蚁对环境中的刺激物作出反应，并产生新的刺激物，这些刺激物既作用于自己，也对群体中的其他个体产生影响。这种间接的通信方式形成了一种行为协作方式。它具有两个突出特点：一是通信个体通过释放信息素修正其对所处环境的物理状态；二是信息素只能被访问该局部状态的通信个体感应到。这种以环境状态的物理修正为媒介，而且只能被局部接收的通信方式称为Stigmergy。
 
1989年，Gross等[1]利用一群蚂蚁做了如下实验：在蚁穴与食物源之间架设二分支桥。每次移动时，蚂蚁只能选择两个分支之一往返于蚁穴与食物源。实验观察发现，在很短时间内，大多数蚂蚁将会选择路径较短的桥，并且蚁群选择短分支的概率随着两个分支之间的长度比例增加而增大。
 
随后，Dorigo等[2]做了如图2-1所示的经典实验。图中A是蚁穴，E是食物源，HC为一障碍物。蚂蚁在没有障碍的时候，可以通过如图2-1（a）所示路径到达食物源。但是由于障碍的存在，蚂蚁只能经H或C由A到达E（图2-1（b）），其路径选择受先前经过的蚂蚁留下的信息素强度的影响。右边的路径短，蚂蚁在其上留下的信息素强度高，该路径被其他蚂蚁选择的概率就高。随着信息素的积累，蚂蚁趋向于选择右边的路径（图2-1（c））。
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 图2-1　蚂蚁觅食躲避障碍示意图
 

 
Dorigo等将真实蚂蚁的行为模型化，用加权弧段表示实际的路径，其中权值如图2-2（a）所示。设t＝0时刻有30只蚂蚁由A到达B，另有30只蚂蚁由E到达D，蚂蚁每次经过后留下的信息素强度为1。为方便起见，设该物质经过一个时间单位后完全挥发。在初始时刻，由于路径BH、BC、DH、DC上均无信息素存在，位于B和D的蚂蚁随机地选择路径。从统计的角度可以认为它们以相同的概率选择BH、BC、DH、DC（图2-2（b））。经过一个时间单位后，在路径BCD上的信息素量是路径BHD上信息素量的两倍。在t＝1时刻，将有20只蚂蚁由B和D到达C，有10只蚂蚁由B和D到达H（图2-2（c））。随着时间的推移，蚂蚁会以越来越大的概率选择路径BCD，最终完全选择路径BCD，从而找到由蚁穴到食物源的最短路径。
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 图2-2　模型化距离
 

 
受真实蚂蚁觅食行为的启发，Dorigo等开创性地提出了蚁群算法，其基本思想是利用一群人工蚂蚁模拟真实蚂蚁的觅食行为求解问题。人工蚂蚁和真实蚂蚁既有联系又有区别[3]，通过比较两者的特点，有助于了解蚁群算法的工作机理，对蚁群算法的研究也有一定的指导意义。
 
人工蚂蚁绝大部分行为特征来源于真实蚂蚁，它们的共同特征主要有以下5点。
 
1）人工蚂蚁和真实蚂蚁都是一群相互合作的个体
 
它们可以通过全局范围内相互合作找出问题较好的解。虽然每只人工蚂蚁构造可行解的行为往往比较复杂，但是高质量的解也是整个蚁群合作的结果。
 
2）人工蚂蚁和真实蚂蚁都通过信息素进行间接通信
 
真实蚂蚁在经过的路径上留下信息素，而人工蚂蚁改变其经过路径上存储的数字信息，该信息记录了蚂蚁当前解和历史解的性能状态，而且可以被以后经过该路径的蚂蚁读写。蚁群通过这种方式改变了当前人工蚂蚁所经过的路径周围的环境，同时也改变了整个蚁群所存储的历史信息。另外，蚁群算法中还有一个信息素挥发机制，它模拟真实信息素挥发，逐渐改变信息素。挥发机制使得人工蚂蚁和真实蚂蚁一样可以逐渐忘记历史遗留信息，从而使人工蚂蚁在进行路径选择时不局限于先前蚂蚁所留下的经验。
 
3）人工蚂蚁和真实蚂蚁都利用了正反馈机制
 
人工蚂蚁受真实蚂蚁觅食行为的启发，利用了正反馈机制（自催化机制）和解的隐性评价（implicit solution evaluation）[3]。解的隐性评价意味着路径越短可以越快地被人工蚂蚁经过，从而较短的路径可以接收更多的信息素。而正反馈意味着路径越短则信息素越多，从而被更多的蚂蚁选取的可能性越大。如果合理利用，正反馈可以成为基于群体的优化算法的一个有效机制。但是，在应用正反馈时应避免早熟收敛。
 
4）人工蚂蚁和真实蚂蚁都有一个共同的任务，并且只能局部移动
 
人工蚂蚁与真实蚂蚁有共同的任务，即寻找连接起点（蚁穴）到终点（食物源）的最短（最小代价）路径。真实蚂蚁不能跳跃，它们只能在相邻区域内行走；而人工蚂蚁也只能一步步地沿着问题的相邻状态移动。
 
5）人工蚂蚁和真实蚂蚁都采用随机的、近视的（myopic）状态转移策略
 
与真实蚂蚁类似，人工蚂蚁在构造解时按照一种随机决策策略在相邻状态间移动，而且它们只是利用了局部信息而没有利用前瞻性预测未来状态。因此，它们所采用的策略在时间和空间上都是局部的。这个策略既与问题特有先验信息有关，又与由蚂蚁引起的环境局部改变有关。
 
人工蚂蚁还具有真实蚂蚁所不具备的行为特征，主要有以下几点：
 
（1）人工蚂蚁生活在一个离散空间中，它们的移动是由一个离散状态到另一个离散状态的跃迁；而真实蚂蚁是在一个连续的空间爬行。
 
（2）人工蚂蚁具有一定的记忆能力，它能保存蚂蚁过去的状态。而真实蚂蚁没有表现出这方面的能力。
 
（3）人工蚂蚁释放信息素的时机可以依据具体问题而定，而真实蚂蚁是在移动的同时释放信息素。
 
（4）为了提高系统的优化性能，人工蚂蚁可以增加一些额外的本领，如预测能力、局部优化、回退等。而这些本领是真实蚂蚁所不具备的。
 
总之，蚁群算法是真实蚁群觅食行为的一种抽象。同时，为了能有效解决实际优化问题，它赋予了人工蚂蚁一些真实蚂蚁所不具备的本领。
 
2.2　蚁群算法的基本框架
 
在文献[4]中，Dorigo和Caro给出了一个针对组合优化问题的蚁群算法基本框架。组合优化问题通常可以由三元组（S，f，Ω）表示，其中S是候选解的集合；f是目标函数，对于任意s∈S有目标函数值f（s）；Ω是约束条件集合。其优化目标是寻找全局最优可行解。
 
组合优化问题（S，f，Ω）可以映射为具有如下特征的问题：
 
（1）有限集合ζ＝｛c1，c2，…，cNC｝表示优化问题的组成元素（component）。
 
（2）根据所有的可能序列x＝＜ci，cj，…，ck，＞定义问题的有限状态集合χ，其中ci，cj，…，ck是ζ的元素。序列的长度定义为|x|，表示序列中元素的个数，序列长度的最大值l＜±∞。
 
（3）候选解集合S是有限状态集合χ的子集，即S⊆χ。
 
（4）可行状态集合χ⊆χ，由满足约束条件集合Ω的序列x∈χ构成。
 
（5）非空集合S*是最优解组成的集合，S*⊆χ且S*⊆S。
 
通过以上描述，组合优化问题可以通过图的形式表示为G＝（ζ，L），其中，ζ表示结点集合，L表示所有结点的连接弧集合。从而，待求解的问题转化为在一个图中搜索最小代价路径问题。问题的解对应于G上的可行序列（可行路径）。它的最优解即为G上满足约束条件的最短路径，即目标函数的最优解。
 
蚁群算法是一个迭代算法，在每一次迭代中执行如下操作：一群蚂蚁同步或异步地在问题的相邻状态之间移动，它们利用关联在每个状态中的信息素和启发信息，采用状态转移规则选择移动方向，逐步构造出问题的可行解；在每只蚂蚁构造解时，可以局部地更新信息素；在所有蚂蚁都完成了解的构造之后，依据获得的解对信息素全局更新。这个迭代过程持续到某个停止条件被满足为止。常用的停止条件有最大运行时间或者允许构造解的最大数目等。用不同的方法对蚁群算法总框架的各部分进行具体化，可以产生不同的蚁群算法。图2-3为蚁群算法的标准流程图。
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 图2-3　蚁群算法的标准流程
 

 
2.3　基本蚁群算法及其典型改进算法
 
蚂蚁系统（AS）是最早的蚁群算法，也是基本蚁群算法。此后，人们提出了许多改进的蚁群算法，包括蚁群系统（ACS）[5]、基于排序的蚂蚁系统[6]、最大最小蚂蚁系统（MMAS）[7]等。它们与AS的主要区别在于状态转移规则和信息素更新规则的不同。其中，ACS和MMAS是两类应用广泛的蚁群算法。本节先介绍AS，然后介绍ACS和MMAS的工作原理。其他算法参见文献[8]，[9]。
 
为便于说明这些算法的基本原理，首先介绍旅行商问题（TSP）。TSP的图论描述如下：给定n个结点（每个结点代表一个城市）和连接结点的弧段（边）的集合E，对任意i∈N，j∈N，（i，j）∈E，用dij表示弧段的长度，即城市i和j之间的距离，TSP问题就是在图G＝（N，E）中找一条最短的Hamilton回路，即闭回路，经过每个结点一次且只一次，其长度为组成它的各弧段长度的和。在蚁群算法发展过程中，TSP常用作测试问题。
 
2.3.1　基本蚁群算法
 
在基本蚁群算法中，人工蚂蚁具有以下特征：
 
（1）蚂蚁在城市i根据信息素和启发信息选择下一个城市j。
 
（2）在从城市i到城市j移动过程中或是在完成一次循环后，蚂蚁在边（i，j）上释放一定量的信息素τ（i，j）。
 
（3）为了满足问题的约束条件，在一次循环中，不允许蚂蚁选择已经访问过的城市。
 
下面给出基本蚁群算法的状态转移规则和信息素更新规则。
 
1）状态转移规则
 
在初始时刻，蚂蚁随机选取一个结点，然后蚂蚁从一个结点移动到另一个结点，直到经过所有的结点。设第k只蚂蚁当前所在的结点为i，则从该结点移到结点j的概率为
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其中η（i，j）是弧（i，j）上的启发信息。在TSP问题中，η（i，j）一般选取为弧长的倒数。Nik是由所有未经过的点组成的集合，α，β分别表示信息素和启发信息相对权重参数，它们控制τ（i，j）和η（i，j）在决策中所占的比重。由式（2-1）可知，那些具有较多的信息素且较短的弧段，被选择的概率较大。
 
2）信息素更新规则
 
经过n-1次选择，蚂蚁完成一个回路，也就是问题的一个可行解。当蚂蚁原路返回时，在它所经过的弧段上留下信息素，用Δτkij表示第k只蚂蚁在弧段（i，j）上的释放的量。它的取值与相应的可行解Tk质量有关。设Lk表示该回路的长度，显然，Lk越小，解的质量越好，在所经过的弧段上留下的信息素Δτkij越大。任意弧段（i，j）上信息素的总改变量为
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其中m是蚂蚁数。
 
根据具体算法的不同，Δτkij的表达形式可以不同。Dorigo[2]曾给出3种不同的模型，分别为Ant Cycle System、Ant Quantity System和Ant Density System。
 
在Ant Cycle System中，Δτkij为
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其中Q为常数；Lk表示第k只蚂蚁在本次循环中所走路径的长度。
 
在Ant Quantity System中，Δτkij为
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在Ant Density System中，Δτkij为
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后两种算法与Ant Cycle System的区别在于，蚂蚁每走一步都要更新信息素的强度，而不是等到所有蚂蚁完成一个解的构造以后。在Ant Quantity System中，信息素强度的增量为Q/dij，此时增量会随着城市之间距离的减小而增大。在Ant Density System中，从城市i到城市j的蚂蚁在路径上释放的信息素强度是一个与弧长无关的常数Q。Ant Cycle System利用全局信息更新信息素，它在求解TSP问题时性能较好。
 
此外，基本蚁群算法引入信息素挥发机制。设信息素的保持系数为ρ，则信息素挥发系数为1-ρ。信息素按式（2-6）调整
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至此一次迭代结束，进入下一次迭代。重复进行上述过程，直到满足某个停止条件则算法停止。
 
研究表明，基本蚁群算法具有以下优点：
 
（1）具有较强的全局搜索能力。在算法中，一群蚂蚁通过相互协作来更好地适应环境，以获得更好的性能；利用蚂蚁群体而不是单只蚂蚁，使得算法找到全局最优解的概率增加；另外，使用概率规则而不是确定性规则指导搜索，使得算法有可能逃离局部最优。而传统优化算法对初值、迭代步长较敏感，一旦陷入局部最优就很难逃离。
 
（2）具有潜在的并行性。所有蚂蚁同时独立地在解空间中搜索，非常适合于并行实现，因此它本质上是一种高效的并行搜索算法。一方面蚂蚁的搜索行为是独立自主的，不需要集中控制；另一方面，即使一只或者几只蚂蚁做出不好的选择，整个蚁群系统仍然能够保持正常功能。这种分布式并行模式大大提高整个算法的运行效率和鲁棒性。
 
（3）在优化过程中不依赖于优化问题本身的数学性质，如连续性、可导性以及目标函数和约束条件的精确数学描述等。
 
（4）具有学习能力，在复杂的、不确定的、时变的环境中，通过自我学习不断提高蚂蚁的适应性。
 
但是，基本蚁群算法存在以下缺点：
 
（1）与遗传算法等相比，该算法一般需要较长的搜索时间。这是因为蚁群中个体的移动是随机的，虽然通过信息的交流能够向着最优路径进化，但是当问题规模较大时，很难在较短时间内从杂乱无章的路径中找出一条较好的路径，而解的构造过程也会占用大量的计算时间。这一缺点是蚁群算法本身决定的，很难有本质上的改进，但可通过采用局部搜索等方法提高算法收敛性，减少算法搜索到满意解的时间。
 
（2）容易出现停滞现象。停滞现象是指当算法搜索到一定程度后，所有蚂蚁不能构造新的解，以致不能对搜索空间做进一步探索的现象。蚂蚁总是倾向沿着信息素强度高的弧段移动，由信息素更新规则可见，未被选取的弧段与包含在优解中的弧段相比，信息素强度的差异越来越大，它们被选择的概率也就越来越小，从而导致算法有时只能在信息素更新中的优解附近进行搜索。这种信息素更新规则实现了正反馈机制，但是停滞现象是这种方式要避免的一个不足之处。所以在算法的求解过程中，需要折中考虑算法的探索（exploration）和开发（exploitation）能力。
 
（3）有些优化问题难以用构造图描述。虽然构造图在一定程度上扩展了蚁群算法的应用范围，但许多较复杂的实际问题仍然难以用构造图描述。
 
2.3.2　蚁群系统
 
蚁群系统是Dorigo和Gambardella于1997年提出的，蚁群系统与蚂蚁系统主要有以下不同之处。
 
1）状态转移规则
 
在ACS中，状态转移规则如下：一只位于结点i的蚂蚁按照式（2-7）给出的规则选取下一个将要到达的城市j，
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其中，q是一个［0，1］之间的服从均匀分布的随机数，q0是一个参数（q0∈［0，1］），S是按照式（2-1）给出的概率分布选出的一个随机变量，J（i）是可选城市集合。
 
式（2-7）给出的状态转移规则称为伪随机比例状态转移规则（pseudo random-proportional state transition rule）。这个状态转移规则，与式（2-1）给出的随机状态转移规则（random-proportional state transition rule）一样，都倾向于选择较短的且有较多信息素的边作为移动方向。参数q0决定了探索和开发的相对重要性：当一只位于结点i的蚂蚁按照式（2-7）给出的规则选取下一个将要到达的城市j时，它先产生一个随机数0≤q≤1；如果q≤q0，依据式（2-7）选取最好边，否则按照式（2-1）选取一条边。
 
2）全局信息素更新规则
 
在ACS中，只有全局最优的蚂蚁才被允许释放信息素。这种策略以及伪随机比例规则的使用，使得蚂蚁具有更强的开发能力：蚂蚁的搜索主要集中到当前迭代为止时所找出的最优路径的邻域内。在每只蚂蚁都构造完一个解之后，全局信息素更新规则按照下式执行：
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其中，ω是信息素挥发参数（0＜ω＜1），Lgb是全局最优路径长度。
 
由式（2-8）和式（2-9）可知，只有那些属于全局最优路径的弧段上的信息素才得到增强。全局更新规则的另一个类型是用当前迭代的最优解更新信息素。在这种策略中，式（2-9）中用当前迭代的最优路径长度Lib代替Lgb，并且只有属于当前迭代的最优路径中的弧段才会得到增强。实验表明，这两种类型对蚁群系统性能影响的差别很小，全局最优的性能稍好一些。
 
3）局部信息素更新规则
 
在构造解时，蚂蚁应用式（2-10）给出的局部更新规则对它们所经过的边更新信息素：
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其中，r（0＜r＜1）是一个参数。
 
实验表明，当Δτ（i，j）＝τ0时（其中τ0为一常数），算法能在较短的时间内获得较好的解。特别地，在TSP问题中，τ0＝（nLnn）-1，其中Lnn是由最近邻域启发算法求得路径的长度，n是城市的数目。
 
4）蚁群系统采用候选表策略
 
蚁群系统是一种构造式随机算法，在每一步，如果蚂蚁在选择下一个城市时考虑所有可选的城市，状态转移规则的计算量会很大。为了提高蚁群系统的搜索效率，特别是对于较大规模的问题，蚁群系统采用候选表策略。候选表是一个表，它记录从当前城市出发偏好程度较高的城市（preferred cities）。只要候选表中还有未访问过的城市，蚂蚁就会按照状态转移规则从候选表中选取一个城市。当候选表中的所有城市都被访问过时，蚂蚁才会考虑不在候选表中的城市。
 
2.3.3　最大最小蚂蚁系统
 
Stützle和Hoos在2000年提出MMAS。它与AS的差异主要体现在信息素更新规则上。
 
1）MMAS采用精英策略来更新信息素
 
具体而言，在每个蚂蚁构造完一个解之后，只增加最优解对应弧段的信息素。这个解可能是当前最优解（best-so-far solution），也可能是当前迭代的最优解（iteration-best solution）。当只使用当前最优解时，搜索可能会过快地集中到这个解的周围，从而限制了对新解的搜索，甚至可能会陷于局部最优解。而利用当前迭代的最优解来更新信息素可以减少这样的风险。这是因为当前迭代的最优解在每次迭代时都可能不同。一般地，利用当前最优解来更新信息素，可使蚁群获得较强的开发能力，而利用当前迭代的最优解来更新信息素，可使蚁群获得较强的探索能力。实验表明，采用混合策略且在迭代过程中增加使用当前最优解进行信息素更新的频率，能有效平衡探索和开发能力，从而提高算法性能。
 
2）信息素取值限制在区间［τmin，τmax］，其中τmin、τmax分别是信息素下界和上界
 
MMAS通过将超出这个范围的值强制设置为τmin或τmax，避免不同弧段的信息强度差异过大，从而达到避免停滞的目的。
 
3）MMAS将信息素初始化为τmax
 
在MMAS中，信息素的值在第一次迭代之后都被设置为τmax（1）。这一点可以通过将信息素的初始值设置为某个非常大的数值来实现。这种策略使得蚂蚁在算法的初始阶段能够具有更好的探索能力。实验表明，它能改善算法的性能。
 
4）MMAS还利用信息素的平滑机制提高其性能
 
当MMAS已经收敛或接近收敛时，这种机制将信息素作如下调整：
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其中，0＜δ＜1；τ（i，j）与τ（i，j）*是信息素调整前后的信息素值。信息素平滑机制的基本思想是通过增加选择信息素值较小的解元素的概率提高搜索新解的能力。由于δ＜1，它能避免完全丢失在算法运行过程中所积累的信息。当δ＝1时，它相当于信息素的重新初始化。而当δ＝0时，该机制不发挥作用。平滑机制有助于改善算法的探索能力。同时，这个机制可以降低MMAS对信息素下限的敏感程度，有利于在全局范围内搜索新的解，同时避免过早收敛于局部优解。
 
2.4　蚁群算法研究现状
 
自1991年Dorigo等提出蚁群算法以来[10]，特别是1996年Dorigo[2]等系统阐述了蚁群算法的基本原理和数学模型之后，蚁群算法倍受关注，取得了大量的应用与理论研究成果。
 
2.4.1　蚁群算法的应用
 
在蚁群算法最初发展阶段，它主要应用于解决旅行商问题（TSP）、二次指派问题（QAP）以及作业调度问题（JSP）等为数不多的几类问题。现在已经在图着色问题[11]、车辆路径问题[12]、项目调度[13]、约束满足问题[14]、点覆盖问题[15]、网格划分问题[16]、背包问题[17]等许多复杂静态组合优化上取得了令人瞩目的成果。
 
蚁群算法在动态组合优化问题中一个最成功的应用是网络路由问题[18][19][20]。这主要是由于这类问题的内部信息和分布计算、随机动态以及异步网络状态更新等特征与蚁群算法的特征匹配得很好。
 
蚁群算法还用来解决连续优化问题。Bilchev和Parmee[21]提出了第一个求解连续优化问题的蚁群算法。它由全局搜索与局部搜索两部分组成，利用蚁群算法进行局部搜索，而全局搜索由遗传算法完成。其中，全局搜索确定整个搜索空间的区域，并给这些区域做出简单的评价。新区域的创建通过类似于遗传算法的交叉和变异操作完成。蚂蚁在经过的区域上根据该区域的目标函数值留下信息素，这些信息素可以指导其他蚂蚁进行局部搜索。Dreo和Siarry[22]在该算法的基础上引入了密度等级结构（Dense heterarchy），将信息素间接通信和直接通信两种方式结合起来。陈崚等[23]提出，将解空间划分成若干子域，根据信息量求出解所在的子域，然后在该子域内已有的解中确定解的具体值。杨勇等[24]提出一种求解连续空间优化问题的蚁群算法，该算法主要包括全局搜索、局部搜索和信息素强度更新规则。在全局搜索过程中，蚂蚁的移动方向由信息素强度和启发式函数确定。在局部搜索过程中，采用确定性搜索改善算法寻优性能，加快收敛速率。李艳君和吴铁军[25]用二进制对每个连续变量编码，然后让蚂蚁在离散域搜索。汪镭等[26]将蚁群算法引入连续空间的函数寻优问题，通过将传统蚁群算法中的“信息量留存”过程拓展为连续空间中的“信息量分布函数”，导出了相应的求解算法。程志刚等[27]保留了连续问题可行解的原有形式，并融合演化算法的种群与操作功能。他们将蚁群分为全局和局部蚂蚁，个体分别执行全局探索式和局部挖掘式搜索，并释放信息素，实现信息共享，利用正反馈机制以加速寻优进程。寇晓丽和刘三阳[28]将解空间按一定原则分解成离散子空间，蚂蚁在离散子空间搜索；并且用改进的Alopex算法对蚂蚁搜索得到的解进行修正。Socha和Dorigo[29]提出了离散域中蚁群算法的一个直接推广，其基本思想是利用概率密度函数（probability density function）替代离散域中的离散概率分布，蚂蚁依据概率密度函数进行抽样。段海滨等[30]提出了一种用于求解连续空间优化问题的改进蚁群算法，将连续空间优化问题的解向量分解成有限个网格，同时构造了一个与蚁群转移概率相关的评价函数，并借助相遇搜索策略对蚁群算法进行了改进，将信息素数量限制在一个有界区间，以提高改进蚁群算法的全局收敛性能。
 
蚁群算法还广泛用于求解多目标优化问题。张勇德和黄莎白[31]提出了基于蚁群算法的连续多目标算法。他们定义了连续空间中信息量的留存方式和蚂蚁的行走策略，并将信息素交流和基于全局最优经验指导两种寻优方式结合，以加速算法收敛和维持多样性。Doerner等[32]提出一类基于pareto占优的多目标蚁群算法，并用于项目证券投资组合（project portfolio selection）。蚁群算法已经在许多工程中的多目标优化问题得到应用，如多QoS约束海量数据网格任务调度[33]、热轧带钢轧制批量计划优化[34]、柔性约束电网规划[35]等。此外，蚁群算法还用来解决复杂混合变量等优化问题[36]。
 
2.4.2　蚁群算法的改进
 
针对基本蚁群算法的不足，国内外学者深入研究了信息素释放方式、信息素更新规则、路径选择策略、参数的选取以及并行实现和计算效率等，并且融合其他算法改进基本蚁群算法。
 
1）信息素释放方式
 
当AS应用到TSP问题中，蚂蚁采用边（edge）模式释放信息素，即将信息素释放到边上。随后研究者提出的信息素释放方式还有点（vertex）模式和团（clique）模式[37]等。与这几种方式相对应，信息素分别表征边、点和团的偏好。实验表明，针对不同问题，合理地选取信息素释放方式对于算法性能有着重要影响。
 
2）信息素更新规则
 
信息素更新规则是蚁群算法的核心。在AS中更新规则对所有蚂蚁经过的路径上的信息素都进行更新，这就降低了选择最优路径的概率，使得蚂蚁不能很快集中在最优路径的邻域内搜索。为克服这一缺陷，Dorigo和Gambardella[5]提出了全局更新规则和局部更新规则。一方面，由于全局更新规则只对全局最优路径进行信息素的增强，其他路径的信息素由于挥发机制会逐渐减少，这就增大了最优路径与其他路径在信息素上的差异，使得蚂蚁更倾向于选择最优路径中的边，并且很快集中在最优路径的邻域内搜索，从而提高算法的搜索效率。另一方面，局部更新规则使得蚂蚁具有更好的探索新解的能力。在此基础上，Stützle和Hoos[7]提出仅允许最优蚂蚁更新信息素，从而强化算法开发能力，达到提高算法获得更好解的效率的目的。但是这种精英策略（elitistst strategy）往往会导致算法在搜索早期收敛于局部最优解而过早停滞。为此，他们提出限制信息素上下界的方法，并通过把信息素初始化为信息素的上界使算法在初始阶段具有较好的探索能力。
 
此外，Bullnheimer等[6]将排序的概念扩展到蚂蚁系统，提出了基于排序的蚂蚁系统。该算法在每一次迭代后，将蚂蚁所经路径的长度按从小到大的顺序排列，并根据路径长度赋予不同的权重，路径较短的权重较大。鉴于蚂蚁系统搜索效率低和质量差的缺点，李士勇[8]提出了利用最优最差蚂蚁更新信息素。覃刚力和杨家本[38]采用锦标赛竞争策略更新信息素。陈崚等[39]提出了一种分布均匀度的自适应蚁群算法，根据优化过程中解的分布均匀度，自适应地调整路径选择概率的制定策略和信息素更新策略，以求在加速收敛和防止早熟、停滞现象之间取得很好的平衡。他们[40]还提出了一种具有感觉和知觉特征的蚁群算法，使蚂蚁受显意识和潜意识的相互作用选择路径，同时自适应地修改路径上的信息量。黄国锐等[41]提出了一种基于信息素扩散的蚁群算法，通过建立信息素扩散模型，使相距较近的蚂蚁之间能更好地进行协作。曹先彬和尹宝勇[42]采用异步更新规则调整各个蚂蚁的信息素强度，从而间接改变蚂蚁间合作方式。
 
3）路径选择策略
 
路径选择策略直接影响到解的质量。Dorigo和Gambardella[5]在随机比例状态转移规则的基础上，提出了伪随机比例状态转移规则（Pseudo-random-proportional state transition rule）。它提供了一种直接的方法平衡新路径的探索和先验知识以及问题积累知识的开发。郝晋等[43]提出了一种随机扰动蚁群算法，该算法具有一定的自适应性以及很强的随机扰动特性。李万庆和李彦苍[44]提出了基于信息熵的路径选择策略。王一清等[45]利用Bayes决策的后验分析技术，改进了基本蚁群算法中的随机搜索策略。
 
4）参数的选取
 
蚁群算法的参数是影响其解的质量和计算效率的关键因素。目前尚没有完善的理论指导，一般采用试凑法（trial and error）选定，该方法显然会影响算法的应用和性能。Botee等[46]用遗传算法求得参数的最优组合，但是该方法比较烦琐。Zecchin等[47]针对给排水系统优化问题用敏感度分析法给出了参数选取原则。冯远静[48]指出随着运行代数的增加逐渐减小信息素的挥发率，能改进算法性能。段海滨和王道波[49]在分析蚁群算法的全局收敛性的基础上，提出信息素强度变参数控制、挥发系数动态自适应调节策略。邢桂华和于盛林[50]对参数和选择策略进行了分阶段设计，而且参数的分阶段是根据寻优状态动态划分的。段海滨[9]提出用三步走的方法确定参数。Birattari等[51]采用机器学习的方法设置参数。Pellegrini等[52]分析了蚂蚁数、挥发率、信息素和启发信息的指数对于MMAS收敛速度的影响，提出了选取参数的方法。
 
5）与其他算法的融合
 
局部搜索常用来改善蚁群算法的性能[53]。蚁群算法执行一种粗搜索，它为局部搜索提供好的初始解；反过来，局部搜索这种精搜索又有助于避免蚁群算法陷于局部最优解。
 
利用蚁群算法良好的耦合能力，将蚁群算法和遗传算法相结合是蚁群算法改进的另一途径[54]。蚁群算法具有很强的正反馈能力，在算法后期能够加快算法的进化速度，促使算法迅速收敛，但在算法初期信息素匮乏，进化速度较慢；遗传算法具有快速随机的全局搜索能力，但不能利用系统的反馈信息。采用遗传算法生成信息素初始分布，利用蚁群算法求精确解，能够实现两种算法的优势互补。为了克服蚁群算法求解时间较长的缺陷，吴庆洪等[55]提出了一种具有变异特征的蚁群算法。陈烨[56]引入遗传算法中的杂交算子。孙焘等[57]提出了一种简单蚁群算法，利用变异算子改善蚁群初始解。段海滨等[58]采用云模型定性关联规则和自然界的小生境思想改善蚁群算法性能。文献[59]，[60]将蚁群算法和神经网络相结合，利用神经网络广泛映射能力和蚁群算法快速全局收敛能力，可在一定程度上避免神经网络易陷入局部极小点的缺陷。侯云鹤等[61]将粒子群算法应用到蚁群算法的局部搜索中，提高了优化效率和计算精度。文献[62]，[63]融合免疫系统的适应能力和蚁群算法的全局搜索能力，提出免疫蚁群融合算法，取得了较好的实验效果。
 
6）并行实现和计算效率
 
并行实现是改善蚁群算法计算效率的有效途径。Randall和Lewis[64]研究了5种并行实现方法：①并行独立蚁群法：一组蚁群算法在处理机上串行实现，每个蚁群的参数可能不同，它的优点是蚁群不需要通信；②并行交互蚁群法：它与并行独立蚁群法的区别在于蚁群间有交互信息；③并行蚂蚁法，它给每个蚂蚁分配一个从处理机，主处理机负责接受用户的输入，确定蚂蚁的初始位置、全局信息素更新、完成输出等任务；④解元素的并行评价法：它在从处理机上评价解元素；⑤混合法：它结合了并行蚂蚁法和解元素的并行评价法。
 
陈崚和章春芳[65]提出了并行蚁群算法中处理机间信息交流的两种策略，使得各处理机能够自适应地选择其他处理机以进行信息交换和相应信息素的全局更新。他们还提出了一种确定处理机之间进行信息交流的时间的策略，可以根据解的分布情况自适应地确定信息交流的时间，以平衡全局收敛速度和解的多样性。在算法每一次信息交换后，采用自适应的更新策略，根据信息素的均匀度进行信息素的更新，以达到避免早熟和局部收敛的目的。
 
最近，熊伟清和魏平[66]提出了一种二进制蚁群算法。这种算法采用二进制编码。由于这种算法对单个蚂蚁的智能行为要求比较低，对应的存储空间相对较少，从而提高了算法的计算效率。
 
2.4.3　蚁群算法的理论研究
 
虽然蚁群算法在应用上取得了丰硕成果，但蚁群算法的理论研究还主要集中于算法的收敛性和随机模型等方面。
 
Gutjahr[67]用Markov过程描述了一类蚁群算法GBAS，并且证明了其收敛性。Stützle和Dorigo[68]证明了一类蚁群算法ACOgb，τmin的收敛性。在此基础上，证明了两类具有代表性的蚁群算法即蚁群系统和最大最小蚂蚁系统，在给定信息素最小值（信息素下界）τmin和最大值（信息素上界）τmax的条件下以概率1收敛到最优解。Gutjahr[69]还在GBAS的基础上提出了两类新的算法GBAS/tdev和GBAS/tdlb，并证明可以通过选取合适的参数保证算法的收敛性。
 
Hou等[70]用不动点理论分析了一类广义蚁群算法的收敛性。Yoo等[71]，[72]分析了一类分布式蚂蚁路由算法的收敛性。Badr和Fahmy[73]用分支随机过程描述蚁群算法，从分支随机路径和分支WIENER过程的角度研究了蚂蚁路径存亡的比率，并证明了该过程为稳态分布。孙焘等[74]提出了一种简单蚁群算法，利用变异算子改善蚁群初始解，并给出了收敛性证明。丁建立等[75]依据Markov理论对一种遗传蚁群融合算法的收敛性进行了分析，证明了其优化解满足值序列单调非增且收敛。
 
段海滨等[76]以Markov链和离散鞅作为研究工具，对基本蚁群算法收敛性问题进行了理论证明，把最优解集序列转变为下鞅序列考查残留信息素轨迹向量的收敛性，并且给出了基本蚁群算法首达时间的定义，从理论上分析了基本蚁群算法首次到达时间的期望值。
 
最近，黄翰等[77]基于吸收态Markov过程模型，以期望收敛时间作为研究指标对蚁群算法收敛速度进行了理论分析；根据吸收态的性质给出了期望收敛时间的估算方法，理论上衡量了蚁群算法收敛速度，并且提出了ACO-易和ACO-难问题的判定方法。他们还给出了蚁群算法参数的优化设计理论方法，以确保算法能在多项式时间内求解ACO-易问题。并且针对蚁群系统，分析了算法参数与迭代时间的关系，提出了蚁群系统易求解问题的具体判别规则。
 
值得指出的是，Blum和Dorigo[78]研究了蚁群算法的搜索偏向（search bias）。针对简化的蚂蚁系统，研究了第一、第二类欺骗问题，分析了竞争平衡系统（competition balance system）与第二类欺骗的关系。他们发现对于竞争平衡系统，可能不会出现第二类欺骗；而对于非竞争平衡系统，可能会发生第二类欺骗。
 
2.5　小结
 
本章讲述了蚁群智能优化方法的生物学思想起源，给出了算法的基本框架，并且给出了3个蚁群算法代表。最后，从算法应用、改进与理论研究3个方面总结了国内外重要的研究成果。
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第3章　旅行商问题
 
3.1　引言
 
旅行商（TSP）问题是一类经典优化问题，与它相关的优化算法不胜枚举。经典蚁群算法已经用于求解旅行商问题，并得到很好的结果。但是，在蚁群算法中，信息素直接影响着整个搜索过程。在信息素更新时利用到目标函数值，这固然有其合理性，但目标函数值的变化规律难以预知，这给算法的参数设置带来很大的困难。另外，Blum和Dorigo指出对于两个呈常数比例的目标函数，即使基本蚁群算法采用完全相同的参数，算法性能却可能不同，文献[2]指出在一定条件下算法具有不变性。这显然不是人们所期望的[1]。针对这些问题，本章提出一种有限级信息素蚁群算法。
 
3.2　算法描述
 
实验发现，MMAS和ACS具有以下共同特点：
 
（1）参数的设置是依赖问题的，几乎没有规律可循，而且算法对参数比较敏感。
 
（2）在算法的运行过程中，信息素是按照指数下降的，这是算法易于早熟的一个原因。
 
（3）在算法的运行过程中，大量的信息素相同或相近。实际上，如果弧上的信息素相近，它们被选取的概率差异非常小，可以近似地把它们看成是等同的。
 
受此启发，有限级信息素蚁群算法把信息素分成有限个级别，用完全不同的方式更新信息素，并且信息素的更新量与目标函数值无关。为了阐述其工作原理并研究其性能，以TSP为测试问题。算法的主要流程如下：
 
步骤1，设定参数，初始化信息素；
 
步骤2，按照路径选择规则构造问题的解；
 
步骤3，按照信息素更新规则更新信息素；
 
步骤4，判断停止条件是否满足，若满足，算法终止；否则返回到步骤2。
 
在算法实现中，信息素被分成有限个级别，不同的级别按照一定的映射关系对应不同实数值，这样相同级别的弧的信息素相同。信息素更新通过级别的变动实现，对于当前最优弧，提高其级别，对于其他的弧，降低其级别。更新时只用加、减法。记h（i，j）是弧（i，j）上的级别，g（x）是单调增的正实函数，它实现从级别到信息素的映射关系，信息素更新规则如下：
 
（u1）∀（i，j）：h（i，j）←h（i，j）-r1；
 
（u2）如果f（[image: ]）＞f（ωt），则[image: ]＝ωt；
 
（u3）对于[image: ]，∀（i，j）∈[image: ]，h（i，j）←h（i，j）＋r2；
 
（u4）∀（i，j）：h（i，j）←max（1，h（i，j））；
 
（u5）∀（i，j）：h（i，j）←min（M，h（i，j））；
 
（u6）∀（i，j）：τ（i，j）＝g（h（i，j））。
 
其中，f为目标函数，[image: ]是当前最优解，ωt是本次迭代的最优解，参数r1、r2是正整数，r1＜r2，称r1为惩罚级别数，参数r1固定为1，r2为奖励级别数，参数M是最大级别数。τmax是信息素上界。约定g（M）＝τmax，g（1）＝1。在实验中，g（x）一般选取为[image: ]或[image: ]。前一个函数是线性函数，后一个函数是凹函数。这两个函数可以使信息素随着级别下降而衰减速度不变或逐渐变慢。
 
在信息素更新规则中，通过函数g（x）、奖励级别数、惩罚级别数协调控制级别的变化，进而控制信息素的变化。一方面，使蚁群能有效地在最优解的邻域搜索；另一方面，使蚁群具有一定的探索新区域的能力。由于更新量与目标函数值无关，因此对于两个呈常数比例的目标函数，如果算法采用完全相同的参数，算法性能将相同。
 
基本蚁群算法用两个参数表征信息素和启发信息的相对重要程度，而在FGPACO中把第一个参数内嵌到函数g（x）中，相应的路径选择规则如下。
 
假设蚂蚁在第k步位于第i个结点，它按照式（3-1）计算选择弧（i，j）的概率：
 
 
 [image: ] 

 
其中，η（i，r）表示弧（i，r）上的启发信息。在TSP问题中，启发信息一般选取为弧长的倒数。Ji是由所有未经过的点组成的集合。
 
3.3　算法随机模型与收敛性质分析
 
下面讨论算法的随机模型，分析算法与有限马氏链之间的关系。有关随机过程和有限马氏链的内容见文献[3]。本节中的记号及其意义见表3-1。马氏链有如下重要性质。
 
 
 表3-1　本节用到的记号及其意义
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引理1[3]对于有限状态马氏链，不管从何状态出发，经过n步转移到任一瞬时状态的概率随着n无限增大而趋近于0，反之，离开所有瞬时状态的概率随着n无限增大而趋近于1。
 
性质1　在FGPACO算法中，X是有限状态马氏链。
 
证明：X是有限状态的；由算法的路径选择规则可知，X是马氏链。
 
证毕。
 
性质2　在FGPACO算法中，若sn，sm∈Γ，关于sn到sm的转移概率Ρsnsm有以下结论：
 
（1）若f（H（sn））＜f（H（sm）），则Psnsm＝0。
 
（2）若H（sn）＝H（sm），且存在某个弧（i，j）∈H（sn），使得G（i，j）（sn）＞G（i，j）（sm），则Psnsm＝0。
 
证明：由信息素更新规则中的（u1）、（u2）、（u3），并且由定义可以得出结论。
 
证毕。
 
这说明状态转移时，或者当前最优解改变，且目标函数值下降；或者当前最优解不变，但它对应的每段弧的信息素递增。如果当前最优解不变，由（u1）、（u3），每段弧的信息素是收敛的（由单调有界性可知）。经过有限次迭代后，所有弧的信息素将保持不变，此时当前最优解对应的弧上信息素都是τmax，其他弧上的信息素都是1。按照停留时间可以对有限马氏链的状态进行分类。
 
定义1（滞留态、最优态和正常态）对于s∈Γ，如果当前最优解对应的弧上信息素都是τmax，其他弧上的信息素都是1，则称s是滞留态；特别地，当H（s）是全局最优解时，则称s为最优态，记为s*；其他状态称为正常态。
 
定理1（FGPACO的概率特性）　对于FGPACO，具有状态[image: ]的随机过程是有限状态马氏链，它具有以下性质：
 
（1）所有状态不是瞬时态，就是吸收态，并且吸收态s*是最优态，它具有正常返性。
 
（2）离开正常态只需一次迭代，离开每一个滞留态的迭代次数服从几何分布。
 
证明：（1）对于最优态s*，由（u1）、（u2）、（u3）可知它只可能转移到自己，即Ps*s*＝1，因此是吸收态，从而具有正常返性。由性质2可知其他状态都是瞬时态。
 
（2）对于滞留态，记其对应的当前最优解为ω。因为在离开该滞留态之前，每段弧上的信息素保持不变，从而选路概率也不变，因此它服从几何分布。
 
证毕。
 
定理2（FGPACO的收敛性）　FGPACO算法收敛到全局最优解的概率随着n无限增大而趋近于1。
 
证明：注意到FGPACO每次迭代时，都保留了最优解，由性质2、引理1及定理1的结论（1），可知结论成立。
 
证毕。
 
对Γ中的元素按照以下约定排序：①对应目标函数值升序排列；②如果目标函数值相同，最优解对应信息素降序排列，其他弧上信息素升序排列。
 
性质3　概率转移矩阵P是下三角矩阵，且[image: ]，Ik是单位矩阵，B是下三角矩阵，它的最大特征值λ小于1。
 
证明：注意到Γ中的元素按照上面的约定排序，由性质2和定理1可知结论成立。
 
证毕。
 
由于B的最大特征值小于1，则（I－B）-1是可逆阵。记Mi＝I＋B＋B2＋…＋Bi-1，则[image: ]。对于任意矩阵A（行（列）向量可以看成行（列）数为1的矩阵），记其范数为‖A‖（有关矩阵范数参见文献[4]）。令B的范数为λ，算法的收敛速度满足以下结论。
 
定理3（FGPACO的收敛速度）πi收敛到π*的收敛速度满足‖πi－π*‖≤O（λi），也就是说，算法以不大于λ的收敛比率收敛。
 
证明：
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证毕。
 
3.4　参数设置和数值实验分析
 
本节用TSPLIB中的TSP算例来测试FGPACO算法。沿用TSPLIB中的记法，算例中的数字表示城市的数目（算例ft70的城市数目是70，算例kro124p是个例外，它的城市数目是100）。在实现算法时，用一张表记录已经选用的城市，而用另一张表记录未被选用的城市。
 
3.4.1　参数设置
 
算法中涉及的参数有信息素的初始值、奖励级别数、最大级别数M、参数β和τmax。下面分析参数对算法性能的影响。在实验中，只改变一个参数，而保持其他参数不变。在对算例测试时，β＝5，信息素的初始值取为最大值的1/2。算法运行10次，迭代次数为2500，蚂蚁数为25。函数g（x）＝[image: ]。
 
1）最大级别数M
 
表3-2给出了M取不同值时的实验结果。由表中的结果可见，在M等于10000时，平均值较大。这时M值较大而奖励级别数小导致信息素变化小，算法表现出盲目随机性。因此，在M较大时，r2应取较大的数。对于算例eil51，M取其他4个数值时，偏差很小；对于算例ry48p，M取值为50、100、1000时，偏差很小。结果表明，有限个级别能保证算法收敛到较好的结果，并且算法具有较好的鲁棒性。
 
 
 表3-2　r2＝3，τmax＝200，最大级别数不同时，平均值及偏差比率
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 注：括号内是偏差。
 

 
2）信息素上界τmax
 
τmax是影响算法性能的一个重要的量。如果其取值较大，则算法可能停滞；而如果其取值过小，则会减弱算法的开发能力。表3-3给出了τmax不同时的实验结果。由表中结果可见，当N≤τmax≤6N时，两个算例的偏差都小于1%。而当τmax取值为10、1000或者3000时，偏差较大。尤其是算例ry48p的实验结果，在当τmax取值为10或3000时，偏差都大于2.0%。
 
3）奖励级别数r2
 
在前面的分析中已经知道M较大时，r2应取较大的数，反之，M较小时，r2应取较小的数。表3-4给出了r2不同时的实验结果。r2较小的两个算例结果较好。但算例eil51表明r2越小，结果不一定越好。
 
 
 表3-3　r2＝3，M＝50，信息素上界不同时，平均值及偏差比率
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 注：括号内是偏差。
 

 
 
 表3-4　M＝50，τmax＝50，r2不同时，平均值及偏差比率
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 注：括号内是偏差。
 

 
图3-1是在信息素上界τmax＝50、最大级别数M＝50、奖励级别数r2＝3时，算例ry48p的实验结果（因为前500次迭代已找到较好的解，仅给出前500次迭代结果）。由图3-1可见，算法收敛速度较快，并且表现出较好的搜索能力。
 
 
 [image: ] 
 图3-1　算例ry48p求解过程演化
 

 
图3-2是在信息素上界τmax＝50、最大级别数M＝50、奖励级别数r2＝3时的算例eil51实验结果（同样地，仅给出前500次迭代结果）。由图3-2可见，“锯齿”较多，这意味着算法能较快地搜索到更好的解。这再一次表明算法具有较好的搜索能力。
 
3.4.2　与其他改进蚁群算法的比较
 
依照文献[5]中提议的方式进行测试和比较，每个算例构造10000kN次解，对于TSP，k＝1，对于ATSP，k＝2，N表示城市数目。奖励级别数r2＝3，最大级别数M＝50。下面比较FGPACO与MMAS、MMAS＋pts（具有信息素平滑机制的MMAS）、ACS、AS的性能，后3类算法的参数设置与数据引自文献[5]。前4个算例中[image: ]，在ft70和kro124p算例中，[image: ]。由表3-5可知，ft70算例结果与最优结果很接近，对于其他算例，FGPACO算法比其他算法的平均结果好。结果表明算法是有效的，且算法不易于早熟收敛。
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 图3-2　算例eil51求解过程演化
 

 
 
 表3-5　对称TSP（前3个）和非对称TSP（后3个）的计算结果
 
 [image: ] 
 注：粗体字表示最好的平均结果（括号内是τmax）。
 

 
3.5　小结
 
基本蚁群算法在信息素更新时利用目标函数值，但目标函数值变化的规律难以预知，这给算法的参数设置带来很大的困难。本章提出的蚁群算法采用了一种新的信息素更新规则，它把信息素分成有限个级别，信息素的更新由级别的更新实现，其主要特点是信息素的离散性以及信息素更新量独立于目标函数值。文中证明了算法的全局收敛性，分析了算法的收敛速度，讨论了算法参数设置的方法。实验证明了算法的有效性、鲁棒性。
 
虽然本章的研究主要针对TSP问题，但是有限级信息素蚁群算法的应用并不局限于这一问题。
 
参考文献
 
[1] Blum C, Dorigo M. The hyper-cube framework for ant colony optimization［J］.IEEE Transactions on Systems Man and Cybernetic: Part B，2004，34（2）：1161～1172．
 
[2] Birattari M, Pellegrini P, Dorigo M. On the invariance of ant colony optimization［J］. IEEE Transactions on Evolutionary Computation，2007，11（6）：732～742．
 
[3] Kemeny J G, Snell J L. Finite Markov chains with a new appendix"Generalization of a Fundamental Matrix"［M］.New York: Springer-Verlag，1976．
 
[4] 方保镕，周继东，李医民．矩阵论［M］．北京：清华大学出版社，2004．
 
[5] Stützle T, Hoos H H. MAX-MIN ant system［J］. Future Generation Computer Systems，2000，16（8）：889～914．
第4章　多维背包问题
 
4.1　问题描述
 
多维背包问题的优化目标是在满足一定资源（resource）约束条件下从原物品集中选取总利润（profit）最大的物品子集。多维背包问题是一类NP-hard问题，并且许多实际问题可用该问题建模，如货物装载（cargo loading）问题[1]、下料（cutting stock）问题和分布式计算机系统中的处理器和数据库分配（allocating processors and databases in a distributed computer system）问题[2]等。
 
多维背包问题可以描述为[3]
 
 
 [image: ] 

 
其中，pj是物品j对应的利润；xj是一个二值变量，它标记物品j是否被选取，如果xj等于1，这意味着物品j被选取；如果xj等于0，就表示物品j没有被选取；rij是选取物品j所花费的第i种资源；bi是第i个资源的总量。在这个问题中有m个资源约束，因此该问题又常常被称为m维背包问题。令I＝｛1，2，…，m｝，J＝｛1，2，…，n｝。对于任意i∈I，有bi≥0，且对于任意i∈I，j∈J，有rij≥0。一个定义明确的（well-defined）多维背包问题假设pj＞0，且rji≤bi＜[image: ]。显然地，一个多维背包问题的解x＝（x1，x2，…，xn）是一个n维向量。
 
4.2　现有算法回顾
 
为了求解多维背包问题，人们提出了许多精确算法（exact algorithm）和启发式算法（heurisitic algorithm）。现有的精确算法主要是基于分支定界法的算法。这些算法的区别在于上界的选取方法。Shih[1]先求解每个约束的一维背包线性松弛问题，再把最小目标函数值作为上界。Gavish和Pirkul[4]使用拉格朗日（Lagrangian）松弛法等求得更紧的上界。由于选用了更紧的上界，精确算法获得了更好的计算结果。但是由于计算复杂性，精确算法仅能求解中小规模的问题（例如n≤200，m≤5）。
 
启发式算法已经用于求解更大规模的问题。最初人们考虑贪婪算法。这些算法采用一定的贪婪规则每次增加一个不违反约束的物品。第二类启发式算法是通过求解多维背包问题的线性规划松弛问题来获得近似解。还有一种方法是先松弛整数约束，再用单纯形法求得松弛问题的最优解；其他方法还有共轭综合（surrogate and composite）松弛法等[5]。元启发算法为大规模多维背包问题提供了有效解决方案。研究表明禁忌搜索[6]，[7]、遗传算法等能提供高质量的解。特别地，Chu和Beasley[2]提出的遗传算法以及Vasquez和Hao[8]提出的z*算法在经典算例中得到了很好的解。
 
最近，文献[9][10][11]提出了3种求解多维背包问题的蚁群算法。在求解多维背包问题时，先将问题建模为一个构造图（construction graph），图的顶点对应于每个物品，每个边对应于两个顶点（物品）之间的连线。蚂蚁在这个图中行走以构造问题的解。文献中的蚁群算法的主要区别在于蚂蚁释放信息素的方式和启发信息的定义。假定s是一个解，且S＝｛o1，o2，…，o|S|｝是被选物品集，其中|S|是S的基数。它们采用的信息素释放方式如下。
 
（1）第一种方法是把信息素释放在被选物品上。在这种方式中，信息素用来表征对物品的偏好。它的基本思想是增加被选物品的偏好使得这些物品在以后的解构造过程中更可能被选中。
 
（2）第二种方法是把信息素释放到连接每对先后被选物品（ou，ou＋1）的边上。其基本思想是当上一个被选物品是ou时，增大选择ou＋1的可能性。在这种方式中，信息素表示从一个顶点（物品）出发到下一个特定顶点（物品）的偏好。
 
（3）第三种方法是把信息素释放到连接每对被选取物品的边上。其基本思想是增加同时选取S中任意两个物品的可能性。
 
至于启发信息，文献[9]和文献[11]中提出了一种动态启发信息，即在算法运行过程中启发信息依赖于当前已构造的部分解，其数学表达式为
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其中[image: ]，Sk是已被选中的物品组成的集合。
 
而文献[10]中提出了3种静态启发信息，即启发信息在算法运行过程中保持不变。它们分别如下：
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其中d1是参数。
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其中[image: ]，d1和d2是参数。
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其中[image: ]，d1和d2是参数。
 
4.3　算法描述
 
4.3.1　算法的基本思想
 
早在1996年，Dorigo就指出蚂蚁系统可能出现早熟收敛[12]，即算法会过早地收敛到一个局部最优解，而不能找到新的解。此后如何避免早熟收敛一直是蚁群算法研究的一个热点。最大最小蚂蚁系统（MMAS）提供了一种简便却很实用的方法，它通过设置信息素的上下界来避免早熟收敛。显然，信息素的上下界对于算法性能起着至关重要的作用。如果信息素的上下界差异过小，蚂蚁的搜索行为可能过度多样化；而如果信息素的上下界差异太大，又可能出现停滞。因此，信息素上下界的选取需要考虑搜索的多样性（diversification）和强化性（intensification）。
 
在MMAS中，信息素的上界一般设置为信息素的最大渐近估计值，问题的难点在于信息素下界的设置。Stützle和Hoos建议设置一个固定的信息素下界，其基本思想是：在信息素都收敛到信息素的上界或下界时，构造最优解的概率小于某个阈值。不过这种方法假设启发信息的影响可以忽略。对于很多问题来说，启发信息对蚁群算法的性能有着重要影响。虽然平滑机制能减弱算法对信息素下界的敏感度，但是Stützle和Hoos没有提供判断算法收敛的一般方法，这为合理地使用平滑机制带来不便。注意到在MMAS的更新规则中，只有构造了最优解的蚂蚁进行信息素更新。如果最优解对应的信息素与其他解元素对应的信息素差异过大，就可能造成在以后的构造过程中，最优解对应的解元素被选中的概率过大，从而出现构造的解与最优解的差异过小。如果能避免这种情形，就能避免早熟收敛。本章提出的方法通过修正信息素的下界来避免停滞，从而起到平衡搜索多样性和强化性的目的。由于这一方法具有自适应性，我们称之为自适应性方法，相应地，所提出的算法被称为自适应最大最小蚂蚁系统（AMMAS）。
 
AMMAS与MMAS的主要区别在于信息素下界的选取。在算法中，只有最优蚂蚁才能更新信息素（记sbest为最优解），它可能是当前最优解sgb，也可能是本次迭代的最优解sib。在信息素更新后，最优解对应的信息素增加，在下次迭代中，最优解对应的解元素被选取的概率可能增大。如果能避免蚁群构造的解与sbest的差异过小，就可以保持搜索的多样性。因此，研究的关键点是衡量这个差异。
 
首先给出一个量来衡量两个解之间的差异。在蚁群算法中，蚂蚁依据信息素释放方式，在其构造的解s对应的边或者点上释放信息素。以后，称这些边或者点组成的集合为解s的释放集。由释放集可以给出一个衡量两个解之间差异的量。
 
定义1（差异量）　给定两个解sa和sb并且其对应的释放集分别为Sa和Sb，称D（sa，sb）＝|Sa⊕Sb|为sa和sb的差异量，其中Sa⊕Sb＝Sa∪Sb－Sa∩Sb，它是集合Sa和Sb的对称差，|Sa⊕Sb|是Sa⊕Sb的基数。
 
差异量具有以下性质：①D（sa，sb）≥0；②D（sa，sb）＝D（sb，sa）；③D（sa，sb）≤D（sa，sc）＋D（sb，sc），这是因为Sa⊕Sb⊆（Sa⊕Sc）∪（Sb⊕Sc）。
 
依据差异量，可以定义平均差异量衡量蚁群构造的解与sbest的差异程度。
 
定义2（平均差异量）　设si（1≤i≤na）是蚁群构造的解，称avgD＝[image: ]为平均差异量，其中na为蚂蚁数。
 
需要指出的是，sbest为上一次迭代中用来更新信息素的最优解，而si（1≤i≤na）是蚁群在本次迭代中构造的解。由于蚂蚁构造的解s是一个随机变量，下面考虑D（s,sbest）的期望E（D（s,sbest））。由概率统计知识可知：
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也就是说，avgD是E（D（s，sbest））的一个估计，显然它是一个无偏估计量[13]，以后称E（D（s，sbest））为期望差异量。
 
如果平均差异量很小，这表明蚁群的搜索行为过度强化。在这种情形下，增大信息素下界可以使蚁群的搜索多样化。具体而言，在AMMAS中，信息素下界按照如下方式选取：
 
当找到一个新的当前最优解sgb时，信息素的下界τmin被重新设置为一个很小的值。此后，如果平均差异量过小，可根据如下方式修正信息素的下界：
 
如果avgD＜γ，则τmin:＝λτmin。
 
其中，γ是一个正参数（1＜γ＜|Sgb|），Sgb是sgb对应的释放集，λ（λ＞1）是一个正参数。
 
这种方法的一个特点是避免完全丢弃蚁群保存在信息素轨迹中的信息。在后续各节中，将分析这种方法对于算法性能的影响。
 
AMMAS的基本流程是：在每一代，每只蚂蚁构造一个解，然后按照信息素更新规则来更新信息素。下面首先定义信息素和启发信息，再给出解的构造过程和信息素更新规则，最后给出了局部搜索。
 
4.3.2　信息素和启发信息的定义
 
多维背包问题是一个典型的子集问题。在子集问题中优化目标是从原物品集中选取一组最优可行物品。其他子集问题有约束满足问题（constraint satisfaction problem）[14]、装箱和下料问题（bin packing and cutting stock）[15]、加权边k-势树问题（the edge-weighted k-cardinality tree problem）[16]以及最大团问题（the maximum clique problem）[17]等。与旅行商问题相比，子集问题关注于选取哪些物品而不注重物品被选取的次序[18]。考虑到计算时间和计算结果，AMMAS采用4.4节中的第一种信息素释放方式，即蚂蚁将信息素释放到每个顶点（物品）上。在这种方式中，每个物品j具有信息素τ（j）。
 
除信息素之外，启发信息是影响解构造的另一个重要因素。算法中的启发信息是式（4-9）定义的伪效用率（pseudo-utility ratio）[3]
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其中，ωi是第i个约束在原问题松弛线性规划的影子价格（对偶变量），分母表示物品j的紧致性（tightness）。由式（4-9）可见，蚂蚁偏好于利润高且紧致性小的物品。
 
4.3.3　解的构造
 
在构造解时，蚂蚁用一个n维向量标记物品是否被选取，它对应于一个解。这个向量的每个分量都初始化为0。在第k构造步，蚂蚁依据式（4-10）定义的概率选择物品
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其中，Uk（1≤k≤n）是由满足约束且未被选择的物品组成的集合。α，β（α＞0，β＞0）是参数，它们控制信息素和启发信息的相对重要性。由式（4-10）可知，蚂蚁偏好于那些具有较高信息素和启发信息的物品。假设物品j被选取，则向量的第j个分量设置成1。构造过程在Uk为空集时终止。
 
在解构造过程中，可选物品集的确定对算法速度有重要影响。因为rij≥0，所以一旦某个物品违反了约束，它在以后的构造过程都是不可选的，这就是说Uk⊃Uk＋1。假设在第k构造步，如果物品o∈Uk满足rio≤bi－[image: ]rijxj（i＝1，…，m），则该物品就是可选物品。注意到保存bi－[image: ]rijxj可提高计算速度。
 
4.3.4　信息素的更新规则
 
在每个蚂蚁构造完一个解后，只使用最优解更新信息素。具体而言，信息素按照以下方式更新
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其中，τ（u）l是物品u在第l代时的信息素，ρ是信息素保持率（pheromonepersistence）（1－ρ是信息素的挥发率）。令[image: ]为最优解，它可能是当前最优解sgb，也可能是本次迭代的最优解sib。如果[image: ]的第u个分量等于1，则Δτ（u）等于g（sbest），其中g（x）＝1[image: ]pj（1－xj）；否则Δτ（u）为0。τmax和τmin分别是信息素的上下界。在信息素更新后，那些被最优蚂蚁选中的物品将接受更多的信息素，因此它们的偏好度（desirability）增加了。信息素的上界被设置为g（sgb）/（1－ρ）。在4.6节将详细讨论信息素下界的选取。
 
4.3.5　局部搜索
 
局部搜索能有效避免算法陷于局部极值点，因此它常用来改进蚁群算法。本章采用的局部搜索的基本思想为：用任意两个未被选物品替换一个被选物品，每次（可行的）替换获得一定的收益，直到找到收益最大的替换。为了提高局部搜索的计算速度，可以对所有物品按照收益进行降序排列。由于在确定第二个未被选物品时，如果本次替换的收益小于当前最大收益，就不用尝试其他未被选物品。因此降序排列能起到减少计算量的目的。
 
为区别起见，称具有局部搜索的算法为混合AMMAS（AMMAS＋ls），它按照以下方式运行：在每一代，一旦某个蚂蚁构造了一个解，用局部搜索来改进这个解。
 
4.4　信息素下界的选取
 
4.4.1　Stützle和Hoos法的分析
 
在文献[19]中，Stützle和Hoos建议将信息素的下界选取为
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其中[image: ]，aυg等于n/2，Pbest（0＜Pbest＜1）是参数。简单起见，称这种方法为SH法（SH method）。
 
在应用该方法时，关键在于选取合适的Pbest。为了分析Pbest对于蚂蚁搜索能力的影响，采用以下两个指标[18]。
 
（1）相似率（similarity ratio）：这个指标被广泛用于量化多样性，并且它已经在进化算法中应用[20]。本文考虑文献[18]中提出的指标
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由式（4-15）可见，当所有构造的解相同时，相似率为1；而如果蚂蚁构造的解完全不同时，相似率为0。
 
（2）重抽样率（re-sampling ratio）：它用来刻画算法在搜索空间中抽样的有效性。令DiffNum为到目前为止蚂蚁构造的不同解的数目，TotalNum为到目前为止蚂蚁构造的解的总数。重抽样率定义为
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重抽样率接近于0意味着蚁群构造的解差异大，搜索能力强；而重抽样率接近于1意味着蚁群构造的解差异小，搜索接近停滞。
 
图4-1给出了相似率变化曲线。即使Pbest取为0.005这样一个很小的量，相似率增加得很快，在150代达到0.98。图4-2给出了重抽样率变化曲线。在Pbest取为0.005时，重抽样率增加得也很快，在150代达到0.36。这表明蚂蚁在一个很小的区域搜索并且36%的解已在以前的迭代中被蚂蚁构造过。在这种情形下，必须使蚂蚁的搜索行为多样化。我们知道启发信息在构造解时起着很重要的作用，而式（4-14）没有考虑启发信息。这就给如何合适地选取Pbest带来困难。特别地，当这种方法用到不同规模的问题时，选取这样一个重要的参数将是很不方便的。
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 图4-1　相似率的演变（自适应方法和SH法在算例10.100.00上的平均结果）
 
 参数设置为：na＝50，α＝1，β＝20，ρ＝0.95，γ＝8，λ＝2，Pbest＝0.9
 

 
4.4.2　自适应方法
 
由信息素的释放方式可见，任意两个解之间的差异量即为解之间的汉明（Hamming）距离（记为d）。设上一次迭代中用来更新信息素的最优解为 sbest，则平均差异量为
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 图4-2　重抽样率的演变（自适应方法和SH法在算例10.100.00上的平均结果）
 
 参数设置为：na＝50，α＝1，β＝20，ρ＝0.95，γ＝8，λ＝2，Pbest＝0.9
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由于在多维背包问题中差异量是一个距离，因此也称平均差异量avgD为平均距离（average distance），na是蚂蚁数，si是第i只蚂蚁构造的解。
 
下面来分析平均差异量的渐近性质。如前所述，平均差异量是期望差异量的无偏估计。令T1＝｛τ（u）αη（u）β|sbest（u）＝1，u∈J｝且T2＝｛τ（u）αη（u）β|sbest（u）＝0，u∈J｝。假设T1的最小值为τ1，T2的最大值为τ2。一旦信息素被更新，τ1/τ2增加。特别地，当τ1/τ2→＋∞，则在下一代构造最优解sbest的概率将趋近于1，即每个随机构造的解和sbest之间的Hamming距离趋近于0。即下面的性质成立：
 
性质1　令s和sbest之间的Hamming距离的期望为E（d（s，sbest）），则E（d（s，sbest））→0当且仅当τ1/τ2→＋∞。
 
证明：记O＝｛j∈J|sbest（j）＝1｝，K＝|O|。假设在构造s时，第k个被选中物品是ak（1≤k≤K）。注意到E（d（s，sbest））→0当且仅当P（ak∈O）→1（1≤k≤K）。由于s按照4.3.3节中的过程构造，结论成立。
 
性质1表明如果期望差异量过小，则信息素的差异很可能过大。在这种情形下，有必要减少信息素之间的差异。根据4.2.2节的自适应方法，信息素下界按照以下方法选取。
 
当找到新的sgb时，τmin被初始化为一个很小的值。这可以通过设置τmin为ετmax且Pbest被设置一个很大的数（如Pbest＞0.5）实现。此后，如果平均差异量过小，这意味着信息素差异可能过大。为了避免这种情形，可用如下方式修正信息素的下界
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其中，γ是一个正参数（1＜γ＜n），λ（λ＞1）是一个参数。
 
与SH法不同的是，自适应法所提出的方法能在平均差异量过小时自适应地更新信息素的下界。在这种方法中，信息素下界被初始化为一个很小的值，这样在算法运行之初信息素的上下界差异较大。而一旦式（4-18）的前提条件满足，τmax／τmin逐步减少。而且，τmax／τmin足够大，使信息素能起到引导蚂蚁搜索的作用。阈值γ决定信息素的上下界差异。当它设置为一个很大的值，信息素的上下界差异会在一定代数之后变得很小。而当它设置为0时，信息素的下界不改变。
 
相似率和重抽样率也用来分析自适应方法。由图4-1和图4-2可见，在自适应方法中，这两个量都比SH法中的小，这表明蚂蚁有更好的搜索能力。图4-3给出了自适应方法和SH法的平均差异量变化曲线。对于自适应方法，平均差异量始终大于或接近于γ（其中γ＝8）。而对于SH法，平均差异量在开始的时候较大，而在150代以后，平均差异量很小（小于1），这再一次表明蚂蚁仅在很小的区域搜索。
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 图4-3　平均差异量的演变（自适应方法和SH法在算例10.100.00上的平均结果）
 
 参数设置为：na＝50，α＝1，β＝20，ρ＝0.95，γ＝8，λ＝2，Pbest＝0.9
 

 
4.5　实验分析
 
为了检验AMMAS和局部搜索的性能，采用文献[3]中提供的算例进行实验。每个问题表示为m.n.z，其中m和n分别是约束和物品的数目，z表示该算例在具有相同数目的物品和约束的算例组中的序号。依据Stützle和Hoos的建议，用混合策略来调度当前最优解和本次迭代最优解来更新信息素。令fgb表示每隔fgb代，sgb被用来更新信息素。调度策略为：在前9代，fgb为3，从第10代到第24代，fgb为2，从第25代起，fgb为1。信息素的初始值为某个非常大的值。为了统计分析，对每个算例测试50次。
 
4.5.1　解的评价
 
对于随机算法，评价计算结果是一个难点。虽然算法的收敛性保证了算法在无穷大时间内总能找到最优解，但是实践中计算时间是有限的。本章采用文献[3]中的方法，它先通过求解多维背包问题的线性规划松弛问题获得原问题的上界，再通过比较随机算法求得的结果与问题的上界的差距（gap）进行评价。由于文献[3]中的GA算法计算结果与问题上界的差距很小，因此GA是一个好的算法。所以与GA算法进行比较，能判断AMMAS的计算有效性。
 
4.5.2　参数选取
 
如文献[11]中的停止条件一样，AMMAS在构造10000个解之后停止。下面用数值实验分析参数的影响。在实验中，参数的默认值为：na＝50，α＝1，β＝20，ρ＝0.95，γ＝8，λ＝2，Pbest＝0.9。在每次实验时，仅一个参数变化，其他参数保持不变，被测试的参数取值为na∈｛10，20，50，100｝，α∈｛0.5，1，2，4｝，β∈｛1，5，10，20，40｝，ρ∈｛0.7，0.8，0.9，0.95，0. 98｝，γ∈｛2，4，8，16｝，λ∈｛1.5，2，2.5，3｝，Pbest∈｛0.6，0.7，0.8，0.9｝。我们以算例10.100.00为例进行分析。对于每个参数值，有50个样本（即50个总收益）。数据用箱形图（box plot）表示（本文中的箱形图使用Matlab生成）。在箱形图中，中间的粗线表示中位数；上下横线分别为样本的上下四分位数；箱形顶部和底部的差值为四分位距；箱形向上和向下延伸的虚线称为“触须”，若没有异常值，样本的最大值为上触须的顶部，样本的最小值为下触须的底部；距离箱形顶部和底部大于1.5倍四分位距的值称为异常值，在图中用实心点表示。每个图的纵坐标为每次运行所得的总收益。
 
图4-4显示的是蚂蚁数对于算法性能的影响。从左至右（即从第1个箱形图到第4个箱形图），4个箱形图依次给出的是蚂蚁数为10、20、50和100时的实验结果。当蚂蚁数为50时，中位数最大并且最大值和最小值差距较小，此时计算结果分布较集中，表明算法能较好地收敛。如果选取为较小的数，解的质量下降。当蚂蚁数为10时，中位数最小并且最大值和最小值差距最大，此时计算结果离散程度最大。而随着蚂蚁数的增加，每一代构造的解增多，这样在每代获得更好解的可能性增大。但是，由于构造解的总数不变，如果蚂蚁数太大，解的质量会变差。当蚂蚁数为100时，计算结果集中程度略差于蚂蚁数为50时的计算结果。
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 图4-4　蚂蚁数对算法性能的影响（在算例10.100.00上的计算结果）
 
 在箱形图中，蚂蚁数依次为10、20、50、100（从左至右）
 

 
图4-5显示的是参数α对于算法性能的影响。从左至右，4个箱形图依次给出的是α为0.5、1、2和4时的实验结果。图4-6显示的是参数β对于算法性能的影响。从左至右，5个箱形图依次给出的是β为1、5、10、20和40时的实验结果。由图4-5和图4-6可见，相对于α，算法的性能对β更敏感。算法在β取值较大时性能较好。但是，如果β取值过大，蚂蚁会贪婪地选择启发信息高的物品，导致算法性能下降。当β为20时，中位数最大并且最大值和最小值差距较小，此时计算结果集中程度最好，表明算法能较好地收敛。而对于α，一个较好的取值是1，此时算法性能较好。而当α为4时，虽然中位数与α为1时的中位数差异不大，但是最大值和最小值差距较大，此时算法性能较差。
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 图4-5　参数α对算法性能的影响（在算例10.100.00上的计算结果）
 
 在箱形图中，α依次为0.5、1、2、4（从左至右）
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 图4-6　参数β对算法性能的影响（在算例10.100.00上的计算结果）
 
 在箱形图中，β依次为1、5、10、20、40（从左至右）
 

 
图4-7显示的是参数ρ对于算法性能的影响。从左至右，5个箱形图依次给出的是ρ为0.7、0.8、0.9、0.95和0.98时的实验结果。参数ρ决定了信息素的挥发强度。在ρ＝0.95时，中位数最大并且最大值和最小值差距较小，此时计算结果集中程度最好，算法能较好地收敛，算法性能最好。如果ρ取值过小，信息素挥发得过快，蚂蚁很快就会集中在最好解的邻域搜索。当ρ＝0.7时，虽然中位数变化不大，但是最大值和最小值差距较大，此时计算结果离散程度最大，算法性能最差。而当ρ取值为0.98时，算法性能略有下降，但是差距不显著。
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 图4-7　参数ρ对算法性能的影响（在算例10.100.00上的计算结果）
 
 在箱形图中，ρ依次为0.7、0.8、0.9、0.95、0.98（从左至右）
 

 
图4-8显示的是参数λ对于算法性能的影响。从左至右，4个箱形图依次给出的是λ为1.5、2.0、2.5和3.0时的实验结果。参数λ控制着信息素下界增加速度。如果它取一个较大的值，则信息素下界增加得快；反之，则信息素下界增加得慢。如前所述，一般λ选取为一个较小的值，一旦式（4-18）的前提条件满足时，信息素下界不会增加得过快，而当它取值很大时，可能导致性能下降。由图4-8可见，当λ为3.0时，算法性能最差，而当λ为1.5和2.0时，统计结果变化不大，当λ为2.0时结果略好。由图4-8可见，它们都略优于λ为2.5时的统计结果。
 
图4-9显示的是参数γ对于算法性能的影响。从左至右，4个箱形图依次给出的是γ为2、4、8和16时的实验结果。参数γ表示最小允许平均差异量。如果它取一个较大的值，则可能导致信息素上下界差异过小。为了避免停滞，一般取值不能过小（例如小于1）。由图4-9可见，当为γ为16时，性能较差，此时中位数最小并且最大值和最小值差距最大，而对于其他3个取值，统计结果差异不显著，当γ取值为8时，性能略好。
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 图4-8　参数λ对算法性能的影响（在算例10.100.00上的计算结果）
 
 在箱形图中，λ依次为1.5、2.0、2.5、3.0（从左至右）
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 图4-9　参数γ对算法性能的影响（在算例10.100.00上的计算结果）
 
 在箱形图中，γ依次为2、4、8、16（从左至右）
 

 
图4-10显示的是参数Pbest对于算法性能的影响。从左至右，4个箱形图依次给出的是Pbest为0.6、0.7、0.8和0.9时的实验结果。参数Pbest决定了信息素下界的初始值，在自适应方法中，它一般选取为较大的值，这使得信息素上下界的差异较大，而由于自适应方法能修正信息素下界避免停滞，这个量对于算法性能影响不大。这可以参见图4-10所示结果。对于不同的Pbest，解的质量差异较小。当Pbest＝0.9时，解的质量稍好。
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 图4-10　参数Pbest对算法性能的影响（在算例10.100.00上的计算结果）
 
 在箱形图中，Pbest依次为0.6、0.7、0.8、0.9（从左至右）
 

 
4.5.3　性能分析
 
为了研究AMMAS的性能，把该算法应用到25个算例。前10个算例有100个物品和5个约束，中间10个算例有100个物品和10个约束，最后5个算例有500个物品和5个约束。
 
首先比较SH法和自适应方法。当用SH法来选取信息素的下界时，Pbest设置为0.05（这是文献[19]中常用的取值），其他参数与自适应方法一样。实验结果在表4-1中给出。对于每个算例，表中给出了最大总利润（最大值）、平均总利润（平均值）以及标准差。最大值和平均值的最好结果用粗体字给出。前20个算例的已知最大值来自于文献[3]，后5个算例的已知最大值取自于文献[8]。
 
 
 表4-1　自适应方法与SH法的实验结果
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 注：前10个算例的物品数为100，约束数为5；中间10个的物品数为100，约束数为10；最后5个的物品数为500，约束数为5。平均值用四舍五入取整。
 

 
由表4-1可见，对于前20个算例，两种方法都能找到19个已知最大值，而对于后5个算例，自适应方法的最大值大于SH法获得的最大值，其中它能找到算例5.500.04的已知最大值。在平均值方面，自适应方法在21个算例中取得更好的结果。相对于最大值，两种方法所得的标准差都较小，这表明算法能较好地收敛。不过，当用SH法来选取信息素下界时，通过精细地调节参数可能会改进解的质量。由于自适应方法易于实现且能使算法获得很好的性能，以后只考虑这种方法。
 
下面与文献中的蚁群算法相比较。由于文献[9]和文献[11]比文献[10]中结果稍好，我们只给出前两个算法的结果。表4-2给出了3种算法的结果。其中Ant-knapsack给出的是文献[9]中的结果，ACOLM给出的是文献[11]中的结果。由结果可见，AMMAS的结果最好，Ant-knapsack次之。
 
 
 表4-2　AMMAS、Ant-knapsack和ACOLM实验结果
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 注：前10个算例的物品数为100，约束数为5；中间10个的物品数为100，约束数为10；最后5个的物品数为500，约束数为5。平均值用四舍五入取整，N.A．表示文献中未给出相应数据。
 

 
另一方面，AMMAS、ACOLM和Ant-knapsack构造解的总数分别是：10000、10000和60000。AMMAS和ACOLM构造解的总数最少。因此，AMMAS能很快地找到高质量的解。
 
最后分析混合AMMAS的性能。选择文献[3]中最大的90个算例来测试算法性能。这90个算例由500个物品和不同数目的约束构成。每30个算例为一组，每组用记号表示为m.n。对于5.500、10.500和30.500，最大运行时间分别是100秒、200秒、400秒（CPU为2.8GHz）。前期实验表明，算法能在相应的时间内获得的解是令人满意的。需要说明的是，为了公平比较混合AMMAS和AMMAS，将最大运行时间作为停止条件。
 
首先，分析局部搜索对算法的影响。表4-3给出了AMMAS和AMMAS＋ls的实验结果，并且给出了不考虑信息素时（此时α＝0）AMMAS＋ls的实验结果。由结果可见，局部搜索能有效改善AMMAS的性能，AMMAS＋ls在所有算例中都取得最好的解；并且，使用信息素能引导蚂蚁找到更好的解，AMMAS的性能优于没有使用信息素的混合算法。
 
 
 表4-3　AMMAS＋ls和AMMAS的实验结果
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 注：物品数为500，约束数为5。平均值用四舍五入取整。
 

 
最后将AMMAS＋ls与两个优秀算法相比较。由于这两个算法只给出了每个算例的最大总利润，这里我们仅比较最大总利润。表4-4给出了3个算法的实验结果，表4-5、表4-6分别给出了AMMAS＋ls在30个10.500和30.500算例中获得的最大值。与GA相比，AMMAS＋ls在每一组都找到了更好的解；而与z*相比，AMMAS＋ls在8组中找到了更好的解。
 
 
 表4-4　AMMAS＋ls、GA和z*实验结果比较
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 注：计算结果用四舍五入取整。
 

 
 
 表4-5　AMMAS＋ls求得的最大值
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 注：每个算例的物品数500，约束数为10。
 

 
 
 表4-6　AMMAS＋ls求得的最大值
 
 [image: ] 
 注：算例的物品数500，约束数为30。
 

 
4.6　小结
 
本章首先用释放集的对称差作为衡量两个解之间差异的指标，并提出平均差异量来衡量蚁群构造解与上一代中用来更新信息素的最优解之间的差异。在此基础上，提出了自适应最大最小蚂蚁系统。它在平均差异量过小时自适应地修正信息素下界。针对多维背包问题的实验表明，这种方法能有效地平衡搜索的多样性和强化性，从而达到改善算法性能的目的。与其他蚁群算法以及现有优秀算法相比，本章所提出的算法能求得问题令人满意的解。
 
在应用自适应方法来选取信息素下界时，要确定信息素下界的初始值、参数γ和λ。一般地，信息素下界的初始值通过将Pbest设置为一个较大的值（通常取值为0.9）实现；参数γ在（1，|Sgb|）之间选取一个较小的值；λ在（1，3］之间取值（通常取值为2）。
 
在蚁群算法中，解的构造相当于在解空间抽样。利用这些抽样信息，可以提出不同的统计量。自适应最大最小蚂蚁系统利用平均差异量对蚁群搜索行为进行评价，并且通过修正信息素下界改善算法性能。由于采用了自适应方法，它为选取信息素下界这一重要参数提供了可行方法。
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第5章　定向问题
 
5.1　问题描述
 
定向问题来源于定向运动，在车辆路径与生产调度等生产生活中经常涉及这个问题[1]。为求解该问题，人们提出了许多精确算法。Hayes和Norman[2]采用动态规划法，Laporte和Martello[3]提出了线性规划松弛法和分支定界法的混合算法，Leifer和Rosenwein[4]提出线性规划松弛法和割平面法的混合算法，Fischetti等[5]用分支定界法来求解。但是，定向问题是一个NP-hard问题，人们试图用启发式算法来求解该问题。Tsiligirides[6]提出了一类确定性启发算法和随机性启发算法，Ramesh等[7]提出了四步法，文献[8]中的五步法是较有影响的一类启发式算法。另外，人工神经网络[9]也在定向问题中得到了较好的应用。最近Liang和Smith[10]用蚁群算法来求解定向问题，其算法具有以下两个特点：①在ACS框架下构造问题的解并且更新信息素；②使用罚函数法来处理约束，并且采用了局部搜索改进蚂蚁构造的解。
 
定向问题的数学模型描述如下：给定图G＝（V，E），点集V＝｛1，2，…，n｝，边集E＝｛（i，j）|i，j∈V｝。每个点i具有一定收益ri（ri≥0），且r1＝rn＝0（点1称为起点，点n称为终点）。任意两点i和j的距离为cij。每经过一个点可获得该点对应的收益且每个点最多只能经过一次。定向问题的优化目标是寻找一条从点1出发到点n终止的路径，使得所获得的总收益最大且路径长度不超过Tmax。定向问题的数学描述为[10]
 
 
 [image: ] 

 
其中xij（1≤i，j≤n）是二值变量，如果路径中包括了边（i，j），xij等于1，否则为0。约束（5-2）确保每个路径（即解）都从点1出发到点n终止；约束（5-3）限定除点1和点n外其他各点最多只能经过一次；约束（5-4）确保路径的长度不超过Tmax；约束（5-5）确保任意边最多只能经历一次；约束（5-6）限定所有变量只能取值为0或1。
 
5.2　算法描述
 
实际上，如果定向问题中的Tmax为无穷大且点1和点n相同，那么定向问题可以看成TSP问题[8]。本章提出的算法与文献[11]中求解TSP的蚁群算法相似，边（i，j）上的信息素为τ（i，j），并且蚂蚁将信息素释放到所经过的路径上。其主要流程是：
 
步骤1，设定参数，并且初始化信息素；
 
步骤2，按照路径选择规则构造问题的解；
 
步骤3，按照信息素更新规则更新信息素；
 
步骤4，判断停止条件是否满足，若满足，算法终止，否则返回到步骤2。
 
下面首先给出启发信息的定义，再讨论解的构造，最后讨论信息素的更新规则。
 
5.2.1　启发信息的定义
 
本文采用文献[6]提出的量来定义启发信息。边（i，j）的启发信息定义为
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由式（5-7）可知，那些具有较高收益并且距离点i较近的点，偏好度较高。
 
5.2.2　解的构造
 
由约束（5-4）可知，违反式（5-8）的点一定是不可行点[8]。
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事先去掉这些不可行点，能够减少所需要考虑的点数。不失一般性，假定所有点都满足式（5-8）。
 
为了说明构造过程，采用以下记号。
 
 
 	T：当前（未完成）路径；
 
 	O：路径T包含的点集；
 
 	L（T）：路径T的长度；
 
 	ck：第k个构造步时选取的点。


 
在构造解时，每只蚂蚁从点1出发，在第k＋1构造步，它依式（5-9）定义的概率从可行点集Cck＝｛j∈V\（｛1，n｝∪O）|L（T）＋cckj＋cjn≤Tmax｝中选取一个点
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直到可行点集为空，最后选取点n，这样就完成一个解的构造。
 
5.2.3　信息素的更新规则
 
在所有蚂蚁都构造完一个解后，信息素按照以下规则更新：
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其中τ（u，υ）l是在第l代边（u，υ）上的信息素。sbest是最优解，它可能是当前最优解sgb也可能是本次迭代最优解sib。注意到如果式（5-14）的分母等于0，此时最优解必然被找到，算法可终止，因此式（5-14）是有意义的。τmax和τmin分别是信息素的上下界。信息素的上界设置为f（sgb）/（1－ρ）。信息素下界按照如下的方式选取：当找到一个新的sgb时，τmin被初始化为一个很小的值。这可以通过将τmin设置为[image: ]且 Pbest设置为一个很大的数（如Pbest＞0.5）来实现。此后，如果平均差异量过小，信息素的下界按照如下方式修正：
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其中γ（1＜γ＜n）、λ（λ＞1）是参数。
 
在后续章节中，将研究差异量的性质，并且讨论平均差异量的计算方法。
 
5.3　差异量的性质
 
在定向问题中，差异量是一个距离。
 
性质1　D（·，·）是距离。
 
证明：给定解sa，sb和sc，它们对应的释放集分别为Sa，Sb和Sc。由D的定义可知：①D（sa，sb）≥0；②D（sa，sb）＝0当且仅当sa＝sb；③D（sa，sb）＝D（sb，sa）；④注意到Sa⊕Sb⊆（Sa⊕Sc）∪（Sb⊕Sc），因此D（sa，sb）≤D（sa，sc）＋D（sb，sc）。综上所述，结论成立。
 
注意到，证明中的②在所有问题中不一定都成立。下面来分析差异量与信息素更新的关系。显然地，蚂蚁构造的解是一个随机变量。设在第t次迭代中，信息素向量为τt，用来更新信息素的最优解为sbestt，在第t＋1次迭代中信息素向量为τt＋1。假设s是按照5.2.2节的构造方法生成的一个随机解。在不考虑信息素上下界的情况下，蚂蚁在信息素更新后重新构造最优解sbestt的概率增大，即以下结论成立。
 
性质2　P（D（s，sbestt）＝0|τt）＜P（D（s，s　bestt）＝0|τt＋1）。
 
证明：假设sbestt第k个点为uk（1≤k＜|sbestt|，其中|sbestt|为sbestt所包含的点数），uk＋1为第k＋1点，uk＋1∈Cuk为可行点集，注意它在信息素更新前后是不变的。而依据解的构造过程以及概率选择规则式（5-9）可知，在第t次迭代选取uk＋1的概率为
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而在第t＋1次迭代中，选取uk＋1的概率为
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依据不等式
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可知p'ukuk＋1＞pukuk＋1，这证明了在信息素更新后，选择sbestt的概率增加了。从而证明结论。
 
推论　如果在第t＋1次迭代中sbestt对应边上的信息素为无穷大，则E（D（s，sbestt）|τt＋1）＝0。
 
证明：类似于性质2的证明可知，P（D（s，sbestt）＝0|τt＋1）＝1。依据期望的定义可知结论成立。
 
实际上，如果sbestt对应边上信息素与其他边上的信息素的差异过大，此时期望差异量将会很小（接近于0），蚂蚁的探索能力非常弱。而平均差异量是期望差异量的无偏估计，在平均差异量小于某个阈值时，可以通过修改信息素的下界来保持搜索的多样性。
 
5.4　平均差异量的计算
 
为计算平均差异量，关键在于计算任意两个解的差异量。设两个路径（解）sa＝（a1，…，au），sb＝（b1，…，bυ），其中a1＝b1＝1，au＝bυ＝n，u和υ分别是两个路径所经过的点数，不失一般性，假设u≥υ。它们的释放集分别为
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由差异量的定义可知D（sa，sb）＝u＋υ－2|Sa∩Sb|－2，因此只需要计算|Sa∩Sb|。注意到Sa中除了（a1，a2）和（au－1，au）之外的元素都是对称的，即（ai，ai＋1）＝（ai＋1，ai）（1＜i＜u）。直接的方法是把Sb中的每个元素与Sa来比较，但这样计算代价较大，其计算复杂度为O（uυ）。实际上，可以先将sa用两个n维数组P、Q表示，其中P［ai］＝ai＋1，Q［ai＋1］＝ai（1≤i＜u），P和Q其他的元素为0。这个过程的计算复杂度为O（u）。现在要判断Sb中的某个元素如（b2，b3）是否属于Sa，只需要比较P［b2］和b3以及Q［b2］和b3即可。计算两个解差异量的伪代码在图5-1中给出。
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 图5-1　计算两个解的差异量的伪代码
 

 
由伪代码可见，D（sa，sb）的计算复杂度为O（υ）＋O（u）。显然，O（u）和O（υ）都不大于O（n），因此，在最差情形下，差异量的计算复杂度不超过O（n），平均差异量的计算复杂度不超过O（nan）。
 
例：考虑总点数为7的定向问题，一个解sa＝（1，2，3，7），另一个解sb＝（1，3，2，4，7），则sa对应的向量P＝（2，3，7，0，0，0，0），Q＝（0，1，2，0，0，0，3）。依据差异量的定义可见，D（sa，sb）＝6且Sa∩Sb＝｛（2，3）｝。
 
5.5　实验分析
 
本文所提出的算法用C＋＋实现并且在P4 3GHz PC上测试。采用文献[8]中的算例集来测试算法性能。参数选取为：蚂蚁数na＝20，α＝1，β＝1，ρ＝0.95，λ＝2，γ＝6，Pbest＝0.9。每隔10代用sgb来更新信息素，而在其他代中使用sib。为使AMMAS与文献[10]中的算法构造解的个数一样，算法最大运行代数为300。每个算例（记为n×Tmax）分别测试20次。在实验中，按照文献[8]的建议将路径的长度四舍五入到小数点第一位。
 
为了分析AMMAS的性能，首先将其与MMAS以及MMAS＋ri作比较，其中MMAS＋ri是在MMAS中加入信息素重新初始化机制，其具体实现是在平均差异量小于γ时，将信息素的值设置为信息素上界。实际上，在平均差异量较小时，也可以重新初始化信息素，从而避免信息素的差异过大。在MMAS和MMAS＋ri中，按照文献[11]的建议将Pbest设置为0.05，其他参数与AMMAS的一样。
 
图5-2显示了3种算法应用到算例64×80（这里n为64，Tmax为80）的总收益变化曲线（20次平均）。由图5-2可见，在前50代，3种算法的计算结果差异很小。其原因为：在AMMAS中，信息素的下界并没有被修正；而在MMAS＋ri中，信息素重新初始化机制也没有发挥作用，它们与MMAS工作机制类似。而在50代以后，特别是在150代以后，AMMAS的计算结果最好，而MMAS＋ri优于MMAS。这表明自适应机制和信息素重新初始化机制能起到改善算法性能的作用。
 
 
 [image: ] 
 图5-2　AMMAS、MMAS和MMAS＋ri的总收益变化曲线
 
 （在算例64×80上的结果）
 

 
图5-3　显示了3种算法应用到算例64×80（这里n为64，Tmax为80）的平均差异量的变化曲线。由图5-3可见，在50代之前，3种算法的平均差异量差异较小。此时，3种算法都有很好的探索能力。在180代后，MMAS平均差异量很小（在3.8到7.2之间波动），这意味着蚁群选择的边大多属于最优解，它们仅能探索到少量其他的边，而AMMAS的平均差异量较大。MMAS＋ri通过重新初始化信息素也能避免平均差异量过小，在每次初始化后，平均差异量出现很大的波动。MMAS＋ri与AMMAS的区别在于它完全丢弃了保存在信息素轨迹中的信息，这可能对算法性能带来不利影响。
 
表5-1和表5-2分别给出了两个最大的算例集（即钻石形（Diamond-shaped）和方阵形（Square-shaped）算例集）中的实验结果（前一个算例集中的点数n为64，共14个算例；后一个算例集中的点数n为66，共26个算例）。表5-1和表5-2中给出了每个算例的最大总收益（最大值）和平均总收益（平均值），在表中第二列给出的是文献[8]中的算法（CGW）的实验结果，每一列最好的结果用粗体字给出。
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 图5-3　AMMAS、MMAS和MMAS＋ri的平均差异量变化曲线
 
 （在算例64×80上的结果）
 

 
 
 表5-1　AMMAS、MMAS和MMAS＋ri在Diamond-shaped数据集中的实验结果
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 表5-2　AMMAS、MMAS和MMAS＋ri在Square-shaped数据集中的实验结果
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由表5-1和表5-2中的结果可知：3种蚁群算法都能得到15个算例新的最大总收益。在平均总收益方面，AMMAS的结果最好，MMAS＋ri次之，这表明所提出的方法能有效地改善算法的搜索能力。并且，如果避免完全丢弃蚁群在以前迭代中积累的信息，可以改善算法的性能。在计算时间方面，本章提到的算法都能在0.59秒内求解每一个算例，这表明算法能较快地求解问题。另外，实验结果表明，AMMAS计算平均差异量所花费的时间远小于算法中其他过程所花费的时间。
 
最后，将AMMAS与文献[10]中的蚁群算法ACO-OP相比。由于ACO-OP只给出小规模算例的最大总收益（ACO-OP仅在点数小于64的算例上测试），本节仅比较这些最大总收益。表5-3中给出的是AMMAS和ACO-OP获得的新的最大总收益，它们在其他算例中的结果相同。这表明AMMAS是一类有效求解定向问题的蚁群算法。
 
 
 表5-3　AMMAS与CGW、ACO-OP的最大总收益
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5.6　小结
 
本章应用自适应最大最小蚂蚁系统求解定向问题。证明了差异量在定向问题中是一个距离，分析了差异量的性质，提出了一个快速计算平均差异量的算法。本章还考虑了具有信息素重新初始化机制的最大最小蚂蚁系统。实验表明，与MMAS和具有信息素重新初始化机制的MMAS相比，自适应最大最小蚂蚁系统的计算结果较好。这一方面表明自适应选取信息素能有效改善算法性能，另一方面也表明，保留蚂蚁在以前积累的信息对算法性能是有利的。与文献中的其他启发算法相比，本章所提出的算法AMMAS能在较短的时间内获得更好的解。
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第6章　团队定向问题
 
6.1　问题描述
 
在团队定向问题（team orienteering problem, TOP）中，车队中的每个车辆试图访问一组具有一定收益的点。每个车辆必须在规定的时间内从起点出发到达终点。一旦某个车辆经过一个点，它将获得该点对应的收益，其他车辆即使经过该点也不能获得该点对应的收益。团队定向问题的优化目标是使得车队的总收益最大化。
 
1994年，Butt和Cavalier最先研究团队定向问题，不过他们称这类问题为多路最大收集问题（Multiple Tour Maximum Collection Problem）[1]。团队定向问题这个名字是由Chao等[2]于1996年确立的。
 
许多实际问题可以归结为团队定向问题。例如某电脑公司维修员要给分布在城市各地的顾客提供服务，一旦他们完成了维修任务，他们将获得一定的报酬（收益）。现在要求在一个工作日中安排维修员的行程使公司的收益最大化。在这个问题中，维修员对应于团队定向问题中的车辆，时间限制为一个工作日。由于存在时间限制，维修员可能只能给部分顾客提供服务，因此在调度的时候必须考虑所有顾客分布情况。团队定向问题还可建模其他实际问题，例如多车辆家用燃料配送问题[3]、大学足球队员招募问题[1]、团队定向运动[2]、一些涉及公共承运人和私有运营商的装载和配送服务[4][5][6]、邮递员调度问题[7]等。
 
团队定向问题是多车辆定向问题。团队定向问题还与车辆路径问题类似，但是它们也有明显的差别。在车辆路径问题中，车辆必须服务所有的顾客，并且其优化目标是使得车队的总花销最小。因此，求解车辆路径问题的方法不能直接用来求解团队定向问题。团队定向问题还与报酬收集旅行商问题（prize-collecting TSP）紧密相关。该问题的优化目标是寻找最小代价路径使得所有的顾客都被服务至少一次，且总收益不小于某个给定的值。
 
团队定向问题可以描述为：给定一个完全图G＝（V，E），其中V＝｛1，…，n｝是顶点集，E＝｛（i，j）|i，j∈V｝是边集。每个顶点i对应一个收益ri（ri≥0）。起点为点1而终点为点n，且r1＝rn＝0。对于E中的每条边（i，j），它都有一个对称、非负的代价cij，其中cij是点i和点j之间的距离。团队定向问题就是找出m条从点1出发到点n终止的路径，使得所经过点的收益最大化。除了点1和点n外，其余各点最多只能经过一次（这是一个隐含条件。实际上，如果这个条件不满足，则所得到的解对应的路径可以缩短。考虑这种情形：一个解的两条路径都经过某一个点。如果把该点从其中一条路径中删除所得到的新路径仍然是可行解，但是它的长度比原长度要小，并且总收益不会减少。因此解必定满足这个条件）。每辆车的时间限制为Tmax。一般地，假定车辆经过的长度和耗时成正比（即速度相同），因此，把Tmax看作是时间或距离没有本质区别，可以不考虑Tmax的量纲。
 
文献[7]中给出了起点和终点相同的团队定向问题的数学描述，它可以推广到起点和终点可能不同的情形。采用以下记号：
 
（1）yik：如果车辆k经过点i则yik＝1（i＝1，…，n；k＝1，…，m），否则yik＝0；
 
（2）xijk：如果车辆k经过边（i，j）则xijk＝1（i，j＝1，…，n；k＝1，…，m），否则xijk＝0，由于cij＝cji，因此只需定义xijk（i＜j）；
 
（3）U：V的任意一个子集。
 
基于以上记号，团队定向问题（n≥3）的数学描述为
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其中约束（6-2）限定每辆车必须从起点1出发终止于点n；约束（6-3）规定路径的连通性；约束（6-4）规定除了点1和点n之外其他点最多经过一次；约束（6-5）描述了时间约束；约束（6-6）避免出现子路径（即任一条边最多包含于一条路径中）；约束（6-7）和（6-8）限定了变量必须取值为0或1。
 
6.2　现有算法回顾
 
由于团队定向问题是NP-hard问题，现有研究主要集中于启发算法。Butt和Cavalier[1]提出了一个贪婪算法。Chao等[2]提出了五步法（初始化、主移动、整理、局部改进、再初始化），他们还在Tsiligirides[8]随机算法的基础上提出了一种启发算法。Tang和Miller-Hooks[7]提出了一种禁忌算法。Archetti等[9]提出了两种禁忌算法和一种变邻域算法。针对该问题，研究者也提出了两个精确算法（exact algorithm）：一个是基于列生成（column generation based）的精确算法[10]，另一个是基于分支定价（branch and price based）的精确算法[11]。但是它们只能在合理的时间内求解很小规模的问题。例如，在两小时内，后一个算法只能求解测试数据集中的少数几个100维的问题。
 
6.3　算法描述
 
在应用蚁群算法[12]求解团队定向问题时，解的构造是一个关键点。在许多应用中，解的构造过程是自然的。例如应用蚁群算法求解TSP时，在每个构造步，只需要从未被选取的点中按照状态转移规则选取一个点即可。但是对于团队定向问题，在每个构造步，蚂蚁必须决定哪个车辆移动以及决定该车辆向哪个点移动。为解决这一问题，提出了4种构造法。
 
本章所提出的算法（ACO-TOP）在经典蚁群算法框架下求解团队定向问题，其基本流程见图6-1。下面将详细讨论该算法的特点。首先给出了信息素和启发信息的定义；接着介绍解的构造和信息素的更新规则；最后介绍局部搜索。
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 图6-1　ACO-TOP的伪代码
 

 
6.3.1　信息素和启发信息的定义
 
根据团队定向问题的定义，它可以表示为一个构造图（construction graph），其顶点就是原问题的顶点。任意边（i，j）都赋有一定量的信息素τ（i，j），用于表征从一个顶点转移到下一个顶点的偏好（desirablity）。
 
假设蚂蚁当前位置为i，启发信息η（i，j）用来表征一种先验的偏好。注意到团队定向问题的优化目标是在规定时间内，使得团队的总收益最大化，因此蚂蚁更加偏好那些具有较高收益且离i较近的点。
 
这一观察启发我们考虑点j的以下性质：①收益rj；②i和j之间的距离cij；③如果所有点都位于同一平面且任意两点直线可达（文献[2]中的算例满足这个条件），此时可以考虑∠jin的度数，即arccosωij，其中ωij＝（c2ij＋c2in-c2j n）／2cijcin。在图6-2中，给出了∠jin的示意图。点j和j*对应的角度分别为θ和θ*，且θ＜θ*。由图6-2可见，如果选取j*，则使车辆偏离点n；而如果选取j，则使车辆偏向于点n；考虑到时间约束，点j（从局部来看）优于点j*。依据这些性质，启发信息的定义如下：
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其中γ是一参数（γ≥0），它决定ωij的重要性。当γ＝0，此时不考虑ωij，且η（i，j）与Tsiligirides[8]提出的启发信息一致。
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 图6-2　∠jin的示意图
 

 
6.3.2　解的构造
 
由约束（6-5）可知，违反式（6-10）的点一定是不可行点[2]。
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如果事先去掉这些不可行点，就可以减少需要考虑的点数。为方便起见，不失一般性，假定所有的点都满足式（6-10）。
 
约束的处理是构造解的一个关键点。一种可行方法是将原问题转化为无约束问题，常见的方法有罚函数法（包括内点法、外点法）。但是罚函数法中，罚因子的选取是个难点。蚁群算法是一类构造性算法，它能在每个构造步去掉不可行点，这为处理约束提供了方便。
 
在构造解的过程中，蚂蚁相当于一个具有简单智能的决策者。它负责为每个车辆选取一条可行路径（即在规定时间内从起点出发到达终点的路径）。具体而言，在每个构造步，蚂蚁选取一车辆并为该车辆选取一个可行点，直到所有的车辆都到达终点（这一过程对应于图6-1中的ConstructSolution过程）。本章考虑以下方法：
 
（1）串行法。在这种方法中，蚂蚁先给一个车辆选择一条可行路径，然后再给下一个车辆选择一条可行路径，直到所有车辆都安排了一条可行路径。
 
（2）同步法。在这种方法中，蚂蚁按照一定次序给每个车辆选择一可行点，这一过程反复进行，直到所有车辆都安排了一条可行路径。考虑两种安排车辆的次序：一种是确定性次序，即给车辆选择点的次序是固定不变的；另一种是随机性次序，即给车辆选择点的次序是随机的。相应地，这两种次序对应的方法分别称为确定性同步法和随机性同步法。需要注意的是，如果某个车辆没有可行点，则在以后的构造过程中不再考虑。
 
（3）同时法。在这种方法中，蚂蚁从连接每个车辆当前所在点到所有可行点的边中选择一个边。该方法同时确定一个车辆和一个可行点。
 
考虑一个总点数n为7，且车辆数m为2的团队定向问题。图6-3到图6-6分别给出了4种构造方法的示意效果。在每个图中，边上的数字表示构造步的序号。图6-3显示的是串行法：从第一步到第三步，蚂蚁给第一个车辆安排可行点，而在其他步中给第二个车辆安排可行点。图6-4和图6-5分别显示的是确定性同步法和随机性同步法。这两种方法交替地给两个车辆安排可行点。在图6-6中显示的是同时法，在每一步中蚂蚁同时确定一个车辆和一个点。
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 图6-3　串行法示意图
 
 点数为7，车辆数为2，实线是车辆1的路径，虚线是车辆2的路径。边上的数字表示构造的次序。
 

 
为了在蚁群算法的框架下描述这4种方法，采用以下记号：
 
ui：在第k个构造步，第i个车辆所处的点（1≤i≤m）。
 
Cui：由所有未被经过且满足式（6-11）的点组成的集合。即
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其中L（ti）是第i个车辆经过的（未完成）路径ti的长度。如果Cui是空集，即没有可行点，则终点被选取并且第i条路径完成。
 
υk：在第k构造步选取的点。
 
qk：在第k构造步选取的车辆。
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 图6-4　确定性同步法示意图
 
 点数为7，车辆数为2，实线是车辆1的路径，虚线是车辆2的路径。边上的数字表示构造的次序。
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 图6-5　随机性同步法示意图
 
 点数为7，车辆数为2，实线是车辆1的路径，虚线是车辆2的路径。边上的数字表示构造的次序。
 

 
在串行法、确定性同步法和随机性同步法中，蚂蚁按照以下概率选择下一点：
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其中，α和β是参数。注意到在串行法中，车辆qk和qk＋1是相同的，而在两种同步法中它们可能是不同的。虽然这个概率决策规则与基本蚁群算法的随机概率规则形式上有所不同，但是，它在选取下一个移动方向时都偏好于选取启发信息和信息素较大的边，其基本思想与基本蚁群算法的随机概率规则类似。
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 图6-6　同时法示意图
 
 点数为7，车辆数为2，实线是车辆1的路径，虚线是车辆2的路径。边上的数字表示构造的次序。
 

 
在同时法中，蚂蚁按照式（6-13）给出的概率选择下一个点：
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由于在每个构造步只有一个车辆和一个点被选取，式（6-13）可以通过保存[image: ]τ（ui，ω）α·η（ui，ω）β（1≤i≤m）来快速地计算。假定车辆j和点υ被选取，则对于车辆i（i≠j），它所对应的可行点集变为Cui\｛υ｝。
 
6.3.3　信息素的更新规则
 
一旦所有的蚂蚁都构造了一个解，按照最大最小蚂蚁系统给出的规则更新信息素（即图6-1中PheromoneUpdate）：
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其中τ（u，υ）l是边（u，υ）在第l代时的信息素。如果（u，υ）在第l代被最优蚂蚁经过，则Δτ（u，υ）等于F（sbest），否则，Δτ（u，υ）＝0。最优解sbest可能是本次迭代获得的最优解sib也可能是当前最优解sgb。F（x）是质量函数（quality function）[13]，它由下式给出：
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τmax和τmin分别是信息素的上下界。设置上下界的目的是为了避免停滞。它们按照式（6-18）和式（6-19）设置为
 
 
 [image: ] 

 
其中aυg等于n/2，Pbest是参数（0≤Pbest≤1）。依据Stützle和Hoos的建议，信息素初始化为任意大的数值，这使得算法在运行之初有较好的探索能力。另外，重新初始化信息素能起到改善算法性能的作用。在算法运行过程中，如果从找到上一个当前最优解算起经过Nni代仍然没有找到新的最优解，所有信息素将被设置为信息素的上界。
 
6.3.4　局部搜索
 
局部搜索常用来改善蚁群算法的性能，但是在应用中要折中考虑解质量和计算时间（即图6-1中的LocalSearch过程）。虽然目前已有一些有效的局部搜索，本章利用了文献[2]中的局部搜索。其基本思想是：先用2-opt法缩短解中每条路径的长度，再插入尽可能多的可行点。这个过程反复进行，直到路径长度不能缩短或者不能再插入可行点时终止。在算法中，局部搜索对每个构造解进行改进，它在所有蚂蚁都构造完解之后且在信息素还未更新之前执行。
 
6.4　实验分析
 
本节用实验来分析文中所提出的算法并比较4种构造法。所有代码用C＋＋实现，运行环境为：3GHz CPU，1G RAM，Windows XP操作系统。采用文献[2]中的387个测试算例，它们分别属于7个数据集。这些数据集的顶点数目分别为32、21、33、100、66、64、102。在每个数据集中，每个点的坐标和对应的收益不同。每个数据集由3组数据子集构成，每个数据子集的车辆数分别为2、3、4。在数据子集中，每个算例的区别仅在于Tmax。每个数据子集用x.y表示，其中x表示该数据子集所在数据集的序号，y表示车辆数。每个算例用x.y.z表示，其中x表示该算例所在数据集中的序号，y表示车辆数，z表示该算例在相应数据子集中的序号。
 
ACO-TOP算法用混合策略更新信息素：每隔5代，当前最优解sgb被用来更新信息素，在其他代中，都用本次迭代获得的最优解sib来更新信息素。对于每个算例，测试10次。
 
6.4.1　参数设置
 
在测试算法之前，首先确定算法的参数。考虑到计算时间与计算结果，最大运行代数NC为2000，蚂蚁数为20。Nni＝250。如蚁群算法在许多应用中一样，α＝1，ρ＝0.98，Pbest＝0.05。实验表明，参数β和γ对算法性能起着关键作用。我们比较了不同的β和γ，它们的测试值分别为：β∈｛0，0.25，0.5，1，2，4，8｝，γ∈｛0，0.25，0.5，1，2，4，8｝。数值结果表明当两者都取为0.5时，算法性能较好。
 
6.4.2　4种构造法的比较
 
在表6-1和表6-2分别给出了4种构造方法在两个规模最大的数据集（即第4个和第7个数据集）中的计算结果。由于在其他数据集中4种构造方法的差异不大，详细计算结果在附录中给出。由结果可见，串行法和同时法最好。确定性同步法与随机性同步法的计算结果相当，前者略好。在大多数算例中，串行法的最大值优于其他3种方法。在第4个数据集中，同时法的平均值较好，而在第7个数据集中，串行法的平均值较好。
 
 
 表6-1　4种构造方法在第4个数据集中的实验结果
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 续表
 
 [image: ] 

 
 
 续表
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 表6-2　4种构造方法在第7个数据集中的实验结果
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 续表
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表6-3给出了21组数据子集的实验结果。对每一种方法，表中给出了每一组的最大值、平均值。由表6-3的结果可见，在数据集1中，4种方法的计算结果完全相同，且在每一次测试中都找到最好解。在其他数据集中，结果再次表明，串行法获得的结果最好，同时法次之。另外实验发现，串行法需要的计算时间较大，但是，它能在51.1s内（平均意义下）求解每个算例。因此，串行法能在解质量（solution quality）和计算时间之间较好地折中。
 
 
 表6-3　4种构造方法在21个数据子集中的平均计算结果
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6.4.3　与其他算法的比较
 
本章所提出的算法与下列算法进行了比较：
 
CGW: Chao等[2]提出的五步法；
 
TMH: Tang和Miller-Hooks[7]提出的禁忌算法；
 
GTP: Archetti等[9]提出的基于罚方法的禁忌算法；
 
GTF: Archetti等提出的基于可行方法的禁忌算法；
 
FVF: Archetti等提出的快速变邻域算法；
 
SVF: Archetti等提出的慢变邻域算法，它与FVF的主要区别在于参数的选取。
 
由于上述文献中只给出了相应算法求得的每个算例的最大收益（最大值），本章只比较最大收益。在数值实验时，路径长度的精度是一个必须考虑的问题。在CGW中，Chao等没有采用实数精度，而是把路径长度四舍五入到小数点后第一位。而其他文献没有明确指出它们的数值精度。显然，当采用实数精度时所得到的结果可能较差。注意到当路径长度四舍五入到小数点后第一位时，ACO-TOP（采用串行法构造问题的解）能得到19个算例的新的最大总收益，结果在表6-4中给出。为了与现有算法相比较，ACO-TOP主要考虑实数精度。
 
 
 表6-4　ACO-TOP求得的新的最大总收益（路径长度四舍五入到小数点后第一位）
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对于每个算法，每个数据子集的（平均）最大总收益在表6-5中给出。可见ACO-TOP和SVF的计算结果最好，GTF和FVF次之，GTP比以上算法结果略差，而CGW和TMH的结果最差。ACO-TOP和SVF分别在15个数据子集中获得优于其他算法的结果。另外，ACO-TOP能找到347个算例已知最大收益，并且它能找到12个算例新的最大总收益（详细结果在表6-6中给出）。由以上比较结果可见，ACO-TOP具有较好的性能。
 
 
 表6-5　7种算法的计算结果
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 表6-6　ACO-TOP求得的新的最大总收益（路径长度为实数精度）
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表6-7给出了每个算法的平均计算时间。注意到CGW在SUN 4/730 Workstation 25MHz上运行，TMH在DEC Alpha XP1000 computer 667MHz运行，而其他算法在2.8GHz PC上运行。这些算法的运行环境不一致，难以直接比较时间。SVF运行的PC性能与ACO-TOP运行的PC接近，它在两个规模最大的数据集中的运行时间都远远超过1min。SVF在第4个数据集中的计算时间为1118s（将近20min），而在第7个数据集中的计算时间为911s（将近15min）。ACO-TOP在第4个数据集中耗时最长（51.1s），但是它能在1min内求解每个问题，因此ACO-TOP算法可以在合理的时间内获得令人满意的解。
 
 
 表6-7　7种算法的计算时间（s）
 
 [image: ] 

 
6.5　小结
 
针对团队定向问题，提出了求解该问题的蚁群算法（ACO-TOP算法）。在经典蚁群算法的基本框架下，提出了串行法、确定性同步法、随机性同步法和同时法来构造问题的解。
 
本章依据在经典算例中获得的计算结果，比较了这4种方法。结果表明，使用串行法能获得较高质量的解。最后，与现有的启发式算法（包括五步法、三种禁忌算法、变邻域算法等）相比，ACO-TOP算法能在合理的时间内提供令人满意的解。
 
ACO-TOP算法的4种构造法相互独立，一种可能的推广是采用混合策略来构造问题的解，即每个蚂蚁构造解的方法可能不同。实验表明，局部搜索能有效改善算法性能，研究高效率的局部搜索是一个有趣的方向。在后续的研究中，将把蚁群算法推广到其他类似问题中，例如具有服务时间（service time）的团队定向问题和车辆路径问题[154]。
 
需要指出的是，ACO-TOP算法也可以用来求解定向问题，但是由于采用了局部搜索导致它比第4章中的算法所用时间更多。如果算例规模不大，第4章中的算法在计算时间和计算结果上较好。但是，对于大规模的问题，可以利用本章的局部搜索。
 
本章给出的是文献[14]中的实验结果。我们也考虑用自适应最大最小蚂蚁系统来求解团队定向问题，实验结果略有改进。由于自适应最大最小蚂蚁系统采用新的有效的平衡多样性和强化性的方法，它为求解团队定向问题提供了可行的候选方案。
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第7章　属性约简
 
7.1　问题描述
 
在处理高维数据时，特征提取是学习过程必不可少的一步。特征提取研究如何从一个特征集中选择一个子集使得它能足够准确地描述原始特征集。通过删除不相关和冗余特征，特征提取有助于改进学习算法的速度和精度，同时有助于增强所构造模型的可理解性[1]。
 
在实际应用中，常常要处理模糊、不精确的属性或特征。而粗糙集是一个有效处理不精确、不确定性、模糊的数学工具[2][3][4][5]。基于粗糙集的属性约简（attribute reduction in rough set theory）已经成为一类应用广泛的特征提取方法[6][7][8][9][10][11][12]。
 
一个决策表信息系统可以表示为I＝（U，A），其中U是论域，它是由有限对象构成的非空集；A是非空属性集；对于任意a∈A，a:U→Va；Va是属性a的值域。A＝C∪D，其中C是条件属性集，D是决策属性集。在一个决策表中，决策属性可能不唯一，根据文献[13]中的方法可以把该决策表转化为单一决策属性的决策表。本章只讨论具有单一决策属性的决策表。
 
对于属性子集P⊆A，定义如下的不可分辨关系（不分明关系）IND（P）：
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如果（x，y）∈IND（P），则根据属性子集P，x和y是不可以区分的。显然不可分辨关系是一个等价关系。由IND（P）确定的等价类划分记为U/P。包含x的等价类记为［x］P。不可分辨关系是粗糙集的数学基础。
 
决策表信息系统中的一个条件属性a对应着一个等价关系（即不分明关系或不可分辨关系），它对论域U形成一个划分U/｛a｝。决策表的所有条件属性形成论域一个划分；同时，决策属性也对论域形成一个划分。这两个划分构成了条件属性和决策属性对论域样本分类的知识。
 
在粗糙集理论中，上下近似是最重要的概念。给定对象集X⊆U，X的P-上近似集记为[image: ]，它是U中根据属性子集P可能归于集合X的对象组成的集合；X的P-下近似集记为[image: ]，它是U中根据属性子集P一定归于集合X的对象组成的集合。上下近似集的定义如下：
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由上下近似集的定义可知，PX⊆[image: ]。若PX＝[image: ]，则X称为P可定义集；否则，X称为P粗糙集。
 
在数据分析时，一个关键问题是获取属性之间的依赖关系。依据上下近似集，属性依赖度（degree of depencey）定义如下：
 
定义1（依赖度）　令P,Q⊆A，则依赖度к的定义如下：
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其中|A|是相应集合的基数。POSp（Q）称为正区域，它的定义如下：
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依赖度к衡量Q和P之间的依赖程度。如果к＝1，则Q完全依赖于P；如果0＜к＜1，则Q（以程度к）部分依赖于P；如果к＝0，则Q不依赖于P。
 
在决策表信息系统中，一条记录代表一个决策规则，如果把所有决策规则罗列出来，就可以得到一个决策规则集合。但是，这样的决策规则集合只是记录了样本的情况，适应性较弱。为了从决策表中提取适应度较大的规则，需要对决策表进行约简，使经过约简处理的决策表中的一条记录就代表一类具有相同规律的样本，这样得到的决策规则具有较高的适应性。在保持决策表决策属性和条件属性之间的依赖关系不发生变化的前提下，对决策表进行约简或简化，称为基于粗糙集的属性约简。它提供了一种filter-based方法来获取知识。在依赖度的基础上，约简（reduct）的定义如下：
 
定义2（约简）　设R是条件属性集C的一个子集，如果它满足[5]
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则称R为C的一个约简。
 
在原始的决策表信息系统中的条件属性并非是同等重要的，甚至其中某些条件属性是冗余的。属性约简删除其中不必要的或不重要的属性。但是，一个决策表的条件属性对决策属性的约简通常不是唯一的，也就是说，一个决策表可能有多个约简。由于约简后属性的数目直接影响着决策规则的繁简和性能，具有最小基数的约简（即最小约简）是应用较广的一类约简。本章仅仅研究这类约简。相应地，其目标函数为
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其中Θ是由属性集C所有约简构成的集合。
 
例　设有一决策表（见表7-1），其条件属性为｛a,b,c,d｝，决策属性为e。由约简的定义可知，Θ＝｛｛a,b｝，｛a,c｝｝，最小约简为｛a,b｝和｛a, c｝。由此可见，最小约简也可能不唯一。
 
 
 表7-1　决策表示例
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7.2　现有算法回顾
 
众所周知，属性约简是一个NP-hard问题[8]。爬山法和元启发算法是两类重要的属性约简算法。爬山法有两种实现方式，一种是从空集或属性核出发依据属性重要性不断增加属性，当所得到的属性子集是一个约简时，算法终止；另一种方式是从条件属性全集出发不断地删除属性，直到不能再删除为止（否则剩余属性子集不是一个约简）。根据属性重要性的不同，常见的爬山法包括基于正区域算法、基于条件信息熵算法和基于可分辨矩阵算法等。不过，爬山法不能保证能求得最小约简[9]。许多研究者考虑利用元启发算法，如遗传算法[10]，[11]、模拟退火算法[11]、蚁群算法[11]、禁忌算法[12]、粒子群算法[9]，来解决这一问题。实验表明，这些算法常常能获得高质量的解。但是，这些算法用时较长，即使求解一些中等规模的问题，也需要几千秒[9]，[11]。
 
7.3　算法描述
 
属性约简可以描述为一个完全图G＝（V，E），其中V是顶点集，它对应于条件属性集，E是由所有边组成的集合。属性约简的优化目标就是在图中寻找一条路径，使经过的点构成的集合是一个约简且它的基数最小。
 
本章提出了3种蚁群算法。依据其信息素释放方式，分别称这3种算法为边模式蚁群算法（Edge-mode ACO，简称为Edge-ACO）、团模式蚁群算法（Clique-mode ACO，简称为Clique-ACO）和点模式蚁群算法（Vertex-mode ACO，简称为Vertex-ACO）。下面首先介绍属性约简的基本概念，然后给出了本章提出的算法和实验分析，最后是小结。
 
本章提出的3种算法的主要流程为：在每一步，每个蚂蚁构造一个解，然后依据构造的解更新信息素。算法一直迭代到某个停止条件满足为止。本章采用的停止条件为最大迭代次数。
 
7.3.1　边模式蚁群算法
 
在边模式中，每一个边都赋有一定的信息素和启发信息。本章考虑基于依赖度的启发信息。如果某个边的启发信息过小，则蚂蚁经过它的概率就可能过小。为避免这种情形，有必要设置启发信息的取值范围。∀a,b∈C，启发信息η（a,b）定义如下：
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其中ε（0＜ε＜1）是一个正参数。
 
在构造解时，蚂蚁从一个随机选取的属性出发，它依据式（7-10）给出的概率选取下一个属性：
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其中ck表示在第k步选取的属性，Cu表示未被选取属性所组成的集合。τ（u,ω）和η（u,ω）分别是边（u,ω）上的信息素和启发信息。α和β是两个参数，它们分别控制信息素和启发信息的相对重要程度。如果以下两个条件之一满足，构造过程就结束。
 
（1）已选取属性的数目大于当前最小基数；
 
（2）rR（D）＝rC（D），其中R是蚂蚁构造的一个解。
 
第一个条件意味着不可能构造更好的解，因此构造过程没有必要继续。第二个条件意味着蚂蚁已经构造了一个更好的解。
 
在图7-1中显示了一个典型的构造过程，其中条件属性集C为｛a1，a2，a3，a4，a5，a6｝，构造出的解是｛a1，a3，a6，a4｝。在第一步，属性a1被随机选取，随后属性a3和a6被选取，最后属性a4被选取。在构造解的过程中，采用文献[14]中的方法来计算依赖度。
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 图7-1　边模式蚁群算法构造过程示意图
 

 
当所有蚂蚁都完成构造过程时，信息素主要依据MMAS提供的更新规则来进行更新，并且考虑文献[11]中的建议。在边模式蚁群算法中（图7-2中为边模式的示意图，其中解是｛a1，a3，a6，a4｝），只有当前最优解sgb对应路径上的信息素才被更新，即连接sgb的前后两个属性的边上的信息素才被更新。边模式最初在经典文献[15]中应用。在这种模式下，信息素按照以下方法更新：
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其中a,b∈C，a≠b，且a,b先后被选取。q是一参数，Lgb＝|sgb|，τmax和τmin分别是信息素上下界，τ（a,b）l是边（a,b）在第l代时的信息素。注意到文献[11]考虑解s的适合度（goodness），即rs（D）。但由于sgb的适合度rsgb（D）是一个常数，因此解的适合度可以不考虑。由边模式的信息素更新规则可知，其时间复杂度和空间复杂度都为O（|C|2）。
 
7.3.2　团模式蚁群算法
 
在团模式中，每一个边都赋有一定的信息素和启发信息，且信息素和启发信息的定义与边模式中一致，但是，蚂蚁信息素释放到连接其构造解中任意两个属性的边上。图7-3中给出了团模式示意图，其中解是｛a1，a3，a6，a4｝。团模式的基本思想是：虽然解的构造过程是有序的，但是其相应属性的任意排列都是可行解。在构造解时，蚂蚁从一个随机选取的属性出发，它也依据式（7-10）给出的概率选取下一个属性。
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 图7-2　边模式信息素释放方式示意图
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 图7-3　团模式信息素释放方式示意图
 

 
注意文献[16]中考虑用下式给出的概率选取下一个属性：
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其中ck＋1表示在第k＋1步选取的属性，Sk表示已被选取属性组成的集合。τ（u，ω）和η（u，ω）分别是边（u，ω）上的信息素和启发信息。由式（7-15）可知，每个未被选属性在第k＋1步被选中的概率依赖于连接它与所有已被选中属性之间的边上的信息素和启发信息。前期的实验表明，采用这个概率来选取属性并没有明显改善计算结果，却增加了计算时间。因此本章仅用式（7-10）给出的概率来选取属性。构造过程在条件（1）或（2）两者之一满足时结束。
 
当所有蚂蚁都完成构造过程时，只有当前最优蚂蚁才能更新信息素。在团模式下，所有连接sgb每两个属性的边上的信息素被更新。具体而言，信息素按照如下方式更新：
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其中a，b∈C，a≠b，q是一个参数，Lgb＝|sgb|，τ（a，b）l是边（a，b）在第l代时的信息素。与边模式一样，团模式的信息素更新规则的时间复杂度和空间复杂度都为O（|C|2）。
 
7.3.3　点模式蚁群算法
 
在点模式中，每一个点都赋有一定的信息素和启发信息，并且仍然利用基于依赖度的启发信息。同样地，如果某个点的启发信息过小，则它被选取的概率就可能过小。为避免这种情形，有必要设置启发信息的取值范围。∀a∈C，启发信息η（a）定义如下：
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其中ε（0＜ε＜1）是一个正参数。
 
在构造解时，蚂蚁从一个随机选取的属性出发，它依据式（7-22）给出的概率选取下一个属性：
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其中ck表示在第k步选取的属性，Cu表示未被选取属性组成的集合。τ（ω）和η（ω）分别是点ω上的信息素和启发信息。由（7-22）可知，那些具有较高启发信息和信息素的属性被选中的概率较大。构造过程在条件（1）或（2）两者之一满足时结束。
 
在点模式蚁群算法中，蚂蚁将释放信息素到当前最优解对应的点上。信息素按照如下方法更新[19]：
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其中a∈C，q是一个参数，Lgb＝|sgb|，τ（a）l是属性a在第l代时的信息素。由点模式的信息素更新规则可知，其时间复杂度和空间复杂度都为O（|C|）。
 
7.4　实验分析
 
为了测试算法的性能，本节将ACO应用到不同算例，它们的属性数和对象数不同。3种算法都在3GHz CPU（1GB RAM）PC上运行。按照文献[11]中的建议，α＝1，β＝0.1，ρ＝0.9，信息素初始值为0.5且增加一个小的随机扰动，τmax＝1，τmin＝0.001，q＝0.1。其他参数为ε＝0.01，蚂蚁数为10且最大运行代数为100。
 
考虑文献[11]中的13个测试算例，其中M-of-n，Exactly和Exactly2来自于文献[17]，其他来自于UCI data（Blake and Merz，1998）[18]。每个算例测试20次。
 
首先比较4种基于蚁群算法的属性约简算法：AntRSAR[11]和Edge-ACO、Clique-ACO、Vertex-ACO。注意到在AntRSAR中，蚂蚁数为|C|，运行代数为250。计算结果在表7-2中给出。对于本章3个算法，表中给出了平均基数以及时间（s），而文献[11]中没有明确给出AntRSAR的计算时间。粗体字给出的是最好结果。
 
 
 表7-2　Edge-ACO、Clique-ACO和Vertex-ACO实验结果
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由实验结果可见，Clique-ACO的计算结果最好，Vertex-ACO稍逊于Clique-ACO，而Edge-ACO在3个算例中获得的结果比AntRSAR更好。由于算法的运行时间主要由解的依赖度计算时间决定，因此，可以把解的构造次数作为一个衡量算法计算时间的量。本章中算法构造解的总数为1000，这小于AntRSAR构造解的总数。例如，数据集M-of-n的属性总数（其值为13）最少，则其构造解的总数为3250，而数据集Lung的属性总数（其值为56）最多，则其构造解的总数为14000。由于本章算法构造解的数目都小于AntRSAR，因此Clique-ACO和Vertex-ACO能快速地找到最好解。
 
由表7-2中给出的计算时间可见，Vertex-ACO的计算时间最小，这是因为在信息素更新时，Edge-ACO和Clique-ACO的计算量大。另外，Clique-ACO比Edge-ACO花费时间少，这是由于Clique-ACO能更快地收敛到较好解（相应地，其基数就小），这样花费在计算依赖度的时间就少。由于Vertex-ACO和Clique-ACO性能较好，以后只考虑这两种算法。
 
下面与文献中其他元启发算法相比较，这些算法包括GenRSAR[11]（遗传算法）、SimRSAR[11]（模拟退火算法）、TSAR[12]（禁忌搜索）。这些算法的实验结果在表7-3中给出。对于每个算法，给出了实验所得的不同基数以及得到相应基数的次数（次数在括号中给出）。由结果可见，Vertex-ACO和Clique-ACO在所有数据集合中的计算结果最好。GenRSAR性能最差，TSAR略优于SimRSAR。关于生成解的个数，这些算法的粗略排名为：ACO＜TSAR＜SimRSAR＜GenRSAR。
 
 
 表7-3　Vextex-ACO、Clique-ACO、GenRSAR、SimRSAR和TSAR的实验结果
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 注：对于每个算法，给出了实验所得的不同基数以及得到相应基数的次数（次数在括号中给出）。
 

 
实验结果表明，采用点模式或者团模式的蚁群算法能高效地求解属性约简。从根本上而言，蚁群算法是构造性算法。在每一步，蚂蚁选取较好的属性，这样找到高质量解的可能性较大。而且，它用一个简单的机制来平衡蚂蚁探索和开发能力：它增加当前最优解对应的信息素，从而使蚂蚁能在这个最优解的邻域探索，同时，它通过限制信息素的上下界来避免早熟。另一方面，蚁群算法能快速构造解。这主要是由于采用了条件（1）或（2），尽可能少得计算依赖度。
 
7.5　小结
 
本章提出了3种求解属性约简的蚁群算法。它们分别采用边模式、团模式、点模式来释放信息素。实验结果表明，点模式和团模式是两个有效的信息素释放方式。点模式蚁群算法计算时间较少，但团模式蚁群算法计算结果较好。与其他元启发算法相比较，点模式蚁群算法和团模式蚁群算法能有效地找到基数较小的解。
 
也可以推广蚁群算法来解决其他种类的约简，例如近似熵约简[20]。另外，由于经典粗糙集理论不能很好地处理实值属性，有必要研究模糊粗糙集理论（fuzzy-rough set theory）[21]和蚁群算法来提取特征。至于大规模数据集，我们将进一步研究减少内存开销和计算时间的方法。
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第8章　卫星资源调度问题
 
8.1　问题描述
 
卫星在现代生活中的应用越来越广泛，而卫星的正常运行离不开地面工作人员的维护。卫星测控是工作人员借助地面通信设备，向卫星发送控制指令和接收卫星数据的过程，它是卫星正常运行的重要保障[1]，[2]。
 
8.1.1　卫星测控基本概念
 
卫星在长期运行的过程中可能会出现偏离运行轨道或姿态发生变化等情况，所以需要地面工作人员定期对其轨道、姿态、星载实验设备状态等信息进行测量，若发现问题，还要借助通信设备对其发送控制指令，帮助其恢复正常状态；此外，卫星所收集到的数据也要定期传回地面。这些工作都是通过卫星测控完成的。
 
地面同卫星通信都是借助测控设备以无线电波的形式完成的。地面测控设备要同卫星进行通信，必须满足以下3个条件。
 
1）测控设备同卫星可见
 
前面已经提到，地面测控设备与卫星通信是借助无线电波实现的，由于无线电波只能够沿直线传播，因此只有当测控设备同卫星直线可见时，二者才能够建立通信链路进行数据交换。一般而言，固定在地面某处的测控设备，只能在卫星绕地球运转一个周期中的部分时间段与其可见（同步卫星除外），这一可见时间段称为可见弧段或可见时间窗口（见图8-1）。由此可知，每一个可见时间窗口都唯一对应一颗卫星和一个测控设备。
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 图8-1　测控设备与卫星性可见示意图
 

 
在卫星绕地球运行一个周期内，一个地面固定的测控站与该卫星最多只能有一个可见时间窗口。至于地球同步卫星，由于其与地面相对静止，故对其可见的测控设备将始终可见。
 
2）测控设备同卫星的技术参数匹配
 
地面测控设备在与可见卫星进行通信时，首先要建立通信链路，即在测控设备天线与卫星天线之间建立无线通信链路，而无线通信链路的建立则要求测控设备和卫星的相关技术参数是匹配的。对测控设备和卫星之间通信链路建立有影响的技术参数主要有两类：测控设备和卫星所用的无线通信技术是否一致；卫星所在轨道是否在测控设备覆盖范围内。
 
由于无线通信技术在不断发展，在不同时期发射的卫星，其所使用的无线通信技术或相关参数，如所采用的无线电波的频段，是有差异的。同样，不同时期建造的地面测控站，其测控设备所使用的无线通信技术或相关参数也是有差异的。所以，在对卫星进行测控时，必须选用使用相同无线通信技术及相关参数的测控设备，即要满足测控设备和卫星所用的无线通信技术的一致性。
 
此外，不同类型的卫星，由于其所要完成的任务的要求不同，其运行轨道的高度有所不同。按照卫星的运行轨道高度的差异，可将卫星分为低轨卫星、中轨卫星和高轨卫星3类（表8-1）。不同轨道高度的卫星，对测控设备的要求也有所不同。一般而言，运行轨道越高的卫星，其测控难度越大，对测控设备的要求越高，反映在测控天线上，就是所需测控天线的口径越大。因此，在对不同轨道高度的卫星进行测控时，除了卫星对测控设备可见之外，还要保证卫星运行轨道在所选测控设备覆盖范围内。
 
 
 表8-1　低轨、中轨、高轨卫星的划分
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3）测控设备同卫星均处于空闲状态
 
在现有的测控系统中，一般而言，一个测控天线同一时刻只能同一颗卫星进行数据通信，卫星也是如此，即测控过程对测控设备和卫星都具有独占性。因此，一对相互可见且技术参数匹配的测控设备和卫星，只有当彼此都没有在执行其他测控任务时，才能够建立通信链路进行数据通信。
 
对卫星进行一次测控的具体过程如图8-2所示。首先，根据测控需求为卫星分配合适的测控设备和可见时间窗口；随后，测控设备在进行测控之前，根据测控任务的要求，调整测控设备状态，如测控天线的指向；当卫星相对测控设备可见时，测控设备开始尝试同卫星建立通信链路；通信链路建立之后，测控设备开始执行测控内容，一般包括发送控制指令、接收卫星传输的收据等；最后，当测控内容完成后，测控设备断开与卫星间的通信链路，重新回到空闲状态，至此整个测控过程结束。
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 图8-2　卫星测控过程流程
 

 
8.1.2　卫星测控资源调度
 
通过前面的介绍可知，对于卫星正常运行，卫星测控是不可或缺的。随着在轨运行的卫星数量的不断增加，卫星测控需求也不断增加，这就为由分布在全球各地的测控设备组成的测控网络带来了挑战。要解决不断增加的测控需求同有限的测控资源之间的矛盾，有两种可行的方法：第一，增加测控设备的数量；第二，合理安排测控任务，提高测控设备使用效率。由于新建地面测控站增添测控设备的经济代价较大，如何对现有测控资源进行合理调度，提高其利用效率便受到了诸多关注。
 
在卫星日常运行维护过程中，工作人员会根据卫星的测控需求，生成一系列测控任务，每一个测控任务便是对某一颗卫星的一次测控过程。卫星测控资源调度即是借助优化算法，针对不同卫星的测控任务，分别选择合适的测控设备，最大限度地满足各卫星的测控需求。前面已经提到，只有当卫星对测控设备可见时，测控设备才能够对其进行测控。因此，测控任务必须在可见时间窗口内完成，或者占用整个可见时间窗口，或者只占用某个可见时间窗口的一部分。在本章中，将完整地执行一次测控过程所占用的时间段称为任务时间窗口（见图8-3）。测控资源调度就是要为不同卫星的测控任务分配任务时间窗口，但是，在调度的过程中要注意不同可见时间窗口间的冲突情况。
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 图8-3　任务时间窗口示意图
 

 
所谓可见时间窗口冲突，是指多个可见时间窗口在时间上相互重叠的情况。由于测控任务对卫星和测控设备都有独占性，因此，在可见时间窗口的冲突部分最多只能够分配一项测控任务。可见时间窗口冲突可分为两类：第一类是多个卫星同时对某个测控设备可见造成可见时间窗口出现重叠（见图8-4）；第二类是某颗卫星同时对多个测控设备可见造成可见时间窗口重叠（见图8-5）。其中，第一类冲突情况是由测控过程对测控设备的独占性造成的，而第二类冲突情况是由测控过程对卫星的独占性造成的。
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 图8-4　第一类冲突情况示意图
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 图8-5　第二类冲突情况示意图
 

 
通过上面的介绍可以看到，简单地说，卫星测控资源调度就是针对不同卫星的测控任务，在可能存在冲突的可见时间窗口中，选择合理的、互不冲突的时间窗口。
 
8.2　卫星测控资源调度模型
 
在现有卫星测控资源调度相关问题的研究成果中，已经形成了多种用以描述卫星测控资源调度问题的数学模型。在本小节中，将介绍本章所用卫星测控资源调度问题模型的建立过程及最终数学模型。
 
在介绍卫星测控资源调度模型之前，首先介绍模型中涉及的参数及变量。所用变量及其符号表示如下：
 
S是所有需要测控的卫星集合，S＝｛1，2，…,S｝,s∈S代表某颗卫星；
 
M是所有可用测控设备的集合，M＝｛1，2，…,M｝,m∈M代表某个测控设备；
 
J是所有测控任务的集合，J＝｛1，2,…J｝,j∈J代表某个测控任务；
 
s（j）是任务j对应的卫星，因为每个测控任务都唯一对应一颗卫星，故s（j）∈S；
 
m（j）是任务j可用的测控设备，因为一个测控任务可用的测控设备可能多于一个，所以m（j）是一个集合，m（j）⊆M；
 
pj是执行测控任务j所需的时间，也称作任务持续时间；
 
ωj是成功执行测控任务j所获得的收益；
 
T是调度周期，即测控需求的时间跨度，其常见取值有1天或1周；
 
V（s,m）是在调度周期内，卫星s与测控设备m间所有可见时间窗口的集合
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其中，Hsm为可见时间窗口的数量。
 
8.2.1　决策变量的选择
 
每一个可见时间窗口都有与之对应的卫星和测控设备，由于任务时间窗口肯定包含在某个可见时间窗口内，故对每一个测控任务而言，当确定了其相应的任务时间窗口之后，执行此测控任务的测控设备和时间便都已确定。任务时间窗口可以由任务开始时刻和任务持续时间唯一确定。所以确定每个测控任务的任务开始时刻，便能够唯一确定一个调度计划。
 
为了便于描述任务开始时刻，以分钟为单位将调度周期T划分成一组从1到T的时间段，每一段都可表示为［t-1,t）,t∈Z＋。对于测控任务j而言，任务开始时刻的可能取值为
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其中，Q（j,m）表示测控设备m可以开始执行测控任务j的所有时刻的集合，Q（j,m）⊆Z＋。
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定义二值变量xtj m，xtj m＝1表示测控设备m在t时刻开始执行测控任务j，其中t∈F'（j）。卫星测控资源调度问题的优化过程便转化为，为每个测控任务j寻找合适的m和t使得xtj m＝1。
 
8.2.2　约束条件的描述
 
测控设备要对卫星进行测控，需要满足3个条件：测控设备同卫星可见、测控设备同卫星的技术参数匹配和测控设备同卫星均处于空闲状态。其中，在将卫星的测控需求转化为测控任务时，已经给出了每个测控任务的所有可用时间窗口和测控资源。此时，测控设备对卫星进行测控的前两个条件已经满足，在建立的数学模型中只需要保证，每个测控设备和每颗卫星在每一时刻最多只能执行一个测控任务。
 
首先，对测控设备而言，要保证测控设备在每一时刻最多执行一个测控任务，只需保证在每一个测控任务对应的任务时间窗口中，都不会有其他测控任务开始执行，所以，式（8-4）就保证了测控任务对测控设备的独占性。
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其中，
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F（j,m）表示任务j所有可用的可见时间窗口。
 
同样，对于卫星而言，要满足测控任务对卫星的独占性，只须保证针对同一颗卫星的测控任务的任务时间窗口不会出现重叠，即满足式（8-7）。
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8.2.3　卫星测控资源调度数学模型
 
卫星测控资源调度问题常用的优化目标有：
 
（1）最大化测控任务调度成功率，即成功调度的测控任务数同总任务数之比；
 
（2）最大化总收益，根据测控任务的重要程度赋予其不同的收益，最大化总收益值；
 
（3）最大化测控设备利用率，尽可能地高效利用现有测控设备。
 
用f（xtj m）表示目标函数，结合前面的介绍，可以得到卫星测控资源调度问题的数学模型如下：
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要求：
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其中，Q（j,m）的取值同式（8-3），Θ（j,m,t）的取值同式（8-5）。式（8-9）保证了每个测控任务最多只能被执行一次；式（8-10）和式（8-11）分别保证了测控任务对测控设备和卫星的独占性；式（8-12）保证了每个测控任务都只在一个可见时间窗口内完成。
 
本章将卫星测控资源调度问题描述成单目标优化问题。以测控任务调度成功率作为优化目标，即
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所以，卫星测控资源调度优化模型如下：
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要求条件满足式（8-9）～式（8-13）。
 
8.3　卫星测控资源调度问题求解
 
8.3.1　蚁群算法
 
蚁群优化算法[3]求解流程主要有两大步骤：路径构建和信息素更新，在解构建完成后可以附加局部搜索策略以改进所求得解的质量，求解框架如表8-2所示。
 
 
 表8-2　蚁群算法求解框架
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算法初始化过程如表8-3所示，每只蚂蚁按表8-4所示过程独立完成解的构建后执行局部搜索算法对获得解的邻域进行搜索以提高解的质量，局部搜索过程如表8-5所示。
 
 
 表8-3　蚁群算法初始化过程伪码
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 表8-4　蚁群算法解构建过程伪码
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 表8-5　蚁群算法局部搜索过程伪码
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当所有蚂蚁构建完路径后，算法将会进行信息素更新。信息素的更新有两个步骤。首先，每次迭代后，蚂蚁都会根据自己构建的路径长度在它们本轮经过的路径上进行信息素局部更新。问题空间中所有路径上的信息素都会蒸发，信息素蒸发是自然界本身固有的特征，在算法中有助于避免信息素的无限积累，从而使搜索陷入局部最优。其次，当所有蚂蚁完成遍历后，则需进行信息素全局更新，信息素全局更新只在至今最优路径上蒸发和释放信息素。记Sisk为算法在第k次迭代中得到的最好可行解，S*为算法迭代至今得到的最好可行解。信息素更新过程如表8-6所示。
 
 
 表8-6　蚁群算法信息素更新过程伪码
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8.3.2　解的构造
 
在实现过程中以每个任务的任务号所组成的序列的不同组合作为不同的解，在将一个序列转化为问题的解时，需要考虑3个要素：唯一性、解的质量和计算效率。
 
（1）唯一性：在将一个给定的序列转化为问题的解时，一定要保证每一个序列都唯一对应一个问题的解，给定相同的序列，所得到的解也必须相同。只有保证了序列同解之间的唯一对应关系，才能够使进化过程中序列中所包含的解的优劣信息能够在迭代过程中得以传递，才能够使序列所对应的解的质量得到不断的优化。
 
（2）解的质量：将一个序列转化为问题的解的方式有很多种，不同的方法所得到的解也不相同，而那些得到更高质量解的方法，能够在一定程度上加快整个算法的进化过程。所以，在将一个给定序列转化为问题的解时，要尽可能得到更高质量的解。
 
（3）计算效率：由于将序列转化为问题的解的过程在算法中会被多次调用，所以，所采用方法的效率会对整个算法的效率产生很大的影响。从整个算法求解效率的角度来看，采用将序列转化为问题解的方法，需要具有较高的计算效率。在实际中，上面所说的3个要素通常不能同时得到满足。例如，要得到高质量的解，往往会增加计算量，使计算效率降低；而提高计算效率又常常会降低解的质量。所以，在选择将序列转化为问题的解的方法时，需要在解质量和计算效率之间做出选择。在蚁群算法中，选择了一种具有较高计算效率的方法：按照任务在序列中出现的顺序，依次为其分配测控资源。在为每一个任务分配测控资源时，并不进行回溯，而是直接将第一个可用的测控资源分配给它。当整个可用测控资源列表中都找不到满足某个测控任务要求的测控资源时，该任务将会被舍弃。
 
8.3.3　实验结果
 
实验采用西安卫星测控中心提供的实际测控数据（2015年3月30日到2015年4月5日），共有83颗卫星，每天升降轨各两圈，总任务数量为2296。以下为实验结果：
 
设置挥发系数0.9，当蚂蚁数目为100，调度结果随迭代次数的变化如表8-7所示。
 
 
 表8-7　调度结果随迭代次数的变化
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当迭代次数不变时（设置为1000），调度结果随蚂蚁数目的变化如表8-8所示。
 
 
 表8-8　调度结果随蚂蚁数目的变化
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可以看出，蚁群算法的效果总体较好。当然实际调度过程中的约束条件要复杂得多，可行解域会小很多，但蚁群算法仍然能在较短的时间内求出一个较优的可行解。
 
8.4　小结
 
卫星资源调度问题是在我国卫星资源调度实际需求基础上建立的一类调度问题。本章首先给出这类问题的数学模型，再利用蚁群算法来解决该问题。针对这类多约束问题，着重研究了算法中的解构造过程。
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第9章　旅游路线规划问题
 
9.1　引言
 
随着人们生活水平的提高，越来越多的人选择外出旅游这一休闲方式，对旅游服务质量的要求也越来越高，个性化选择意识越来越强。一些研究者通过建立基于WebGIS的旅游推荐系统[1]，试图快速地为旅行者提供景点的分布情况、道路的拥挤程度和景点的游览时间等信息，以便更便捷地服务旅行者，提升地区旅游服务质量，更合理地开发地区旅游资源。在这个系统中，一个关键问题是旅游路线规划问题。由于人们的生活节奏愈发加快，外出旅游也会有诸多限制，如时间、开销、景点偏好、路线等，导致该问题难以建模和优化。
 
9.2　问题描述
 
一般地，旅游路线规划问题可描述如下：在满足用户约束条件下（如往返交通、日程等安排，对费用、单日游览时间的需求，景点开放时间窗口、景点间交通耗时等），选择合适的路线，最大化用户满意度[2]，[3]。
 
在本章，假设每个景点都有一个给定收益值，用一个景点的收益值描述用户对该景点的偏好以及游玩该景点所得到的体验。旅游路线规划问题可看作在有V个顶点和E条边的完全图G（V，E）中寻找满足约束条件的最优解。其中，每个景点的信息都可表示为一个五元组｛Si，si，Ci，ci，Ti｝，Si表示收益值，si与ci分别表示景点的开放时间与关闭时间，Ci是景点的入场门票费用，Ti表示景点的建议游玩时间；每条边tij则表示两个景点之间的转移时间。最优路线需在满足时间、费用等因素的条件下，实现用户满意度值的最大化。
 
该问题与带有时间窗的团队定向问题具有一定的相似性，如景点开放时间窗口对应配送节点开放时间窗口，景点满意度对应配送节点的收益值，景点游览时间则对应节点的服务或访问时间。两者之间区别主要有以下方面。
 
（1）约束条件存在差异。旅游路线规划问题除需要满足带有时间窗团队定向问题的约束条件外，还要满足用户预算所带来的约束条件，即门票费用不能超过用户输入预算信息。
 
（2）路线体验不同。旅游作为享受旅途的过程，与实际团队定向问题完成最后一公里配送具有较大心理差别，主要体现在游客可能希望延长对当前景点的游览，往往对行程节奏有一定要求（如老年人往往希望节奏慢点），而团队定向问题则必须严格根据时间约束进行。
 
（3）优化目标不同。团队定向问题优化目标通常选取为收益最大化，而旅游路线规划问题中由于满意度可以不同的表现形式，如景点收益值之和最大化，成本最小化，或行程更轻松等。
 
9.3　旅游路线规划问题的数学模型
 
为了建模旅游路线规划问题，下面针对模型中相关因素进行分析。
 
1）用户需求
 
用户需求主要包括用户对行程起始时间、结束时间、单日游览时间及出行费用的限制。其中单日游览时间表示每天可以用于游览的最大时间，如早上九点至晚上七点对应的单日游览时间则为10小时。单日游览时间上限记为tmax，费用开销上限记为Cmax。
 
2）景点描述信息
 
景点信息主要包括四个因素：景点开放时间窗、景点游览时间、景点费用、景点的收益值（注意收益值依赖于用户）。对于第i个景点，［Oi，Ci］表示景点开放时间窗口，即景点i的游览时间只能在这一时间区间内进行；景点游览时间表示景点推荐游览时长。采用时间区间来表征这一参数，即用户在该景点的实际游览时间在一上下界之间，其中上下界分别记为Tmax和Tmin，实际游览时间记为Ti；景点的门票费用记为ci；用户对景点的收益值则是用户对景点评分值，记为Si。
 
3）时间约束
 
时间因素除了景点开放时间窗口、游览时间外，还需要考虑景点之间转移时间tij及单日游览时间限制tmax等时间约束。
 
4）费用约束
 
此处费用仅考虑门票费用支出，所有门票支出需小于等于用户预算上限。
 
另外，引入紧凑度因子δ来描述用户对行程紧凑程度的需求，这一参数定义在区间［0，1］中，以0.5为分界点表征行程的紧凑程度。景点实际游览时间作为用户偏好值和紧凑度共同作用的函数，其函数表示为
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其中，Tmax和Tmin分别表示景点推荐游览时间上界与下界。
 
当紧凑度较高时，将会有过多景点被规划至路线中，从而导致过多时间用于景点间往返交通。基于此，在目标函数中加入了紧凑度的评价指标。该指标选取为路线所包含的景点数和游览时间Tvisit与总时间Ttotal的比率之和，在一定的行程紧凑度要求下尽可能保证足够多的游览时间。
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其中，n表示所有景点的数量，η1和η2分别表示行程内景点数及游览时间占总时间比重的加权值，用以控制紧凑度对解的影响，m表示游客期望旅游的总天数，｛Si，si，Ci，ci，Ti｝表示景点相关的属性信息，yik表示景点i是否被规划在第k天，xijk表示线路（i，j）被规划在第k天的行程中时则为1，否则为0。
 
此外，最终路线结果还应满足时间、成本等约束条件，即最终成本应不超过用户所设定的Cmax，每日游览时间不超过上限tmax，约束条件描述为
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在上述模型中，约束条件（9-5）表示用户的费用约束；式（9-6）表示每日总旅游时间约束；式（9-7）表示连续行程中后一个节点的游览应在前一个节点结束之后开始；式（9-8）～（9-10）表示除编号为1和n的景点作为出发地点与返回地点应被访问m次外，其他景点只能被游览一次；式（9-11）则表示景点的开始时间应满足景点开放时间窗口；式（9-12）与式（9-13）限定了变量的取值范围。
 
9.4　相关算法
 
9.4.1　GLS（Guided Local Search）
 
GLS的基本思想是：当应用GLS求解问题时，需要针对候选解定义一系列的特征（如针对TSP问题，可选择解是否直接包含从A地至B地这一路线），在邻域搜索陷入局部最优时，将会选择符合的特征并惩罚，并加入到目标函数中，由此改变邻域搜索在搜索过程中的策略，跳出局部最优[4]。
 
给定目标函数g（s），邻域搜索过程中采用的带有惩罚项的目标函数h（s）为
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式中，λ是惩罚系数，i是特征，pi是第i个特征的惩罚因子，所有pi最初均为0，Ii表示当前解s是否满足特征i，满足则为1，否则为0。
 
对于最小化问题，具有较大代价的特征对解所造成的代价影响最大，当达到局部最优点时，将判断特征对当前局部最优解的代价所产生的作用。同时，为避免特征被多次惩罚，还将考虑惩罚因子的当前值。当前特征对解所产生影响的计算方式为
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其中，ci是特征i的代价，pi表示当前惩罚值，即当前解中若不包含该特征，则惩罚项所产生的影响为0。同时，pi越大，其所产生的影响越小。
 
Souffriau等[4]用GLS来求解一个旅游路线规划问题的简单模型，在50个节点以上的算例中得到的结果相比DTGS（Dynamic Tour Guide systems）具有明显优势。其算法伪代码在表9-1中给出。
 
 
 表9-1　GLS算法流程
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在算法中，解构建算子Construct采用贪婪算法，它根据距离最短这一准则进行初始解的构建；TSP算子是利用GLS求解TSP（旅行商问题）时的启发式框架，通过迭代时调用2-optmove寻找序列中的最短路线，从而尽可能插入更多新的景点，获得更大的目标函数值；Insert算子则是从未分配的景点中选择，并在满足游览时间限制的条件下，插入游览时间最短的景点；Replace算子对当前解中具有较低评分的景点进行替换，当无法进行替换时，则当前解到达了局部最优。
 
为了跳出局部最优点，该算法应用了两个GLS惩罚项：①对未在当前解序列中的景点的评分增加一个激励项；②对解序列中的景点减少惩罚项。
 
所有未包含在路线中的结点对解的正面影响由式（9-16）计算，具有最大正面影响的结点将在分值中增加pR。
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其中，S'i是当前结点分值与所得到的激励项之和：S'i＝Si＋nri*pR; nri表示结点i获得激励项的次数；pR表示激励项的大小；分母1＋nri的引入则是为避免所有结点均有机会得到激励项。
 
接受惩罚项的结点则是通过计算当前解中每个景点的负面影响来选择，并由式（9-17）计算得到
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其中，S'i＝Si－npi*pR，npi表示该结点被惩罚的次数。
 
当惩罚项与激励项被调用时，在下一轮迭代中将对解空间进行新一轮的搜索。
 
Disturb算子则是通过随机移除每条行程中的部分景点，来保证所有结点均有机会被加入到解序列中。该算子会被运行至少一次，从而提高在解空间搜索过程中解的多样性。
 
9.4.2　GRASP（Greedy Random Adaptive Search Procedure）
 
GRASP最早由Feo和Resende于1989年提出[5]，目前已被成功用于求解带有时间窗的团队定向问题[6]。Vansteenwegen[7]利用该算法实现了在线系统城市路线规划器，研究表明，该算法能以较高效率返回用户满意的路线结果。表9-2中介绍了该算法的主要流程。
 
 
 表9-2　GRASP算法流程
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在满足终止条件前，该算法将反复迭代地对解空间进行搜索。每一个迭代过程都会随机选定一个贪婪系数，用于描述贪婪性与随机性之间的比率。随后，根据当前解中已包含的结点，确定可以加入到当前解的候选结点列表，并对候选列表中所有结点根据式（9-18）计算其启发信息
 
 
 [image: ] 

 
其中，Shiftj表示从当前节点到节点j所需要的时间，InterestScorej则是当前景点的评分值。
 
同时，为提高计算效率，式（9-19）计算了过滤候选列表节点的阈值
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其中，hmax和hmin分别表示当前候选列表所有结点的启发信息中的最大值与最小值，greediness表示当前迭代周期的贪婪系数。
 
对于候选列表中的剩余结点，则随机选择一个结点加入当前解中。当序列中所有结点均无法在满足时间约束的条件下访问时，算法将会被终止。
 
9.4.3　烟花算法
 
烟花算法最早由Ying Tan提出并用来求解复杂函数的优化问题[8]。作为一种群体智能优化算法，烟花算法主要包括三个过程：解的初始化、邻域搜索和解的选择机制。算法流程图如图9-1所示。
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 图9-1　烟花算法流程图
 

 
1）解的初始化
 
在解空间里随机选择N个位置，作为初始烟花位置并启动烟花，每个烟花代表解空间中的一个可行解。
 
2）邻域搜索
 
在烟花启动后，将会在周围区域内产生一定数量的火花，这一过程可看作在邻域内进行采样过程。在这一阶段中，将会生成两种不同的火花，爆炸火花和高斯火花，前者主要对邻域空间进行搜索，后者则通过探索更大邻域空间，提高解的多样性。其具体细节描述如下。
 
（1）爆炸火花，烟花算法对算法的搜索能力和开采能力引入了平衡机制。以最小化目标函数模型为例，针对适应度值较好的烟花，即其目标函数值也更小，将选择更小的爆炸半径Ai和更大的爆炸火花数量Si，对于每个烟花Xi，其爆炸半径与爆炸火花数量计算公式为
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其中，ymin＝min（f（Xi）），ymax＝max（f（Xi）），[image: ]和Me作为两个参数，分别用于调节搜索半径及爆炸火花数量，ε作为极小量，用于避免除零操作。此外，为避免爆炸火花数量不合理，对其设定了上界和下界分别为aMe和bMe。
 
（2）高斯火花，在爆炸过程结束后，从烟花集合中随机选取Mg个烟花，并对其中随机选择k个维度与正态分布变量相乘，即
 
 
 [image: ] 

 
式中e～N（1，1），e满足均值与方差均为1的正态分布。改进烟花算法[9]（Enhanced Fireworks Algorithms）中对该算子加入了映射机制，在乘积超出边界后会随机将该维度映射在可行域内任意区域。
 
3）选择机制
 
在邻域搜索结束后，新一代的烟花种群将会在候选集K中选出，候选集K由当前烟花种群、爆炸火花和高斯火花组成。候选集合中的最优解将会被直接保留至下一代烟花种群中。对于其他的候选解Xi，则依概率P（Xi）予以保留，P（Xi）表示为
 
 
 [image: ] 

 
式中，R（Xi）是当前候选解与所有其他候选解的距离之和。相比单纯依据目标函数值的轮盘赌选择策略，这一机制可以避免新一代种群过于集中在某一个或某几个局部最优点附近，从而保证了所筛选出的解具有一定的多样性，但却不利于保留候选集中除去当前最优解后的其他近优解。
 
考虑到连续问题与离散问题在距离和解空间上的差异，在用烟花算法求解TTDP时，要对距离及相关算子进行重新定义。记可行解序列为π＝｛π1 1，π1 2，…，π1k1，π2 1，…，πmkm｝，其中πip≠πjq，πdk表示第d天行程中的第k个景点。由于结点完全相同的两个解之间可以通过调整序列顺序相互转化，因此本文中对解之间的距离定义如下：
 
定义：解之间的距离定义为两个解序列不考虑顺序时所包含的不同结点的数目，即相同结点所组成的解序列之间的距离为0。
 
在这一基础上，本文对经典烟花算法框架下算法的主要流程及所涉及算子进行了重新定义。
 
1）解的初始化
 
烟花算法最初主要用于连续复杂函数的优化问题。对于这类问题，随机生成初始烟花，有利于保证解在解空间均匀分布。但对于旅游路线规划问题而言，随机生成一个序列，并将序列解析为可行解，有很大可能性会导致解的质量较差。因此采用随机性与贪婪性相结合的机制进行解的初始化。
 
采用串行法进行构造解，首先对每个景点建立候选列表，候选列表的排序依据如下启发信息
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在构造解时，即构造m条单独的路线。对于每条路线，首先随机选择起点，并对该景点的候选列表按顺序进行判断，若尚未加入到行程中，则以一定概率β（如0.95）添加至该路线，并作为当前景点继续这一操作，直至该路线时间约束不能满足。
 
2）爆炸算子
 
爆炸算子的核心作用是在适应度值较好的解附近以更小的半径进行更多次数的邻域搜索，基于对于距离的定义，爆炸算子通过删除至多Ai个结点，再依次添加尽可能多的结点的方式，并利用2-opt move算子对解序列中单条路线进行调整，2-opt move如图9-2所示。
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 图9-2　2-opt move操作示意图
 

 
爆炸算子伪代码如表9-3所示。此外，由于路线规划模型为最大化问题，因此爆炸半径和爆炸火花数量将由式（9-26）与式（9-27）得到
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 表9-3　爆炸算子流程
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3）高斯算子
 
经典烟花算法中，高斯算子主要用于保证解的多样性。在求解连续问题时，通过对解的部分坐标进行变换，使其对更大的空间进行搜索。对于离散问题，这一过程难以实现。此节中提出的高斯算子致力于寻找当前解序列所包含景点的最佳顺序，同时允许插入新景点，以进一步提高目标函数值。高斯算子除采用2-opt move对单条路线进行优化外，还将采用cross move对不同路线进行优化。为保证解的多样性，该算子允许以一定概率Pa接受坏解。cross move示意图如图9-3所示。
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 图9-3　cross move操作示意图
 

 
该算子伪代码描述如表9-4中所示。
 
 
 表9-4　高斯算子流程
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4）选择机制
 
选择机制在烟花算法中扮演了重要角色。与经典烟花算法相似，同样直接保留当前烟花种群中的最优解至下一种群，对于其他解，则采用类似轮盘赌的方式进行选择。为增加解的适应度值在筛选中的权重，采用平方项，而不是一次项计算选择概率。每个解序列被选择的概率为
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根据这一公式，具有更好适应度值的解，将更可能被保留至下一种群，相比增强型烟花算法中提到的随机选择机制，实验结果表明这一选择策略具有更好的求解效果。
 
9.5　蚁群算法及其分析
 
将第5章中求解定向问题的自适应最大最小蚁群算法（AMMAS）推广来解决TTDP。算法用串行法构造解，启发信息、信息素的管理方式与第5章相同。
 
为测试算法，构造四个算例，参数η1和η2均选择为10。通过统计分析，参数设置如下：在GLS中，内循环迭代次数设置为300，种群规模取为28。在烟花算法中构造解贪婪系数β取为0.95，爆炸火花半径上界为10，爆炸火花半径下界1，爆炸火花数量上界aMe取为15，爆炸火花数量下界bMe取值为5，高斯火花数量取值为10。在蚁群算法中，种群规模为20，其余参数与第5章相同。算法最大运行时间为3秒。
 
各算法运行所得到的最优目标函数值及二十次运行的平均目标函数值见表9-5。由表中结果可见，AMMAS是一种效果很好的算法，它在所有算例中都得到最好的最优值，而平均值在3个算例上好于其他算法。
 
 
 表9-5　四种算法结果对比
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9.6　小结
 
本章探讨了旅游路线规划问题并给出了该问题的0-1整数规划模型。推广了求解定向问题的自适应蚁群算法，并与GLS、GRASP和烟花算法进行了对比。实验结果表明，AMMAS算法是一种求解该问题的有效算法。
 
参考文献
 
[1] D Gavalas, C Konstantopoulos, K Mastakas, et al. A survey on algorithmic approaches for solving tourist trip design problems［J］. Journal of Heuristics,2014，20（3）：291～328．
 
[2] Hui Ding, Liangjun Ke, Zihao Geng. Route Planning in a New Tourist Recommender System: a Fireworks Algorithm Based Approach［C］．2016 IEEE Congress on Evolutionary Computation. Vancouver, Canada，2016．
 
[3] 丁辉．个性化旅游推荐系统中关键问题研究［D］．西安交通大学，2015．
 
[4] W Souffriau, P Vansteenwegen, J Vertommen, et al. A Personalized Tourist Trip Design Algorithm for Mobile Tourist Guides［J］. Applied Artificial Intelligence,2008，22（10）：964～985．
 
[5] Feo TA, Resende MG. A probabilistic heuristic for a computationally difficult set covering problem［J］. Operations research letters，1989，8（2）：67～71．
 
[6] A Garcia, O Arbelaitz, MT Linaza, et al. Personalized tourist route generation［M］. German; Springer，2010．
 
[7] P Vansteenwegen, W Souffriau, GV Berghe, et al. The City Trip Planner: An expert system for tourists［J］. Expert Systems with Applications，2011，38（6）：
 
[8] Y Tan, Y Zhu. Fireworks algorithm for optimization［J］. Advances in Swarm Intelligence. Springer，2010：355～364．
 
[9] S.Zheng,A.Janecek,Y.Tan Enhanced fireworks algorithm［C］. IEEE，2013：2069～2077．
第10章　多目标组合优化问题
 
10.1　引言
 
在许多实际应用中，一个决策者往往要考虑多个相互冲突的目标，并且试图确定一个最优折中方案。这类应用可以建模成多目标优化问题。该问题的一个Pareto最优解就是一个最优折中的候选方案[1]。一个多目标优化问题可以有很多甚至是无穷多个Pareto最优解。在决策空间（或目标空间）所有的Pareto最优解构成Pareto前沿或解集。如果没有决策者的偏好信息，所有的Pareto最优解都是一样的。在实际应用中，决策者希望能足够好地逼近Pareto前沿以更好地分析问题，从而得到最终决策。
 
许多进化算法已经被用于求解多目标优化问题[2]。多目标进化算法的优势在于它们通过进化一组候选解可以在一次测试之后得到一个逼近Pareto最优解的解集。
 
蚁群算法是一类反应式搜索优化技术，它在优化的同时进行学习。它试图结合机器学习技术将搜索过程中在线信息融入智能计算方法并自主调节算法行为。蚁群算法最初是用于求解单目标组合优化问题。它利用信息素矩阵记录搜索过程中习得的知识。每个解元素的信息素值表征该解元素在一个好解中的可能性。为了引入问题相关信息，蚁群算法往往在搜索之前就定义一个启发信息矩阵。蚁群算法利用一组蚂蚁进行搜索。在每一代，每个蚂蚁利用信息素和启发信息矩阵来构造解，然后利用新构造的解更新信息素矩阵的值。蚁群算法已经成功用以解决许多单目标优化问题，受此启发，文献[3][4][5][6][7][8][9]中已经有多目标蚁群算法的报道。在设计多目标蚁群算法时，两个相互关联的因素需要仔细考虑。
 
（1）信息素和启发信息矩阵的定义：由于多目标蚁群算法的目标是很好地逼近整个Pareto前沿，信息素和启发信息矩阵应该包含所有Pareto最优解的可能位置而不是某个解的信息。如果仅仅采用一个信息素矩阵和一个启发信息矩阵，难以服务于这一目标，尤其是在Pareto前沿的分布非常复杂的情形下。因此，大多数多目标蚁群算法利用多个信息素矩阵和启发信息矩阵。一般的做法是，每一个目标都有一个信息素矩阵和启发信息矩阵，这能体现相对于某个特定的目标而言解元素的作用。不过，这种方法不利于处理更为复杂的问题。为了更好地逼近Pareto前沿，有必要提出一种有效的方法来确定合适的信息素矩阵和启发信息矩阵数目以记录有用的信息。
 
（2）解构造：多目标蚁群算法在每一代应该能构造一组多样化的新解以更好地逼近整个Pareto前沿。为此，在解构造过程中，不同的蚂蚁利用不同的信息素和启发信息组合，从而能向Pareto前沿不同部分逼近。如何合理地组合信息素和启发信息是本章的重点内容之一。
 
基于分解的多目标进化算法是一种求解多目标问题的进化算法框架[10]。与MOGLS、MSOPS和AWA等多目标进化算法类似[10]，[11]，它也是基于经典的集结方法：一个多目标问题被分解成一组单目标优化子问题。每一个子问题的目标是多个目标的一个线性或非线性加权组合。子问题的邻居关系依据子问题对应的权向量之间的距离来确定。每个子问题利用在求解邻居子问题过程中获取的信息来进行优化。基于分解的多目标进化算法已经用于求解许多多目标优化问题。
 
本章在基于分解的多目标进化算法框架下提出一种多目标蚁群算法。在设计该算法时，特别注意到上述两个问题。在该算法中，每个蚂蚁负责求解一个子问题并且针对Pareto前沿的一部分。每个蚂蚁有一个启发信息矩阵用以记录其对应子问题的先验信息。依据子问题的邻域结构，这些蚂蚁被分成若干个群。每个群逼近Pareto前沿的特定部分。在一个群中的蚂蚁共享一个信息素矩阵，它用以记录Pareto子区域的习得信息。在搜索过程中，每个蚂蚁记录它为所负责的子问题找到的当前最优解。在构造一个新解时，蚂蚁融合它所在群的信息素矩阵信息和自身的启发信息以及当前最优解信息。以这种方式构造的矩阵再用以引导解构造过程。在这种方式下，构造过程更可能得到蚂蚁所对应子问题的好解。每个子群的信息素矩阵利用它所对应的蚂蚁构造的新解来更新。基于每个蚂蚁对应的目标函数，如果它能从其邻域中得到新解，蚂蚁更新其当前解。这使不同群的蚂蚁之间也可以相互合作，这是因为两个相邻的蚂蚁可以属于不同的群。
 
BiCriterionAnt[12]是一类最早利用不同群的蚂蚁来搜索Pareto前沿不同区域的多目标蚁群算法。本章提出的算法与BiCriterionAnt算法的区别在于：①每个蚂蚁记录子问题的一个解，且该解直接作用于解结构。从一定意义上讲，它融合了个体局部信息和全局信息。而BiCriterionAnt没有这种机制。②本算法依赖于个体之间的邻域关系，使不同的蚂蚁子群之间能协作。而BiCriterionAnt中不同群之间通过一个全局解池来共享信息。③本算法中，蚂蚁仅仅更新自己子群的信息素矩阵，这样计算量小而且容易计算。
 
10.2　多目标优化的基本概念
 
一般地，多目标优化算法可以表述为
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其中Ω是变量空间，F:Ω→Rm由m个实值函数构成，Rm称为目标空间。可达目标集定义为｛F（x）|x∈Ω｝。
 
令u,υ∈Rm，u称为占优υ当且仅当对每一个指标i∈｛1，2，…，m｝，都有ui≤υi，且至少有一个指标j∈｛1，2，…，m｝使得uj＜υj。Ω中的一个点x*称为Pareto最优，如果没有其他点x使得F（x）占优F（x*），则称x*为Pareto最优目标向量。即对Pareto最优点，任何一个目标上的改进至少导致其他一个目标上的下降。所有Pareto最优解构成Pareto集，且所有Pareto最优目标向量称为Pareto前沿。
 
1）多目标0-1背包问题
 
给定n个物品，m个背包，多目标0-1背包问题可定义为
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其中pij≥0是物品j放到背包i的收益，ωij≥0是物品j放到背包i的代价，ci是背包i的总容量。xj＝1表示物品j被选择放入所有的背包。
 
2）多目标旅行商问题
 
给定n个城市和m个距离矩阵（cij k）n×n，i＝1，2，…，m，cij k＞0是从城市j到k的代价。这个问题可以描述为
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其中x是n个城市的一个全排列，表示一条经过每个城市一次且仅一次的路线。
 
在数学规划文献中已经有多种将一个多目标优化问题分解成一组单目标优化问题的方法。下面介绍两种重要的分解方法。
 
加权求和法：令λ＝（λ1，λ2，…，λm）是权重向量，且[image: ]λi＝1，λi≥0， i＝1，2，…，m。如果Pareto前沿是凸的，则下列优化问题的最优解是（10. 1）的Pareto最优解。
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其中g（x|λ）是具有权重λ＝（λ1，λ2，…，λm）的加权目标函数。如果Pareto前沿是非凸的，则通过求解加权求和子问题可能得不到一些Pareto最优解。
 
Tchebycheff法：子问题的目标函数定义为
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其中z*＝（z*1，z*2，…，z*m）是参考点，[image: ]。
 
10.3　基于分解的多目标蚁群算法
 
MOEA/D-ACO将一个多目标问题分解成N个单目标子问题。每个子问题i对应的权重向量为λi，其对应的子问题记为g（x|λi）。MOEA/D-ACO用N个蚂蚁求解这些子问题，每个蚂蚁分别负责一个子问题，即蚂蚁i负责子问题g（x|λi）。
 
由于g（x|λ）是λ连续函数，如果两个子问题的权重距离小，则这两个问题的解相似程度高。受此启发，MOEA/D-ACO采用如下概念。
 
（1）邻域：蚂蚁i的邻域B（i）包含T个最相邻的蚂蚁，即这些蚂蚁的权重向量与蚂蚁i的权重向量距离比其他蚂蚁对应的权重向量到蚂蚁i的距离都小。显然有i∈B（i）。
 
（2）子群：N个蚂蚁依据其权重向量的聚类被分成K个子群。每个子群负责逼近Pareto面的一部分。
 
图10-1给出了MOEA/D-ACO中分解、邻域和子群的概念。
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 图10-1　MOEA/D-ACO中分解、邻域和子群的概念
 

 
图10-1给出的实例中，目标数（m）为2，蚂蚁数（N）为14，子群数（K）为2，邻域大小（T）为5。该多目标优化问题被分解成14个单目标子问题。蚂蚁i负责优化子问题i。第一个子群由蚂蚁1到7组成，其他蚂蚁构成第二个子群。每个蚂蚁有5个邻居，如蚂蚁6的邻居为蚂蚁4、5、6、7和8。
 
在每一代，种群规模为N的MOEA/D-ACO维护以下信息。
 
（1）N个解x1，x2…，xN∈Ω，其中xi是子问题i的当前解。
 
（2）F1，F2，…，FN，其中Fi是xi的目标函数值（基于子问题i的目标函数），即Fi＝F（xi）。
 
（3）τ1，τ2，…，τK，其中τj是子群j的信息素矩阵，用以保存子群j习得信息。
 
（4）η1，η2，…，ηN，其中ηi是子问题i对应的启发信息矩阵。
 
（5）EP，一个外部档案集，用以保存现有非占优解的目标函数值向量。
 
MOEA/D-ACO主要步骤如下。
 
步骤0（初始化）：对i＝1，2，…，N，对每个子问题i产生一个初始解，令Fi＝F（xi）；并初始化其信息素矩阵。对j＝1，2，…，K，初始化每个子群j的信息素矩阵τj。初始化EP为｛F1，…，FN｝；
 
步骤1（解构造）：对i＝1，2，…，N，蚂蚁i利用概率规则选择解元素来构造一个新解yi。这个规则依赖于xi，ηi，τj，其中对i＝1，2，…，N，子问题i在子群j中。计算F（yi）；
 
步骤2（EP的更新）：对i＝1，2，…，N，如果EP中没有向量占优F（yi），则将其加入到EP中，并且将EP中那些被F（yi）占优的向量移除；
 
步骤3（终止）：如果算法终止条件满足，则停止算法，并输出EP；
 
步骤4（信息素矩阵的更新）：对j＝1，2，…，K，利用子群j中蚂蚁构造的新解以及EP中的新解来更新信息素矩阵τj；
 
步骤5（xi的更新）：对i＝1，2，…，N，假设蚂蚁i找到的新解为y，如果g（y|λi）＜g（xi|λi），则用y替换xi，转入步骤1。
 
在每一代中，步骤1是每个蚂蚁构造一个解，步骤2是用这些新解来更新EP。步骤4是一个蚂蚁如果得到新的非占优解，则用其更新蚂蚁对应子群的信息素矩阵。步骤5是更新当前解。而步骤3是算法终止条件判断。
 
10.3.1　MOEA/D-ACO求解MOKP
 
1）基本设置
 
（1）N和λ1，…，λN的设置：N受到一个参数H控制。具体而言， λ1，…，λN的每个分量从以下集合中选取一个值：[image: ]，因此共有N＝Cm-1H＋m-1种权重向量组合。
 
（2）子群数的设置：采用上述类似的方法来设置K及每个子群的权重向量ξ1，ξ2，…，ξK，再对λ1，λ2，…，λN分别计算到ξ1，ξ2，…，ξK距离最近的一个向量，从而给每个蚂蚁指定子群号。
 
（3）邻域的设置：欧氏距离用以计算权重向量的邻域。
 
（4）启发信息和信息素：在多目标背包问题中，每个解被编码成0-1向量。采用n维实值向量来表征信息素和启发信息。具体而言，子群j的信息素矩阵为
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其中τjk表征在以前搜索中习得的物品k被子群j选择的价值。蚂蚁i的启发信息矩阵定义为
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其中，ηik表征物品k被蚂蚁i的选择的先验价值。
 
2）初始化
 
启发信息向量ηi的第k个分量取值为
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其中γil为线性规划松弛问题的第l个约束的影子价格。
 
所有信息素向量的分量都初始化为一个相同的较大值，以增强算法的探索能力：
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3）解构造过程
 
假设蚂蚁i在子群j中，其当前解为xi＝（xi1，xi2，xin）。在算法步骤1中蚂蚁i以如下方式构造一个新解yi＝（yi1，yi2，…，yin）：
 
对k＝1，2，…，n，记
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其中Δ，α，β是3个正参数。Φk表征yik＝1的偏好度，即物品k被选择的偏好度。
 
将yi初始化为（0，…，0），即背包都是空的，记I＝｛1，2，…，n｝，如果I≠Φ，重复以下操作。
 
（1）对每个s∈I，如果添加s到背包中导致不可行解，则将其从I中删除。
 
（2）如果I＝Φ，则返回yi。
 
从（0，1）之间产生随机数，如果它大于参数r，则将s置为I中Φ值最大的元素，否则按照下式依据轮盘赌规则随机选择一个元素：
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将s从I中移除，并置yis＝1。
 
在式（10-11）中，τjk是子群j中所有蚂蚁共享的信息素矩阵的第k个分量。xik＝1表示物品k在子问题i当前解中被选择。xik是蚂蚁i私有信息。因此τjk＋Δ×xik融合了子群和私有信息。这种组合可以看成是蚂蚁i在物品k上的信息素。
 
在构造解过程中，s依据拟随机比例规则进行选择。参数r调节开发和探索。如果随机数小于r，则进行开发并选择偏好值最大的物品，否则进行探索搜索，此时，偏好值较大的物品被选择的可能性大。
 
4）信息素矩阵的更新
 
记[image: ]为满足如下条件的新解：
 
（1）在当前代中被子群j构造出的当前解；
 
（2）在当前代被加到EP中的解；
 
（3）第k个元素为1。
 
子群j中的第k个物品对应的信息素分量τjk更新如下：
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其中，参数ρ是信息素的保持率。在这个信息素更新公式中，信息素矩阵保存了子群j中迄今为止的好解的统计信息。
 
为了避免有些信息素值过分大或小，信息素的上下界τmax，τmin用以控制信息素的值。
 
依据MMAS，在MOEA/D-ACO中，信息素的上界τmax在每个代更新如下：
 
 
 [image: ] 

 
其中，B是当前代中非占优解的个数，gmax是所有子问题的最大目标函数值，信息素的下界τmin置为
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其中，ε∈（0，1）是一个参数。如果τjk比τmin小，则将其赋值为τmin；如果τjk比τmax大，则将其赋值为τmax。
 
10.3.2　MOEA/D-ACO求解MTSP
 
1）信息素和启发信息定义
 
在求解MTSP时，信息素和启发信息矩阵定义如下：
 
（1）每个子群j都有一个信息素矩阵，其中每个元素τjkl表示城市k和l之间的信息素值。
 
（2）每个蚂蚁i都有一个启发信息矩阵，其中每个元素ηikl表示城市k和l之间的启发信息值。
 
（3）每个解都是城市的一个排列。
 
2）初始化
 
启发信息值初始化如下：
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而信息素τjkl初始化为1。
 
3）解构造
 
假设蚂蚁i在子群j中，其当前解为xi＝（xi1，xi2，…，xin）。在算法步骤1中蚂蚁i以如下方式构造一个新解yi＝（yi1，yi2，…，yin）。
 
对k＝1，2，…，n，记
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其中Δ，α，β是3个正参数。Φkl表征连接城市k和l之间的边的偏好度。当解xi经过边（k，l）时，示性函数In（xi，（k，l））为1，否则为0。其中，示性函数In（y）表示y为1时，In（y）为1；否则为0。
 
蚂蚁i随机选择一个城市作为初始城市开始构造解。假设当前城市为l且还有城市未被访问，记这些城市为集C。如果C≠Φ，重复以下操作。
 
（1）从（0，1）之间产生随机数，如果它大于参数r，则将k置为I中Φ值最大的元素，否则按照下式依据轮盘赌规则随机选择一个元素：[image: ]。
 
（2）将k从C中移除。
 
（3）如果C为空集，则得到解。
 
4）信息素矩阵的更新
 
记[image: ]为满足如下条件的新解：
 
（1）在当前代中被子群j构造出的当前解；
 
（2）在当前代被加到EP中的解；
 
（3）经过边（k，l）。
 
子群j中的边（k，l）对应的信息素值τjkl更新为
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其中，参数ρ是信息素的保持率。
 
信息素的上界τmax在每个代更新为
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其中，B是当前代中非占优解的个数，gmin是所有子问题的最小目标函数值，信息素的下界τmin置为
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其中，ε∈（0，1）是一个参数。如果τjkl比τmin小，则将其赋值为τmin；如果τjkl比τmax大，则将其赋值为τmax。
 
10.4　与MOEA/D-GA在MOKP上的比较
 
文献[10]将MOEA/D结合传统的遗传算子和局部搜索用以解决MOKP问题。其交叉算子是单点交叉，变异是将解的一个基因位以较小的概率反转。局部搜索算子采用文献[13]。
 
同MOEA/D-GA进行比较的原因是：它是一类有效的多目标进化算法，它比MOGLS等在内的算法性能都好，而且是基于MOEA/D框架。
 
10.4.1　实验条件
 
实验数据是文献[14]中的9个算例。
 
MOEA/D-GA的参数设置如文献[10]所述。由于加权求和法比Tchebycheff法的结果好，仅考虑加权求和法。
 
为了公平比较，两个算法中相同的参数都取相同的值。在实验中，蚂蚁数和子群数见表10-1。其他参数设置如下：T＝10，α＝1，β＝10，ρ＝0.95， γ＝0.9，[image: ]，Δ＝0.05τmax。
 
 
 表10-1　MOEA/D-ACO的参数设置
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所有算法在300代后终止。所有的实验都在相同的计算机上测试。
 
10.4.2　性能评价指标
 
采用IGD（inverted generational distance）来评价性能。
 
令P*为一组沿着Pareto前沿均匀分布的点组成的集合；P是Pareto前沿的一个逼近。则P*和P之间的IGD定义为
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其中，d（υ,P）是点υ和集合P之间的距离，即点υ到集合P中点的最小距离。如果P*足够大，能足够好表示Pareto前沿，则D（P*，P）能刻画多样性和收敛效果。为得到一个小的D（P*，P），P必须很好地逼近Pareto前沿，且不能遗漏其中任何部分。由于真实的Pareto前沿不能得到，在实验中，P*为文献[13]中的上逼近。
 
10.4.3　结果比较
 
将每个算法在每个算例测试30次，得到30个非占优面。
 
表10-2给出了这些非占优面的IGD的平均值和标准差。表10-3给出了每个算法的CPU时间开销。图10-2给出了每个算法30次中最小IGD（即最佳IGD）非占优面的分布图。MOEA/D-ACOW和MOEA/D-ACOT分别表示采用加强求和法和Tchebycheff法进行分解的MOEA/D-ACO。图10-3～图10-5给出了平均IGD值随着迭代步数变化的曲线。
 
 
 表10-2　MOEA/D-ACOW、MOEA/D-ACOT以及MOEA/D-GA的IGD值比较
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 表10-3　MOEA/D-ACOW、MOEA/D-ACOT以及MOEA/D-GA的计算时间比较
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 图10-2　MOEA/D-ACOW、MOEA/D-ACOT以及MOEA/D-GA在250·2、500·2和750·23个算例上得到的30次实验结果中最好的逼近前沿面
 

 
从表10-2中可以看到依据IGD指标，两个版本的MOEA/D-ACO在所有算例上都比MOEA/D-GA要好。例如，在算例250·2，500·3，750·4上，MOEA/D-ACO分别改进了23%，22%，25%。从图10-2中可以看到，两个版本的MOEA/D-ACO差异很小基本上难以分辨，基于加权求和法的MOEA/D-ACO略好。
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 图10-3　在算例250·2上的IGD演化曲线
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 图10-4　在算例500·2上的IGD演化曲线
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 图10-5　在算例750·2上的IGD演化曲线
 

 
从图10-2中可见，在250·2，500·2，750·23个算例上，基本上所有MOEA/D-GA得到的非占优面都被占优于MOEA/D-ACO得到的非占优面。随着决策变量的增加，MOEA/D-GA和MOEA/D-ACO的性能差异越大。表10-3表明MOEA/D-ACO花费的时间略多于MOEA/D-GA。这是因为ACO的计算开销要大于交叉算子和变异算子。然而，如果以构造解的个数来看，图10-3～图10-5表明MOEA/D-ACO更为有效。
 
MOEA/D-GA和MOEA/D-ACO都建立在MOEA/D框架下。因此，MOEA/D-ACO的优势在于ACO部分。ACO的一个优势在于它很好地利用到问题的相关启发信息来进行构造解。从式（10-10）中可见，当β＝0时，MOEA/D-ACO将不利用启发信息。为了研究启发信息对应算法性能的影响，考虑β＝0且其他参数取值都与前所述时得到的结果。表10-4给出了所有算例上的实验结果。可以很清楚地看到，如果没有启发信息，MOEA/D-ACO结果很差。以算例250·2为例子，MOEA/D-ACOW没有启发信息时，平均IGD是有启发信息时的79倍。可以看到，如果没有启发信息，MOEA/D-ACO比MOEA/D-GA都差。因此，有效利用启发信息对于算法非常关键。
 
 
 表10-4　MOEA/D-ACOW与MOEA/D-ACOT在β取值不同时的IGD值比较
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10.5　与BicriterionAnt在MTSP上的比较
 
BicriterionAnt是最好的多目标蚁群算法之一，而且它也用到子群的概念。通过比较MOEA/D-ACO算法和BicriterionAnt算法，可以分析分解方法的作用。
 
10.5.1　实验条件
 
采用TSP网站http://eden.dei.uc.pt/～paquete/tsp/中的算例用于实验分析。
 
参数设置如下：
 
子群数目为3，每个子群中蚂蚁数为8，ρ＝0.95，α＝1，β＝2，γ＝0.9，邻域的大小T＝10，[image: ]，Δ＝0.05τmax。
 
在计算IGD值时，P*为实验中得到的非占优解（即每次得到的非占优解之后，再得到这些解的非占优解）。每个算例都测试30遍。
 
10.5.2　实验结果
 
表10-5给出了MOEA/D-ACOW、MOEA/D-ACOT和BicriterionAnt的非占优面的IGD的平均和标准差。可见，这3个算法的结果都比较接近，在一个数值精度下。从图10-6可见，3个算法的差异是明显的。MOEA/D -ACOW、MOEA/D-ACOT几乎完全优于BicriterionAnt。图10-7～图10-9表明MOEA/D-ACO能有效减小IGD值。实验结果表明分解方法是有效的。而且，在表10-6中可见MOEA/D-ACOW、MOEA/D-ACOT比BicriterionAnt要花费更少的时间，这是因为后者要花许多时间进行解的比较。
 
 
 表10-5　MOEA/D-ACOW、MOEA/D-ACOT以及BicriterionAnt的IGD值比较
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 表10-6　MOEA/D-ACOW、MOEA/D-ACOT以及BicriterionAnt的IGD值比较
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 图10-6　MOEA/D-ACOW、MOEA/D-ACOT以及MOEA/D-GA在kroab200、kroab300和krode100 3个算例上得到的30次实验结果中最好的逼近前沿面
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 图10-7　在算例kroab200上的IGD演化曲线
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 图10-8　在算例kroab300上的IGD演化曲线
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 图10-9　在算例krode100上的IGD演化曲线
 

 
MOEA/D-ACO和BicriterionAnt都用ACO来构造解。其差异在于MOEA/D-ACO采用当前解用于解构造，而且利用到子群和邻域的概念来交换信息。下面来分析以下3个问题：
 
（1）如果不用子群，效果如何？即考虑k＝1时算法性能。
 
（2）如果不用当前解，效果如何？即考虑Δ＝0时算法性能。
 
（3）如果相邻子问题之间不交换信息，效果如何？即考虑T＝1时算法性能。
 
实验结果在表10-7和表10-8中给出。由结果可见：
 
 
 表10-7　MOEA/D-ACOW在不同参数情形下的IGD值比较
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 表10-8　MOEA/D-ACOT在不同参数情形下的IGD值比较
 
 [image: ] 

 
（1）采用子群，能远好于不采用子群。例如，在算例kroab200中，采用子群的MOEA/D-ACO能减少IGD值20%左右。
 
（2）利用当前解能远好于不利用当前解。例如，在算例kroab100中，MOEA/D-ACO利用了当前解得到的IGD是没有当前解的MOEA/D-ACO得到的IGD值的78%。
 
（3）当交换信息时，MOEA/D-ACO在所有算例都能得到更好的结果。
 
10.6　小结
 
本章介绍了一种多目标蚁群算法。该算法将多目标问题分解成一组单目标优化问题，每个蚂蚁负责求解一个子问题。所有的蚂蚁被分成若干个群且每个蚂蚁都有几个邻近的蚂蚁。一个蚂蚁群共享一个信息素矩阵且每个蚂蚁都有一个启发信息矩阵。在搜索过程中，每个蚂蚁记录它所负责的子问题找到的当前最优解。在构造一个新解时，蚂蚁融合它所在群的信息素矩阵信息和自身的启发信息以及当前最优解信息。蚂蚁会检查自己以及其邻居构造的新解，如果有一个解比它的当前解好（基于所对应子问题的目标函数），则更新其当前解为检验算法的性能，将其用于求解多目标背包问题和多目标旅行商问题，并与现有算法相比较。实验结果验证了所提出的算法的有效性。
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附录
 
在团队定向问题中采用蚁群算法，本书第6章考虑了串行法、确定同步法、随机同步法和同时法共4种构造方法。第6章给出了4种构造方法在第4个和第7个数据集中的计算结果，本附录列出了4种构造方法在第1个、第2个、第3个、第5个和第6个数据集中的计算结果。
 
 
 表附1　4种构造方法在第1个数据集中的实验结果
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 续表
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 表附2　4种构造方法在第2个数据集中的实验结果
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 表附3　4种构造方法在第3个数据集中的实验结果
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 续表
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 表附4　4种构造方法在第5个数据集中的实验结果
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 续表
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 续表
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 表附5　4种构造方法在第6个数据集中的实验结果
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