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  第1章 互联网+统计学+R语言
 
1.1 互联网中的统计学
 
1.1.1 “互联网+”的发展
 
2015年3月5日，李克强总理在第十二届全国人民代表大会第三次会议上提出制定“互联网+”行动计划，着手推动移动互联网、云计算、大数据、物联网等与现代制造业相结合，促进电子商务、工业互联网和互联网金融健康发展，引导互联网企业拓展国际市场（引自政府新闻网的相关报道）。此后，“互联网+”这个词便频频出现在各大新闻报道中。互联网能给我们带来什么？优化社会资源配置、提升全社会的创新力和生产力，另外还有大家耳熟能详的大数据。在互联网时代，数据技术成为各个行业中一项重要的技能，大数据是构成信息化世界的基本元素。早在 1980 年，阿尔文·托夫勒就将大数据称做“第三次浪潮的华彩乐章”。随着 2005 年Hadoop的诞生，大数据应用真正从技术上成为了可能，电子商务平台这个近十年发展起来的行业成为大数据的先驱并且从中得到了丰厚的回报。此后，医疗行业、能源行业、通信行业、制造业等纷纷加入了大数据的家庭，如今世界上每天产生的数据用EB（Exabytes，艾字节）计算，互联网上的数据每年增长 50%，每两年便可翻一番，90%的数据是近几年产生的，真正的“大数据”时代已经来临。大数据时代的主要特点有以下四项。
 
（1）数据量庞大。
 
（2）数据类型众多。除了结构型数据外，还有非结构型数据，如网络日志、音频、视频和图片等。
 
（3）处理速度快。数据在这个时代更新替换频繁，若处理时间太长，就算分析出结果也失去了意义，所以需要更快的响应速度。
 
（4）价值密度低。虽然每天会产生巨大的数据量，但是真正有用的数据却相对较少，我们更多地是从海量的数据中找出那一丝微光，这一丝微光就足以让我们收获很多。
 
1.1.2 统计学的发展
 
有了足够的原材料即大数据之后，如何从中寻找有价值的线索呢？这就需要我们拿起统计学的武器进行挖掘。统计学是数学的一个分支，它通过对数据进行搜索、整理、分析和描述等，以推断所测对象的本质，甚至预测对象的未来。统计学作为一门科学至今已有三百多年的历史。在17世纪至19世纪中叶，诞生了古典记录统计学，这个时期的统计学意义和范围都不太明确，直到概率论的引进使得统计学有了较大的发展。此后100年左右的时间，在卡尔·皮尔逊等人的努力下，创建了近代描述性统计学。在20世纪初至20世纪中叶，社会和自然领域对统计学都提出了较高的要求，于是现代推断统计学应运而生，其中哥塞特和费雪做出了巨大的贡献，统计学也完成了从描述性统计到推断统计的大跃进。
 
1.1.3 大数据时代的统计学
 
在大数据时代，由于数据的多样性和全面性，使得很多人认为传统统计学已经不再适用了，转而使用数据挖掘、机器学习和近期相当“火”的深度学习来进行分析研究。其背后基于的理论是：在大数据时代，可以收集到全量数据，传统统计学基于样本进行分析，样本数据不足以呈现某些规律，而大数据可以体现，样本中被认为异常的值大数据可以认可。此外，人们不再关注因果关系转而关心相关关系，即从之前关心“为什么”转变成关心“是什么”。机器学习、深度学习通过分析全量数据可以得到全量数据中隐藏的规律性。这些想法初步看起来无可厚非，但事实上往往经不起推敲。
 
首先，大数据可以告诉你发生了什么事情，但它不会跟你解释为什么会发生这些事情。举个例子：在证券市场投资领域，就算把所有信息都公开，不懂的人依然不知道数据代表的信息，虽然数据量庞大，但是不能直接拿来使用。虽然通过全量数据分析出结果，但你永远不知道当全量数据发生微小变化时结果会怎样。用统计学的话术说则是模型看上去拟合效果很好，但是稳定性较差，一点细微的变化就会导致结论的错误。加州大学迈克尔·乔丹教授曾说过：“没有系统的数据科学作为指导的大数据研究，就如同没有利用工程学的知识来建造的桥梁，很多桥梁可能会坍塌，并带来严重后果”。
 
其次，全量数据仍然具有很多的不确定性。同一个事物，在不同时刻、不同条件下会发生不同的变化，数据分析人员得到的数据都是历史数据，谁也不知道未来会有什么新情况。如果不搞清背后的因果关系，将来结论的可靠性往往也是未知的。全量数据所谓的“全”是有边界的，超出边界就不再是“全”了。任何事物在时间的长河中都有很多不确定性，若想把信息和规律从数据中提取出来，或者想把数据中的不确定性量化出来，只有依靠统计学才能做到。
 
所以，即便在大数据时代，很多数据分析问题和小数据时代并没有本质区别，统计学依然是数据分析的灵魂。当然，在大数据时代，传统统计学也会受到很多挑战，比如存储空间、计算复杂度等。相信这些挑战会促使传统统计学更进一步地发展，任何创新和发展都是为了解决问题并突破自我。统计学有着强大的生命力，在这场大数据革命中一定会有更大的进步。
 
本书以互联网电商企业为背景，结合实际工作中的具体问题，重点介绍几个统计学方法，如层次分析法、时间序列模型、基于正态分布的一元离群点探测方法、局部异常因子、假设检验、主成分分析、因子分析、模糊聚类和逻辑回归模型等。
 
1.2 R语言——互联网与统计学的桥梁
 
前面介绍了互联网和统计学，并且阐述了在大数据时代统计学依然是数据分析的灵魂。本节将讨论另一个内容——统计学可以通过哪些工具发挥其优势，为大数据服务。
 
随着数据量的增加及业务场景复杂度的加大，数据分析人员已经不可能手动计算各个统计指标，有些统计理论也没有现成的公式可以套用。随着计算机技术的发展，统计软件陆续被开发出来，它们的出现大大减轻了数据分析师的工作，使得数据分析师只需专注如何解决业务问题，而不需要更多地考虑如何实现算法。目前，市面上的统计软件有很多，下面简单介绍几个主要的统计软件及它们的优缺点。
 
 1.SAS 
 
SAS系统（如图1.1所示）是20世纪90年代初由EMBL的Thure Etzold博士带领的课题组创建的，发展至今已成为目前最流行的一种统计分析系统，也被誉为统计分析的标准系统，广泛应用于政府机构、金融机构、科研、教育等不同领域。SAS模块众多，并且计算结果有保障。在语法上，SAS主要有DATA步和PROC过程步，前者用来处理数据，而后者用来处理和分析问题，再加上功能强大的宏，使得SAS使用起来很方便。但是在功能强大的同时，SAS高昂的使用费用让很多公司望而止步。此外，SAS入门成本比较高，用户需要进行一些学习才能进入SAS的大门。
 
 2.SPSS 
 
SPSS（如图 1.2 所示）是世界上最早的统计分析软件之一。美国斯坦福大学的3位研究生于1968年成功研究开发了SPSS，1975年在芝加哥创立了SPSS公司。2009年7月28日，IBM公司用12亿美元现金收购统计分析软件提供商 SPSS 公司。迄今，SPSS 公司已有将近 50余年的成长历史。SPSS入门比较简单，其窗口化的实现方式大大降低了用户的操作成本，通过单击鼠标就可以完成相应的分析。同时，SPSS较早进入我国市场，相对应的中文教程比较丰富。SPSS也有缺点，它和SAS一样不是开源软件，如果企业要使用，则需要支付相应的使用费。另外，SPSS后台比较“吃”内存，输出结果中冗余的信息比较多，使用起来不是很灵活。总体来说，SPSS比较平民化，SAS比较专业化，当然这种比较也是相对的，用相机进行比喻的话，SPSS就像傻瓜相机，而SAS则像单反相机。
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 图1.1 SAS
 

 
 3.MATLAB 
 
MATLAB（如图1.3所示）又名矩阵实验室，是由美国MathWorks公司发布的商业数学软件，主要用于算法开发、数据可视化、数据分析及数值计算等。它和Mathematica、Maple并称为三大数学软件。MATLAB的语法比较简捷，只需一行命令就能完成用户所要进行的分析任务，十分方便。MATLAB虽然功能强大，但主要应用于工程类、通信类领域，数据分析和数据处理只是它的一小部分功能，并不是它专攻的领域。
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 图1.2 SPSS
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 图1.3 MATLAB
 

 
 4.R语言 
 
R语言（如图1.4所示）的发展建立在1980年诞生的S语言的基础上，可以认为是S语言的一种实现。S语言是由AT&T贝尔实验室开发的一种数据探索、统计分析和作图的解释性语言。R 语言最大的特点是其开源的特性，由于是开源的，所以用户可以自由使用并且随时可以看到其背后的源代码。从语法上看，R 语言的语法非常简捷优美，用户可以轻松入门。一旦入门，用户就可以开发属于自己的函数来扩展R语言的功能。R语言的另一个优点是其丰富的网上资源，由于开源的特性，用户可以很方便地开发新功能，这些新功能存储在 Package 中，其他用户可以从官网中轻松下载并且使用，所以R语言的更新速度比SAS、SPSS和MATLAB都快，一些最新的理论大部分都可以在网上直接找到相应的Package。此外，R语言的画图功能很强大，有很多功能强大的Package使得R语言图形界面丰富多彩。在使用过程中，用户遇到问题可以到R语言论坛之家随时提问。当然，R语言也有缺点，内存管理、速度与效率是R语言面临的几个比较大的挑战。另外，由于其开源的特性，数据安全性也是被人诟病的地方。
 
 5.其他 
 
除了上述提到的4个统计软件之外，还有Stata（多用于医学、生物统计研究）、Minitab、Statistica、Eviews 等统计软件，其数据处理和数据分析的功能同样很强大，只是使用范围和前面4个软件相比相对较小。此外，还有一个近两年非常“火”的语言Python，因为 Python 统计分析包不像 R 语言这么丰富，所以数据分析人员更愿意使用R语言。从数据挖掘算法角度来说，Python是一个不错的选择。
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 图1.4 R语言
 

 
在互联网电商企业，人们更倾向于使用R语言，主要原因有：
 
（1）R语言是开源的，并且资源丰富，网络生态系统健全；
 
（2）R语言较灵活，体量也不大，数据分析师可以根据需要选择合适的Package；
 
（3）入门门槛比较低，数据分析师可以把精力放在业务分析上，不必考虑怎样实现算法。
 
鉴于上述三点，互联网企业往往选择R语言作为数据分析的首选。R语言的服务器版本可部署在服务器上，方便团队内部人员共同使用。本书主要以互联网电子商务企业为背景，利用统计学的工具解决日常工作中的实际问题。在工具选择上，运用R语言这个优美且灵活的工具，构建起互联网分析与统计学的桥梁。
 
1.3 本书结构
 
本书以互联网电子商务企业为背景，通过解决实际工作中的问题，介绍统计学中的常用概念和模型，并且给出了R语言实现的源代码。从实际工作角度出发，本书主要介绍如下几个项目：互联网运营指标的建立、指标监控系统的搭建、通过数据驱动运营的 AB 测试算法、面对高维数据筛选变量的智能化筛选指标法、刻画用户特征的用户画像标签系统、用于精准化营销的潜在购买力模型和对评论数据进行智能化排序的算法等。这些项目都是互联网企业数据分析团队在日常工作中经常会碰到的问题。从统计学角度出发，本书主要介绍层次分析法、时间序列模型、基于正态分布的一元离群点检验、局部异常因子、节假日因素判别法、傅里叶谱分析、假设检验、主成分分析、因子分析、模糊聚类算法、K-means 聚类、逻辑回归和文本挖掘等方法。从内容上来说，本书内容几乎涵盖了绝大部分的统计学基本思想。
 
本书共分为9章，具体章节介绍如下。
 
第1章为本书的总论部分，介绍大数据时代的统计学，提出了在大数据时代统计学依旧是数据分析灵魂的观点，接着介绍各个统计软件及其优缺点，最后介绍为什么互联网企业数据分析团队更倾向于使用R语言。
 
第2章为R语言基础，主要介绍R语言的一些基本概念、用法和函数。阅读完本章后，读者可以完成R语言基本操作；对于零基础的读者来说，阅读完本章后，基本能看懂后续章节中的代码。
 
第3章为互联网运营指标搭建。本章以运营团队为工作场景，介绍互联网运营指标，从流量、订单等角度给出了运营指标的创建流程。此外，通过层次分析法建立了用户活跃度和用户价值指标。
 
第4章为指标监控系统。承接第3章运营指标，当运营团队有了运营指标系统之后，接着就需要对指标进行监控。本章以转化率指标为例，通过时间序列和质量监控图，以及傅里叶谱分析建立量化模型，搭建自动化监控系统。
 
第 5 章主要介绍用数据驱动产品的方法：AB 测试。首先介绍随机分流机制，阐述统计学核心思想——假设检验，然后通过t检验的方法给出了AB测试的计算方式。
 
第6章主要解决高维数据的变量筛选问题，通过主成分分析、因子分析和模糊聚类方法有效解决了维度爆炸给数据分析人员带来的困难。
 
第7章从用户角度出发，介绍用户画像体系构建流程、数据归一法及无监督下连续型指标量化的方法。
 
第8章从市场营销团队精准化营销项目出发，详细介绍逻辑回归理论及数据处理方法，并且通过一个具体的例子构建逻辑回归模型，最终给用户标上潜力购买力分值。
 
第9章不同于以往章节对数值进行分析，而是对评论数据进行文本挖掘分析，提出了用户评论质量量化指标和智能化展示评论数据的方法。
第2章 R语言基础
 
大自然的进化过程总是由简单到复杂，再由复杂到精细；人类学习知识的过程也是从少到多，再由厚到薄；对于学术理论而言，也经历着由点滴的顿悟到缜密的框架，再由大量的公式到精简的结论。上述三个过程无一不是大道至简、至繁归于至简的例证。R 语言正符合大道至简的理念，复杂的逻辑、模型、算法在R语言中都能简单地实现。R语言用高深的理论作为支撑、用简捷的语法作为工具、用清晰明了的结论作为结果，从而呈现给我们。R 语言宛如一个妖娆的淑女，不需要浓妆艳抹就能散发出独有的魅力。本章将介绍R语言的一些基础知识，通过本章的学习，读者可以了解R语言的大部分基本特性和语法。
 
2.1 安装R语言
 
2.1.1 获取和安装R语言
 
R语言的获取相当简便，到R语言官方网站就可以下载，具体操作步骤如下。
 
（1）在浏览器的地址栏中输入R语言官方网站的网址http：//www.r-project.org/，进入其网站。
 
（2）找到“Download”链接，如图2.1所示。
 
 
 [image: ] 
 图2.1 R语言官方网站
 

 
（3）选择“Download”下面的“CRAN”，打开镜像网址页面，如图2.2所示。
 
镜像是一个映射，一般选择离用户所在地最近的一个镜像地址，这样下载速度较快。这里我们选择“China”下面的第一个镜像地址。
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 图2.2 镜像网址页面
 

 
（4）根据用户的操作系统选择相应的R语言安装包，如图2.3所示。
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 图2.3 选择相应的R语言安装包
 

 
选择“base”链接，如图2.4所示。
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 图2.4 选择“base”链接
 

 
单击相应的下载链接，如图2.5所示，即可下载安装包。
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 图2.5 单击下载链接
 

 
（5）打开安装包，跟着安装向导进行安装，完成后即可打开 R 基础 GUI 界面，如图 2.6所示。
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 图2.6 R基础GUI界面
 

 
2.1.2 安装RStudio
 
在 R基础 GUI 界面中可以看到，除了代码窗口外几乎没有其他功能，比较简陋。RStudio是一个开源、免费的R语言IDE，它融合了许多方便的功能，下面就来安装RStudio。
 
（1）在浏览器的地址栏中输入RStudio官方网站的网址https：//www.rstudio.com/，进入其网站。
 
（2）单击页面左侧的“Download”链接。
 
（3）根据用户的操作系统选择相应的RStudio版本，单击下载安装包。
 
（4）打开下载完的安装包，开始安装。
 
安装好RStudio后就可以使用了，RStudio操作界面如图2.7所示。整个界面分成四部分：左上方是代码区，用户可以在里面编写和修改代码；左下方是代码执行区，其功能和 R 基础GUI界面的功能一样，显示执行代码的结果和编写的代码；右上方是变量展示区，展示当前工作环境下的所有变量和函数等；右下方是多功能区，可以展示图标，也可以查看文件路径和 R包所在的位置，非常方便。
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 图2.7 RStudio操作界面
 

 
2.1.3 R包
 
R包是由一系列函数、帮助文档和数据文件组成的，相当于C/C++和Java语言中的类。R语言之所以丰富多彩正是因为有了各式各样R包的存在，每个R包都能实现某个领域、某个方面特有的功能。若想使用这个领域中的知识，只需下载相关的R包并调用其函数就可以轻松实现。R语言发展至今已经拥有了大量成熟的R包，这些都离不开在R社区中长期奉献的“大牛”们，有了他们追求卓越、大繁至简的精神才有了R语言蓬勃发展的现状，在此对他们的贡献表示感谢。
 
下载R包有很多种方法，常用的主要有两种方式：从R语言官网上下载和在RStudio中下载。
 
下面介绍在RStudio中下载安装包的过程。
 
（1）选择镜像CRAN地址（仅第一次下载包时需要设置）
 
在菜单栏中选择Tools→Global Options选项，如图2.8所示，在弹出的“Options”对话框的左侧列表中选择“Packages”，如图2.9所示。单击右侧“CRAN mirror”文本框后面的“Change”按钮，在弹出的对话框中选择相应的镜像地址，如图2.10所示；然后单击“Ok”按钮返回“Options”对话框，最后单击“Options”对话框下方的“Apply”按钮完成修改。
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 图2.8 选择Tools→Global Options选项
 

 
 
 [image: ] 
 图2.9 “Options”对话框
 

 
 
 [image: ] 
 图2.10 选择合适的镜像地址
 

 
（2）安装R包
 
选择好镜像地址后，在RStudio窗口上方的菜单栏中选择Tools→Install Packages选项，如图2.11所示；在弹出的“Install Packages”对话框（如图2.12所示）的“Packages”文本框中输入要安装的包的名称，最后单击“Install”按钮，系统会自动安装这个包及这个包所依赖的包。
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 图2.11 选择Tools→Install Packages选项
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 图2.12 “Install Packages”对话框
 

 
（3）加载R包
 
执行“library（Packagesname）”命令就可以加载已经下载并安装好的包。
 
2.1.4 帮助
 
R语言中有一套完善的帮助文档，用户可以在Rstudio菜单栏中选择Help→R Help选项进行查看，也可以在R官网上轻松获得。当用户在使用过程中对某个函数的用法不熟悉，想知道它的具体用法和例子时，可以在代码区域执行“？+函数名”或者“help（函数名）”命令，在Rstudio窗口的右下角会显示相应的函数说明，十分方便。
 
R语言实例：
 
?lm
 
2.2 R语言基本对象
 
2.2.1 数据类型
 
在R语言中，数据类型是最基本的类型结构。R语言中主要的数据类型（class）如表2.1所示。
 
 
 表2.1 主要数据类型
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数据类型组成了 R语言的基本对象：向量、矩阵、数组、列表、数据框和因子等。下面讲解这些基本对象的用法。
 
2.2.2 向量
 
向量是R语言中最基本的数据类型，可以是数值型、字符型、逻辑型、双精度型和复数类型。
 
 1.创建向量 
 
语法：c（）
 
注意：在创建向量时，同一个向量中的数据类型必须保持一致。
 
R语言实例：
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 2.向量索引 
 
向量索引就是访问向量中的某个或某些元素的方法。
 
（1）下标索引
 
下标索引就是通过向量元素所在位置的下标去搜索。使用方法是：a[i]。
 
R语言实例：
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（2）which函数
 
which函数获取满足条件的元素所在的下标，注意下标不是元素。
 
R语言实例：
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（3）subset函数
 
subset函数获取满足条件的元素，和which函数相反。
 
语法：subset（x，subset，select，drop=FALSE，...）
 
参数及其说明如表2.2所示。
 
 
 表2.2 subset函数的参数及其说明
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R语言实例：
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（4）match函数
 
match函数生成一个和原始向量同样长度的向量，若匹配则标为1，反之则标为0。
 
语法：match（x，table，nomatch=NA_interger_，incomparables=NULL）
 
参数及其说明如表2.3所示。
 
 
 表2.3 match函数的参数及其说明
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R语言实例：
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(5)%in%
 
判定对象是否包含某项数据。若存在，则返回T；否则，返回F。
 
R语言实例：
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 3.向量编辑 
 
（1）向量扩展
 
语法：c（c1，c2）
 
参数说明：c1是原始向量，c2为扩展的内容。
 
R语言实例：
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（2）向量元素修改
 
语法：a[i]＜-j
 
参数说明：a为原始向量，i为要修改元素的下标，j为要修改的值。
 
R语言实例：
 
 
 [image: ] 

 
（3）向量元素删除
 
语法：a＜-a[-i]
 
参数说明：a为原始向量，i为要删除元素的下标，“-”表示舍弃。
 
R语言实例：
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（4）去除向量内的重复元素
 
unique（）函数用于去除向量中重复的元素。
 
R语言实例：
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（5）给向量元素命名
 
向量元素默认是没有名称的，在索引时只能通过下标去搜索，下面介绍如何给向量元素命名。在已命名的向量中搜索元素，可以根据该元素所对应的名称来搜索。命名时通常使用setNames（）函数。
 
R语言实例：
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 4.向量排序 
 
向量排序有以下两种方式。
 
rev（）：依据向量下标倒排序。
 
sort（）：依据向量中实际数值的大小进行排序。
 
下面介绍sort函数及其语法。
 
语法：sort（x，decreasing=FALSE，na.last=NA，...）
 
参数说明如表2.4所示。
 
 
 表2.4 sort函数的参数及其说明
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R语言实例：
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注意：R语言中对大小写敏感，若把TRUE写成true，则会报错。
 
 5.向量间的操作 
 
（1）比较向量的大小
 
pmin（＜向量1＞，＜向量2＞，＜向量3＞，…）
 
含义：依次比较向量1、向量2、向量3等各元素的大小，并把较小的元素组成新向量。
 
pmax（＜向量1＞，＜向量2＞，＜向量3＞，…）
 
含义：依次比较向量1、向量2、向量3等各元素的大小，并把较大的元素组成新向量。
 
注意：比较的向量的长度需要一致。
 
R语言实例：
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（2）向量集合运算
 
向量之间的运算主要有交集、并集和差集。在R语言中，主要用函数intersect（求交集）、union（求并集）和setdiff（求差集）来运算。
 
R语言实例：
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[1] 1 4 6
 
（3）判断两个集合的包含关系
 
在实际应用过程中，判断两个集合是否存在包含关系的方法是：设有两个集合 a 和 c，要判断a是否包含c，可以使用all（c%in%a）。
 
R语言实例：
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 6.创建等差序列和重复序列 
 
（1）创建等差序列
 
语法：seq（from=1，to=1，by=（（to-from）/（length.out-1）），length.out=NULL，along.with=NULL，…）
 
参数及其说明如表2.5所示。
 
 
 表2.5 seq函数的参数及其说明
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R语言实例：
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（2）创建重复数据
 
语法：rep（x，times=1，length.out=NA，each=1）
 
参数及其说明如表2.6所示。
 
 
 表2.6 rep函数的参数及其说明
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R语言实例：
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2.2.3 矩阵和数组
 
矩阵是二维数组组成的数据结构，它支撑起了整个线性代数和线性模型的理论工具。数组则是矩阵的扩展，矩阵是数组在二维时的特例。矩阵和数组元素的数据类型都是单一的，可以是数值型、逻辑型和字符型。
 
 1.创建矩阵 
 
语法：matrix（data=NA，nrow=1，ncol=1，byrow=FALSE，dimnames=NULL）
 
参数及其说明如表2.7所示。
 
 
 表2.7 matrix函数的参数及其说明
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R语言实例：
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另外，还可以通过dim（a）来设置行列数。
 
R语言实例：
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在定义好矩阵后，行列名称都是默认的，想设置为更有意义的名称，可以在定义的时候通过dimnames来设置。
 
R语言实例：
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row函数和col函数的说明如下。
 
row函数：返回和原矩阵同样维度的矩阵，带有每个元素的行号。
 
col函数：返回和原矩阵同样维度的矩阵，带有每个元素的列号
 
R语言实例：
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 2.矩阵索引 
 
（1）使用行列下标来索引
 
a[3，2]：取矩阵a的第三行第二列元素。
 
（2）使用行列名称来索引
 
a[＂r3＂，＂r2＂]：与a[3，2]的含义一样，只是用矩阵的行列名称进行索引。
 
（3）使用一维下标来索引
 
矩阵实质上是由一维向量c（1：10）组成的，而矩阵的第三行第二列的元素实质上就是向量的c（1：10）的第八个元素，所以a[[8]]就代表第三行第二列。
 
R语言实例：
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（4）使用单一维度选取
 
R语言实例：
 
data＜-c(1:10)
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 3.矩阵编辑 
 
（1）矩阵合并
 
矩阵的合并主要有横向合并（要求矩阵的行数相同）和纵向合并（要求矩阵的列数相同）。在R语言中实现上述两个功能的函数分别为cbind（）和rbind（）。
 
R语言实例：
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（2）删除矩阵
 
创建好矩阵后，若其中的某个维度不需要了，可以通过删除语句删除不需要的行或列。
 
R语言实例：
 
a[-1，]＃删除第一行数据
 
a[，-1]＃删除第一列数据
 
（3）反转矩阵的行或列
 
一个创建好的矩阵，现在想让它的行反转，即第一行移到最后一行、第二行移到倒数第二行，以此类推，可以使用反转语句。
 
R语言实例：
 
a[rev（1：nrow（a）），]＃反转矩阵a的行
 
a[，rev（1：ncol（a））]＃反转矩阵a的列
 
（4）选取矩阵子集
 
得到一个矩阵后，可以通过索引选取矩阵的子集。
 
R语言实例：
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（5）选取满足条件的行或列
 
可以通过判断运算符进行判断，若成立则为TRUE，反之则为FALSE，再利用矩阵索引进行抽取。
 
R语言实例：
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（6）用矩阵内的元素值作为下标
 
将矩阵内的元素值以参数的作用传入另一个矩阵索引作为下标，然后进行赋值。
 
R语言实例：
 
＃手动输入矩阵元素的18个数值，然后按两下Enter键
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 4.矩阵运算 
 
（1）加减乘除：+、-、*、/，要求矩阵维数相同，对对应位置的各元素进行运算。
 
（2）对各行/列求和：rowSums（）/colSums（）。
 
（3）对各行/列求均值：rowMeans（）/colMeans（）。
 
（4）转置：t（）。
 
（5）求行列式：det（）。
 
（6）矩阵乘法：A%*%B，分项乘积之和（矩阵乘法的法则）。
 
（7）矩阵内积/外积：crossprod（）/outer（）。
 
（8）A+1：各个元素都加1。
 
（9）矩阵求解（DX=A）：solve（D，A）。
 
（10）特征值和特征向量：eigen（D）。
 
（11）求逆矩阵：solve（x）。
 
（12）取对角线元素或生成对角矩阵：diag（）。
 
R语言实例：
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 5.数组创建 
 
语法：array（data=NA，dim=length（data），dimnames=NULL）
 
参数及其说明如表2.8所示。
 
 
 表2.8 array函数的参数及其说明
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R语言实例：
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 6.数组索引 
 
（1）下标索引
 
a[1，2，3]：第三个维度中第一行第二列的数值。
 
（2）维度名称索引
 
a[＂n1＂，＂m2＂，＂o1＂]：维度名称为n1、m2和o1交叉的那个元素。
 
注意：查看维度代码使用dim（a）。
 
 7.数组维度转换 
 
使用aperm函数可以使数组的维度发生变换，具体实例如下。
 
R语言实例：
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上述代码把原数组的第二个维度作为新数组的第一个维度，把原数组的第三个维度作为新数组的第二个维度，把原数组的第一个维度作为新数组的第三个维度。
 
2.2.4 列表
 
列表是R语言中最复杂的对象，可以包含若干对象，如向量、矩阵、数据框，甚至其他列表。列表主要有两个作用，一个是允许以一种简单的方式组织和调用不相干的信息，另一个是许多R函数返回的格式就是列表。
 
 1.列表创建 
 
语法：list（object1，object2）
 
list(name1=object1,name2=object2,…)
 
参数说明：object1、object2可以是向量、矩阵、数据框或者列表。
 
R语言实例：
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 2.列表索引 
 
以上面mylist列表为例，各索引及引用结果如表2.9所示。
 
 
 表2.9 mylist列表各索引及引用结果
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注意mylist[[1]]和mylist[1]的区别：mylist[1]输出的是列表第一个维度的内容，包括名称，不能直接引用其元素，如要引用，还需要用响应类型的索引；mylist[[1]]输出的是列表第一个维度的实质内容，不包括名称，可直接使用。
 
R语言实例：
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 3.列表编辑 
 
（1）列表合并
 
R语言实例：
 
mylist2＜-c(mylist,list(e=c(T,T,F,F)))
 
＃注意下述两个语句合并的效果
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第一个list（list（1，2），c（3，4））结果列表中包含了两个列表，c（3，4）在新的列表中是以一个列表元素存在的；第二个 c（list（1，2），c（3，4））则不然，c（3，4）加在第一个列表元素之后，新的列表中只有一个列表元素。注意两种合并的用法，不要混淆，以免引起结果的不可预见性。
 
（2）列表转换为向量
 
R语言实例：
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2.2.5 数据框
 
熟悉数据库的读者对关系型数据库中的表应该有一定的了解，表结构是关系型数据库中存储数据的主要数据格式。在R语言中，数据框就类似关系型数据库中的表结构，它由行和列组成，每列的数据类型必须一致。从数据分析的角度看，每列表示一个属性标签，每行表示一个样本。
 
 1.创建数据框 
 
语法：data.frame（col1，col2，col3，…）
 
参数说明：col1、col2和col3可以是不同的向量，但是向量长度必须保持一致。
 
R语言实例：
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 2.查看及修改列名称 
 
有时我们需要修改数据框的列名使每列的含义更便于理解，这时可以找出要修改的列名，然后进行赋值。
 
R语言实例：
 
 
 [image: ] 

 
 3.数据框索引 
 
（1）索引列
 
索引列的语法如表2.10所示。
 
 
 表2.10 索引列的语法
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R语言实例：
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（2）索引行
 
索引行的语法：＜数据框对象＞[行下标，]
 
R语言实例：
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（3）索引元素
 
有时我们需要查找数据框中具体的某个数值，这时就需要索引元素。
 
索引元素的语法如表2.11所示。
 
 
 表2.11 索引元素的语法
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R语言实例：
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（4）筛选数据框
 
筛选数据框可以用subset函数，返回类型也是数据框，之前已经介绍过这个函数的具体用法，这里不再赘述，数据框筛选实例如下。
 
R语言实例：
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 4.编辑数据框 
 
（1）数据框合并
 
与矩阵一样，数据框也有横向合并和纵向合并。若两个数据框要横向合并，则它们的行数必须保持一致；若两个数据框要纵向合并，则它们的列数必须保持一致。
 
R语言实例：
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（2）数据框删除
 
数据框的删除可以通过在下标前加“-”来实现。
 
R语言实例：
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2.2.6 因子
 
在进行数据分析时，变量一般分为分类型变量和数值型变量两种。其中，分类型变量又分为标量和有序变量两种。在R语言中，分类变量被称为因子，标量被称为无序因子，有序变量被称为有序因子。
 
 1.生成因子 
 
（1）factor函数
 
语法：factor（x，levels=sort（unique（x），na.last=TRUE），labels，exclude=NA，ordered=FALSE）
 
参数及其说明如表2.12所示。
 
 
 表2.12 factor函数的参数及其说明
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R语言实例：
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（2）有序因子和无序因子
 
a.无序因子：各因子之间没有先后和大小顺序。
 
R语言实例：
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b.有序因子：各因子之间有先后和大小顺序。
 
R语言实例：
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（3）选择参照因子
 
选择参照因子就是设定一个因子，并且把这个因子作为第一个因子，可以用relevel函数来实现。
 
R语言实例：
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（4）重排因子顺序
 
重排因子顺序就是根据某个条件的因子进行排序，可以使用reorder函数来实现。
 
R语言实例：
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（5）查看因子和设置水平
 
查看因子可以用levels（）函数，查看因子数可以用nlevels（）函数。
 
R语言实例：
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（6）因子和无序因子的判断
 
is.order函数用于判断向量是否为无序因子。
 
is.ordered函数用于判断向量是否为有序因子。
 
is.factor函数用于判断向量是否为因子。
 
 2.数值型因子计算 
 
计算数值型因子需要先将因子转换为数值型，然后进行计算。
 
R语言实例：
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注意：levers（fert）用于列出各因子，levers（fert）[fert]用于列出因子对象的具体内容。
 
 3.因子操作 
 
（1）取因子子集
 
R语言实例：
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代码说明：sample函数的作用是随机取样，上述代码是在letters中随机有放回地抽取100个样本。
 
（2）两个因子合并
 
R语言实例：
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代码说明：在因子合并前，要把因子转换为原始值，合并后再转换为新的因子。（3）多个因子交互成组合因子
 
R语言实例：
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 4.连续型变量创建因子 
 
（1）连续型变量离散化
 
要将连续型变量变成离散型因子，需要对连续型变量进行切割，每个区间可成为一个因子。可以用cut函数完成连续型变量的切割工作。
 
语法：cut（x，breaks，labels=NULL，include.lowest=FALSE，right=TRUE，
 
dig.lab=3,ordered_result=FALSE,...)
 
参数及其说明如表2.13所示。
 
 
 表2.13 cut函数参数说明
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R语言实例：
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说明：table函数的作用是计算分类频次。
 
（2）日期和时间的因子
 
R语言实例：
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说明：seq函数用于生成序列，format函数用于调整数据格式。
 
 5.因子存储方式 
 
在R语言中，因子是以整数向量存储的，每个因子水平对应一个整数型数字；对应字符型向量创建的因子，会按照字母顺序排序，再对应到整数向量中。
 
R语言实例：
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2.2.7 数据类型的辨别和转换
 
当我们不知道一个对象是何种类型时或者希望将一个对象类型转换为另一个对象类型（若可以）时，可以用辨别和转换函数，如表2.14所示。
 
 
 表2.14 辨别和转换函数
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2.2.8 数据类型和对象关系
 
数据类型是R语言中的基本数据结构，是对象组成的元素。数据对象结构主要有向量、矩阵、数组、数据框和列表。向量是对象中最基本的结构，二维向量可以构成矩阵，矩阵又是数组的特例，数据框是由不同类型、相同长度的向量构成的，如图2.13所示。
 
对象类型及其对应的数据类型如表2.15所示。
 
 
 [image: ] 
 图2.13 数据类型
 

 
 
 表2.15 对象类型及其对应的数据类型
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2.3 工作空间和查看对象
 
2.3.1 工作空间和工作目录
 
工作空间就是R语言工作的环境，在工作空间中存储着用户创建的对象、函数等信息。在R 语言中，用户可以保存当前的工作空间到一个镜像，下次启动时可以自动载入，也可以用命令自如地调用。工作目录是指R语言读取和保存结果的路径，用户打开R语言时，默认会指定一个工作目录，用户可以通过setwd（）函数来指定特定的目录。
 
常用的工作空间函数及其功能如表2.16所示
 
 
 表2.16 常用的工作空间函数及其功能
 
 [image: ] 

 
R语言实例：
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2.3.2 遍历、创建、删除文件夹
 
遍历和创建文件夹的函数及其功能如表2.17所示。
 
 
 表2.17 遍历和创建文件夹的函数及其功能
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R语言实例：
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2.3.3 查看对象的方法
 
查看对象的常用函数及其功能如表2.18所示。
 
 
 表2.18 查看对象的常用函数及其功能
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注意：表 2.18 仅列出一些常用的查看对象的方法，还有一些诸如 mode（）、attributes（）、typeof（）函数，其功能类似，一般用户可以忽略，有兴趣的读者可以查看帮助文档。
 
R语言实例：
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2.4 数据导入和导出
 
2.4.1 数据导入
 
 1.TXT文件 
 
使用read.table函数可以读取带有分隔符的文本文件，还可以导入TXT或CSV格式的文件。该函数结果返回的是数据框，适合读取混合模式的数据。读取的文件的第一行数据需要作为该数据框各个列的名称，每行采用相同的分隔符。
 
语法：read.table（file，header=FALSE，sep=＂＂，encoding=＂＂，...）
 
参数及其说明如表2.19所示。
 
 
 表2.19 read.table函数的参数及其说明
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R语言实例：
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 2.CSV文件 
 
使用read.csv函数读取以逗号分隔的CSV文件。
 
语法：read.csv（file，header=FALSE，sep=＂＂，encoding=＂＂，...）
 
read.csv函数的参数说明大部分和read.table函数的参数说明类似。
 
R语言实例：
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注意：（1）参数 sep 允许导入那些使用逗号以外的符号来分隔行内数据的文件。可以使用sep=＂\t＂读取以制表符分隔的文件，默认为sep=＂＂。分隔符可以是一个或多个空格、制表符、换行符或回车符。
 
（2）默认情况下，字符型变量将转换为因子。可以用stringsasFactors=FALSE语句来禁止对所有字符型变量的此种转换；另一种方法是使用选项colClasses为每列制定一个类，例如logical、numeric、character、factor。
 
（3）setwd用于设置路径，读者可以根据自己的情况设置相应的地址路径，然后把文件放在这个路径下，之后导入文件时，可以不用写全路径名称；否则，导入的代码将写成readcsv＜-read.csv（＂D：\\创作文档\\审查稿件\\2 第二章 R语言\\readme.csv＂，header=TRUE）
 
 3.Excel文件 
 
处理Excel文件可以用read.xls函数。
 
语法：read.xlsx（file，sheetIndex，sheetName=NULL，rowIndex=NULL，
 
startRow=NULL,endRow=NULL,colIndex=NULL,
 
as.data.frame=TRUE,header=TRUE,colClasses=NA,
 
keepFormulas=FALSE,encoding=＂unknown＂,...)
 
参数及其说明如表2.20所示。
 
 
 表2.20 read.xls函数的参数及其说明
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R语言实例：
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除read.xlsx函数外，还有一些处理Excel文件的函数，如表2.21所示。
 
 
 表2.21 处理Excel文件的函数
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在实际工作中，数据一般都是从数据库中直接读取或者从CSV、TXT文件中读取的，故这里对Excel文件不做过多介绍，有兴趣的读者可以查询帮助文档。
 
 4.复制剪贴板数据 
 
当数据量较少或者用户在测试时，可以通过 read.delim 函数从剪贴板中导入数据。具体步骤是：将read.delim函数贴入R代码区，复制要导入的数据，然后在R代码区执行read.delim函数。
 
语法：read.delim（file，header=TRUE，sep=＂\t＂，quote=＂\＂＂，dec=＂.＂，fill=TRUE，comment.char=＂＂，…）
 
参数及其说明如表2.22所示。
 
 
 表2.22 read.delim函数的参数及其说明
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 5.从其他软件的数据文件中读入 
 
R语言除可以从TXT、CSV和Excel文件中读取数据外，还可以从其他统计软件固有的数据格式文件中读取数据，如SPSS、SAS、STATA等。其他统计软件及其函数格式如表2.23所示。
 
 
 表2.23 其他统计软件及其函数格式
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 6.从数据库中导入数据 
 
前面介绍了从文件中读取数据，而在大型的生产应用中，一般是从数据库中直接读取数据进行分析处理，再返回数据库。下面介绍使用SQL Server连接ODBC的方法，其余方法请参阅相关资料。
 
使用SQL Server连接ODBC时，首先在本机上配置相应的ODBC驱动，然后下载并安装RODBC包，具体操作步骤如下。
 
（1）在Windows 7系统上配置ODBC驱动
 
单击开始菜单→“控制面板”→“所有控制面板项”→“管理工具”→“数据源（ODBC）”选项，打开“ODBC数据源管理器”对话框，如图2.14所示。
 
单击“添加”按钮，在打开的对话框中选择要添加的数据源系统，这里选择“SQL Server”，如图2.15所示，然后单击“完成”按钮。
 
 
 [image: ] 
 图2.14 “ODBC数据源管理器”对话框
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 图2.15 “创建新数据源”对话框
 

 
在打开的对话框中为数据源命名并输入服务器地址，如图2.16所示，然后单击“下一步”按钮。
 
在打开的对话框中输入登录ID和密码，如图2.17所示，然后单击“下一步”按钮。
 
在打开的对话框中设置默认的数据库，如图2.18所示，然后单击“下一步”按钮。
 
打开如图2.19所示的对话框，使用默认设置，然后单击“完成”按钮。
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 图2.16 为数据源命名并输入服务器地址
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 图2.17 输入登录ID和密码
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 图2.18 设置默认的数据库
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 图2.19 使用默认设置
 

 
在打开的对话框中单击“测试数据源”按钮，如图2.20所示，测试成功即表示成功配置。
 
 
 [image: ] 
 图2.20 单击“测试数据源”按钮
 

 
（2）数据库连接及操作
 
数据库连接常用的包为RODBC，常用的函数及其描述如表2.24所示。
 
 
 表2.24 常用的函数及其描述
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sqlQuery 函数可以在底层数据库中执行任何有效的查询，也可以执行各种有效的数据操作（如Select、Insert、Delete、Update等）和数据定义（如Create、Drop、Alter等）。
 
R语言实例：
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2.4.2 数据导出
 
 1.write函数 
 
write函数用于向量和矩阵的输出。
 
语法：write（x，flie，append=FALSE）
 
write函数的参数及其说明如表2.25所示。
 
 
 表2.25 write函数的参数及其说明
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 2.wirte.table函数 
 
wirte.table函数用于列表或数据框的输出。
 
语法：write.table（x，file=＂＂，append=FALSE，quote=TRUE，sep=＂＂，eol=＂\n＂，na=＂NA＂，dec=＂.＂，row.names=TRUE，col.names=TRUE）
 
wirte.table函数的参数及其说明如表2.26所示。
 
 
 表2.26 wirte.table函数的参数及其说明
 
 [image: ] 

 
 
 续表
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R语言实例：
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 3.write.xlsx函数 
 
语法：write.xlsx（x，file，sheetName=＂Sheet1＂，col.names=TRUE，row.names=TRUE，append=FALSE，showNA=TRUE）
 
参数及其说明如表2.27所示。
 
 
 表2.27 write.xlsx函数的参数及其说明
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R语言实例：
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 4.write.csv函数 
 
语法：write.csv（...）
 
write.csv函数的参数说明同write.table函数的参数说明，这里不再赘述。
 
R语言实例：
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2.5 操作符和函数
 
前面介绍了R语言的数据类型和对象，本节将介绍操作对象、使用对象及平时在工作中常用的操作数据框的方法。
 
2.5.1 操作符
 
 1.算数运算符 
 
算数运算符主要针对数值型对象进行操作，如表2.28所示。
 
 
 表2.28 算数运算符
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 2.逻辑运算符 
 
R语言中常用的逻辑运算符如表2.29所示。
 
 
 表2.29 逻辑运算符
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 续表
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下面介绍几个运算符。
 
（1）&和&&的区别（|和||的区别）
 
x&y：对两个向量的每个对应值都进行“逻辑与”运算。
 
x&&y：只对向量的第一个分量进行“逻辑与”运算，返回值是一个布尔值。
 
a.&运算符对每个对应的值都进行计算，而&&运算符只计算第一个分量。
 
R语言实例：
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b.对于&&运算符，当左边的对象是 FALSE 时，不管右边的对象是否存在，都会显示FALSE；而对于&运算符，当右边的对象不存在时，会报错。所以，&&运算符是偷懒算法。
 
R语言实例：
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（2）all.equal和identical的区别
 
all.equal是近似相等，identical是完全相等。计算机是二进制，有时候虽然表面上看两个数值完全相同，但计算机后端是不一样的。
 
R语言实例：
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 3.赋值函数 
 
（1）赋值符号=、＜-、＜＜-
 
赋值函数在前面的例子中多次用到，如 a＜-1 等，这里主要对“＜＜-”进行说明。“＜＜-”主要用于自定义函数内的赋值，在自定义函数中，若用“＜-”赋值，则作用域仅在函数体内；若用“＜＜-”赋值，则作用域在整个工作空间。
 
R语言实例：
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（2）assign和get 赋值和获取值
 
除了赋值符号外，还可以用函数进行赋值，主要用于自定义函数中。
 
R语言实例：
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注意：若assign函数中要赋值的对象是文本，那么只有通过get函数才能查看该对象的值。
 
R语言实例：
 
assign(＂xxx[1]＂,1)
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注意：这里 x[1]在 get 函数中是文本，并不是表达式，故虽然 x[1]是有意义的，但 x[1]不存在。
 
2.5.2 函数
 
对于一种计算机语言来说，函数就是帮助开发者快速实现某项功能的工具。在R语言中，有多种多样的函数可供用户使用，下面进行详细介绍。
 
 1.数学函数 
 
R语言中的数学函数及其描述如表2.30所示。
 
 
 表2.30 数学函数及其描述
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 续表
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 2.统计函数 
 
统计函数主要帮助我们进行统计分析，主要统计函数及其描述如表2.31所示。
 
 
 表2.31 主要统计函数及其描述
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 续表
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 3.概率函数 
 
常用的概率函数有密度函数、分布函数、分位数函数和生成随机数函数。
 
概率函数的形式为：[dpqr]distribution_abbreviation（）
 
d=密度函数（density）
 
p=分布函数（distribution function）
 
q=分位数函数（quantile function）
 
r=生成随机数（随机偏差）
 
常用的分布缩写及其参数说明如表2.32所示。
 
 
 表2.32 常用的分布缩写及其参数说明
 
 [image: ] 

 
R语言实例：
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 4.字符串函数 
 
R语言中的字符串函数有很多，如表2.33所示为常用的字符串函数及其说明。
 
 
 表2.33 字符串函数及其说明
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(1)nchar()
 
语法：nchar（x）
 
R语言实例：
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（2）substr（）函数
 
语法：substr（x，start，stop）
 
参数说明：提取或替换一个字符向量中的子串，start为开始位置，stop为结束位置。
 
R语言实例：
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（3）grep函数
 
语法：grep（pattern，x，ignore，case=FASEL，fixed=FALSE）
 
参数说明：在 x 中搜索某种模式，若 fixed=FASLE，则 pattern 为一个正则表达式；若fixed=TRUE，则pattern为一个文本字符串，返回值为匹配的下标。
 
R语言实例：
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（4）sub函数
 
语法：sub（pattern，replacement，x，ignore.case=FALSE，fixed=FALSE）
 
参数说明：在x中搜索pattern，并用文本replacement将其替换。若fixed=FALSE，则pattern为一个正则表达式；若fixed=TRUE，则pattern为一个文本字符串。ignore.case用于设置是否忽略大小写。
 
R语言实例：
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（5）strsplit函数
 
语法：strsplit（x，split，fixed=FALSE）
 
参数说明：在split处分割字符向量x中的元素。若fixed=FALSE，则pattern为一个正则表达式；若fixed=TRUE，则pattern为一个文本字符串。
 
R语言实例：
 
strsplit(＂abc＂,＂＂)
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（6）toupper（）和tolower（）函数
 
R语言实例：
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 5.输出函数 
 
（1）print函数
 
语法：print（x，...）
 
R语言实例：
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（2）cat函数
 
语法：cat（expr1，expr2）
 
参数说明：expr1和expr2为要输出的内容，可以为字符串或表达式。若expr1为“name”，则输出字符串“name”；若expr1为变量name，则输出name的值。
 
R语言实例：
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2.6 数据集操作
 
在日常工作中，无论是建模还是分析数据，数据大部分都是存储在关系型数据库中的。在R 中，与之类似的数据结构就是数据框，所以操作和运用数据框是数据分析的第一步，也是数据处理中最基本的技能。本节主要介绍数据框的操作方法，包括变量操作、数据集操作和数据汇总等。
 
2.6.1 变量操作
 
 1.创建新变量 
 
R语言实例：
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 2.删除列变量 
 
R语言实例：
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 3.对变量重新编码 
 
R语言实例：
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 4.变量重命名 
 
R语言实例：
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 5.变量排序 
 
对变量进行排序可以使用sort、rank和order函数。
 
（1）sort函数
 
sort函数返回排序后的数组，可以从小到大或者从大到小排序。
 
语法：sort（x，na.last=NA，decreasing=FALSE）
 
参数及其说明如表2.34所示。
 
 
 表2.34 sort函数的参数及其说明
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（2）rank函数
 
rank函数返回原数组的各个元素在排序后的秩次。
 
语法：rank（x，na.last=TRUE，ties.method=c（＂average＂，＂first＂，＂random＂，＂max＂，＂min＂））
 
参数说明：参数na.last的说明与sort函数的参数na.last的说明相同。
 
参数ties.method是对数据集中重复数据秩的处理方式。average为取平均；first为重复数据中位于前边的数据的秩取小，位于后边的数据的秩依次递增；random为随机定义数据的秩；max为重复数据对应的最大秩作为这几个数据共同的秩；min 为重复数据对应的最小秩作为这几个数据共同的秩。
 
（3）order函数
 
order函数返回对数组排序后各个元素在原数组的位置。
 
语法：order（x，na.last=TRUE，decreasing=FALSE）
 
参数说明：与sort函数的参数说明相同。
 
R语言实例：
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2.6.2 数据集操作
 
 1.大致了解数据集情况 
 
（1）查看数据集前n行或后n行记录
 
当数据集很大时，数据会在屏幕上显示很长，用户可以通过观察数据集的前 n 行或者后 n行来大致了解数据集的详情。查看数据集可以使用head（x，n）函数或tail（x，n）函数，其中x为数据框，n为要查看的条数。
 
R语言实例：
 
＃默认查看前5条记录
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（2）查看表结构
 
可以使用str（）函数查看表的元数据信息，如列名、字段的数据类型等。
 
R语言实例：
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（3）查看列名
 
可以通过names函数查看数据框的列名。
 
R语言实例：
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 2.数据集修改 
 
（1）添加列
 
a.直接合并两个数据集
 
R语言实例：
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b.按公共变量连接
 
这里与数据库中的左连接和右连接类似。
 
R语言实例：
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注意：merge函数的用法将在后面详细说明。
 
（2）添加行
 
R语言实例：
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 3.数据集选取 
 
（1）选入变量
 
R语言实例：
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（2）剔除变量
 
R语言实例：
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（3）选入观测
 
按条件选入观测可以使用subset函数。
 
语法：subset（x，subset，select，drop=FALSE，...）
 
参数及其说明如表2.35所示。
 
 
 表2.35 subset函数的参数及其说明
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R语言实例：
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说明：以上代码在mtcars数据集中选择disp大于等于150及hp小于110的数据，并且只选取mpg、cyl和hp三列。
 
（4）选取某列不重复的数值
 
R语言实例：
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（5）挑选重复值记录
 
在数据集中，变量有时会出现重复值，这时就需要我们找到这些有重复的记录和值，可以使用duplicated函数标记是否重复，再把它的结果作为向量索引去寻找。
 
R语言实例：
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（6）随机抽取n条记录
 
R语言实例：
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2.6.3 数据集连接
 
数据集连接有多种方式，如左连接、右连接和全连接等，分别对应数据库中的left join、right join和outer join；相应的left outer join等也能在R语言中实现。常用的base包函数为merge，这也是比较基础的函数。另外，在 dplyr 包（这个包对于数据处理来说很好用）中还有一些很好用的函数。下面主要介绍base包的merge函数，dplyr包中的函数读者可以在R语言官网找到相应的使用方法。
 
merge函数的参数比较多，本书主要以应用为主，故下面用实例向读者介绍数据集连接。
 
R语言实例：
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对于熟悉SQL语句的读者来说，R语言中的sqldf包提供了SQL环境，读者可以下载并安装该包，使用SQL语句来选取数据。
 
R语言实例：
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除上述横向连接数据集外，有时还需要用到数据集的纵向连接，纵向连接可以使用rbind函数。在dplyr包中可以使用intersect函数取两个数据集的交集，用union函数取两个数据集的并集，用setdiff函数取两个数据集的差集，详细用法读者可参阅dplyr包说明文档。
 
2.6.4 数据汇总
 
调整和选取数据之后，就要对数据进行分析了。下面介绍数据汇总的方法。
 
 1.aggregate函数 
 
语法：aggregate（x，by，FUN）
 
参数及其说明如表2.36所示。
 
 
 表2.36 aggregate函数的参数及其说明
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R语言实例：
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代码说明：以cyl和gear为排序条件，计算每个指标的均值。
 
 2.apply函数族 
 
将函数应用到不同的对象，主要是使用apply函数族中的函数。如表2.37所示为apply函数族中的函数。
 
 
 表2.37 apply函数族中的函数
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（1）apply函数
 
对一个数组或者矩阵的一个维度使用apply函数生成列表、数组或向量。
 
语法：apply（x，MARGIN，FUN，...）
 
参数说明：x是一个计算对象，可以是矩阵、数组或数据框。
 
MARGIN是一个向量（表示要将函数FUN应用到x的行还是列），若为1表示取行，若为2表示取列，c（1，2）表示行、列都计算。
 
R语言实例：
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（2）tapply函数
 
对一组非空值按照一组确定因子进行相应的计算。这个函数应用于指定计算指标，分组因子可以自己另行规定。
 
语法：tapply（x，INDEX，FUN=NULL，...，simplify=TRUE）
 
参数说明：x通常是一个向量；INDEX是一个list对象，且该list中的每个元素都与x有同样长度的因子；FUN是需要计算的函数；simplify是逻辑变量，若取值为TRUE（默认值），且函数FUN的计算结果总是一个标量值，那么函数tapply返回一个数组，若取值为FALSE，则函数tapply的返回值为一个list对象。需要注意的是，当第二个参数INDEX不是因子时，函数tapply同样有效，因为必要时R语言会用as.factor函数把参数强制转换成因子。
 
R语言实例：
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（3）lapply和sapply函数
 
lapply函数：对x的每个元素应用函数，生成一个与元素个数相同的值列表。
 
sapply函数：对x的每个元素应用函数，生成一个与元素个数相同的值列表或矩阵。
 
R语言实例：
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（4）mapply函数
 
mapply函数是sapply函数的变形，mapply函数将FUN函数依次应用到每个参数的第一个元素、第二个元素和第三个元素上。
 
语法：mapply（FUN，...，MoreArgs=NULL，SIMPLIFY=T RUE，USE.NAMES=TRUE）
 
参数说明：MoreArgs表示FUN函数的参数列表；SIMPLIFY可以取逻辑值或者字符串，取值为 TRUE 时，将结果转换为一个向量、矩阵或者更高维阵列，但不是所有结果都能够转换。
 
R语言实例：
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2.7 控制流
 
2.7.1 重复和循环
 
 1.for结构 
 
for循环重复执行一条语句，直到某个变量的值不再包含在序列seq中为止。若要输出每次循环的结果，可以加cat或print函数。
 
R语言实例：
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 2.while结构 
 
while循环重复执行一条语句，直到条件不为TRUE为止。
 
R语言实例：
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 3.repeat-break循环 
 
repeat是无限循环，加上break后，在达到条件后跳出循环。
 
语法：repeat expr或repeat{if（cond）{break}
 
R语言实例：
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2.7.2 条件执行
 
 1.if-else结构 
 
结构1：
 
if (cond) {expr}
 
注意：expr可以是一条语句，也可以是一组语句，若只有一条语句，则可以省略大括号。结构2：
 
if (cond) {expr1} else {expr2}
 
结构3：
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注意：if else语句不能写成如下形式：
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else语句不能单独占一行，除非if-else语句在大括号内。
 
R语言实例：
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 2.ifelse结构 
 
语法：ifelse（cond，expr1，expr2）
 
若条件为TRUE，则执行expr1；否则执行expr2。
 
R语言实例：
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 3.switch结构 
 
语法：switch（expression，case1，case2，case3....）
 
R语言实例：
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代码说明：当i为happy时，值为a；当i为afraid时，值为b。
 
＃输出第二个向量
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2.7.3 next和break
 
实例中的break也叫跳出循环命令，执行后将直接跳出循环语句。R语言还提供了一个next语句，执行后只跳出本次循环，而不会跳出整个循环语句。
 
2.8 自定义函数
 
R 语言除了有自带的函数外，用户还可以编写自定义函数去实现想要的功能。编写并保存后，在工作空间可以通过source（函数名）来加载。
 
语法：myfuntion＜-function（arg1，arg2，…）{
 
expr
 
return(object)
 
}
 
参数说明：arg1和arg2是自定义函数的参数；expr为函数主体，是函数需要实现功能的代码；return语句返回函数要返回的值。
 
R语言实例：
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在自定义函数中，变量的赋值作用域一般只在函数体内，参看下面的实例。
 
R语言实例：
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通过上述代码可以看出，虽然在函数体内 x的值为 1+2=3，但是工作空间中对象 x的值还是原先的数值，没有改变。若在函数体内，将赋值符号改成“＜＜-”，那么工作空间中 x 的数值就会改变。
 
R语言实例：
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至此，R 语言基础知识就介绍完了，当然这只是抛砖引玉，限于本书篇幅及定位无法一一详述。读者要想熟练使用R语言，要掌握的知识还有很多，可以到R语言的官网或者社区去了解更多、更深的内容。在本书后续实际应用部分，也会涉及许多 R语言使用技巧及源代码，可以参阅。
第3章 互联网运营指标的建立
 
如今，互联网无处不在，渗透到人们生活的方方面面。从20世纪90年代末到21世纪初，我们会到互联网上去查看一些门户网站，搜索一些信息。随着互联网 2.0 的发展，我们可以在微博、博客上发表自己的文章并且和别人互动。近些年，移动互联网的兴起使得人们的生活方式发生了根本改变，你可以在移动互联网上互动、订餐、买衣服、预定旅游产品等。那么，这些方式的改变或者说用户的使用是通过什么平台进行的呢？产品！互联网或者移动互联网产品！这些模式的创新都是通过互联网产品展现在用户面前，与用户交互的。这时，问题也随之而来：既然产品有交互，该产品的拥有者就需要了解这些产品好不好、运行是否稳定、用户在使用的过程中是否遇到问题等，以便得到反馈后进行改进。这时就需要有一套完整的指标帮助产品经理诊断产品的好坏。
 
指标的建立基于数据的完整搜集，而数据包括两个部分：网站的性能数据和用户的行为数据。网站的数据收集主要有3个方式：网站日志文件、Web Beacons和JS页面标记。类别分为前端采集和后端服务请求数据，前端采集即用户只要到达某个页面触发某个埋点就会记录，后端服务请求数据是指只有用户的行为对服务端产生了请求才会被记录。一般互联网企业为了追踪用户行为的完整性，更多地会采用前端采集的方式搜集数据。
 
由于互联网企业的用户行为数据非常庞大，所以一般都会使用分布式非结构化数据库，如Hadoop、Hbase等。数据分析人员利用hive等工具从底层数据库中抽取数据制作指标，再放到ETL调度系统中每天运行，这样数据运营指标就形成了，并且每天会自动更新。
 
本书主要从数据分析层面进行介绍，故对底层架构和ETL部分不做详细阐述。本章主要介绍互联网特别是移动互联网（APP）分析指标是如何建立的，分别从流量数据、用户质量数据、转化率数据、用户活跃度、留存率、服务端性能指标和客户价值等几个方面进行讲解。
 
3.1 项目背景、目标及方案
 
3.1.1 项目背景
 
作为一家刚刚上线不久的移动互联网公司，旗下有一款旅游APP产品，该产品可以让用户在APP上方便地预定旅游产品。产品上线后，运营团队希望有一套完整的指标系统来实时监控运营环境，使得他们能更好地了解和掌握产品线上情况并可以及时发现问题。运营团队负责人找到数据分析团队员责人，提出希望能根据产品本身创建一套运营指标报表；不仅如此，运营团队还需要知道每个月销售的增长情况、用户流量的长期趋势情况；此外还希望有一个综合评分来告诉他们APP整体的用户价值情况；最后还提出希望每天知道访问的用户当中哪些是活跃用户。数据分析团队负责人平复好心情后，感叹到：作为数据分析师，用统计的方法靠数据说话给运营人员提供帮助是一件很有意义的事情。于是找来了数据分析经理，把需求吩咐下去。数据分析经理经过一昼夜的思考，制定了项目目标和方案。
 
3.1.2 项目目标
 
（1）根据产品运营情况创建运营指标体系。
 
（2）以日和周为单位，分别制作日报和周报。日报一般存放粒度较细的指标，周报则多以趋势对比分析为主。此外，还需要创建一些对比型和趋势性指标。
 
（3）根据运营指标体系整合和创建一个用户价值指标。
 
（4）创建一个用户活跃度指标，使得该指标能更好地监控产品的运营效果和效率。
 
3.1.3 项目方案
 
（1）根据公司业务情况，搭建运营指标。
 
（2）制作一些对比型的指标和趋势性指标来说明每个指标的趋势对比。
 
（3）通过数据分析团队的讨论，决定用层次分析法创建用户价值指标。
 
3.2 项目技术理论简介
 
3.2.1 骨灰级流量指标
 
在物理学中，流量是指单位时间内流经管道有效截面的流体量。把这个概念移植到互联网中，物理学指的管道有效截面就变成了网站的有效访问，这个概念生动形象地反映了互联网的受欢迎程度。在互联网中有3个骨灰级流量指标：PV（访问页面数）、UV（唯一访问人数）和Visit（会话）。这3个指标对移动互联网APP同样适用。
 
 1.PV(Page Views) 
 
PV是指页面一共被加载了多少次，简单理解就是用户一共看了多少个页面，如图3.1所示。例如，一个用户一天查看了10个页面，那么这个用户这一天的PV就是10；当天所有用户查看的页面数量总和就是当天这个网站或APP的所有PV。
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 图3.1 PV
 

 
 2.UV(Unique Vistors) 
 
UV是指唯一访问人数。在线上，开发人员通常会在页面上埋一个Cookie来识别同一个用户，只有当用户清理缓存时才会重新生成一个新的Cookie。在APP上，开发人员同样可以生成一个id来识别用户。UV更直观的理解就是当天有多少个用户（去重）访问了APP。例如，同一个用户在一天内多次访问，计算UV时该用户只被统计一次。
 
UV的计算口径一般有如下几个：日UV、周UV、月UV、季度UV、半年度UV和年度UV。对应的统计方式就是时间范围的不同，日UV是每天去重的访问人数，周UV是每周去重的访问人数等。
 
UV示意图如图3.2所示。
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 图3.2 UV
 

 
 3.Visit（会话） 
 
Visit是指一个用户当天访问了多少次网站或APP。初看起来这个概念很模糊，这里的多少次是怎么区分的呢？通常情况下，若一个用户两次访问时间超过30分钟，则认为该用户的两次访问属于两个不同的会话。下面通过一个实例加以说明，如表3.1所示。
 
 
 表3.1 Visit实例
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表3.1中是某一天某个用户的访问日志数据，当天这个用户一共访问了12个页面，我们可以看到，第2个页面和第3个页面的时间间隔远远大于30分钟，故以这两个页面为分界线，上面的属于一个会话，下面的属于另一个会话。同理，第 3个页面和第 4个页面的时间间隔也大于30分钟，故也分属不同的会话。第5个页面和第6个页面的时间间隔也大于30分钟，分属不同的会话。故这个用户在当天形成的会话数为 4 个。当天所有用户形成的会话数总和即为当天整个网站或APP的会话数。
 
3.2.2 登录和激活
 
除上述 3 个流量指标外，还有两个指标值得关注，分别是 Login（登录用户数）和 Active （激活用户数）。
 
 1.Login（登录用户数） 
 
在网站和APP中，我们通常会遇到这样一种情况：用户访问某些网站，如果要评论或购买东西，就会弹出一个登录对话框，只有正确输入账号和密码后才能继续操作。很多网站会自动保存用户登录的账号，用户下一次访问时会自动登录，这样既减少了用户的输入，又可以收集用户数据。上面的讨论中我们曾经提到Cookie是用来识别用户的，但是一旦Cookie清空就需要重新输入。另一方面，如果同一个用户在不同的设备上访问，也会被看成是两个用户。登录账号一般都是绑定到用户本身，比如一个电话号码只能有一个账号，一个电话号码通常也只是一个人使用等，虽然在如今移动设备非常廉价的社会，一个用户拥有多个设备的情况越来越多，但相比之前的 Cookie，登录账号（Userid）能更好地识别用户。对于企业本身而言，有登录账号的用户的价值显然比没有登录账号的访客的价值要高得多。所以，Login（登录用户数）也是检验一个网站或APP流量的指标之一，在日常的运营报告中需要加以体现。
 
 2.Active（激活用户数） 
 
Active（激活用户数）的定义比较宽泛，在线上指用户第一次激活账号，也可以指用户第一次访问；在 APP 中，指用户下载并激活客户端。激活可以说是用户成为网站或 APP 真实用户的第一个环节。激活用户数量的大小直接体现了产品的受欢迎程度、市场宣传的效果等。因此，在日常运营指标中，激活用户数也是一个十分重要的指标。
 
2.2.3 访问深度和吸引力
 
前面介绍了几个互联网中最基本的指标，这些指标的变形或组合形成了更多、更有意义的指标，对运营人员来说能够更加准确地洞悉产品每天的用户使用情况。
 
 1.PV/Visit 
 
PV/Visit即单次会话访问的页面数，等于每天网站或APP的总PV除以每天网站或APP的总Visit。该指标越大，说明用户访问深度越深。若网站或APP不是导航搜索类，用户在单次会话中访问的 PV 很大，则有可能是用户“迷失”在了网页间找不到相应的功能，所以这个指标太大或者太小都是要引起注意的。
 
 2.Visit/UV 
 
Visit/UV即一个用户在一天内有几次会话，等于每天网站或APP的总Visit除以每天网站或APP的总UV。该指标反映了网站或APP对用户的吸引度，也可以帮助运营人员了解用户的访问行为习惯。对于一些快速消费品行业的网站，如一号店等，用户每天会有多次会话；对于一些搜索类网站，如百度、谷歌等，用户每天的会话次数可能会更多；对于一些低频率消费的网站，如携程、驴妈妈等，用户在一天内反复访问的次数明显少于前两者。
 
 3.访问时长（Duration） 
 
用户访问时长指一个用户在一次会话中访问时间的总和。平均访问时长等于一天每个用户在每次会话中访问时间的总和除以当天总的会话次数。在用户访问日志中，用户的访问记录都是以一个用户在一个时间访问一个页面的形式记录的，形式上就是每个用户访问时间的流水，如图3.3所示。
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 图3.3 用户访问时间的流水
 

 
页面访问时长的计算方式如下。
 
（1）根据每个用户的id按照访问时间从早到晚排序。
 
（2）该页面的访问时长=该页面下一个页面的访问时间-该页面的访问时间。
 
注意：这种定义方式有一个缺陷，就是每个会话最后一个页面的访问时长无法计算。
 
会话访问时长的计算方式是：该会话中每个页面的访问时长总和。
 
 4.积极访问者 
 
积极访问者的定义有两种，每种方式又有两种口径（用户级别和会话级别）。
 
（1）一次会话中访问页面大于某个数的用户占到当天总UV的比率；一次会话中访问页面大于某个数的会话数占到当天总会话数的比率。
 
（2）一次会话的访问时长大于某个时间的用户占到当天总UV的比率；一次会话的访问时长大于某个时间的会话数占到当天总会话数的比率。
 
那么这个阈值怎么确定呢？这里提供两种确定阈值的思路供读者选择（主要介绍用户级别口径，会话级别的可以类似得到）。
 
（1）分位数法
 
分位数法计算的具体步骤如下。
 
a.选取一段时间内的用户作为样本，时间段的选择取决于网站或 APP 本身的用户访问习惯，若用户访问明显具有周期性（比如旅游类网站，一般工作日访问较多，周末访问偏少），则选取一个周期内的所有用户作为样本。
 
b.计算每个用户每次会话的访问页面数和访问时长。
 
c.计算出b中访问页面数和访问时长的均值及75%分位数。
 
d.根据均值和分位数信息，选取合适的分位数作为阈值，当访问页面数或访问时长大于这个阈值时，该用户就可以被打上积极访问者的标签。
 
说明：分位数法具有简单、易于理解的优点；但是它有易受长尾值影响的缺点。在实际应用中，数据分析人员可以通过分位数、线箱图或者LOF算法进行离群点检测，剔除离群点再进行计算（离群点检测的具体方法将在第4章详细讲解）。
 
（2）下单用户特征抽取
 
在运营分析时，产品经理和运营商最关注的是下单用户，这些用户是企业利润真正的贡献者，研究清楚这些用户的特征就可以帮助运营人员了解产品真正的受众对象，从而根据这些特征去寻找潜在用户。通过下单用户的特征，同样能帮助我们确定阈值，具体步骤如下。
 
a.统计出单位周期内下单用户单次会话的访问页面数和访问时长。
 
b.通过离群点检测去除长尾数据。
 
c.计算均值并将其作为积极访问者的阈值。
 
说明：用这种方式定义的积极访问者意义更为重大，达到这个阈值的用户在某个特征上与真正下单的用户相同，也就是说这些用户更接近下单用户，比分位数法得出的积极访问者要求更严。
 
在实际应用中，分析人员可以根据实际情况选取不同的方法，在选取前需要跟运营人员说清楚计算方法，帮助他们理解和解读指标背后真正的含义。
 
 5.快速浏览用户 
 
快速浏览用户和前面提到的积极访问者正好相反，前者指访问深度较浅的用户，后者指访问深度较深的用户。快速浏览用户比率也是运营分析指标中的重要一项，有时候网站或APP每天的UV很多，但是真正的下单用户很少，这时可能就是产品的吸引力不够或者用户登录的页面（用户访问网站的第一个页面，APP没有这个指标）和用户的希望不一致。快速浏览用户的定义有跳出率和访问时长等。下面介绍快速浏览用户指标。
 
（1）跳出率（Bounce Rate）
 
跳出是指一次会话中，用户只访问了一个页面，那么这次会话就算是一个跳出。跳出率的计算方式为每天跳出的会话数除以当天总的会话数。
 
（2）访问时长（Duration）
 
访问时长的计算用当天会话访问时长少于某一个阈值的会话数除以当天总的会话数。阈值的确定可以由运营人员根据产品特点自定义，也可以用分位数法取一个低分位数的值。
 
 6.留存率（Retention Rate） 
 
在互联网行业，留存通常指用户在某个时间开始使用，经过一段时间后继续访问该产品。这些留存用户数除以当时新增的用户数即为留存率，一般有次日留存率、三日留存率、七日留存率、一个月留存率、三个月留存率等。通俗地说，留存率就是有多少用户留下来了。留存率体现了一个网站或APP的质量和维护用户的能力。
 
在具体计算过程中，留存率的定义有很多种，下面以次日留存率、三日留存率和七日留存率，以及一个月留存率、三个月留存率和六个月留存率为例介绍在互联网行业中常用的方式。
 
方式一：
 
次日留存率：当天新增的用户中，次日至少访问过一次的用户占比。
 
三日留存率：当天新增的用户中，在第二天～第三天至少访问过一次的用户占比。
 
七日留存率：当天新增的用户中，在第四天～第七天至少访问过一次的用户占比。
 
方式二：
 
次日留存率：当天新增用户中，次日至少访问过一次的用户占比。
 
三日留存率：当天新增用户中，在第三天至少访问过一次的用户占比。
 
七日留存率：当天新增用户中，在第七天至少访问过一次的用户占比。
 
方式三：
 
一个月留存率：当天新增用户中，在未来一个月内至少访问过一次的用户占比。
 
三个月留存率：当天新增用户中，在未来三个月内至少访问过一次的用户占比。
 
六个月留存率：当天新增用户中，在未来六个月内至少访问过一次的用户占比。
 
从上述定义可以看出，留存率的本质体现了一种转化率，即从初期不稳定的用户转换到稳定活跃用户的过程。了解和掌握留存率可以帮助运营人员了解用户生命周期，以及找出可以在哪个时间点开始改善产品。
 
 7.退出率（Exit Rate） 
 
与之前所有指标不同的是，退出是针对页面而言的，某页面的一次退出指该页面是用户在离开网站或APP之前最后浏览的页面。对于搜索类、导航类或者门户网站，该指标是页面吸引力的重要指标，运营人员可以通过该指标看出哪些页面是不合理或者难以吸引用户的；对于那些消费类平台，在列表页、详情页或购物车页面退出过多，则暗示商品页面或支付环节设置不合理，需要具体分析原因。明白了退出这个概念，退出率的定义自然就水到渠成，即该页面退出的次数占该页面总流量PV的比。
 
在前面快速浏览用户中讲解了跳出率的计算方式，这里回顾一下。在一次会话中，用户只访问了一个页面，那么这次会话就算是一个跳出。跳出率的计算方式为每天跳出的会话数除以当天总的会话数。从这个定义上看，跳出这个概念是会话级别的，这个指标同样可以细分到页面级别，我们重新定义一下页面跳出和跳出率。页面跳出：在本次会话中，用户只访问了一个页面并且该页面也只被访问了一次，记为该页面的一次跳出。页面跳出率：在该页面跳出的次数占该页面总流量PV的比。
 
跳出率和退出率的示意图如图3.4所示。
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 图3.4 跳出率和退出率
 

 
图3.4中有两个用户，其中用户I从页面A进入网站，途径页面B和页面C，最终在页面C离开了网站。对于这个用户的访问行为，他的流量统计如下：PV=3，UV=1，Visit=1，页面C记一次退出。用户II从页面A进入网站，然后就离开了，他的流量统计如下：PV=1，UV=1，Visit=1，页面A跳出记一次，页面A退出记一次，该次会话记为跳出。基于两个用户的综合行为，假设网站一天只有这两个用户来访问，则整体流量统计如下：UV=2，PV=4，Visit=2，会话跳出率为50%，页面C退出率为100%（页面C只有一次访问就退出），页面A退出率为50%，页面A跳出率为50%。
 
3.2.4 订单指标
 
对于网站或APP产品来说，最核心的KPI就是订单量，产品设计及网站性能的最终目的都是为了提升订单量，只有订单量是公司利润的主要来源。因此，订单量指标往往是运营分析报告中重量级最高的。与订单相关的指标除订单量外，还有哪些呢？下面逐一介绍。
 
 1.订单量 
 
（1）预定订单量
 
预定订单量就是用户预定产品或已购买的订单总量，它能反映出当天大致的订单总数。
 
（2）成交订单量
 
成交订单量就是用户完成了订单，付完了钱或产品已到生效日期的订单。成交订单的定义比较难统一，不同行业、不同企业各自产品的特征不同，相应的成交定义也不尽相同，这里只是给出一个通用的定义。
 
 2.成交比率 
 
成交比率指当天成交的订单与预定的订单之间的比例。考虑到用户预定完后可能退订，所以这个指标也从另一个层面反映了退订比。对于退订的产品和用户，运营人员应该引起高度重视，着重查明用户退订原因。对于用户来说，走完整个下单流程已实属不易，所以要重点关注。
 
 3.订单用户构成 
 
（1）首单用户占总UV的比
 
首单用户占总UV的比即当天第一次下单用户除以当天网站或APP总UV。
 
（2）首单用户占下单用户的比
 
首单用户占下单用户的比即当天第一次下单用户除以当天下单总用户数。
 
上述两个指标反映了网站或APP招揽新用户的能力。在运营环境不变的情况，该指标应该是一个相对稳定的值。在节假日或者做市场营销活动时，该指标会有所波动，可以通过该指标的波动幅度来考察运营效果的好坏。
 
 4.客户价值 
 
（1）客单价（ARPO）
 
客单价（Average Revenue Per Order，ARPO）即当天订单总金额除以当天总订单数。
 
（2）单个用户订单价格（ARPU）
 
单个用户订单价格（Average Revenue Per User，ARPU）即当天订单总金额除以当天唯一下单人数（若一个用户当天下多笔订单，则人数统计时只算1次）。
 
3.2.5 网站或APP性能指标
 
网站或APP性能指标是反映后台性能的一系列指标，根据不同的后台技术，性能指标也有较大的差别，下面介绍几个常见的指标供读者参考。
 
 1.页面平均响应时间 
 
每天每个页面平均的加载响应时间（单位：mm）。
 
 2.同时在线人数 
 
同时在线人数可以作为服务器后台支撑容量的参考值，可以指导开发人员评估是否需要扩充服务器，该指标可以是每小时同时在线人数，也可以是每分钟同时在线人数等。
 
3.2.6 转化率
 
网站或APP的核心是寻找潜在用户并将其转化为真正的用户，给公司带来利润。转化率的高低直接影响着销售的效果，一个网站或APP的转化率偏低，必然导致营销成本的上升。网站每天的流量挺大的，但就是订单不多——这是很多产品共同存在的问题。问题的根源主要是网站的内容、结构等不合理，营销活动受众人群不精准等。通过分析每个关键步骤的转化率还能帮助产品经理有效地发现问题、改进功能、提升产品，从而达到促使用户下单的目的。转化率指标的计算有以下两种方式。
 
（1）每个关键步骤的转化率
 
每个关键步骤的转化率的计算方法是：达到某一个目的的会话数除以总的会话数；也可以是用户达到某个步骤的会话数除以用户达到上一个步骤的会话数。每个关键步骤按这种方式计算就形成了一个转化率漏斗，通过分析漏斗可以看出用户主要卡在哪一步，从而有针对性地进行调整。
 
（2）整体转化率
 
在互联网行业，整体转化率的计算方法是：当天总的订单量除以当天总的访问人数 UV，这种定义方式更加宏观，这是从整体考量网站或APP的转化率效果的。
 
3.2.7 层次分析法
 
 1.层次分析法概论 
 
层次分析法（Analytic Hierarchy Process，AHP）是美国运筹学家Saaty教授在20世纪80年代提出的一种多目标或多方案的决策方法，它结合了定性和定量分析思维，使定性的方法定量化，并且把决策过程层次化、数量化。具体地说，它是将决策问题分解成目标、准则、方案等层次，用一定的标度将人的主观判断进行客观量化，最终进行判断的决策方法。层次分析法适用于人的定性判断起重要作用、决策结果难以直接量化计算得到的场合，是一种有效性较高的系统分析和科学决策的方法。
 
 2.层次分析法的基本思想 
 
（1）确定分析问题的目标。
 
（2）将所要分析的问题层次化，根据总目标将问题分成不同的组成因素。
 
（3）按照因素间的相互关系和隶属关系，将因素按不同层次组合排序，形成一个多层次结构模型，从而将问题转换为底层相对于高层的重要性权值的确定或相对优劣次序的排序问题。
 
（4）根据判断矩阵从下往上计算每一层相对于上一层因素影响的权重。
 
 3.层次分析法的基本步骤 
 
层次分析法的基本步骤是：建立层次结构模型、构造判断矩阵、一致性检验、层次单排序、层次总排序。下面将逐一讲解。
 
（1）建立层次结构模型
 
例如，某个人想去旅游，在经过初步筛选之后，挑选出三个地方：桂林、中国香港和日本。面对这三个不同的旅游城市，他思前想后许久也拿不定主意到底要去哪里。于是他想出三个选择标准：景色、费用、饮食。每个选择标准下面又有三个用于解决问题的备选方案，这样就建立了一个层次结构模型，如图3.5所示。
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 图3.5 层次结构模型
 

 
注意，层次分析法用到的因素指标必须满足如下要求。
 
a.每层下属的因素不能太多，一般不超过11个。
 
b.每层下属的因素都是具有代表性的，并且具有独立性。
 
c.每层下属的因素解释性强。
 
（2）构造判断矩阵
 
在建立层次结构模型之后，需要在每层元素之间进行两两比较，从而构成判断矩阵。元素之间的两两比较是指比较两个元素之中哪个元素相对更加重要一些、重要程度如何。下面我们先看一下判断矩阵的定义及性质的数学表达。
 
对于n个元素而言，判断矩阵：C=（Cij ）n*n
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其中，Cij表示因素i相对于因素j的重要程度，重要程度的1～9标度如表3.2所示。
 
 
 表3.2 因素i相对于因素j的重要程度
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注意：{1，3，5，7，9，1/3，1/5，1/7，1/9}的重要性等同于{2，4，6，8，1/2，1/4，1/6，1/8}。
 
我们可以得到判断矩阵C具有如下性质：
 
a.Cij ＞0;
 
b.[image: ];
 
c.Cii =1(i=1,2,...,n).
 
拥有上述三个性质的矩阵也叫正反矩阵。显然，判断矩阵C为正反矩阵。
 
（3）一致性检验
 
除此之外，正反矩阵中还有一类矩阵对判断矩阵的应用起着十分关键的作用，那就是一致矩阵。
 
对于一个正反矩阵而言，它是一致矩阵：任意 i、j、k 均有Cij*C jk =Cik ，则Cij为一致矩阵。对于一个判断矩阵而言，判断矩阵的产生是由专家凭借主观经验参照标度表打出来的，由于是两两因素比较，所示在因素较多时难免会出现如下问题：因素i比因素j稍重要，Cij赋值为3；因素j比因素k明显重要，Cjk赋值为5；因素i比因素k明显重要，Cik赋值为5。上述赋值出现了不一致，i＞j∶3；j＞k∶5，理应i＞k∶7而不是5。这种情况下判断矩阵就不是很一致了，有些情况下还会出现i比j重要、j比k重要，但i没有k重要这样明显不一致的判断矩阵，故在得到判断矩阵后需要对其进行一致性检验。一致性检验主要通过统计量CI进行，具体方法如下。
 
a.计算CI，计算公式如下：
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其中，λmax为判断矩阵C的最大特征值。CI值越大，表明判断矩阵偏离完全一致性的程度越大；CI值越小，表明判断矩阵一致性越好。当矩阵具有满意一致性（λmax稍大于n）时，其余特征值也接近于零。
 
b.通过查表得出平均一致性指标RI，RI的数值可查阅表3.3。
 
 
 表3.3 RI的数值
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当因素个数为3时，RI取0.58，以此类推。
 
c.求随机一致性比率CR，计算公式如下：
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CR判断结果如表3.4所示。
 
 
 表3.4 CR判断结果
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（4）层次单排序
 
当判断矩阵通过一致性检验后，接下来就需要计算某层次的因素相对于上一层次中某个因素的相对重要性。具体来说就是计算对于上一层某元素而言本层次与之有联系元素重要性次序的权值。层次单排序问题的解可以转换为求判断矩阵最大特征根及最大特征根所对应的正规化特征向量，具体方法为：先求判断矩阵的最大特征根，再计算最大特征根所对应的正规化特征向量，所求的正规化特征向量就是本层次与之有联系元素重要性次序的权值。设每层与之有联系元素重要性次序的权值矩阵为：
 
W1,W2,...,Wn
 
其中，W1表示第二层对于第一层的权重矩阵，W2表示第三层对于第二层的权重矩阵，以此类推，Wn表示第n层对于第n-1层的权重矩阵。
 
对于正反判断矩阵，特征根和正规化特征向量近似算法有求和法、方根法、特征根法等。下面是方根法的计算步骤。
 
a.判断矩阵A的每行各列元素相乘得到一个新向量。
 
b.将新向量的每个分量开n次方（n为判断矩阵维度值）。
 
c.将所得向量归一化后即为权重向量。
 
权重向量公式如下：
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例如，已知判断矩阵A如下：
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计算每行各列元素相乘得到的新向量及n次方根：
 
 
 [image: ] 

 
计算权重：
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下面计算最大特征值。
 
通过上述计算得到权重向量W=（0.1047，0.6370，0.2583）'，计算A×W：
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最大特征λmax计算如下：
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基于上述公式，本例中最大特征值为：
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（5）层次总排序
 
层次总排序就是底层因素相对于最高层的相对重要性或相对优势的排序值。总排序向量W的计算公式如下：
 
W=Wn ×Wn-1 ×...×W1
 
3.3 项目实践
 
3.3.1 搭建运营指标系统
 
根据前面指标的介绍，结合旅游类产品特征，准备搭建运营指标。在搭建之前，需要确定今后整个运营指标的产生流程。数据分析团队与IT开发团队、数据工程师团队充分沟通后，确定了整个技术流程。该流程具体内容如下：用户行为数据由开发人员进行技术采集并存放在分布式数据库中，首先需要数据工程师团队的同事从生产库中把用户行为日志落到本地服务器的数据仓库（DW层）中，并且进行数据格式的整理和字段拆分，便于后续数据分析师使用；然后，数据分析师根据指标定义，从本地服务器数据仓库的日志表中，通过聚合汇总将数据整合成数据中间层（OLAP层），整合的主要目的是对数据进行有效聚合，减少数据表的大小，在后续工作中只访问OLAP层的表即可，不需要再直接访问底层大数据表，节省资源；接着，数据分析师根据指标定义创建运营指标逻辑代码，并把最终结果输出到更细一级的报表层（REPORT层）；最后，通过前端展示工具把结果用合适的图表展现出来。整个技术方案的过程如图3.6所示。
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 图3.6 技术方案的过程
 

 
确定了运营指标和流程后，下面就要对运营指标进行具体定义。通过与运营人员及产品经理的沟通，结合互联网指标体系定义，制作日报和周报指标。
 
日报数据指标的定义明细如表3.5所示。
 
 
 表3.5 日报数据指标的定义明细
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 续表
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根据上述指标定义，具体数据样例如表3.6～表3.10所示。
 
 
 表3.6 日流量数据
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 表3.7 用户质量度量数据
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 表3.8 转化率数据
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 表3.9 留存率和服务器速度指标数据
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 表3.10 订单数据
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周报数据指标的定义明细如表3.11所示。
 
 
 表3.11 周报数据指标的定义明细
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根据上述指标定义，具体数据样例如表3.12～表3.14所示。
 
 
 表3.12 周流量数据
 
 [image: ] 

 
 
 表3.13 转化率数据
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 表3.14 订单数据
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至此，根据指标定义制作好了日报和周报，通过ETL工具每天自动运行，数据自动在前端展示工具平台上更新。
 
3.3.2 制作对比型指标及趋势线
 
制作对比型指标和趋势线可以使用以下方法来实现。
 
 1.同比、环比、定基比 
 
同比、环比和定基比这三个比率是描述性统计类别下趋势性判别最基本的三个指标。同比指在不同周期、相同时刻的增长幅度，环比指相邻两个周期的增长幅度，定基比指不同时期对于固定时期的增长幅度。在互联网应用中，一般使用周同比、季度同比，以及日环比、周环比、月环比和年环比。定基比使用比较少，一般在特定市场活动时期才会应用。下面介绍以上定义的数学表达式。
 
（1）周同比
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其中，xthisweekday为本周某一天的数值，xlastweekday为上周同一天的数值。
 
（2）季度同比
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其中，xthisyearquarter为今年某个季度的数值，xlastyearquarter为去年同一个季度的数值。
 
（3）日环比
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其中，xtoday为当天的数值，xlastday前一天的数值。
 
（4）周环比
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其中，xthisweek为本周的数值，xlastweek为上一周的数值。
 
（5）月环比
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其中，xthismonth为本月的数值，xlastmonth为上月的数值。
 
（6）年环比
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其中，xthisyear为今年的数值，xlastyear为去年的数值。
 
（7）定基比
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其中，xthis为当期数据，xbase为固定定期数据。
 
 2.趋势线 
 
针对某个指标，通过长期折线图可以大致看到其趋势，如图 3.7 所示，曲线随着时间的推移明显呈上升的趋势。
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 图3.7 指标趋势线
 

 
有些长期趋势线难以判断其上升还是下跌，有时即便是上升，两个时间段上升的幅度是否相同也难以量化。所以，可以用拟合趋势线来具体量化其趋势幅度，具体步骤如下。
 
（1）画出每天的折线图。
 
（2）使用一元线性回归拟合曲线，若一次项系数大于零，则表示曲线呈上升趋势；反之，曲线呈下降趋势。
 
如图3.8所示为两个指标的趋势线对比。
 
从图 3.8 中可知，两个指标在对应时间内都呈上升的趋势，并且第一幅图的上升趋势比第二幅图的上升趋势明显更快。
 
清楚了两个指标的趋势后，我们需要进一步量化两个指标上升幅度的大小，具体操作步骤如下。
 
（1）规范两个指标，目的在于消除量纲，主要使用Z-Score标准化法：
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 图3.8 两个指标的趋势线对比
 

 
其中，μ为指标的均值；σ为指标的标准差，在实际应用中一般用样本标准差s来代替。
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规范化后，指标就被映射到了均值为零、方差为1的数据分布中，在R语言中一般使用scale函数进行分析（后续实例会讲解）。
 
（2）计算拟合趋势线的一次项系数
 
通过一元线性回归比较一次项系数的大小。一次项系数越大，表示指标上升或下降的幅度越大；反之，则越小。我们随机选取两个指标，通过一元线性拟合得出其趋势，并且比较它们的上升速度。
 
R语言实例：
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代码说明：首先对两个指标进行标准化处理，消除量纲，然后进行一元线性回归拟合，由斜率数值可知，index2对应的Visit的下降幅度大于index1对应的UV的下降幅度。
 
这里需要注意的是，此方法容易受到异常值的影响，故在具体使用时先人工看一下是否存在异常点，再进行回归分析。
 
制定完指标后，对日报和周报中的每个指标都加上趋势图、配上趋势线、计算其规范化后一次线性回归的一次项回归系数，同时制作一张指标增长幅度趋势量化指标报表。日报中每个指标都计算周同比，周报中所有指标都计算周环比。
 
以日报流量部分指标为例，最终得到的日报中指标的增长幅度对比如表3.15所示。
 
 
 表3.15 指标的增长幅度对比
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3.3.3 创建用户价值和活跃度指标
 
根据层次分析法，首先建立层次结构模型。在这个项目中，需求方要求建立用户价值指标和用户活跃度指标，经过数据分析团队的研究，以及与运营团队的沟通，建立了如图 3.9 所示的层次结构模型。
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 图3.9 用户价值的层次结构模型
 

 
其中，活跃度、购买忠诚度和消费能力的各因素指标如表3.16所示。
 
 
 表3.16 活跃度、购买忠诚度和消费能力的各因素指标
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 续表
 
 [image: ] 

 
得到层次结构模型之后，由多位运营总监和高级产品经理分别对上述层次结构模型中每一层的因素进行重要性比较，最终综合所有人员的意见得到了如下判断矩阵。
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得到判断矩阵后，接下来需要计算权重并进行一致性检验。下面首先给出在 R语言中自定义的一个层次分析法计算及判断一致性的函数代码。
 
R语言实例：
 
 
 [image: ] 

 
 
 [image: ] 

 
 
 [image: ] 
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代码说明：从上述结果看，三个判断矩阵的一致性检验都没通过。在实际应用中，一致性检验不通过非常常见，这时就需要进行调整，使它们都能通过一致性检验。
 
下面以第一个判断矩阵为例，具体介绍如何调整，其他两个判断矩阵可以用类似的方法进行调整。第一个判断矩阵如下：
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通过观察第一个判断矩阵，可以得出 P1∶P2=1∶3（P1 比 P2 稍不重要）、P1∶P3=1∶5 （P1比P3明显不重要）、P1∶P4=5（P1比P4明显重要）。根据上述关系，推理可得P2∶P4=15，而判断矩阵中P2∶P4=3明显过小了，通过与运营专家沟通，将其调整为7，得到如下判断矩阵：
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再用上述myahp函数进行检验，结果如下，虽然有所改善，但还是没有通过一致性检验。
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继续观察，P1∶P2=1∶3（P1比P2稍不重要）、P1∶P3=1∶5（P1比P3明显不重要），推理可得P2∶P3=3∶5（P2没有P3重要），与判断矩阵中P2∶P3=3矛盾，所以再次与运营专家沟通，他们坚持认为P2应该比P3重要，故调整P1∶P2及P1∶P3的权重，得到如下判断矩阵：
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一致性检验结果如下：
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另外两个判断矩阵用类似的方法进行调整，调整后的判断矩阵如下：
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注意：判断矩阵的调整一定要与多位运营专家进行沟通，数据分析师的作用是找出那些矛盾的点及指导他们如何修改，切不可私自修改。在实际工作过程中，任何涉及到业务的问题都需要与运营人员及产品经理沟通协调，这样才能保证分析结果贴合业务、切合实际。
 
下面计算三个判断矩阵的最大特征值和特征向量（权重）。其实在前面判断一致性的时候就已经得到了最大特征值和特征向量（权重），具体如下：
 
R语言实例：
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每个因素对应的上层权重分别如下：
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至此，第三层对于第二层的权重已经确定完毕，最后确定第二层对第一层的判断矩阵和权重。用上述方法，得到活跃度、购买忠诚度和消费能力对于用户价值的判断矩阵，如表3.17所示。
 
 
 表3.17 判断矩阵
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R语言实例：
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通过计算得到如下权重矩阵：
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现在我们已经得到了两个层次所有的权重，最终得到的层次结构模型及权重如图 3.10所示。
 
 
 [image: ] 
 图3.10 用户价值层次结构模型及权重
 

 
通过上述分析和计算，我们得到了层次结构模型及其权重，在实际应用过程中还有一个问题未能有效解决。我们以用户活跃度为例，在用户活跃度层级下面有 4 个因素，分别是当天PV/Visit、停留时长、近一周访问次数和当天进入订单填写页次数，这些指标在数量级单位上明显不同，这样就会导致在运用权重计算加权和时对于那些高数量级的指标会明显倾斜。所以在真正应用之前，需要对其进行处理，消除量纲并设定一个评分，具体步骤如下。
 
（1）评分标准
 
评分标准是指规定输出的分数是越大越好还是越小越好，有些指标数值越大越好，比如订单金额、停留时长等；有些指标数值越小越好，比如服务响应时间等。本例规定设定的评分越大越好，并且最终输出的分值在0～10之间。
 
（2）指标归一化
 
每个指标都有量纲，为了消除量纲可采取如下归一化方法：
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其中，max 为指标的最大值，min 为指标的最小值，这样计算出来的数值都被映射到[0，1]区间。
 
这里还需要注意一个问题，若指标中含有长尾的离群点数据，则会导致归一化后集中偏低或偏高。因此，需要每天对其进行离群点检验，离群点需要人为判断虚实时，确实偏离大部队很远的数值要删除（具体离群点寻找方法参见第4章）。对于那些越小越好的数值，则使用如下归一化方法：
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（3）评分
 
由于最后输出的评分范围为0～10，故在指标归一化后乘以10即可。例如，选取30个用户某一天的订单金额指标作为全集，原始数据如表3.18所示。
 
 
 表3.18 订单金额原始数据
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其中，最大值为837891，最小值为635881，利用归一化-最大最小法换算并乘以10得到评分，如表3.19所示。
 
 
 表3.19 归一化后的评分
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利用同样的方法计算每个因素下面的指标评分。
 
（4）模型
 
指标评分计算好后，我们才能真正地利用层次结构模型中的权重进行计算。计算公式如下：
 
用户价值=0.1047×活跃度评分+0.6370×购买忠诚度评分+0.2583×消费能力评分
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通过上述方法，成功地将数据有效地结合，形成了一股很强的战斗力，充分体现了运营环境中相应的变化规律，给运营人员提供了强有力的武器。这里需要再次强调的是，作为数据分析师，在工作时一定要与需求方充分沟通。实战和理论最大的区别就是：实战中好的方法或结论不一定在理论上是完美的，但一定是切合业务、紧贴实际的。若两者存在矛盾，则优先照顾业务需要。
 
该项目成功完成了制作运营指标、描述趋势性和制作用户价值、活跃度指标的任务。数据分析团队也因此初步体现了其价值所在。
第4章 指标监控系统
 
前面介绍了一系列互联网运营指标，并且借助层次分析法使定性分析和定量分析有机结合，制作出了用户价值和活跃度指标。在实际工作中，除前面章介绍的指标外，结合不同的业务和产品，还会衍生出无穷无尽的指标。如何有针对性地查看并且及时地洞察指标异常又成为新的课题。本章介绍的这个项目就能有效解决这个问题。
 
4.1 项目背景、目标及方案
 
4.1.1 项目背景
 
还记得第 3 章中那个运营团队负责人吗？在数据分析团队花了几周时间制定运营指标体系，并且制作了趋势线指标及用户价值和活跃度之后，一天上午他又气呼呼地跑到数据分析总监的办公室抱怨：每天查看运营分析报告简直是一件令人头疼的事情，指标太多了，并且一时间难以有效察觉问题；另外，他想知道未来可能的情况，以便可以提前做准备。数据分析总监听后找来了数据分析经理，把需求阐述了一遍。数据分析经理领命后又一次陷入沉思，线上指标数量庞大，每天通过肉眼一个一个地跟踪确实耗费大量的人力成本和精力，效率极其低下，若可以针对重要指标制定一套自动报警机制，把每天有异常的指标自动输出，则可以有效降低人力成本。另外，运营团队负责人需要对未来的情况有一个了解，这就需要通过历史数据对未来进行预测。于是，数据分析经理制定了项目目标。
 
4.1.2 项目目标
 
针对重要指标建立预测模型，通过预测模型的95%预测上下限建立监控范围。这样就可以一举两得，预测模型可以对未来进行预估，另外95%上下限建立的范围可以用于监控，若当天数值超出当天预测值的监控范围，则报警。最后，通过可视化工具前端展示整个需求就可以了。
 
4.1.3 项目方案
 
目标制定后，需要找出一套有效的技术手段来实施，经过团队讨论和调研，最终选择使用时间序列模型对指标进行预测，并且确定了监控系统技术流程，如图4.1所示。
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 图4.1 监控系统技术流程
 

 
4.2 项目技术理论简介
 
本节主要是对项目方案中涉及到的统计学理论进行简单介绍，在项目实践中每一步的处理过程都是基于这些理论展开的，故在做项目之前，有必要对其背后的理论进行大致的了解。
 
4.2.1 时间序列基本统计量
 
 1.时间序列均值和方差 
 
（1）均值
 
设时间序列{Xt，t∈T}，任何时刻的序列值都是一个随机变量，并且都有它自己的概率分布，记Xt的分布函数为Ft（x），若[image: ]，则该时间序列均值为[image: ]。
 
当t取遍所有的观察时刻时，就得到一个均值序列{μt ，t∈T}。
 
（2）方差
 
当[image: ]时，方差为：
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当t取遍所有的观察时刻时，就得到一个方差序列{DXt，t∈T}。
 
 2.自协方差函数和自相关函数 
 
对于时间序列{Xt，t∈T}，任取t，s∈T。
 
自协方差函数为：
 
γt,s =Cov(Xt,Xs)
 
其中，Cov（Xt，Xs）=E[（Xt-μt）（Xs-μs）]=E（XtXs）-μtμs。
 
自相关函数为：
 
ρt,s =Corr(Xt,Xs)
 
其中，[image: ]
 
4.2.2 数据观测与描述性统计
 
 1.折线图 
 
折线图作为时间序列数据最直观的统计图形，能很好地反映整个趋势的走向和周期性，通过观察折线图可以为下一步的分析提供指引性的先验知识。
 
 2.平稳性 
 
（1）严平稳
 
设时间序列{Xt，t∈T}，对任意正整数m，任取t1，t2，...，tm∈T，对任意整数τ，可得：
 
Ft1,t2,...,tm (X1,X2,...,Xm)=Ft1+r,t2+r,...,tm+r (X1,X2,...,Xm)
 
则称时间序列{Xt，t∈T}为严平稳的。
 
简单点说，严平稳是一种条件比较苛刻的平稳性定义，只有当序列所有的统计性质都不会随着时间的推移而发生变化时，该序列才能被认为平稳。
 
（2）宽平稳
 
给定二阶矩过程（二阶矩存在）{Xt，t∈T}，如果Xt的均值函数 tμ是常数，对∀t，s∈T，h＞0有γt，s =γt+μs+μ，即相关函数只与时间间隔有关，则称为宽平稳过程。
 
简单地说，宽平稳是使用序列的特征统计量来定义的一种平稳性，它认为序列的统计性质主要由它的低阶矩决定，所以只要保证序列低阶矩平稳（二阶），就能保证序列的主要性质近似稳定。
 
（3）一般关系
 
严平稳条件比宽平稳条件苛刻，通常情况下，低阶矩存在的严平稳能推出宽平稳成立，而宽平稳序列不能反推严平稳成立。
 
注意：不存在低阶矩的严平稳序列不满足宽平稳条件，例如，服从柯西分布的严平稳序列就不是宽平稳序列。当序列服从多元正态分布时，宽平稳可以推出严平稳。
 
（4）检验方法
 
a.正态性检验
 
如果一个序列是正态分布的，那么它一定平稳，所以平稳性检验也是正态性检验。注意，原假设是数据服从正态分布。
 
b.自相关图
 
平稳序列通常具有短期相关性。判断序列是否平稳，可以从自相关系数的衰减来判断，即自相关系数是否随着延迟期数的增加而迅速衰减至零。
 
c.单位根检验
 
d阶单整：如果一个非平稳序列在d次差分后成为平稳序列，则称其为d阶单整的。
 
检验方法：对序列进行单位根检验，即检验序列的特征方程是否存在单位根，如果存在单位根，则说明序列非平稳，如图4.1所示。
 
 
 表4.1 单位根检验
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（5）非平稳序列平稳化
 
若上述平稳化检验不通过，那么通常情况下需要经过一些变化使得变化后的序列满足平稳性要求。平稳化步骤如下。
 
a.差分变换。
 
b.对数变换：取自然对数等。适合数量级较高、偏态较大的指标。
 
c.进行Box-Cox变换：
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4.2.3 随机性
 
在经过上述平稳性检验后，若数据序列非平稳，则可进行适当的变换使序列平稳；若数据序列平稳，接下来就要对数据的随机性进行检验。如果一组序列是随机的，那么就失去了建模的意义。
 
 1.Barlett定理 
 
如果一个时间序列是纯随机的，得到一个观察期数为n的观察序列{Xt，t=1，2，...，n}，那么该序列的延迟非零期样本自相关系数近似服从正态分布，即[image: ]近似服从[image: ]，∀k≠0。
 
2.随机性检验：LB统计量
 
（1）原假设
 
H 0:ρ1=ρ2 =...=ρm =0,∀m≥1
 
（2）备择假设
 
H1：至少存在某个ρk ≠0，∀m≥1，k≤m
 
（3）LB统计量
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（4）LB统计量分布
 
LB近似服从χ2 （m）。
 
4.2.4 周期性
 
除平稳性和随机性外，周期性也是时间序列的一个基本属性，在建模前期研究和确定时间序列的周期对后续工作将大有好处。时间序列的周期可以通过折线图观察，若时间序列存在周期，则折线图上将看到明显的有规律的波动图。不过，有时周期幅度不大或者隐藏在序列中，此时通过折线图就难以察觉。周期性也可以通过谱分析中的周期图查看，周期图的高峰显示了序列整体行为中不同频率上余弦—正弦对的相对强度，通过周期图高峰值即可计算周期。此外，在实际应用中，行业背景和经验也是确定周期性的方法之一，如本文研究的旅游行业互联网用户行为特征，根据行业背景，初步判断流量和订单数据周期一般为7天。
 
4.2.5 节假日模式识别
 
本节讨论的项目是旅游互联网公司运营人员的需求，旅游行业的数据由于其行业特性，一般呈现出明显的周期性。另外，在节假日期间，指标数据明显异于其他时段的指标数据，用在建模数据中将会得到错误的模型。因此，在选择合适的训练数据集时，首先需要识别出特殊时段模式，再进行处理。所以，从统计学角度使运营人员通过科学的方法了解用户行为模式，提前做好应对准备就显得尤为重要。
 
针对带有周期的时间序列数据，提出周期相同天的配对 t 检验识别算法，找出带有周期的时间序列数据节假日影响模式的识别方法，具体步骤如下。
 
 1.取原始数据 
 
设时间序列{X i （t），i=1，2，...，n，t=1，2，...，365}表示第i年第t期数据，按年排列如下：
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 2.标注可疑的异常日期 
 
通过观察原始数据走势，初步挑选出可能有影响的日期，并分为节前（用bh表示）、节中（用h表示）、节后（用ah表示）三个阶段。设节前影响天数o天，节中影响天数p天，节后影响天数q天，则有：
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取出除节假日可能影响天数外的数据组成新的序列：
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 3.周期相同天 
 
设{Xi，i=1，2，...，n}是时间序列，周期为 T；把{Xi}以长度 T 分割成不同的子集，令[image: ]，{Xi}可分割成m+1个子集；取前m个子集并且将每个子集的数据作为行向量，这样m个子集就组成了m×T的矩阵：
 
 
 [image: ] 

 
列向量构成的集合就是周期相同天数据。
 
4.周期相同天均值
 
设原数据周期为T，在[image: ]中按周期相同天分组，以第i年数据为例：
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对每个分组计算数学期望μi （Tc ），样本均值计算如下：
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这样，原始时间序列的一个周期中所有的周期相同天样本均值已经得到，它将作为后续判断节假日中的数据有无异常的依据。若时间序列中节假日序列数值显著异于上述均值，那么我们就有充分的理由得出这个数据受到了节假日的影响，在具体建模过程中应该排除这个点，因为它不是真实的趋势体现，其呈现出的特征是由于节假日等因素造成的，不能对后续正常的数据进行预测。基于这个思想，接下来就把节假日可能影响的数值与上述均值进行配对，将节假日可能影响的数值和上述节假日相同天均值配成一对。具体数学描述如下。
 
取出每年节假日影响点的数值[image: ]，i表示年份。以第i年数据为例，用周期相同点的方法和周期相同天均值进行配对，得到如下结果：
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每个框中的数据都组成了一个配对，每年数据都按相同方式配对，然后把每年的相同日期的配对组合起来，形成一组样本数据[image: ]，[image: ]，...，[image: ]。若原始数据为6年的数据，则每个相同天都会有6组配对数据，其中一个是当年当天的数值，另一个则是当年除节假日影响天数外周期相同天的均值。
 
得到了样本数据后，用配对 t 检验的方法进行检验，若某天数值显著异常于均值，则说明所研究的这天的数据确实受到了节假日的影响。更具体地说，若显著提升，则说明这天受到节假日的影响，数值偏高；若显著下降，则说明这天受到节假日的影响，数值偏低。
 
5.配对t检验
 
（1）提出假设
 
H 0:μd =0 H1:μd ≠0
 
其中，μd为两个样本配对数据差值d的总体平均数，它等于两个样本所属总体平均数的差值，即μd =μ1-μ2。
 
（2）计算t统计量
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其中，[image: ]，d为个两样本配对数值之差，n为配对的对数。
 
（3）统计推断
 
根据得到的t统计量查表得到临界值，若P＜0.01，则拒绝原假设，从而得到的是有显著统计差异的结论；反之，两组没有统计差异。
 
 6.步骤总结 
 
（1）划定节假日可疑日期，例如划定国庆节前14天到国庆节后14天为可疑日期。
 
（2）计算每个可疑日期和除节假日外周期相同天的均值。
 
例如，国庆节前第14天数值为x14，并且假定第一年国庆节前第14天为周五。
 
a.计算除节假日可疑日期外，当年所有周五的均值，设为xf。
 
b.将xf与x14组成一个配对。
 
c.若第二年国庆节前第 14 天是周六，则设为 x14_2，计算除节假日可疑日期外，第二年所有周六的均值xf2，再与x14_2组成配对，以此类推。若有6年的数据，则国庆节前第14天数值与除当年节假日可疑日期外周期相同天的均值可以组成6组配对样本。
 
d.对上述6组配对样本进行配对t检验。
 
其他日期按照上述步骤进行计算，最终判断是否存在统计意义上的差异。
 
4.2.6 建模数据集的建立
 
 1.挑选建模数据集 
 
互联网企业利用其得天独厚的技术优势，每天可以采集到大量的数据；同时，互联网企业的业务模式和产品更新相对传统型企业更快，一年前甚至半年前的数据或许已经不能说明企业现状，这体现了互联网数据时效性高的特点。另一方面，对于大型旅游行业来说，虽然微观层面上产品和用户特征变化飞快，但是从宏观角度看，整体KPI运营数据变换却是缓慢递进的，这就给我们运用过去的数据预测和感知未来提供了可能。例如，对于某家互联网企业而言，每天用户数分布可能在很短的时间就发生很大的变化，但是转化率数据相对来说就比较稳定，因为高流量势必会增加下单人数。
 
基于此，在挑选建模数据集时，时间范围的选择就充满了艺术性。通过对旅游行业的分析和了解，一般选取近三个月的数据进行分析比较合适。
 
 2.寻找离群点 
 
在选取的近期数据中，难免会有噪音数据，这些数据会对指标序列的研究产生不利的影响，甚至更改了原先的分布或者统计特性。
 
运营数据指标的不稳定性主要有以下几个方面：
 
a.某天框架程序出错，导致用户行为记录不全甚至完全缺失；
 
b.ETL调度工具运行不稳定，导致数据流向阻塞；
 
c.业务本身的原因导致指标异常（如某天举办了某个活动，导致当日激活量及UV数猛增）；
 
d.节假日因素（如春节前期，用户的订单量猛增）等。
 
以上这些因素都会导致数据的不稳定。这种不稳定并不是当前运营环境真实的体现，例如市场活动的影响，市场活动只是营销活动，这种营销活动不可能持久，所以由此带来的指标变化只是暂时的，并不能从营销活动期间转化率提高得到整体运营转化率提高的结论。再比如，某天服务器坏了，导致数据缺失，那么在使用历史数据之前需要把这些异常数据平滑掉。有一个因素除外：节假日因素。节假日因素是可预期的，也是每年必然会发生的事件，故针对节假日因素导致的数据异常，首先使用模式识别方法进行探测，再应用适当模型对影响部分进行拟合，然后与非节假日序列模型叠加即可，具体操作步骤后面将会介绍。
 
这里主要讨论前三种因素导致数据异常时，对异常值的探测和处理方法。
 
（1）每周相同天定义
 
对于旅游行业来说，一般用户在访问习惯及下单时段上都会呈现出明显的周期性（周期一般为7天）。例如，活跃用户数在周四和周五会明显高于其他时候，周日会降到最低；转化率指标在周六和周日会明显低于工作日等。把历史近期数据放在一起比较不太合适，故在寻找噪音数据之前，把数据按周期相同天的定义放在一起组成7组不同的集合：
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其中，第1个集合是每周一的数据所组成的集合，第2个集合是每周二的数据所组成的集合，以此类推，第7个集合是每周日的数据所组成的集合。每个集合中使用Grubbs检验、Dixon检验、线箱图法和基于密度的局部异常因子法进行综合判断，挑出离群点。
 
（2）Grubbs检验
 
在一组测量数据中，如果个别数据偏离平均值很远，那么这个（这些）数据就称做“可疑值”。Grubbs 检验首先计算相应的统计量，然后与临界值进行对比，若大于临界值，则这个可疑值为异常值。
 
Grubbs检验的具体步骤如下：
 
a.把数据按从小到大的顺序排列；
 
b.计算均值[image: ]和标准差s；
 
c.计算偏离值，即每个数值与平均值之差；
 
d.偏离值最大的那个数值被定位为“可疑值”；
 
e.计算可疑值的G值，即[image: ]，然后与相应的临界值进行对比，若大于临界值，则此可疑值为异常值；
 
f.剔除异常值，再重复上述步骤。
 
（3）Dixon检验
 
Dixon检验是Dixon在1951年专为化学中少量观测次数提出的一种简易判断方法，适用于样本小（10～30个）的数据检测。
 
Dixon检验的具体步骤如下：
 
a.把数据按从小到大的顺序排列；
 
b.求出最大值与最小值的极差R；
 
c.求出可疑值与其相邻数据之间的差值的绝对值Q；
 
d.求出统计量D=Q/R；
 
e.根据测定次数n和要求的置信水平（如95%）查表；
 
f.判断：若D大于临界值，则剔除可疑值，否则应予以保留。
 
（4）线箱图法
 
传统的 6-sigma 法或者 z 分数方法都要求判断的数据服从一定的分布（两者都要求数据服从正态分布），这就需要在运用判别方法之前，对数据进行正态性检验。在实际应用中，出于各种原因，正态性的假设难以满足，因此无法使用上述两种方法。
 
线箱图法则可以有效地规避数据的分布问题，它利用数据的5个量（最小值、第一四分位数、中位数、第三四分位数和最大值）来描述数据。
 
线箱图法的具体操作步骤如下：
 
a.计算数据的最小值、第一四分位数、中位数、第三四分位数和最大值；
 
b.计算第一和第三四分位数之间的差值r13；
 
c.第一四分位数减去1.5倍的r13得到下限；
 
d.第三四分位数加上1.5倍的r13得到上限；
 
e.进行判断：若数据超出上下限，则为异常。
 
线箱图法示意图如图4.2所示。
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 图4.2 线箱图法示意图
 

 
（5）基于密度的局部异常因子
 
传统的聚类方法如K-means等聚类的效果都是以距离为半径所圈的圆形范围，在工业界，这种方式寻找的异常点往往有偏差。为了避免这种缺陷，可运用基于密度的聚类方法，其核心思想为：非离群点周围的密度与其领域周围的密度相似，而离群点对象周围的密度显著不同于其领域周围的密度。局部异常因子LOF是把周围对象的密度与对象领域的密度进行比较，并且使用对象和其近邻的相对密度表示对象的离群程度。具体LOF计算步骤如下。
 
a.计算对象p的k距离（k-distance（p））
 
在样本数据中，存在对象o，它与对象p之间的距离记作d（p，o），若满足如下两个条件，则k-distance（p）=d（p，o）：
 
● 在样本数据中，至少存在k个对象q，使得d（p，q）≤d（p，o）；
 
● 在样本数据中，至多存在k-1个对象q，使得d（p，q）＜d（p，o）。
 
可见，在对象密度较大的区域，k-distance（p）值较小；在对象密度较小的区域，k-distance（p）值较大。
 
b.计算对象p的第k距离领域
 
已知对象p的第k距离，那么与对象p之间距离小于等于k-distance（p）的对象集合称为对象p 的第 k 距离领域，记作N k （p）。可见，离群点越大的对象，其范围往往比较大；而离群点比较小的对象，其范围较小。
 
c.计算对象p相对于对象o的可达距离
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根据上述定义，如果对象p远离对象o，则两者之间的可达距离就是它们之间的实际距离，若它们足够近，则实际距离用对象o的k距离代替。
 
d.计算局部可达密度
 
局部可达密度的公式如下：
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e.计算局部离群因子LOF
 
局部离群因子LOF的公式如下：
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f.参数k的确定
 
参数k为每个族中至少包含的对象个数。在实际问题中，LOF不会随着k的增大或者减小而单调递增或递减。为了消除由于 k 值太小而带来的统计波动性，k 的值不能太小，同时又要考虑到其识别能力，所以一般k的取值如下：
 
k∈[max{10,0.01×D},r×D]
 
其中，D为样本数据的大小，r为离群对象占样本数据的最大比率。
 
g.LOF阈值确定
 
每个样本点都有一个LOF值，用这些LOF值作为样本，使用前面讲解的Grubbs检验法进行离群点探测，最高的LOF离群点即可作为阈值。LOF值大于阈值的点即为离群点。
 
（6）离群点判定
 
经过上述判别，针对每一种方法，每个数值都被打上了标记，被判定为可疑噪音的值为1，否则为零。噪音数据的判定法则是：上述四种方法都报出的可疑数值必定为噪音数据；三种方法报出的可疑数值为严重可疑值，需人工核对一下；三种方法以下或者没有任何一种方法报出的可疑数值为正常值。
 
 3.平滑离群点 
 
样本中的正常值应当属于同一个总体，而离群点有两种情况：第一种情况是离群点不属于该总体（例如，由于系统出错、ETL调度系统不稳定带来的差异、市场营销活动对指标的影响等）；第二种情况是离群点虽属于该总体，但可能是该总体固有随机变异性的极端表现（例如，由于节假日的影响导致指标数据的异常变化等），出现的概率很小。用统计判断方法就是将离群点找出来，从而根据不同的情况进行适当的处理。通过上面的讲解，取得一个指标的历史数据后，找到离群点，经过Grubbs检验、Dixon检验、线箱图法和LOF值法综合判断，确认离群点后，对其进行平滑处理。
 
若系统故障，当天所有指标均为零，那么对于分析指标而言，没有其他的辅助变量数据能帮助补回。同样，若当天市场部门在搞活动，则大批量指标也将出现离群，分析指标也没有其他变量能够辅助。在这种情况下，大部分的参数方法是针对均值来建模的，用均值取代，实际上克服了丢失样本的缺陷，但有时会丢失了样本“特色”。这时候使用同期均值进行替代不失为一种方法。但是由于数据可能会有趋势性，为了更好地还原那时那刻的场景，更好地接近真实值，工业界选取离群点前30天和后30天的数据作为参考。
 
不失一般性，设建模数据集中离群点为Xt ，则参考范围为：
 
{X i ,i=t-30,t-29,...,t-1,t+1,...,t+30}
 
一般情况下，{Xi，i=t-30，...，t-1}与Xt之间每周相同天个数为4～5个，{Xi，i=t+1，...，t+30}与Xt之间每周相同天个数也为4～5个；不失一般性，以下分析均设为4个。设：
 
{Xpre}={X i ,i=t-28,t-21,t-14,t-7}
 
{Xaft}={X i ,i=t+7,t+14,t+21,t+28}
 
n：{Xpre}中非离群点个数
 
m：{Xaft}中非离群点个数
 
针对不同的情况，平滑方法如下。
 
（1）当n＞1时
 
当 n＞1 时即{Xpre}中非异常点个数大于 1。不失一般性，设{Xpre}中非异常点是[image: ]和[image: ]，pre1和pre2分别是{Xpre}中非异常点位置下标且pre1＜pre2，则：
 
 
 [image: ] 

 
（2）当n=1、m≥1时
 
当n=1、m≥1时即{Xpre}中非异常点个数为1、{Xaft}中非异常点个数大于1。不失一般性，设{Xpre}中非异常点为[image: ]、{Xaft}中非异常点为[image: ]和[image: ]。其中，pre1为{Xpre}中非异常点下标，aft1和aft2为{Xaft}中非异常点且aft1＜aft2，则：
 
 
 [image: ] 

 
（3）当n=1、m=0时
 
当n=1、m=0时即{Xpre}中非异常点个数为1、{Xaft}中非异常点个数为零。不失一般性，设{Xpre}中非异常点为[image: ]。取[image: ]和{Xt-6，Xt-5，...，Xt-1}中的非异常点（在实际应用中，连续6天数据异常的概率几乎等于零，故两个集合必为非空集合），分别计算两个集合中非异常点的均值[image: ]和[image: ]，以及增长率。
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将上述公式进行转换，得：
 
 
 [image: ] 

 
接着，用异常点前一周每天数据的增长率作为异常点周期相同点增长率的估计，得到异常点插补值公式：
 
 
 [image: ] 

 
（4）当n=0、m＞1时
 
当n=0、m＞1时即{Xpre}中非异常点个数为零、{Xaft}中非异常点个数大于1。不失一般性，设{Xaft}中非异常点是[image: ]和[image: ]，aft1和aft2为{Xaft}非异常点且aft1＜aft2，则：
 
 
 [image: ] 

 
（5）当n=0、m=1时
 
当n=0、m=1时即{Xpre}中没有非异常点、{Xaft}中只有一个非异常点。不失一般性，设{Xaft}中非异常点为[image: ]，取[image: ]和{Xt-6，Xt-5，...，Xt-1} 中的非异常点（在实际应用中，连续6天数据异常的概率几乎等于零，故两个集合必为非空集合），分别计算两个集合中非异常点的均值[image: ]和[image: ]，以及增长率。
 
 
 [image: ] 

 
将上述公式进行转换，得
 
 
 [image: ] 

 
接着，用异常点前一周每天数据的增长率作为异常点周期相同点增长率的估计，得
 
 
 [image: ] 

 
（6）当n=0、m=0时
 
当n=0、m=0时即{Xpre}和{Xaft}中非异常点个数都为零，只能通过X t前后两周每天的数据均值进行估计。首先取出{Xt-6，...，Xt-1，Xt+1，...，Xt+6}中的非异常点（在实际应用中，所有数据异常的概率几乎等于零，故该集合必为非空集合），然后计算其均值[image: ]，最后得出：
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小结：互联网企业对数据的准确性和时效性要求很高，若当天数据出现问题，大部分情况下都会及时修复。通过对过去3年历史数据的跟踪和实验，使用上述方法进行平滑所得的数据在旅游行业互联网用户行为中效果最佳。
 
4.2.7 指标监控方法（不含节假日）
 
 1.ARIMA模型 
 
（1）模型理论
 
a.AR模型
 
● AR模型的定义
 
满足如下条件：
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当ϕ0=0时，自回归模型又称为中心化的AR（p）模型。非中心化AR（p）序列都可以通过下列变化转换为中心化AR（p）序列。
 
令
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引进延迟算子B，中心化AR（p）模型可以简记为：
 
Φ(B)xt =tε
 
式中，Φ（B）xt =tε称为p阶自回归系统多项式。
 
● 平稳性
 
Φ（B）=1-φ1B-φ2B2-...-φpBp为 AR 模型的特征方程。当此特征方程的解都在单位圆外时，该过程为因果平稳的。
 
b.MA模型
 
● MA模型的定义
 
满足如下条件：
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当Φ（B）=0时，模型称为中心化MR（q）模型。对非中心化MA（q）模型，只要做一个简单的位移μ=0，就可以转换为中心化MA（q）模型。
 
引进延迟算子，中心化MR（q）模型可以简记为：yt =xt-μ
 
式中，xt =Θ（B）εt
 
● 平稳性和可逆性
 
由MA（q）模型的表达式可知，无论系数是多少，MA（q）过程总是平稳的。
 
Θ（B）=1-θ1B-θ2B2-...-θpBp为 MR 模型的特征方程，当此特征方程的根都在单位圆外时，该过程是可逆的。只有当MR（q）过程是依历史可逆时，该过程才具有预测意义。
 
c.ARMA模型
 
● 定义
 
满足如下条件：
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当θ（B）=0时，该模型称为中心化的ARMA（p，q）模型。
 
引进延迟算子：
 
Φ（B）=1-φ1B-φ2B2-...-φpB p ，为p阶自回归系数多项式；
 
Θ（B）=1-θ1B-θ2B2-...-θpBp，为q阶移动平均系数多项式。
 
显然，当q=0时，ARMA（p，q）模型就转换为AR（p）模型；当p=0时，ARMA（p，q）模型就转换为MA（q）模型。
 
所以，AR（p）模型和MA（q）模型实际上是ARMA（p，q）模型的特例，它们统称为ARMA模型。而ARMA（p，q）模型的统计性质也正是AR（p）和MA（q）模型统计性质的组合。
 
● 平稳条件和可逆条件
 
由于ARMA模型是AR模型和MR模型的结合，故容易推导出ARMA（p，q）模型的平稳条件：Φ（B）=0的根都在单位圆外，即 ARMA（p，q）模型的平稳性完全由其自回归部分的平稳性决定。
 
同理，可以推导出 ARMA（p，q）模型的可逆条件和 MR（q）模型的可逆条件完全相同，即θ（B）=0的根在单位圆外。
 
综合以上结论可得：当Φ（B）=0和θ（B）=0的根都在单位圆外时，ARMA（p，q）模型为平稳可逆模型。
 
d.差分运算
 
● p阶差分
 
设Xt为t时刻的数值，Xt-1为t-1时刻的数值，它们的差称为1阶差分，即：
 
∇Xt =Xt-Xt-1
 
对1阶差分后的序列再进行一次1阶差分，则称为2阶差分，即：
 
∇2Xt =∇Xt-∇Xt-1
 
以此类推，p阶差分为：
 
∇pXt =∇p-1Xt-∇p-1Xt-1
 
● k步差分
 
设Xt为t时刻的数值，Xt-k为t-k时刻的数值，它们的差称为k步差分，即：
 
∇k Xt =Xt-Xt-k
 
e.ARIMA模型
 
差分运算具有强大的确定性信息提取能力，许多非平稳时间序列经过差分后能得到平稳的时间序列，此时这个序列称为差分平稳序列，对此可以使用ARIMA模型进行研究。
 
若模型满足以下条件，则称为ARIMA模型：
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式中，∇d =（1-B）d为差分算子；Φ（B）=1-φ1B-...-φpBp为平稳可逆ARMA（p，q）模型的自回归系数多项式；Θ（B）=1-θ1B-...-θqBq为平稳可逆 ARMA（p，q）模型的移动平滑系数多项式。
 
说明：ARIMA模型的实质就是ARMA模型与差分运算的组合。
 
（2）ARIMA模型模式识别
 
a.ACF法和PACF法
 
ACF法和PACF法的比较如表4.2所示。
 
 
 表4.2 ACF法和PACF法的比较
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b.AIC和BIC
 
● AIC
 
AIC（Akaike Information Criterion）是衡量统计模型拟合优良性的一种标准，因为它是日本统计学家赤池弘次创立和发展的，因此又称赤池信息量准则。它建立在熵的概念的基础上，可以权衡所估计模型的复杂度和此模型拟合数据的优良性。在一般情况下，AIC 可以表示为AIC=2k-2ln（L）。其中，k是参数的数量，L是似然函数，假设条件是模型的误差服从独立正态分布。设n为观察数，RSS为残差平方和，那么公式可变为AIC=2k+nln（RSS/n）。
 
增加自由参数的数目提高了拟合的优良性，AIC 鼓励数据拟合的优良性，但是尽量避免出现过度拟合（Overfitting）的情况，所以优先考虑的模型应是 AIC 值最小的那一个。AIC 的目的是寻找可以最好地解释数据但包含最少自由参数的模型。
 
● BIC
 
BIC（Bayesian Information Criterion）的中文名是贝叶斯信息量准则，是AIC的改进方法。它将未知参数个数的惩罚权重由常数2变成了样本容量。
 
BIC=-2ln(L)+ln(n)×k
 
（3）ARIMA模型拟合
 
ARIMA模型的拟合（参数估计）方法主要有：矩估计、最小二乘估计、极大似然估计、无条件最小二乘估计等。每种估计方法都有各自的优缺点，详细估计推导请参阅相关资料。
 
（4）残差分析
 
在对模型进行拟合（参数估计）后，需要对模型的假定条件进行判断和检验，对模型假定条件的判断通常会转化为对模型残差的检验。所谓残差，就是模型样本内预测值与训练数据真实值之差。残差分析可以通过如下几个方面进行研究。
 
a.标准残差—时间图
 
如果模型是恰当的，那么残差相对来说是随机的，在残差—时间图上是一个围绕零水平线、无任何趋势的长方形散点图。若残差—时间图具有一定的趋势，则说明模型还未将相关因素提取彻底，需要进一步改进模型。
 
b.标准残差的独立性检验
 
ARIMA模型误差项需要满足独立性，故残差分析的第二步就是对其独立性进行检验。一般检验方法为：通过ACF函数画出滞后阶自相关图，若滞后阶自相关系数都在标准差范围内，则认为满足独立性检验。
 
c.残差随机性检验
 
随机性检验对于残差分析来说十分关键，建模的目的就是提取相关部分，若残差不具有随机性，则说明模型能力很强，充分提取了有规律的部分。模型随机性检验有两个方法：广义方差检验和LB统计量检验。LB统计量检验之前介绍过，广义方差检验是方差分析的一种，具体理论部分比较烦琐，请读者参阅相关资料。
 
d.正态性检验
 
最后需要对残差分布进行检验，若残差符合正态分布，则模型效果较好。通常使用Shapiro-Wilk检验和QQ图来判断数据是否服从正态分布。
 
 2.季节乘积ARIMA模型 
 
（1）季节乘积ARMA模型
 
季节周期为s的季节乘积ARMA（p，q）×（P，Q）s模型，AR特征多项式为φ（x）Φ（x），MA特征多项式为θ（x）Θ（x），其中：
 
φ(x)=1-φ1x-φ2x2-...-φpxp
 
Φ(x)=1-Φ1xs-Φ2x2s-...-ΦPxPs
 
θ(x)=1-θ1x-θ2x2-...-θqxq
 
Θ(x)=1-Θ1xs-Θ2x2s-...-ΘQxQs
 
（2）季节乘积ARIMA模型
 
过程{Yt}称为季节周期为 s、非季节阶数为 p、d 和 q，季节阶数为 P、Q、D 的季节乘积ARIMA模型，其前提是差分序列[image: ]满足某季节周期为s的ARMA（p，q）×（P，Q）s模型，{Yt}称为季节周期为s的ARMA（p，d，q）×（P，D，Q）s模型。
 
 3.指数平滑 
 
指数平滑法认为，时间序列的发展具有稳定性或规则性，故可以由历史数据进行顺势推延。另外，最近的数据对未来的影响更大，故应赋予较大的权重。指数平滑法本质上是对过去的数据进行加权和，距今越近，权重越高。
 
（1）一次指数平滑
 
● 适用范围：时间序列无明显趋势。
 
● 基础公式：[image: ]
 
其中，[image: ]为第t期的预测值，Xt为第t期的真实值，[image: ]为第t-1期的预测值。
 
● 参数说明：平滑系数α作为加权的权重，其值越大，说明预测数据越接近当前数据；反之，α值越小，平滑作用越强，对实际数据的变动反映越缓慢。另外，指数平滑的值序列会有一定的滞后偏差，偏差程度的大小随着α的增大而减小。
 
● 预测公式：[image: ]（一般用[image: ]作为[image: ]的预测）
 
故：[image: ]
 
注意：[image: ]与m无关。
 
● 缺点：当时间序列的变动出现线性趋势时，一次指数平滑所得的序列将会出现严重滞后。为了解决这个问题，提出了修正的方案，即二次指数平滑。
 
（2）二次指数平滑
 
● 适用范围：时间序列存在线性趋势。
 
● 基础公式：[image: ]
 
式中，[image: ]。
 
● 参数说明：二次指数平滑是在一次指数平滑的基础上进行的改进，参数意义与一次指数平滑的参数意义相同。bt是趋势修正值，代表时间序列的趋势，其值的数学意义为长期变化趋势的斜率。β为趋势平滑系数。
 
● 预测公式：[image: ]
 
● 缺点：若时间序列的变动存在周期性，则二次指数平滑预测序列偏差较大。
 
（3）三次指数平滑
 
● 适用范围：时间序列存在线性及周期性趋势。
 
a.累加形式
 
● 基础公式：[image: ]
 
式中，[image: ]，[image: ]。
 
● 参数说明：L是周期长度，pt为周期修正值，γ为周期平滑系数，其他参数意义与二次指数平滑的参数意义相同。
 
● 预测公式：[image: ]
 
b.累乘形式
 
● 基础公式：[image: ]
 
式中，[image: ]，[image: ]。
 
● 参数说明：见累加形式部分。区别就是用[image: ]进行三次平滑，得到周期变化修正值。
 
● 预测公式：[image: ]
 
（4）指数平滑的优缺点
 
指数平滑的优点是：
 
a.对历史数据采取加权的方式比较符合实际情况；
 
b.模型参数比较简单，只有一个参数α；
 
c.具有自适应性，会根据数据变化自动进行模式变换。
 
指数平滑的缺点是：
 
a.对时间序列转折点洞悉能力不足；
 
b.长期预测效果较差，只能预估短期未来。
 
 4.质量控制图 
 
质量控制图一般用在制造业，是监控零部件生产品质的一种统计方法。下面将介绍如何将质量控制体系运用到互联网指标监控中，首先介绍质量控制图的基本理论。
 
（1）适用条件
 
质量控制图适用的指标一般服从下述条件：
 
a.监控指标较平稳，既不会持续上涨，也不会持续下跌，同时不会大幅度变化；
 
b.指标应近似服从正态分布。
 
（2）均值—极差控制图[image: ]图
 
设在k个时间段内各收集一个测量值，共有k个测量值，记为x1，x2，…，xk ，那么用于控制图的点如下。
 
单值点：x1，x2，…，xk
 
移动极差MR：R1 ，R2 ，…，Rk
 
其中，[image: ]等。
 
下面计算控制限。
 
a.计算k个样本的均值与移动极差的均值
 
 
 [image: ] 

 
b.计算上下限
 
因为：Var（x）=σ2
 
E(R)=d2σ=1.128×σ
 
 
 [image: ] 

 
所以，σ可以用下面的式子估计：
 
 
 [image: ] 

 
则有：[image: ]
 
 
 [image: ] 

 
故x和R的上下限为：
 
 
 [image: ] 

 
 
 [image: ] 

 
c.x-MR图的控制限
 
● X图
 
中心线CL：[image: ]
 
上控制界限UCL：[image: ]
 
下控制界限LCL：[image: ]
 
● MR图
 
中心线CL：[image: ]
 
上控制界限UCL：[image: ]
 
下控制界限LCL：0
 
（3）过程能力指数
 
过程能力是指过程加工方面满足加工质量的能力，它衡量了过程加工内在的一致性。当过程处于稳定状态下时，产品质量的特征值有99.73%分布在[μ-3σ，μ+3σ]。
 
过程能力指数表征过程固有的波动状态，它有如下两种情况。
 
a.当平均值与目标值重合时，过程能力如图4.3所示。
 
 
 [image: ] 
 图4.3 平均值与目标值重合的过程能力
 

 
b.当平均值与目标值不重合时，过程能力如图4.4所示。
 
 
 [image: ] 
 图4.4 平均值与目标值不重合的过程能力
 

 
在单边情况下，实际过程能力指数如下。
 
单侧下限过程能力指数：[image: ]
 
单侧上限过程能力指数：[image: ]
 
其中，[image: ]，[image: ]，[image: ]为指标差分绝对值的均值。
 
过程能力指数的评级标准如表4.3所示。
 
 
 表4.3 过程能力指数的评级标准
 
 [image: ] 

 
 5.判断异常值的方法 
 
前面主要介绍了三种方法：季节乘积ARMA系列模型、指数平滑和质量监控体系。前两种方法属于预测，最后一种属于控制图范畴。
 
（1）预测模型的筛选和整合
 
在得到季节乘积 ARIMA 模型和指数平滑模型之后，下面主要讨论模型的筛选和整合。设样本内拟合均方误差分别为SSEA和SSEH ，样本外预测均方误差分别为SSEAout和SSEHout 。
 
● SSEAout ＜SSEHout且SSEA＜SSEH
 
选择季节乘积ARIMA模型的结果为最终模型。
 
● SSEAout ＞SSEHout且SSEA ＞SSEH
 
选择指数平滑模型的结果为最终模型。
 
● SSEAout ＞SSEHout且SSEA＜SSEH ，或者SSEAout ＜SSEHout且SSEA ＞SSEH
 
这种情况按如下方法进行整合。
 
设季节乘积ARMA系列模型1阶预测值为[image: ]，三次指数平滑模型的1阶预测值为[image: ]，95%的1阶预测上下限分别为[XA-L，XA-U]和[XH-L，XH-U]。
 
两个模型整合一致性函数算法如下。
 
a.计算样本内拟合均方误差的倒数
 
 
 [image: ] 

 
b.计算模型权重
 
季节乘积ARIMA模型的权重：[image: ]
 
三次指数模型权重：
 
 
 [image: ] 

 
c.整合两个模型
 
两个模型的整合预测值为：[image: ]
 
95%上下限分别为：[image: ]
 
对于质量控制图方法，结果中也会有上下限LCL z和UCL z。
 
（2）判定异常值
 
综合前面的上下限范围，最终的上下限数值如下：
 
LCLtot =min(LCLp ,LCLz )
 
UCLtot =max(UCLp ,UCLz )
 
若当天的数值超出这个范围，则报异常；反之，则正常。
 
4.2.8 节假日指标监控方法
 
前面介绍了不含节假日的指标监控方法，即平常或者市场运营环境稳定时的监控方法。在实际运营过程中往往不会一帆风顺，但有些变换是可预见的，如节假日，每年节假日都是固定的，当节假日来临时，用户行为习惯必然会发生改变。对旅游行业来说，每年都有旺季和淡季，在节假日前后，流量和订单量都会呈现出明显异于平常的特点。对于平稳指标而言，每年节假日对指标的影响程度理论上是接近的。
 
为了找到节假日对指标数值影响的特征，我们按如下方法进行分析。
 
设节假日前后指标的真实值为{Yi ，i=t+1，...，t+n}。
 
（1）将节假日之前的数据作为训练集建模，得出平常该指标的数学模型：
 
Xt =φ0+1φXt-1+φ2Xt-2+...+φpXt-p+εt-θ1εt-1-θ2εt-2-...-θqεt-q
 
说明：不失一般性，假设平常该指标为ARMA模型。
 
（2）在得到平常该指标的数学模型后，对后n期进行预测。
 
（3）用节假日该指标的真实值减去预测值，得到节假日对该指标的影响数值：
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（4）利用{Z i，}识别出适当的模型。
 
（5）将（1）中的模型和（4）中的模型相加即为节假日该指标的预测模型。
 
4.2.9 R语言实例代码
 
介绍完基本理论后，下面对上述理论中需要实现的几个较为复杂的R语言实现过程进行简要说明，这些过程在项目实践中都将被用到。
 
 1.Grubbs检验 
 
R语言实例：
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代码说明：grubbs.test 是 Grubbs 检验实现函数，其调用格式为 Grubbs.test（x，type=10，opposite=FALSE，two.sided=FALSE）。其中，参数x为检验数据向量；type=10表示检验一个异常值，type=11 表示检验分别处于两个端点的异常值，type=20 表示检验两个在同一侧的异常值；two.sided表示双边检验。上述代码通过Grubbs.test函数找出一个异常值，然后去除这个异常值再次检验，直到没有异常值为止，最后输出所有检验出来的异常值、G统计量和pvalue。
 
 2.Dixon检验 
 
R语言实例：
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代码说明：函数思路和Grubbs检验的函数思路相似。dixon.test为Dixon检验的主要函数，其调用格式为dixon.test（x，type=10，opposite=FALSE，two.sided=TRUE）。其中，参数x为检验数据；type=10表示检验数据集为8～10个的数据，type=21表示检验数据集为11～13个的数据，type=22表示检验数据集为14个或14个以上的数据；two.sided表示双边检验。通过自定义的Dixon检验函数，没有发现异常值。
 
 3.LOF检验 
 
R语言实例：
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代码说明：lofactor函数用于LOF离群点的判断，其中k为每个族中最少包含的元素个数。通过循环函数，对不同k的可能取值依次计算LOF值，然后取最大的一个作为该数值的LOF值；接着用前面的Grubbs函数确定LOF阈值（找出离群点），最终LOF值离群点对应的数值即为样本离群点。假定k取10～14，通过循环检验，最终找出了10个离群点。
 
 4.指数平滑 
 
语法：HoltWinters（x，…）
 
参数及其说明如表4.4所示。
 
 
 表4.4 参数及其说明
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R语言实例：
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 5.均值—极差图 
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输出的图形如图4.5所示。
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 图4.5 均值—极差图
 

 
代码说明：opar＜-par（no.readonly=TRUE）表示把绘图区的参数保存下来，以便最后恢复用；par（mfrow=c（2，1））表示把绘图区分成两行一列，绘图区一页上可以输出上下排列的两个图形；par（opar）用来还原默认的绘图区参数，这样绘图区中一次输出一个图形。
 
4.3 项目实践
 
前面对项目需要用到的部分技术理论进行了详细说明，本节抽取一个指标进行详细讲解。
 
数据分析团队与需求方进行了沟通，选择一些重要的指标建立模型和预警系统。这里选用互联网企业非常重要的一个指标即订单转化率进行详细说明。订单转化率的公式如下：
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从公式的定义可以看出，转化率 CR 是一个相对平稳的指标，它结合了订单和流量这两个互联网中最关键的核心指标，因此转化率 CR 也称为各大互联网公司及运营人员的核心 KPI指标。
 
4.3.1 数据概览
 
 1.折线图 
 
下面的实例选取了2011年—2016年10月将近6年的数据来绘制出折线图，如图4.6所示。
 
R语言实例：
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 图4.6 指标整体折线图
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指标每年同期的折线图如图4.7所示。
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 图4.7 指标每年同期的折线图
 

 
代码说明：上述代码分别绘制历史所有数据的折线图和每年同期的折线图，通过折线图可以看到该指标每年的数据基本稳定。
 
 2.平稳性 
 
通过观察折线图，初步可以判断整个序列平稳性较好，下面用ADF检验来进一步验证。
 
R语言实例：
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代码说明：通过ADF检验，拒绝了序列存在单位根的原假设，即序列平稳。
 
 3.随机性 
 
R语言实例：
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代码说明：由LB统计量进行检验，拒绝了序列随机的原假设，故序列非随机。
 
 4.周期性 
 
根据业务背景知识，转化率数据通常存在7天的周期，即工作日转化率较高、周末转化率较低，从折线图中也可大致看出该序列的周期为7天。另外，对于旅游行业的用户来说，一般都会在工作日计划周末的行程并且下单，7天的周期从业务本身来说也合情合理。
 
为了理论的严谨性，我们运用谱分析图中的周期图来验证一下周期为7天的猜想是否正确。从每年的折线图中可以总结出如下几点：
 
（1）每年的指标数据趋势大致相同；
 
（2）节假日的数据对数据整体趋势的影响较大，若对整体进行分析会严重影响数据的正常水平，故在分析时首先排除固定节假日的数据。
 
综合上述两点，不失一般性，选取2016年6—9月的数据进行周期性验证。
 
R语言实例：
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该实例的周期图如图4.8所示。
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 图4.8 周期图
 

 
代码说明：由最高尖峰的频率来计算，1/0.1388=7.2046，周期近似为7天。
 
 5.总结 
 
通过上述四个步骤的分析，得到转化率指标大致的几个性质，汇总如下：
 
（1）每年该指标趋势大致相同，并且节假日期间的数据趋势明显异于非节假日期间的数据趋势；
 
（2）6年整体数据平稳，故该指标趋势平稳；
 
（3）该指标不具有随机性，故具有建模意义；
 
（4）该指标在节假日拥有7天的周期。
 
4.3.2 节假日模式识别
 
通过数据概览得知每年指标的趋势大致相同，并且节假日期间的数据趋势明显异于非节假日期间的数据趋势，故在对指标建模之前，要识别出节假日影响天数及影响模式，这样可以帮助我们在建模时剔除这些数据，而不影响整体的数据特征。在我国假期中，春节和国庆节是两个最长的假期，都为7天，也是旅游和回乡的高峰，故分析这两个假期对今后分析端午、中秋等小长假有重要的借鉴意义。本节我们重点分析国庆节假期的模式，春节的模式识别可以用类似的方法得出。首先介绍互联网旅游行业节假日模式的大致分类，然后针对上述指标应用节假日模式识别方法展开实际分析。
 
 1.互联网旅游行业节假日模式分类 
 
旅游行业的用户在节假日的行为特征会有明显异常，不同指标也会呈现出不同的特点。比如交通类订单量，用户一般都会提前预定车票或机票，故在节前订单量会猛增；在节假日期间，门票订单等实时类产品的订单量会猛增等。一般情况下，节假日模式主要有三种类型。
 
（1）节前升高、节中下降、节后反弹
 
这种类型一般发生在交通类订单量等指标上。比如机票订单，一般机票订单都需要提前预定，在国庆节前，用户一般都会提前规划好行程，故节前n天机票订单量会突然升高；随着节假日的来临，假期中用户都已经完成了行程，有的回家探亲，有的到达旅游景点游玩，这时候机票订单量会降到很低的水平；当假期临近结束时，用户又开始预定回程票，故订单量又会反弹。
 
这种类型的指标如图4.9所示。
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 图4.9 节前升高、节中下降、节后反弹指标图
 

 
（2）节前节后不变、节中升高
 
这种类型一般发生在用户访问人数（UV）类指标上，在节假日中访问人数突然猛增，假期后回落。
 
这种类型的指标图如图4.10所示。
 
（3）节前升高、节中下降、节后升高并且高于节前的水平
 
这种类型一般出现在转化率等数据指标上。在节假日前夕，用户需要提前安排节假日行程，会预先下单，就会使得节假日前夕转化率猛增；在节假日期间，交通类订单由于是预先定好的，所以用户在节假日期间登录网站主要是查看订单详情而非真正下单，这样就会使得节假日期间转化率数据下降；由于一般企业或者代理商会在节假日期间搞各种各样的活动（如发优惠券等），使得一大批受到优惠的影响用户在节假日之后比节假日之前下单频率更高，这样就会使转化率回升并且高于之前的水平。
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 图4.10 节前节后不变、节中升高指标图
 

 
这种类型的指标图如图4.11所示。
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 图4.11 节前升高、节中下降、节后升高并且高于节前的水平的指标图
 

 
 2.转化率指标节假日模式识别 
 
国庆节假期是从每年的10月1日—7日共7天，由于旅游类或交通类相关产品一般都需要提前预定，所以先看一下2011—2016年每年的9月1日—10月31日的指标数据折线图。
 
R语言实例：
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国庆节前后明细数据图如图4.12所示。
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 图4.12 国庆节前后明细数据图
 

 
代码说明：首先导入节假日标识数据和指标数据，两张数据表结合，在指标数据上打上节假日标识，在国庆节前、中、后都打上标识和序列，然后画出每年国庆节前后的折线图。从图中可知，每年国庆节前转化率指标都会有一定程度的上升，在国庆节期间迅速下降，节后又会出现反弹。节假日影响的大致日期为9月17日—10月14日。
 
选取每年9月17日—10月14日的数据作为节假日影响日期候选集，计算每年每天在当年周期相同天的均值配对（为保证数据的无偏性，当年周期相同天的均值选取每年 6—9 月的数据），6 年中同一天的配对组成一个样本集（下表中每行组成一个样本集）。样本配对实现方法如下。
 
R语言实例：
 
 
 [image: ] 

 
 
 [image: ] 

 
 
 [image: ] 

 
 
 [image: ] 
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代码说明：首先，为了避免离群点对计算每年周期相同点均值的影响，故在计算均值之前用离群点判定方法进行判断，若两个及两个以上检验方法判断其为离群点，则去除该值。其次，在剩余的数据中每年按周期相同天计算均值。最后，调整输出格式，把结果用write.csv函数输出。
 
最后结果如表4.5和表4.6所示。
 
 
 表4.5 输出结果1
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输出结果中每个日期都由6个样本组成一个配对集合，有28个日期即有28个配对集合。针对每个集合，做配对t检验，置信度设为0.01，查看配对t检验结果，代码如下。
 
 
 表4.6 输出结果2
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R语言实例：
 
 
 [image: ] 
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代码说明：首先把每年的配对样本组合起来，然后针对每个日期进行配对t检验，接着计算每个配对集合中两组数据的均值，最后输出结果。
 
最终的输出结果如表4.7所示。
 
根据上述结果可以得出该指标节假日的影响模式。
 
（1）节假日影响天数从节前第12天开始一直到节后第6天结束。
 
（2）这个指标在国庆节前后呈现出先增加、后减少、再回升的特点。
 
（3）业务意义：在节假日之前用户提前安排行程，转化率显著提高；节假日中用户以浏览网站为主，故转化率显著降低；节后用户返程或受到市场活动的影响，转化率又显著提升。
 
4.3.3 模型数据集的建立
 
 1.挑选数据集 
 
在前面的节假日模式识别中，得出了国庆节影响范围从节前第12天到节后第6天。另外，从6月中旬开始一直到9月中旬基本没有重大节日，故筛选2016年6月20日—9月11日的数据作为训练集，筛选9月12日—9月18日的数据作为测试集。
 
 
 表4.7 最终输出结果
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R语言实例：
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训练集数据曲线图如图4.13所示。
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 图4.13 训练集数据曲线图
 

 
 2.寻找离群点 
 
（1）每周相同天集合
 
根据每周相同天的定义，得到每周相同天的数据，如表4.8所示。
 
 
 表4.8 每周相同天的数据
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一共有7个每周相同天集合，对每个周期相同天集合分别用Grubbs检验、Dixon检验、线箱图和基于密度的LOF判断是否为离群点，最后人工检验标注为可疑离群点的数值是否真的为离群点。
 
（2）Grubbs检验
 
R语言实例：
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代码说明：Grubbs 函数在前面的理论部分已经讲解过，这里直接使用。最终结果是在原数据框后增加一列flag，1表示由Grubbs检验判断出的离群点。
 
（3）Dixon检验
 
R语言实例：
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代码说明：Dixon检验的思想和Grubbs检验的思想类似。
 
（4）线箱图
 
R语言实例：
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（5）LOF局部离群点
 
a.确定参数k。
 
样本数据大小为84，根据公式可得：
 
klb =max{10,0.01×D}=max{10,0.01×84}=max{10,0.84}=10
 
根据ETL调度系统报错日志，每3个月计算机出错的次数最多为2次，ETL流程滞后导致数据异常5次，市场活动影响指标数据最多为7天，故3个月异常数据最多出现14次，因此：
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综上所述：k∈[10，14]
 
b.对每个k进行LOF计算并取各k对应的LOF中最大的LOF值作为最终的LOF值。
 
R语言实例：
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下面整合4种离群点判断的方法。
 
R语言实例：
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综合4种方法，有两个数值被4种方法都判定为离群点，分别是0和0.1403；有一个数值被3种方法判定为离群点，是0.1019。结合实际，最终认为0和0.1403为离群点，需要平滑。
 
 3.离群点平滑 
 
得到了离群点后，需要对其进行平滑，观察每周相同天的数据可得：两个离群点都属于n＞1的情况，均可用过去4周非离群点的均值来进行平滑。平滑结果如下：
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4.3.4 指标监控（非节假日）
 
 1.数据概览 
 
绘制数据趋势图、ACF图和PACF图，以及随机性、平稳性检验方法如下。
 
R语言实例：
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训练集数据折线图如图4.14所示。
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 图4.14 训练集数据折线图
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训练集数据ACF图和PACF图如图4.15所示。
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 图4.15 训练集数据ACF图（左）和PACF图（右）
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代码说明：
 
a.原始序列具有的周期为7天；
 
b.通过Ljung-Box检验，p＜0.05，拒绝序列随机的原假设，故该序列有相关性可以提取；
 
c.通过ADF检验，p＜0.05，拒绝序列有单位根的原假设，故该序列平稳。
 
 2.乘积季节模型的建立 
 
（1）选择模型
 
通过数据概览及分析，最终选定ARIMA（0，1，2）×（2，0，1）7。
 
R语言实例：
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代码说明：从模型输出来看，该模型中的各参数都显著，且AIC=-817.22。
 
（2）残差分析
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a.残差—时间图
 
R语言实例：
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输出的残差—时间图如图4.16所示。
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 图4.16 残差—时间图
 

 
b.残差独立性检验
 
R语言实例：
 
acf(res,main=＂ACF of residuals＂,lag.max=60)
 
输出的残差ACF图如图4.17所示。
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 图4.17 残差ACF图
 

 
指标解读：从ACF图上看，在滞后45阶附近自相关系数超出了范围，但仅超出一点，其余自相关系数均在范围内，故认为独立性良好。
 
c.随机性检验
 
R语言实例：
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输出的广义方差检验图如图4.18所示。
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 图4.18 广义方差检验图
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代码说明：广义方差检验图中每个p-value值都大于0.05；LB统计量的p-value值为0.9909，远大于0.05。综上所述，残差检验满足随机性假设。
 
d.正态性检验
 
R语言实例：
 
qqnorm(res)
 
qqline(res)
 
输出的残差QQ图如图4.19所示。
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 图4.19 残差QQ图
 

 
＃原假设：数据服从正态分布
 
 
 [image: ] 

 
代码说明：从QQ图和Shapiro检验可知，残差分布不能拒绝正态分布的原假设。模型的残差基本符合条件，故该模型效能较好。
 
（3）模型拟合与预测
 
R语言实例：
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输出的样本内（外）预测图如图4.20所示。
 
样本外预测效果如表4.9所示。
 
R语言实例：
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 图4.20 样本内（外）预测图
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 表4.9 样本外预测效果
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最后，样本外95%预测下限和上限分别记为[image: ]和[image: ]，对应的值就是代码中的l和u。
 
 3.Holt-Winter指数平滑 
 
（1）模型拟合
 
R语言实例：
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三次指数平滑样本内预测图如图4.21所示。
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 图4.21 三次指数平滑样本内预测图
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代码说明：根据结果得到如下Holt-Winters指数平滑模型：
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（2）残差分析
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a.残差—时间图
 
R语言实例：
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三次指数平滑残差—时间图如图4.22所示。
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 图4.22 三次指数平滑残差—时间图
 

 
b.独立性检验
 
R语言实例：
 
acf(e,main=＂ACF of residuals＂,lag.max=60)
 
三次指数平滑ACF图如图4.23所示。
 
 
 [image: ] 
 图4.23 三次指数平滑ACF图
 

 
代码说明：从ACF图上看，在横轴6附近自相关系数超出了范围，但仅超出一点，其余自相关系数均在范围内，故认为独立性良好。
 
c.随机性检验
 
R语言实例：
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代码说明：上述LB统计量的p-value值都显著大于0.1，故符合随机性假设。
 
d.正态性检验
 
R语言实例：
 
qqnorm(e)
 
qqline(e)
 
三次指数平滑残差QQ图如图4.24所示。
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 图4.24 三次指数平滑残差QQ图
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代码说明：从QQ图和Shapiro检验可知，残差分布不能拒绝正态分布的原假设。
 
（3）拟合与预测
 
R语言实例：
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 图4.25 三次指数平滑样本内预测图
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三次指数平滑样本外预测图如图4.26所示。
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 图4.26 三次指数平滑样本外预测图
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＃样本外预测均方误
 
outlinepre_hw＜-data.frame(realvalue=realvalue,prevalue=cr_ht_fore[[4]])
 
样本外预测结果如表4.10所示。
 
 
 表4.10 样本外预测结果
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最后，样本外预测的 95%下限和上限分别记为[image: ]和[image: ]，对应的值就是代码中的 l和u。
 
（4）整合乘积季节模型和Holt-Winters模型
 
R语言实例：
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乘积季节模型和Holt-Winters指数平滑模型的结果如表4.11所示。
 
 
 表4.11 乘积季节模型和Holt-Winters指数平滑模型的结果
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综上所述，乘积季节模型在样本内和样本外的效果都比Holt-Winters指数平滑模型的效果好，故最终模型选择乘积季节模型。
 
 4.质量控制图 
 
（1）正态性检验
 
根据每周相同天的数据，针对每个相同天组成的集合进行正态性检验。
 
R语言实例：
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代码说明：一周中每天正态性检验的p-value值均大于0.05，即每周一、每周二……每周日组成的7组数据均符合正态分布。
 
（2）制作X-MR分析用控制图
 
R语言实例：
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第1组数据质量监控图如图4.27所示。
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 图4.27 第1组数据质量监控图
 

 
代码说明：从数据质量监控图上可以看到，均值和移动极差都在范围内，故结论可以使用。当均值或极差图形超出范围时，需要对该组数据进行分析和修正，保证曲线图都在范围内。
 
下面是对数据质量监控图超出范围的调整。
 
R语言实例：
 
xmr_3＜-xmr(cr_df,3)
 
第3组数据质量监控图如图4.28所示。
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 图4.28 第3组数据质量监控图
 

 
代码说明：在第3组数据中，移动极差图中的第11个点超出上限，说明原始数据中第11个和第12个数据之间的差距较大，可能在这期间数据发生了较大幅度的变动。从具体数据可以看出，第12个数据的值明显偏低。
 
R语言实例：
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上述周期的12个真实数据及它们的R值如表4.12所示。
 
 
 表4.12 上述周期的12个真实数据及它们的R值
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下面去除第12个数据再进行计算。
 
R语言实例：
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第3组数据调整后的质量监控图如图4.29所示。
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 图4.29 第3组数据调整后的质量监控图
 

 
代码说明：经过处理后，第3组均值和移动极差均在范围内。
 
（3）上下限确定
 
R语言实例：
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（4）过程能力指数
 
由于转化率指标是运营人员KPI考核指标的重要参考依据，其变化直接决定最终的收益，故一般都会设下限。在上述例子中，运营人员通过观察近期数据及市场行情，认为转化率不能低于0.085，否则说明产品本身出了问题。由过程能力指数计算公式得：
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其中，[image: ]，[image: ]。
 
过程能力指数为1.39，属于A级，过程稳定。
 
 5.三种方法对比及综合评价 
 
季节乘积ARIMA模型和Holt-Winter指数平滑模型属于时间序列时域分析的一种类别，均值—极差控制图则属于质量控制中的一种类别，这三种方法分别从不同的角度对数据进行分析，最终都可以得出未来置信区间。由于实际应用中市场的情况非常复杂，只单纯地用一种方法容易犯错误，故综合三种分析方法，置信区间采用如下方法获得：
 
LCLs=min（LCL季节乘积模型，LCL均值-极差）
 
UCLs=min（UCL季节乘积模型，UCL均值-极差）
 
最终上下限范围：（LCLs ，UCLs ）
 
4.3.5 节假日指标监控
 
前面讲解的监控模型适用于平稳的运营环境。一年中有许多节假日，在节假日中，随着用户消费行为的变化，指标的量化规律将呈现出不规则的变化。由于一年中的节假日都是可预见的，故可以提前对节假日因素做模型预估。另外，通过节假日模式识别分析可得，近几年节假日模式形态基本一致，故对最近一年的节假日模式定量研究得出的模型可以运用到下一年。不失一般性，选取2016年国庆节的数据进行定量研究，春节等节假日的数据可用同样的方法研究。
 
 1.预测节假日数据 
 
在节假日模式识别中得出，国庆节指标影响范围为节前第12天到节后第6天，共25天。下面用季节乘积模型预测未来25天的数据，并计算原始数据与预测数据之差，将其作为节假日训练数据{Zi}。
 
R语言实例：
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 2.差值建模 
 
得到差值数据后，观察其折线图和周期图，如图4.30所示。
 
R语言实例：
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 图4.30 节假日影响差值的折线图（左）和周期图（右）
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通过计算得：第一个周期的频率 f1=0.04，第二个周期的频率 f 2 =0.08。
 
 3.模型拟合 
 
R语言实例：
 
＃生成衍生变量，谱分析拟合
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指标解读：从拟合的结果看，调整R2为0.9721，各参数均显著，模型拟合效果较好。
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输出的拟合图如图4.31所示。
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 图4.31 节假日影响数值傅里叶谱分析拟合图
 

 
 4.残差分析 
 
R语言实例：
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输出的残差图如图4.32所示。
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 图4.32 傅里叶谱分析残差图
 

 
代码说明：残差图近似水平，无规律。
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指标解读：p-value值大于0.05，符合独立性假设。
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代码说明：p-value值大于0.05，符合同方差性。
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代码说明：p-value值大于0.05，符合正态性假设。
 
综上所述，通过残差分析可知，该模型有明显改善，并取得不错的效果。最终节假日模型为：
 
Zi =-0.005+0.0185914×v1_cos+0.0071016×v1_sin-0.0041743×v2_sin
 
其中，v1_cos=cos（2π×f1 ×i），v1_sin=sin（2π×f1 ×i），v2_sin=sin（2π×f2 ×i），f1=0.04，f 2 =0.08。
 
 5.预测上下限 
 
得到节假日差值量化模型之后，与原先的季节乘积模型累加就构成了节假日指标整体量化模型：
 
Yt =Xt+Zi ×Sp+εti
 
εti =tε+iε
 
其中，Yt是指标数据；X t为非节假日季节乘积模型，t为日期；Z i为节假日差值所对应的傅里叶模型，i 为节日影响日的第几天；S p为示性函数，[image: ]；tε为季节乘积模型残差，服从正态分布；iε为节假日差值傅里叶模型残差，也服从正态分布，故εti =tε+iε服从正态分布。
 
节假日影响日之内的上下限范围为（LCLT ，UCLT ）。
 
其中，LCLT =LCLs+LCLZ ，UCLT =UCLs+UCLZ。
 
R语言实例：
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代码解读：首先根据节假日模型预测节假日第一天数值的上下限，然后加上非节假日模型预测的节假日第一天数值的上下限，两者总和就是节假日第一天预测值的上下限。
 
4.3.6 总结
 
至此，指标的预测模型及监控范围都已经确立，其他节假日可以按相同的方法建立模型。针对实例中的指标，非节假日可以用乘积季节模型和质量监控图去监控，节假日则可以用节假日指标监控中的组合模型进行预测和监控。其他平稳性指标也可以用同样的方法完成。对于非平稳指标，可以通过技术手段先把非平稳数据转换成平稳数据，然后利用上述方法进行操作，也可以用其他谱分析手段进行研究，限于篇幅这里不再展开，有兴趣的读者可以联系笔者进一步沟通。
 
搭建完模型并且部署上线后，监控范围每天都会根据模型进行更新，并且展现在前端工具上供运营人员随时查阅。最后，还需要说明的一个问题就是：任何统计模型都具有时效性，当外部环境发生改变时或者隔一段时间，就需要对模型进行查看，检验其效果并判断是否需要重新调整和参数估计，并不是说模型建立一次就可以一劳永逸，这里请读者引起重视。
第5章 用数据驱动业务——AB测试
 
对于互联网企业而言，搜集用户行为数据不是难事，这些数据除用于监控运营环境外，还可以真正地给企业带来价值。本章将介绍一个大数据的重要应用场景：A产品和B产品到底哪个好。决定方式靠产品经理、领导拍脑袋吗？不是，真正的武器是数据！
 
5.1 项目背景、目标和方案
 
5.1.1 项目背景
 
在创建好指标体系和监控模型两个大项目后，运营团队依靠建模技术通过数据很好地了解了业务状况。不过，统计技术的威力显然不止于此。有一天，数据分析总监经过某个会议室，听到几个美女正在争论。美女A：“这个页面用蓝色背景比较好。”美女B：“蓝色不好，显然用红色比较好。”争论声一浪高过一浪，原来她们在讨论新页面究竟用哪种颜色比较好。回到自己的办公室，数据分析总监叫来了数据分析经理，说出了之前听到的争论内容，并询问能否用数据分析的方法解决。话说领导之所以是领导一定有他过人的地方，这种将业务转化成技术的嗅觉的确相当敏锐。数据分析经理领命回去后就召开了讨论会，会议上大家通过查阅资料和讨论，决定了AB测试的技术方案雏形。
 
所谓AB测试，简单地说就是为同一个目标制定两个或多个方案，并将用户流量分成A、B两组，两组用户特点类似且同时进行实验，一段时间后分别统计两组用户的表现，然后进行对比，指标好的一组所对应的版本就为胜出的方案。
 
除用于产品改版外，AB 测试还可用于其他方面。例如，对于市场营销人员来说，在给用户发送推送时，到底是使用话术A好还是使用话术B好；对于用户研究人员来说，20～30岁的人群更喜欢这款产品，还是30～40岁的人群更喜欢这款产品；对于运营人员来说，线上产品某天某个功能异常是否会给业绩带来实质性影响等。
 
5.1.2 项目目标
 
使用统计学方法建立一套完整的AB测试计算体系，主要分为以下几个方面：
 
（1）自动化切分流量，使得切分的流量用户的特点尽可能相同。
 
（2）设定AB版本比较指标。
 
（3）确定比较AB版本哪个好的统计学方法。
 
（4）上述过程的自助化实现。
 
5.1.3 项目方案
 
通过小组讨论和调研，最终确定了如下技术方案。
 
（1）自动化切分流量：随机多层次分流策略。
 
（2）设定AB版本比较指标策略：结合实际业务，与产品经理共同商议决定。
 
（3）比较AB版本的统计学方法：假设检验，包括t检验和z检验。
 
5.2 项目技术理论简介
 
5.2.1 自动化分流策略
 
前面已经提到，在 AB 测试时，每个组分到的用户的特点应该尽量相同，否则无法保证结果的可靠性。比如，在某个页面上调整了一个按钮的位置，A组用户中包含了更多的忠诚用户，他们看到的是调整后的页面；B 组用户中更多的是下单较少或没有下单的新用户，他们看到的是调整前的页面。通过一段时间的实验，发现A版本的转化率明显高于B版本的转化率，是否可以得出一个按钮位置的调整是有效果的、能显著提升转化率的结论？答案显然是否定的，因为A组用户的质量更高，导致A版本拥有了先天优势，故最终的结论是不可靠的。所以在分流时，需要重点考虑如下几个因素。
 
（1）采样的相似性：分流后各组的用户群体特征尽可能一致。
 
（2）采样的代表性：有时候在做实验时不一定会用到全流量，往往一开始先在小部分人群中做实验，然后逐渐扩展到全流量，这就引出了采样代表性问题。假如一开始在小部分人群中做实验（例如 1%的用户），那么小部分的用户是否可以代表总体（这 1%的用户特点是否和全流量的用户特点一致）呢？若不能代表总体，则结果同样是不可靠的。
 
（3）是否需要按层次进行分流：不同特征的用户具有不同的行为，在做 AB 测试之前，业务方需要确认是否要对用户进行分层，在不同层面上分别进行 AB 测试，以便掌握不同用户群体对某个因素的敏感性。
 
（4）流量的共用性：在实际使用中，往往会有不同的业务人员希望在同一时间进行 AB 测试，这时候就需要考虑一个问题，即如何保证各实验之间的正交性。若实验分流流量不满足正交性，则无法判断结果是由该实验引起的，还是受其他实验交叉影响的。
 
针对上述问题，为了达到采样相似性、采样代表性和流量共用性，介绍一种常见的分流策略——分层实验模型。下面先来看一下分层实验模型的结构，如图5.1所示。
 
 
 [image: ] 
 图5.1 分层实验模型的结构
 

 
分层实验模型由Google公司提出，具体思想是：模型按照纵向和横向进行划分，纵向上流量可以进入独占流量实验区域（流量域1），也可以进入并行实验区域（流量域2）；独占流量实验区域只有一层，实验可以独享这个区域内的所有流量而不受其他实验的干扰；在并行实验区域，不同的实验属于不同的层（不同的行，每行加总都为全流量），每个实验内部又可划分为多层，每层之间互不干扰，并且每层流量被重新打散，从而实现每层之间流量的正交性。
 
流量域2的具体做法如下：
 
（1）设计一种 Hash 算法，根据 Cookie、随机值等信息，针对流量中的每个用户输出一个Hash值，Hash值的范围是0～99，共100个值。
 
（2）把流量按照Hash值分成100个桶（Bucket），每个桶包含1%的流量，桶号为上述Hash值（0～99），这100个桶就组成了流量域2中的分层（Layer1）。
 
（3）每层分别给每个实验使用，例如一个实验需要分A、B、C三组，分流比分别为50%、25%和25%，根据之前的分桶数据，A组包含桶号0～49共50个桶内的流量、B组包含桶号50～74共25个桶内的流量、C组包含桶号75～99共25个桶内的流量。
 
（4）对于并行实验区域（流量域2）第2层中每桶的流量，则是通过第1层中的每桶流量随机分配而来的，方式如图5.2所示。
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 图5.2 并行随机分流
 

 
在第1层中的每个分组，流量都会随机且均匀地分配给第2层的每个分组，这样就能保证每个层中的流量都是正交的。这样做的好处就是把100%的流量扩充到了100%×n。在做多个实验时，每个实验使用不同层的流量，如实验a使用Layer1的流量，实验b使用Layer2的流量，虽然实验b的流量会受实验a的流量的影响，但由于实验b的流量是由实验a的流量均匀地随机分配的，所以对实验b的每个分组来说，实验a的影响都是相同的。
 
（5）随着实验的增多，流量域2（并行实验区域）的层数可以不断延伸。
 
通过上述方法保证了实验流量的分组随机性，自然也就满足了采样的相似性、采样的代表性和流量的共用性标准。此外，针对是否需要分层实验，这里稍加说明：在用户行为分析中，最关键的就是对用户进行分类，任何行为的特点都是不同类别用户的综合结果，只要能找到每个问题所对应的用户正确分类，那么问题也就迎刃而解了。基于此，在做 AB 测试时，如果能加上业务的理解，事先对用户进行分类，在每个分类上进行 AB 测试，那么得到的结果将会显著很多并且具有代表性。所以，在这一步一定要和业务人员紧密沟通，多听取业务人员或需求方的意见。
 
5.2.2 整体评估指标
 
整体评估指标（Overall Evaluation Criterion）是衡量实验好坏的量化标准。在实验设定之前，必须根据业务需要事先规定指标定义，如转化率（访问的所有用户中最终下单的用户比例）、人均下单量（访问的所有用户中平均每人下单个数）、人均利润（访问的所有用户中平均每人给企业贡献的利润）。整体评估指标对于实验来说至关重要，主要体现在如下两个方面。
 
（1）每个指标都体现某个方面的内容，如转化率侧重于用户最终下单的转化，强调的是用户的转化程度；人均下单量与转化率相似，不同的是若有某几个大客户下了好几笔订单，就会把平均水平拉高，如果产品经理最终只关心下单总数，则可以用这个指标作为实验的整体评估指标；人均利润则侧重于利润高的产品的转化程度，若某几个高利润的产品转化很好，其他产品的转化一般，那么转化率、人均下单量可能下降，但是人均利润却上升。究竟选哪个指标，重点看产品经理的关注点及他们所背负的KPI。
 
（2）不同整体评估指标的选择，对今后计算最小样本量有很大的影响。产品经理都希望实验周期越短越好，那么实验所需要的最小样本量就越小越好。在后续的章节中，通过最小样本量公式可以看到它的数值与指标均值、方差都有很大的关系，不同的指标有不同的均值和方差，故如何选定整体评估指标对实验周期有着很大的影响。
 
5.2.3 概率论预备知识
 
在具体介绍 AB 测试之前，我们先回顾一下涉及到的数理统计基本知识。本节将分为三个部分：正态分布、中心极限定理及数理统计三剑客。
 
 1.正态分布 
 
学过基础统计学的读者大多对正态分布非常熟悉。正态分布在自然界中无处不在，它是现代统计学理论的基石。
 
正态分布的概率密度函数为：
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在正态分布的概率密度函数的公式中，数学界两个重要的数学常量π和e都出现了。以笔者个人的审美，认为它是最美丽的数学公式之一，如果有人问笔者在数理统计领域中哪个公式最能让人感觉到上帝的存在，那么笔者一定投正态分布的票。因为这个分布虽然戴着神秘的面纱，但它让你在纷繁芜杂的数据背后看到隐隐的秩序，如图5.3所示。
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 图5.3 形如正态分布的塔楼
 

 
正态分布通常又被称为高斯分布，在科学领域，冠名权是一个很高的荣誉，比如伯努利分布、傅里叶变换、欧拉定理等。细心的读者还会发现，德国的硬币和10马克的纸币上都有高斯的头像和正态密度曲线，如图5.4所示。
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 图5.4 德国货币
 

 
于是，我们很容易地认为是高斯发现了正态分布。其实不然，德莫佛最早发现了二项概率的一个近似公式，这个公式被认为是正态分布的首次露面，它起源于一个街头赌博问题的期望计算。19世纪前叶由高斯加以推广，所以通常称为高斯分布。
 
下面让我们看一下正态分布的几个基本性质，如图5.5所示。
 
（1）正态分布的密度曲线是一条关于μ对称的钟形曲线：两头小，中间大，左右对称。
 
（2）正态分布的期望μ描述了正态分布的集中趋势，决定了图形的中心位置。
 
正态分布的方差σ2描述了正态分布的离散程度，决定了图形的陡峭程度。
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 图5.5 正态分布的性质
 

 
（3）若x和y相互独立且服从正态分布，那么它们的和也服从正态分布。这个性质相当实用，当两个指标都服从正态分布时，它们的线性组合也一定服从正态分布。
 
（4）通过计算，68.27%的数据落在μ±σ中，95%左右的数据落在μ±2σ中，99%左右的数据落在μ±3σ中，这也是六西格玛控制原理的理论基础，如图5.6所示。。
 
在回顾完正态分布的概念和性质后，下面看一个十分有名的实验——高尔顿铁板实验。有一个简易装置，如图5.7所示。
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 图5.6 正态分布方差
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 图5.7 高尔顿铁板实验
 

 
从装置的顶端依次放入小球，小球沿着钢钉下落，最终落到下方的槽中。假如我们投掷1000个小球，下方槽中小球下落数量的分布会是什么样子的呢？
 
随着小球数量的增多，我们惊奇地发现小球在槽中的分布竟是一条优美的曲线——钟形正态分布曲线，如图5.8所示。
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 图5.8 实验结果
 

 
 2.中心极限定理 
 
我们需要考虑两个问题，第一个问题是正态分布在自然界中无处不在，是不是所有的指标数据都是正态分布呢？答案显然是否定的。第2个问题是如果指标不服从正态分布，我们该如何处理呢？接下来，介绍一个在统计学中具有里程碑意义的定理——中心极限定理。
 
 中心极限定理是：设从均值为μ、方差为σ2的任意一个总体中抽取样本量为 n 的样本，当 n 充分大时，样本均值的抽样分布近似服从均值为μ、方差为σ2/n的正态分布，如图 5.9所示。
 
也就是说，不管现有的样本数据是什么样的分布，只要通过均值或和的方式对变量数据进行组合转换，最终得到的具体分布类型肯定是正态分布。有了这个定理做保障，我们在处理相关数据时，并不需要数据一定是正态分布的。
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 图5.9 中心极限定理示意图
 

 
中心极限定理是概率论中最重要的一类定理，它支撑着与置信区间相关的 t 检验和假设检验的计算公式及相关理论。如果没有这个定理，之后的推导公式都是不成立的。
 
在实际工作中，对于属于正态分布的指标数据，我们可以快捷地对它进行下一步假设检验，并推算出对应的置信区间；而对于那些不属于正态分布的数据，根据中心极限定理，在样本容量充分大时，总体参数的抽样分布是趋向于正态分布的，最终都可以依据正态分布的检验公式对它进行下一步分析。
 
所以我们在使用时，并不需要指标必须符合正态分布，有中心极限定理做保障，照样可以使用正态分布背景下的所有理论。
 
 3.数理统计三剑客 
 
自从正态分布推广以来，它就成为统计界的重要分布。如果说19世纪是正态分布在统计学中独领风骚的时代，那么20世纪则是数理统计学蓬勃发展、百花齐放的时代。1901年，高尔顿和他的学生卡尔·皮尔逊（Karl Pearson）、韦尔登（W.F.R Weldon）创办《生物计量》（Biometrika）杂志，成为生物统计学派的一面旗帜，引导了现代数理统计学的大发展。统计学的重心逐渐由欧洲大陆向英国转移，使英国在以后几十年数理统计学发展的黄金时代充当了领头羊。
 
在20世纪以前，统计学所处理的数据一般都是大量的、自然采集的，所用的方法以拉普拉斯中心极限定理为依据，总是归结到正态。到了19世纪末期，数据与正态拟合不好的情况日渐为人们所注意。进入20世纪之后，人工实验条件下所得数据的统计分析问题日渐被人们所重视。由于实验数据量有限，那种依赖于近似正态分布的传统方法开始招致质疑，促使人们研究这种情况下正确的统计方法。
 
在这种情况下，统计学的三大分布（卡方分布、t 分布和 F 分布）逐步登上历史舞台。接下来介绍这三种分布的内容。
 
（1）卡方分布
 
卡方分布由Karl Pearson发现，具体定义是：若x1，x2，…，xn均服从标准正态分布，则n个服从标准正态分布的随机变量的平方和构成一个新的随机变量，其分布规律即为卡方分布（Chi-Square Distribution），如图5.10所示。
 
数学表达如下：
 
若：xi～N（0，1），i=1，2，...，n
 
令：[image: ]
 
则：Q～x 2 （n）
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 图5.10 卡方分布
 

 
（2）t分布
 
t分布由Gosset发现，具体定义是：设有两个随机变量x和y，其中x～N （0，1），y～X 2 （n），令[image: ]，则z～t（n），如图5.11所示。
 
（3）F分布
 
F分布由Fisher发现，具体定义是：设有两个随机变量x和y，其中x～X 2 （m），y～X 2 （n），令[image: ]，则F～F （m，n），如图5.12所示。
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 图5.11 t分布
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 图5.12 F分布
 

 
卡方分布、t 分布和 F 分布的运用极其广泛，在假设检验和建模过程中，几乎都贯穿了这三种分布。此外，它们还可以扩展出其他更多的有用分布。
 
上述三种分布是概率统计中的重要部分，下面介绍数理统计学中最基本的思想——假设检验。
 
5.2.4 假设检验
 
 1.假设检验的思想 
 
让我们先来看一个故事：冷羽有一个箱子，里面装有若干个大小和质地都相同的小球，他说其中有一半是白色的。让你从中随意摸出一个，记下颜色后放回，然后再摸一个，记下颜色后再放回，如此下去，你摸了5次都没有摸到白球，这时候你会怀疑冷羽先前说的“盒子中有一半是白球”的话吗？可能多数人要怀疑了，为什么呢？如果冷羽说的是真的，那么连续5次都没有摸到白球的概率为1/32，大概只有百分之三，这么小概率的事件一下子就碰上了，当然让人怀疑了。如果你怀疑了，冷羽要跟你打赌，打开箱子验证谁说的对，你敢赌吗？恐怕一部分人敢，因为赢的可能性很大了，也许有人还不敢，觉得还没有把握。如果你觉得还没有把握，那么让你再摸5次，如果还没有摸到白球，你敢赌吗？这时如果冷羽说的是真的，发生这种事件的概率可就是1/1024了，还不到千分之一。如果你觉得还不够稳妥，让你连续摸100次，如果都没有摸到白球，估计就没人相信冷羽之前所说的话了。
 
这就是假设检验的原理。在一定的统计假设的前提下，如果发生了小概率事件，我们就有理由怀疑假设的真实性，从而拒绝接受原假设。当然这个拒绝不是绝对的，我们只能说有一定的把握拒绝原假设，至于把握有多大，那就要看这个小概率事件的概率到底小到什么程度，这个概率越小，我们拒绝原假设的把握就越大。如何确定这个小概率的标准（显著性水平），就要看你希望有多大的把握了。如果你希望把握大一点，就把小概率的标准设得低一些；反之，则设得高一些。
 
回到前面的例子，统计假设前提就是冷羽告诉你其中有一半是白球；小概率事件就是如果一半是白球的话，连续n次都没摸到白球的概率。
 
至此，我们就得出了假设检验的思想：
 
第一步，提出假设；
 
第二步，样本数据计算；
 
第三步，通过样本数据计算来判断假设是否成立。
 
在逻辑上，假设检验采用了反证法，即先提出假设，再通过适当的统计学方法来计算这个假设可能性的大小。
 
讲解完假设检验的思想后，让我们运用这个思想来看一个实际中的例子：如果一枚硬币连投10次都是正面，问第11次出现正面的概率是多少？
 
这个问题笔者曾经问过很多人，大部分人会回答50%。在概率论中，每个人都知道一枚硬币抛一次出现正面的概率为 50%，每抛一次是相互独立的事件，故第 11 次出现正面的概率为50%是合情合理的答案。这时笔者通常是微笑地摇摇头给予否定，于是各种“指责”和“嘲讽”就会接踵而来，最后笔者会做如下解释：一个硬币抛一次出现正面的概率为50%，那么连续抛10次都出现正面的概率是0.5^10等于0.00097，是绝对的小概率事件；在一次实验中，小概率事件发生了，那么我们就应该拒绝原假设，原假设是什么？硬币出现正反的概率是50%。所以，我们可以大胆地推断，硬币本身就是一个两面都是正面的硬币，所以第11次出现正面的概率是100%或者接近 100%。当做出这样的解释后，对方露出恍然大悟的神情。不知道你是不是和笔者的想法一样呢？这就是假设检验的思想，可以说在生活中类似的例子还有很多，作为数据分析师，最重要的还是思想的掌握和运用，相信读者对假设检验的理解已经进一步加深。
 
 2.若干基本概念 
 
下面介绍假设检验需要用到的一些基本概念和说明。
 
（1）原假设与备择假设
 
原假设（H0 ）：实验者想收集证据予以反对的假设，又称零假设。例如，实验版本的总体均值等于对照版本的总体均值。
 
备择假设（H1 ）：原假设的反面。
 
原假设设定原则：不轻易否定的假设作为原假设。
 
原假设和备择假设是一个完备事件组，而且相互对立。在一项假设检验中，原假设和备择假设必有一个成立，而且只有一个成立。在对比实验中，因为实验的目的是通过反证法证明实验版本和对照版本有明显的不同（提升），所以原假设是实验版本的总体均值等于对照版本的总体均值。
 
（2）双边检验与单边检验
 
双边检验：备择假设中没有特定的方向性。例如，实验版本的总体均值不等于对照版本的总体均值。
 
单边检验：备择假设中有特定的方向性。例如，实验版本的总体均值大于对照版本的总体均值。
 
（3）第一类错误和第二类错误
 
第一类错误（弃真错误）：原假设为真时拒绝原假设；第一类错误的概率记为α。
 
第二类错误（取伪错误）：原假设为假时未拒绝原假设；第二类错误的概率记为β。
 
（4）置信度
 
α是一个概率值，表示原假设为真时，拒绝原假设的概率，也称为抽样分布的拒绝域。在这两类错误中，相对更加严重的是第一类错误，为了尽量避免第一类错误的发生，α的取值应尽可能小。α值由实验者事先确定，常见的有 0.01、0.05 和 0.10。对比实验中使用的α值是0.05（5%），这是显著性检验中最常用的小概率标准值。
 
 3.p-value 
 
假设检验主要是先观察样本结果，再计算总体假设的可能性，最后判断出假设的正确与否。那么可能性的标准是什么呢？需要根据显著性水平p-value进行计算。
 
p-value是指在原假设为真的条件下，样本数据拒绝原假设这个事件发生的概率，如图5.13所示。例如，我们根据某次假设检验的样本数据，计算得出显著性水平p=0.04，这个值意味着如果原假设为真，我们通过抽样得到这样一个样本数据的可能性只有 4%。那么，4%这个概率或者说显著性水平到底是大还是小，够不够用来拒绝原假设呢？这就需要把p和我们采用的第一类错误的小概率标准α进行比较。假设检验的规则是：若p≤α，那么拒绝原假设；若p＞α，那么不能拒绝原假设。
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 图5.13 p-value示意图
 

 
如果α取0.05，而p=0.04，则说明如果原假设为真，此次实验发生了小概率事件。根据小概率事件不会发生的判断依据，我们可以反证认为原假设不成立。
 
 4.t检验和z检验 
 
（1）t检验
 
设{xi ，i=1，...，m}来自正态总体[image: ]的样本，{yi，i=1，...，n}来自正态总体[image: ]的样本，两个样本相互独立。当σ1=σ2且未知时，考虑如下检验问题：
 
H 0:μ1-μ2=0 H1:μ1-μ2 ≠0
 
取t统计量作为检验统计量：
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式中，[image: ]
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 [image: ] 

 
 [image: ]和[image: ]分别是每组中的样本均值，n1和n2分别为两个样本的样本量。
 
根据理论推导，上述t统计量服从自由度为n1+n2-2的t分布，当置信度为α时，其双边拒绝域为：
 
 
 [image: ] 

 
（2）z检验
 
上述t检验方法对双样本均值的检验有较好的效果，若样本量n 1和n 2较大（大于30），则可以用正态分布近似。当σ1和σ2未知时，构造统计量：
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式中，[image: ]
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 [image: ]和[image: ]分别是每组中的样本均值。
 
由正态分布特征可知，当置信度为α时，其双边拒绝域为：
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 5.功效（Power） 
 
当原假设不成立时，拒绝原假设的概率为1-β，即在备择假设是真时，我们能否定原假设的可信程度。在假设检验中，如果功效太低，这时即使两个样本间确实存在差异，也很难被该检验方法发现。在实际应用中，若检验的结果是非显著的，则需要查看功效是否足够大（一般在80%～95%之间）。如果这时候功效的值低于80%，则说明“非显著”的结果不可靠，需要扩大样本量重新观察数据结果，直到结论显著或功效达到80%为止。
 
在 AB 测试中，所设计的假设检验都是双侧的，即原假设为两个样本均值相等、备择假设为两个样本均值不相等，这种情况下功效的公式为：
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式中，α为置信度（一般取0.05），z1-α/2为正态分布累计概率为1-α/2时对应的分位数，s1和s2分别为两个实验版本计算指标的标准差，n1和n2分别为两个实验版本的样本数量，Δ为检测的灵敏度或提升度（提升百分比×实验之前原始指标均值）。
 
 6.最小样本量 
 
所谓最小样本量，就是使得实验结果可信所达到的最小样本个数。若样本个数不够，得到的结果可信度不高，即使得出了想要的结果也不能使用。最小样本量和功效是可以相互推导的，一般情况下，功效越高，所要求的最小样本量也越大。具体公式为：
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式中，α为置信度（一般取0.05）；β为犯第二类错误的概率，计算公式为1-Power，通常取1-0.8=0.2；z1-α/2为正态分布累计概率为1-α/2时对应的分位数；z1-β为正态分布累计概率为1-β时对应的分位数；σ2为实验之前指标的样本方差；Δ为检测的灵敏度或提升度（提升百分比×实验之前原始指标均值）。
 
 7.AA测试 
 
AB 测试是把流量分成两份，分别进行新、老版本测试，最后比较两个版本的整体评估指标。若整体评估指标在满足最小样本量和功效的基础上，通过假设检验拒绝了原假设，则表示新、老版本之间是有差异的。在5.2.1小节自动化分流策略中介绍了随机分配流量的方法，但是在实际引用过程中还是无法保证新、老版本真正的公平，随机分流策略能够保证一定的稳定性，却无法避免小概率事件的发生，更何况分流的时候大部分情况是根据用户的Cookie或者ID进行的，某个用户特性并不一定随机分散在这些Cookie和ID中，故在现实中还有一定的概率发生两个版本用户的某一个特性分布不均匀的情况，从而导致实验结果不可靠。为了验证这个事件有无发生，在分流到新、老版本之后，被分流到老版本的用户群体还会随机分成两个部分，这两个部分同样会进行显著性检验，此类检验称为AA测试。试想某一个实验，最终的结果为新、老版本整体评估指标具有显著差异，而AA测试结果也同时显示具有显著性差异，这时候就会出现一个问题，新、老版本之间的差异究竟是版本之间的不同引起的还是新、老版本用户特性不同所导致的？在AB测试中，测试人员当然希望显著性差异是由版本之间的差异引起的，但出现这种情况时就会显得很为难，结论虽然是想要的，但又是不可靠的。一般情况下，若实验出现AA测试异常（AA之间具有显著性差异），则需要重新分配流量进行实验。
 
 8.AB测试整个流程 
 
通过上述说明，AB测试所涉及到的内容基本介绍完了。下面介绍AB测试在实际工作中的步骤。
 
● 设计新版本功能，选定比较对象（设定哪个是A版本，哪个是B版本）。
 
● 确定整体评估指标，根据业务需求和KPI，设定实验好坏的评价指标。
 
● 确定分流比例，在进行一项实验时，刚开始会在小范围内实验，故需要设定分流比例。需要注意的是，AB版本分流比例最好为1∶1。
 
● 确定置信度、功效值，根据整体评估指标计算最小样本量。
 
● 开始实验并且每天跟踪数据。
 
● 当达到最小样本量时，查看显著性结果、功效和AA测试结果。
 
● 耐心观察一段时间，待结果稳定时得出最终结果。
 
● 关闭实验，制作实验结果报告。
 
5.2.5 三个问题
 
（1）一旦结果显著，是否立刻得出结论？
 
在实验开始后的几天，当最小样本量满足要求、功效足够高、AA 测试也正常时，实验结果显示新、老版本具有显著差异，这时候能否立刻得出结论？答案是否定的。因为用户对新产品有一个适应的过程，一般情况下前几天的波动会相对较大，显著性结论可能会交替出现，这时候即使最小样本量满足要求也最好再等几天观察一下，等结果稳定下来，再得出最后的结论。
 
（2）统计上显著是否真的表示新版本一定好？
 
实验结果只表示新、老版本之间的整体评估指标有显著性差异，并不代表新版本的商业价值比旧版本的商业价值高。与理论研究和科学实验不同，企业应用最重要的是商业价值或投入产出比，虽然新版本在整体评估指标上比旧版本好，但是这些差异得到的回报不如投入的人力、物力等资源多，那么再好的实验结果也不能说明新版本是成功的。所以，统计显著不一定就是效果显著。
 
（3）AB测试告诉我们哪些经验？
 
通过 AB 测试，往往可以看到一些产品上微小的改动会对最终的效果产生巨大的影响，这种影响事先谁都没有想到，这正式数据的力量。虽然 AB 测试的作用很大，但还是要给产品经理和AB测试使用人员泼一盆冷水，根据笔者长期AB测试的经验，大部分改动都不会带来显著性影响，所以在使用 AB 测试时需要耐心和平稳的心态，拥有一颗平常心才能客观地面对结果。此外，根据Twyman法则，凡是看上去出人意料的图表，通常都是因为数据统计错了。这个法则对每个数据分析师而言都要时刻铭记。从实验目的方面统计，点击率是很容易提高的，但是流失率是很难改进的，千万不要把精力放在优化某个页面的点击率上。最后需要提醒读者的是，尽量不要做很复杂的大量改动的实验，而是要做很简单的小的迭代，只有一步一步地摸索，才能看清更多的细节。
 
5.3 项目实践
 
在确定了 AB 测试方案之后，产品经理们纷纷跃跃欲试，想用科学的方法和数据来驱动运营。正好这时候有一个新的界面功能，在APP的某个界面做了一些改版，如图5.14所示。
 
 
 [image: ] 
 图5.14 APP度假页面新版本（右）和老版本（左）对比
 

 
图5.14中左边是老版本，用户进入度假页面后，上方是近期订单的目的地，然后是出行必备，下面是酒店推荐；而在新版本中，上方是各个产品线的目录，用户可以直接点击进入产品页面，然后是度假主题词筛选，最后是个性化推荐产品。两个版本有较大的区别，这时产品经理想进行AB测试，看看哪个版本效果较好。
 
于是，产品经理找到了数据分析团队寻求帮助。在数据分析团队的指引下，产品经理利用分流系统对流量进行了随机分流。整个流量被分成了三份，其中 A、B 版本各 50%的流量，A版本中再划分出两个25%的流量，最终形成的分流比例为：A1（25%）、A2（25%）、B（50%）。其中，A1、A2的用户继续使用老版本，之所以分成两份是为了后期做AA测试；B版本的用户使用新版本。分流完成后，接下来需要指定一个整体评估指标。在这一点上，产品部门内部产生了不小的分歧，有的觉得用进入各自版本的UV量来评估，有的认为用进入该页面的用户最终下单的比率来评估，观点可谓“百花齐放，百家争鸣”。但是，在真正实验之前，必须确定一个整体评估指标（注意，是确定一个指标，而不是确定多个指标）。正当讨论整体评估指标该选哪一个的时候，数据分析团队的人员问了一个问题：“这次改版的目的是什么？或者说 KPI 是什么？”产品部门的人员说：“为了给用户更好的智能化导购，增加订单量。”听闻此话，数据分析团队建议用“人均订单数”作为整体评估指标。最终，整体评估指标确定为人均订单数（计算公式：浏览过页面的用户在未来一周内的下单数除以浏览过页面的用户数），该指标反映了用户的平均下单量，既体现了用户下单的数量，又体现了下单用户比率。
 
至此，用户分流及比例划分、整体评估指标都已经确定。下面需要根据数据情况确定Power和最小样本量。
 
对于一个实验来说，最理想的情况就是在一个可接受的显著性水平下，尽量使用较少的样本，最大化统计检验的 Power。这些专业术语对于产品经理们来说显然难以理解，故数据分析经理换了一个说法：对一个实验来说，最理想的情况就是最大化发现真实效应的概率，最小化发现错误效应的概率，同时把研究成本控制在合理范围内。于是，数据分析经理和产品经理确认如下几个问题。
 
（1）检测敏感度（提升度）是多少，也就是说整体评估指标（转化率）提升多少认为有明显的差异。
 
（2）在上述提升度下，希望有多大的把握检测到差异。
 
（3）希望有多大的把握不会误报差异显著。
 
这样的话语理解起来简单多了，产品经理们轻而易举地依次作答。
 
（1）检测敏感度为0.02，即当转化率上升或下跌2%时，认为其有显著差异。
 
（2）希望有90%的概率检测到异常。
 
（3）希望有95%的把握不会误报差异显著。
 
将这些数据转化为假设检验术语，即Δ的值为0.02×历史均值；置信度α=0.05；Power（1-β）为0.9。在知道Δ、置信度和Power之后就可以计算最小样本量了。在实验前14天，老版本的转化率为10%，人均下单量的方差为1.29，根据最小样本量计算公式得到的结果如下：
 
R语言实例：
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通过计算，该实验每个版本的最小样本量为8 742 701。根据以往的流量，达到这个最小样本量需要较长的时间，但是产品经理需要尽快地得出结果，这就需要对参数进行调整，再来看一下最小样本量公式：
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对上述公式进行如下变换：
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在变换后的公式中，[image: ]是变异系数的公式，从统计学上来说也很好理解。当某个指标变异系数较大时，要得出稳定结论的样本量肯定多于变异系数较小的指标。另外，最小样本量的值还与置信度α成反比、与Power成正比、与反映敏感度的指标（提升度lift）成反比。但是一般情况下，置信度α=0.05已经是能容忍的极限，Power在理论上可以放宽到0.8，整体评估指标可以选择变异系数较小的，提升度（lift）可以根据业务精度进行调整，一般不超过0.05。
 
综上所述，在此次实验中，为了减少最小样本量，有如下几种方案。
 
（1）降低Power值，把0.9换成0.8；降低敏感度，由原来的0.02变成0.05。
 
（2）更改整体评估指标，选取变异系数较小的指标。
 
在数据分析团队的指引下，产品经理对之前的设定做了一些更改，将“希望有90%的概率检测到异常”调整为“希望有80%的概率检测到异常”，整体评估指标由原先的人均订单数变为了转化率。所谓转化率，就是指访问过页面的用户有多少人最终下单，而不是像之前那样统计一个人下几个单，在计算过程中只要把之前下多单的用户统一看成下一单，然后计算即可。根据计算，转化率历史均值为9%，方差为0.488，变异系数为4.977，显然小于之前的人均下单量变异系数12.9。最终调整后的最小样本量计算值为1 153 805。
 
R语言实例：
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从结果可以看出，通过调整，最小样本量的值比之前小了很多。这个实例只是为了说明如何调整各个参数，使得最小样本量的值尽可能小。在实际工作中，α=0.05和Power=0.8这两个取值是固定不变的；整体评估指标的选择也是有限的，最多在两三个里面选择；剩下的就只能观察提升度的变化与最小样本量的关系，从之前的叙述中我们已经知道两者是反比关系，在实际应用中，我们可以绘制提升度与最小样本量的曲线图来分析，以便选取合适的提升度。这里需要说明的是，提升度对于实验者来说是越灵敏越好，即提升度数值越小越好。
 
R语言实例：
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提升度与最小样本量的关系如图5.15所示。
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 图5.15 提升度与最小样本量的关系
 

 
代码说明：上述代码模拟了提升度从0.01到0.05、步长为0.001的各个数值所生成的最小样本量，并绘制了曲线图。图5.15中横线部分是提升度为0.02时的数值。从图中可以看到，提升度数值越低（越灵敏），最小样本量的数值越高。曲线呈现出先高、然后快速下降、最后缓慢下降的过程。一般情况下，曲线趋于平缓时的点所对应的最小样本量是合适的，因为就算再增加样本，提升度的减少也是微小的。综上所述，我们取提升度为0.02还是比较合适的，即当转化率数据提升2%时认为比原数值有提升。
 
确定好流量分流和最小样本量之后，终于可以真正开启流量进行实验了。在经历了5天漫长的等待后，实验样本量达到了最小样本量，产品经理们非常期待实验的结果。如表 5.1 所示为实验的基本指标，其中A版本是老版本，B版本是新版本。
 
 
 表5.1 实验的基本指标
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将基本指标带入公式，计算z统计量为-2.441，绝对值2.441大于1.96，故拒绝原假设，得出A版本和B版本之间有显著差异。我们进一步来看一下其置信区间。由z检验的拒绝域可以推出其差值的置信区间为：[image: ]
 
由上述公式可计算出A、B版本的差值置信区间：
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差值置信区间最小值大于零，再次验证了显著性差异的结论。进一步计算，A版本比B版本有3.15%的提升，提升度置信区间为：
 
(0.00059/0.095,0.0054/0.095)=(0.00621,0.0568)
 
提升度置信区间也大于零。
 
针对A版本，在实验开始前把此部分用户划分成了相等的两个部分，利用同样的方法计算这两个部分是否有显著差异。若显著异常，则上述结果不可信，需要重新实验或再等一段时间；若不显著异常，则可以立即得出老版本比新版本效果好的结论。
 
上述实验的结果是两个版本有显著性差异，这种情况下实验过程中Power可以忽略。若实验得出的结论是差异不显著，那么这时候就需要进一步观察实验期间的 Power。我们再来回顾一下Power的意义：有多大的把握能够找出异常。所以，当实验结果显示不显著时，分析人员自然就会关注Power。若Power过低，则不显著的实验结果可信度较低。根据Power的计算公式可得：
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式中，Δ=lift×μ，lift为0.02，μ为老版本的整体评估指标样本均值；s1为新版本在实验周期内每个样本指标的样本标准差，n1为新版本样本量；s2为老版本在实验周期内每个样本指标的样本标准差，n2为老版本样本量。
 
当功效Power按上述公式计算时，大于0.8方可认为不显著的结论是可信的。还需要注意一点的是，Power的值也不能太高，一般应在0.95以下，若Power值大于0.95，则该实验可信度也有问题，有兴趣的读者可以思考一下其原因。
 
通过本次实验，最终结果显然令产品经理大失所望，费尽心思、加班加点设计的产品最后的转化率效果还没有之前的好，自身的能力和价值受到了很大的怀疑，同时在项目会上宣布结果也是难以启齿的，怎么办呢？正在他们忧愁的时候，数据分析经理找到了他们，说出了自己的想法。首先，谁都没办法保证每一次实验必定是成功的，抓住用户不喜欢的东西从另一个侧面来说也是工作者价值的体现。其次，在产品改版之前没有进行用户行为及产品的数据分析，也没有做过小范围的访问和实验，在无形中变成了一锤子买卖，不成功就卷铺盖，风险控制不住。再次，改版的力度太大，实验改版最好是一个功能一个功能地改进，跳跃不要太大，否则日后难以分析问题到底出在哪里。产品经理听后明白了问题所在，毕竟 AB 测试靠数据驱动运营才刚刚开始，今后还有很多机会等着他们，想到这里大家又重新燃起了斗志。
 
随着 AB 测试后期的上线，数据分析团队承担着许多传播和指导的工作。刚开始，此套方法的运用给产品经理带来了很大的便利，他们再也不用争得面红耳赤了，只需要把自己的想法做成实验，然后看结果就行了。但是好景不长，随着工作的深入，越来越多的人希望通过 AB测试来进行决策，于是出现了这样或那样的问题。例如，没有严格按照规定流程得出结果，看到“显著”就直接上报；选择的整体评估指标五花八门、参差不齐，报喜不报忧；为了快速出业绩，逼迫数据分析团队想办法，最后竟然通过比较新、老版本的绝对量大小来决定版本好坏；在现有的指标变化都不明显的情况下，一遍一遍地用新的统计口径尽可能凑出结果。作为数据分析经理，自然理解这些做法背后的动机，但是在理论和科学面前实在不能放任，秉乘着任何事情都需遵循科学的精神，数据分析经理提出了自己的建议，可惜的是数据分析总监无暇顾忌这个吃力不讨好的事情，最终不了了之。另一个需要强调的是，实验需求方与数据分析方必须是两个独立的部门，并且在整个公司的组织架构下应该是平行的，否则自己既是选手又是裁判，难以得出公正的结果。
 
之所以要在本章最后花一定的篇幅阐述上述事宜，是希望告诉读者及每一位数据分析人员，AB 测试在应用的过程中肯定会遇到很多业务或技术问题，使用者身上背负着巨大的 KPI 这点能理解，但是数据分析人员一定要坚持自己的原则，在尊重科学的前提下尽可能契合业务需求。
第6章 变量筛选技术
 
互联网企业的数据量巨大，其巨大主要体现在以下两个方面。
 
（1）样本数量多。互联网企业每天的访问用户数庞大，一些大型互联网企业日均UV可以达到百万级甚至千万级，故样本数量比起传统行业的样本数量呈现几何级的增长。
 
（2）变量个数多。随着用户需求越来越多，个性化要求也越来越高，企业产品的多样性和复杂度也呈现指数式的增长，随之带来的反映这些业务和行为的变量个数也越来越多。对于数据分析人员而言，样本数量多是喜闻乐见的，样本量越多得到的样本信息也越多，越能代表总体的情况。但是，变量个数的增长会给数据分析人员在分析问题时带来困难。针对这个情况，本章重点讲解变量关系和变量筛选的方法。
 
6.1 项目背景、目标和方案
 
6.1.1 项目背景
 
在前面几章先后创建了运营指标体系和指标监控系统，进行了假设检验和 AB 测试。通过几个月的运行，上述系统基本运行正常并且极大地帮助了运营团队分析和监控业务情况。运营团队的“消失”也是对数据分析团队辛苦奋战的最好的褒奖。在难得清闲的日子里，数据分析团队负责人在自己的办公室看着小说和视频，日子真是惬意舒适。相反，数据分析经理在这段难得清闲的日子里对底层数据做了一次清洗和olap层中间数据的搭建，方便日后分析和选取。经过一段时间的整理，数据分析经理发现得到的变量越来越多，于是自然就想到一个问题：这么多的变量哪些是相关的？这些变量能否归类？
 
在统计建模过程中，筛选变量是前期最重要的步骤，其原因有以下三点。
 
（1）筛选合适的变量能提高模型的稳定性。
 
（2）筛选合适的变量能提高模型的预测能力。
 
（3）筛选合适的变量能提高模型的运行效率。
 
由统计学知识可知，在建模过程中，若变量之间存在相关性，就会使模型的稳定性变差，预测结果方差变大，从而使得结果稳定性较差。例如，考核学生综合能力时，使用的指标有语文、数学、英语等成绩，若在一个学期中数学考试次数远多于其他学科的考试次数，那么在期末计算总分时，数学好的同学明显就有优势，如果不把数学成绩降维到一个成绩，就会由于信息重叠使得统计结果失真。在企业中若应用到生产环境上，必将给公司带来错误的指引，进而遭受损失。
 
综上所述，有必要设计一套方法、开发一套程序以应付今后的变量筛选问题，同时又可以给业务带来更好的解释和指引，帮助查看重要的变量。基于上述思考，数据分析经理准备发起一个内部技术项目：智能化筛选和划分变量。
 
6.1.2 项目目标
 
项目目标如下。
 
（1）基于原始变量，探究各变量之间的关系。
 
（2）开发变量筛选的通用模块。
 
（3）规范变量变换和变量筛选流程。
 
6.1.3 项目方案
 
项目方案如下。
 
（1）通过变量相关系数，探究变量之间的相关性。
 
（2）在变量探索阶段，通过一定的方法对变量进行分析，主要通过如下方法。
 
● 变量筛选：主要使用变量之间的距离聚类、模糊聚类等方法进行。
 
● 变量降维：主要使用主成分分析、因子分析法进行。
 
（3）总结各方法的特点和使用情况，制作智能化工具，方便日后使用。
 
6.2 项目技术理论简介
 
针对不同的分析目的，变量的选择是不同的，在问题探索阶段一般都采用“先撒网后挑选”的策略。在确定分析的问题后，结合业务及经验抽取与分析问题相关的所有变量，此过程称为“撒网”。在“撒网”的过程中，若变量满足如下条件之一可以直接抛弃。
 
（1）有较高缺失值的变量。可以事先设定一个缺失率阈值，如缺失率大于80%的变量就不要进网。
 
（2）变量大部分为一个常数。若变量大部分为一个常数，那么这个变量是没有意义的。
 
（3）变量值的个数太多。与第二点相反，若某个变量值的个数太多，那么也没有分析价值，如邮政编码等。
 
通过上述“撒网”会得到众多变量，大部分变量也许连分析人员或业务人员都不知道到底对结果有没有影响，只是凭借直觉和“宁可抓错一个也不放过一个”的思想先全部挑出来再说。之后，就会进入有针对性的“挑选”阶段，使得所“挑选”的变量对最终的分析结果有影响，并且容易理解。
 
从数据分析的角度来说变量分为两种：连续型变量和离散型变量。连续型变量又称为定距变量，是指在一定的区间内能取到任何数值，如年龄是11、22、33等。离散型变量又可分为定类变量和定序变量。定类变量是指变量只有类别属性之分，没有大小之分，如分组有 A 组、B组、C 组等。定序变量是指变量既有属性之分，又有顺序，如年龄可分为老、中、青；成绩可分为好、中、差。
 
在处理变量之前，我们需要了解各变量之间的关系，这个过程可以通过计算变量之间的相关系数来进行。相关系数就是变量和变量之间的相关程度。在了解各变量之间的相关关系后，就可以有针对性地选择方法进行变量挑选。
 
变量挑选的过程分成两种情况：变量筛选和变量降维。变量筛选是从原始变量数据集中选出子集，选出的变量集合和原始变量集合之间是被包含关系，没有改变原始变量的特征空间；而变量降维主要是通过属性间的关系以组合等方法得到新的属性，该方法改变了原来的特征空间。
 
在分析时，若研究的变量集合中同时包含连续型变量和离散型变量，那么笔者建议分开研究，即将连续型变量放在一起研究其相关性，将离散型变量放在一起研究其相关性。下面我们就分别讨论其方法。
 
6.2.1 变量相关性
 
 1.定类变量与定类变量 
 
两个定类变量之间的相关系数可以用λ相关系数来描述，其基本思想为：当用一个定类变量来解释或预测另一个定类变量时，以众数作为解释或预测的标准，可以减少多少预测误差。
 
λ相关系数的计算公式如下（λ的范围是0～1）：
 
 
 [image: ] 

 
式中，Mx为x边缘分布中最高频次的数值；My为y边缘分布中最高频次的数值；mx为y变量的每个值下x变量的最高频次；my为x变量的每个值下y变量的最高频次。
 
例如，用表6.1中的数据进行计算。
 
 
 表6.1 实例数据
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根据定义：
 
M x =60 M y =50
 
∑mx =30+40+10=80 ∑my =40+30=70
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 2.定序变量与定类变量 
 
定序变量与定类变量最大的区别在于其属性值有顺序之分，下面介绍几个定序变量特有的概念。
 
● 同序对：某对样本在两个变量上的相对等级是相同的。
 
● 异序对：某对样本在两个变量上的相对等级是不同的。
 
● 同分对：两个样本在某变量上是同分。
 
（1）Gamma相关系数
 
G=(Ns-Nd )/(Ns+Nd )
 
式中，Ns是同序对，Nd是异序对。
 
Gamma系数不考虑同分对数。公式中的分母表示在预测或解释任何一个个案的相对等级时可能的最大误差，公式中的分子表示以一对个案在一个变量上的相对等级来预测其在另一个变量上的相对等级所能减少的误差。
 
（2）肯德尔的tau系数
 
肯德尔的tau系数有三种形式，分别为tau-a、tau-b、tau-c，都是适用于分析对称关系的（对称关系是指两个变量都是自变量。相反，非对称关系是指一个变量是自变量，另一个变量是因变量）。其基本逻辑是计算同序对数与异序对数之差在全部可能对数中所占的比例。
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式中，N s是同序对，N d是异序对，n是全部个案数目，m是交互分类表的行数（r）与列数（c）中的较小者。其中，[image: ]，[image: ]。将 X 中的相同元素分别组合成小集合，s表示集合X中拥有的小集合数。例如，X包含元素{1，2，3，4，3，3，2}，那么这里得到的s为2，因为只有2和3有相同元素。U i表示第i个小集合所包含的元素数。N2在集合Y的基础上计算而得。上述三种形式的结果的范围在-1～1之间。
 
上述三种形式的筛选方法如下。
 
● 如果在两个变量上都没有同分对，则使用tau-a。
 
● 如果有同分对且在交叉分组表行数与列数相同（r=c）的情况下，可用tau-b。
 
● tau-c不考虑是否有同分对，也不考虑行数与列数是否相等。
 
（3）斯皮尔曼rho系数
 
斯皮尔曼rho系数也称为等级相关系数，其特点是在计算每个个案在两个变量上的等级时，不仅要区别二者的高低差异，而且要计算二者差异的确切数值。该算法的值具有消减误差比例的意义。
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式中，D为同一个样本不同变量之间的等级差。
 
根据公式定义，rs的范围为-1～1。
 
例如，如表6.2所示为实例数据。
 
 
 表6.2 实例数据
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 续表
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根据公式可得：
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 3.定距（连续型）变量与定距变量 
 
两个连续型变量之间的关系一般可以用斯皮尔曼相关系数来描述，具体公式如下：
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通过上述公式可知，其取值范围是-1～1。相关系数的绝对值越大，表明x与y相关度越高。当x与y线性相关时，相关系数取值为1（正线性相关）或-1（负线性相关）。
 
 4.定类变量与定序变量 
 
定类变量与定序变量之间的关系可以用Lambda、tau-y系数来描述，具体算法不再详述。
 
通过上述算法，就可以对变量进行相关性计算。下面讲解如何对这些变量进行筛选，主要方法有变量距离聚类和模糊聚类；然后讨论变量降维，主要方法有主成分分析和因子分析，其主要区别是前者不改变变量空间结构，而后者会改变变量空间结构。
 
6.2.2 变量筛选
 
 1.基于变量距离的层次聚类 
 
基于变量距离聚类的方法与样本聚类的方法类似：首先计算各变量之间的距离，然后根据变量之间的距离进行聚类，样本距离相近的归为一类，这样就可以把原始变量进行划分，有利于数据分析师了解和掌握原始变量之间的关系。
 
变量距离的计算基于变量相关性，变量相关性越高，它们之间的距离就越近；反之，它们之间的距离就越远。距离和相关性之间的关系如下：
 
Dxy =1-ρxy
 
得到变量之间的距离后，就可以使用聚类方法进行聚类。根据聚类所用的不同方法，聚类可分为层次聚类、动态聚类、模糊聚类、基于密度聚类和最大期望聚类等。由于变量聚类和通常意义上的样本聚类不同，并且在本章的业务场景下并不需要很高的精确度，故重点选择层次聚类和模糊聚类这两种。
 
变量层次聚类的步骤是：先计算变量之间的距离，每次将距离最近的点合并到同一个类；然后计算类与类之间的距离，将距离最近的类合并为一个大类；不停地合并，直到合成一个类。其中，类与类距离的计算方法有最短距离法、最长距离法、中间距离法和类平均法等。比如，最短距离法是将类与类的距离定义为类与类之间变量的最短距离，最长距离法是将类与类的距离定义为类与类之间变量的最长距离。
 
 2.基于变量距离的模糊聚类 
 
在现实生活中，事物的分类往往是模糊不清、没有明显界线的。例如，通过一个人的年龄来判断他是青年、中年还是老年，若某个人的年龄是30岁，那么他到底应该被划分到哪一类呢？这种分类情况具有模糊性，你可以说30岁是青年，也可说30岁是中年，可见现实的分类问题往往带有模糊性。对于此类聚类问题，分类的过程不仅要考虑事物之间有无关系，还要考虑事物之间关系的深浅程度，这时就需要我们借助模糊数学的理论并结合传统意义上的聚类分析方法，得到一个新的聚类方法——模糊聚类。
 
（1）模糊子集和截集
 
a.模糊子集
 
设U是论域，称映射：
 
μA:U →[0,1]
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上面确定了一个U上的模糊子集A，映射μA为A的隶属函数，μA （x）称为A的隶属度。μA （x）=0.5的点x称为A的过度点，此点最具有模糊性。此外，当μA （x）只取0或1时，模糊子集A就是经典子集，可见经典子集是模糊子集的特殊情况。
 
另外，还需要注意的一点是，在模糊子集中没有“属于”这个概念，这不同于通常意义的集合。
 
例如，设论域U={23，34，33，21，26，67，56}表示人的年龄，那么U上的一个模糊集A“青年”的隶属函数μA （x）可定义为：
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b.截集
 
若A为x上的任意一个模糊集，对任意0≤λ≤1，记Aλ={x|x∈X，μA（x）≥λ}，称Aλ为A的λ截集。换言之，模糊集的λ截集 Aλ是一个经典集合，由隶属度不小于λ的成员构成。Aλ是普通集合而不是模糊集合，其大小随着λ的变化而变化，当λ越大时，相对应的截集Aλ越小。
 
例如，论域U={u1，u2，u3，u4，u5，u6}（代表一个家庭的不同成员），他们的年龄依次为{4，14，33，32，67，73}，A=“属于老年人的成员”的隶属度分别为{0，0，0.2，0.15，0.8，0.9}，则A0.6 ={u5 ，u6}。
 
（2）模糊关系
 
a.模糊关系
 
设 X、Y 是两个非空集合，则直积X×Y={（x，y）|x∈X，y∈Y}为论域中一个模糊子集 A，称为从集合X到Y的一个模糊关系，也叫二元模糊关系。
 
A由其隶属函数μA：X×Y→[0，1]刻画。μA（x，y）表示（x，y）的关联程度。
 
当X=Y时，称A为X上的模糊集合；当论域为n个集合的直积（X1 ×X2 ×…×Xn）时，则称A为n元模糊关系。
 
b.模糊关系合成
 
设U、V、W是论域，Q是U到V的一个模糊关系，R是V到W的一个模糊关系，则Q对R的合成Q.R指的是U到W的一个模糊关系，它具有以下隶属函数：
 
μQ.R (u,w)=∨(μQ (u,v)∧μR (v,w))
 
式中，∧为取小，∨为取大。
 
Q.R的结果称为模糊关系合成。
 
例如，有U、V、W三个论域，R为U×V模糊关系，S为V×W模糊关系，如下所示：
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则两个模糊关系的合成形式如下：
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以（u1 ，w1 ）为例：
 
R.S(u1,w1)=(R(u1,v1)∧S(v1,w1))∨(R(u1,v2)∧S(v2,w1))
 
=(0.4∧0.8)∨(0.3∧0.3)
 
=0.4∨0.3=0.4
 
（3）模糊矩阵
 
a.模糊矩阵定义
 
设A={u1，u2，...，un}，B={v1，v2，...，vn}，R∈F（A×B），将（ui，vj）的隶属度R（ui，vj）∈[0，1]记作rij ，则矩阵R=（rij ）n×m为模糊矩阵。
 
b.模糊矩阵的运算
 
设R和S均为n×m阶模糊矩阵，其并运算为对应元素求大，交运算为对应元素求小，补运算为1减每个元素。
 
c.模糊矩阵的截矩阵
 
记R=（rij ）n×m为模糊矩阵，对任意λ∈[0，1]，Rλ=（λrij ）n×m ，其中
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则称Rλ为R的截矩阵。
 
例如，A为模糊矩阵，具体形式如下：
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则λ=0.5的截矩阵为：
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d.截矩阵的性质
 
对于任意λ∈[0，1]，R和S是两个模糊矩阵，则
 
R⊆S⇔Rλ≤Sλ
 
(R∪S)λ=Rλ∪Sλ,(RIS)λ=RλISλ
 
e.模糊矩阵的合成
 
设R=（rij ）n×m、S=（sjk ）m×l为模糊矩阵，模糊矩阵的合成Q=R.S=（qik ）nl如下：
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例如，设A和B为两个模糊矩阵，形式如下：
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则A和B的合成为：
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f.模糊方阵的幂
 
设R=（rij ）n×n为n×n阶模糊矩阵，则模糊方阵的幂定义为：
 
R2 =R.R,R3=R2.R,Rn =Rn-1.R
 
g.模糊矩阵延伸
 
● 设R=（rij ）n×m为模糊矩阵，则称[image: ]为R的转置矩阵，其中[image: ]。
 
● 若模糊方阵满足R≥I，则称R为模糊自反矩阵。
 
● 若模糊方阵满足RT =R，则称R为模糊对称矩阵。
 
● 若模糊方阵满足R2≤R，则称R为模糊传递矩阵。
 
例如：[image: ]，则R是模糊自反矩阵；
 
 [image: ]，则R是模糊对称矩阵；
 
 [image: ]，则[image: ]是模糊传递矩阵。
 
h.传递闭包
 
若模糊方阵R、S、Q满足：
 
● S≥Q(S 2≤S);
 
● ∀R≥Q（Q 2≤Q），总有R≥S。
 
则称S为Q的传递闭包，记为t（Q）。简而言之，传递闭包就是包含Q的最小的模糊传递矩阵。
 
i.模糊相似关系
 
设R是论域X上的模糊关系，若R满足自反性和对称性，则称R为模糊相似关系。
 
j.模糊等价关系
 
设R是论域X上的模糊关系，若R满足自反性、对称性和传递性，则称R为X上的模糊等价关系。
 
若论域为有限论域，即X={x1，x 2 ，...，xn}，则X的模糊等价关系可表示为一个n阶模糊矩阵R=（rij ）n×m且满足：
 
● 自反性，rii =1即主对角线元素为1；
 
● 对称性，rij =r ji即R为对称矩阵；
 
● 传递性，R2∈R即[image: ]。
 
在模糊等价关系的三个条件中，自反性和对称性容易验证，而传递性不是那么容易满足的。在实际应用过程中，要想直接建立自反性、对称性和传递性三个条件都满足的等价关系或等价矩阵比较困难。构造满足传递性的等价关系可以用如下定理完成。
 
定理：设R是n阶模糊相似矩阵，存在一个最小的自然数k（k≤n），使得Rk为模糊等价矩阵，且对一切大于k的自然数l，恒有Rl =Rk ，则Rk称为R的传递闭包，记为t（R）。
 
（4）模糊聚类步骤
 
a.对原始数据做变换（归一化处理）
 
b.建立模糊相似矩阵
 
按照传统方法（相似系数法）计算取值介于-1～1之间的相似系数矩阵r×（i，j），然后做如下变换：
 
 
 [image: ] 

 
则R=（rij）构成一个模糊相似矩阵。
 
c.获得模糊等价关系
 
通过上述步骤得到模糊相似矩阵，反映了变量间的相似关系，但它只具有自反性和对称性，不具有传递性。此时，可以通过定理中的方法得到传递闭包，也就是论域上的一个模糊等价矩阵，选择不同的值，得到不同的水平截集，得到动态聚类结果，生成动态聚类树。
 
通过褶积计算：R→R2 →R4 →R8→...→R2n
 
计算传递闭包：R*=t （R）
 
d.进行模糊聚类
 
对满足传递性的模糊相似矩阵R*进行聚类处理。设置不同的置信水平λ，得到普通的分类关系。当λ=1时，每个样品自成一类。随着λ值的减小，逐渐合并类，最后得到聚类谱系图，从而进行合理的分类。
 
6.2.3 变量降维
 
变量降维的主要方法有主成分分析和因子分析，下面逐一进行说明。
 
 1.主成分分析 
 
主成分分析（PCA）是在1901年被提出来的，是由Hotelling（1933）加以发展的一种统计方法。其主要目的是将众多原始变量变为少数几个相互独立的线性组合形成的变量（主成分），而经由线性组合后所得的成分的方差会变为最大，使得原始变量在这些成分上显示出最大的个别差异性。简而言之，主成分分析是将多个变量简化为少数综合变量的一种多元统计方法。从空间角度看，主成分分析就是将高维数据通过一定的线性变化投影到低维空间，并且投影到的低维空间尽可能不失真。下面简要介绍主成分分析是如何将高维变量投射到低维空间的。
 
设x=（x1，x2，...，xp）'为一个 p 维随机向量，且二阶矩存在，其均值和协方差矩阵分别为μ=E（x）和Σ=V （x）。对p维随机向量x进行如下线性变化：
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我们希望用前k个（k＜＜p）综合变量yi来代表原始p个变量，并且k个综合变量yi尽可能不损失原始p个变量的信息。为使y1在所有p个x1，x2，...，xp的线性组合中最具代表性，应使其方差最大化。所以，试图寻找单位向量[image: ]，使得[image: ]达到最大，y1就称为第一主成分。同理，若y1和y2信息不重叠（cov（y1，y2 ）=0），试图寻找单位向量a2 ，使得[image: ]达到除V（y1）之外的最大，则y2为第二主成分。
 
以此类推，x 的第 i 主成分 yi 指ai 为单位向量及cov（yk，y1）=0且k=1，2，...，i-1，[image: ]达到除V（y1），..，V（yi-1）最大，i=1，2，...，p。
 
下面我们对第 i 主成分进行推导：设 1λ≥λ2≥...≥λp≥0为∑的特征值（∑为对称非负矩阵），t1，t2，...，tp为相应的单位特征向量且两两正交，∑进行谱分解有：
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其中，T=（t1，t2，...，tp）=（tik）为正交矩阵，Λ=diag（λ1，λ2，...，λp）。由于
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当a1=t1时，有[image: ]，所以[image: ]就是所求的第一主成分，它的方差具有最大值 1λ。
 
对于第二主成分，由于cov（y1，y2 ）=0，所以
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得
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从而有
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若取a2 =t2 ，则有[image: ]，所以[image: ]就是所求的第二主成分，具有方差λ2。据此推广，我们可求得第 i 主成分为[image: ]，它具有方差 iλ，i=1，2，…，p。综上所述，我们得到了y=（y1，y2 ，...，yp ）'，则主成分向量y与原始向量x的关系为：
 
y=T 'x
 
由于T为x协方差矩阵∑的特征值所对应的特征向量，故上述变换为正交变换，其几何意义为将Rp中由x1，x2，...，xp构成的原p维坐标轴进行正交旋转，t1，t2，...，tp为p个新坐标轴的方向，并且这些新坐标轴彼此仍保持正交。
 
主成分分析的基本性质如下。
 
（1）主成分向量的协方差矩阵
 
V (y)=Λ
 
其中，Λ=diag（λ1，λ2，...，λp），即V（yi）=iλ，且yi之间互相独立（i=1，2，…，p）。
 
（2）主成分方差
 
由于V （yi ）=iλ，i=1，2，…，p，所以总方差中属于第i主成分yi（被yi所解释）的比例为[image: ]，称为第i个主成分yi的贡献率。由基本理论推导公式可知，第一主成分y1的贡献率最高，解释原始变量x1，x2，...，xp的能力最强；第二主成分y2的贡献率其次，解释原始变量的能力也其次；以此类推，后续的主成分解释能力越来越弱。前m个主成分的累计贡献率的定义为：
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上述公式表明y1，y2，...，ym解释x1，x2，...，xp的能力。主成分的目的是用少量变量代替整体变量且尽可能使原始变量信息少损失，故在实际应用中选取主成分时，选择累计贡献率80%～90%的前m个主成分yi ，这样既能减少变量个数，又能使原始变量损失降低。一般后面几个主成分的贡献率都非常小，可能变量之间有几个共线性关系。
 
（3）原始变量xi与主成分yk的相关系数
 
因为：y=T'x，x=Ty即xi =ti1y1+ti2y2+...+tipyp
 
所以：cov（xi ，yk ）=cov（tik yk ，yk ）=tikλk
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（4）相关矩阵求主成分
 
在基础理论部分，介绍的方法是从原始变量的协方差矩阵开始求其特征值及特征向量。在实际应用中，若变量间的数量级差距很大，就会造成很大的偏差，故在求特征值前需对变量做标准化变换，一般情况下使用的标准化变换如下：
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式中，iμ为均值，sii为样本标准差。
 
经过标准化后，变量的协方差矩阵其实就是原始变量的相关矩阵，故在应用中基本都是从原始变量的相关矩阵出发求解主成分。需要注意的是，使用相关矩阵求解的特征向量并不是原始变量的得分，而是原始变量经过标准化后的得分。
 
（5）主成分分析应用步骤
 
对于一个拥有p个变量x1，x2，...，xp、n个样本的数据，其结构如下：
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式中，[image: ]，j=1，2，…，p。
 
a.计算其相关矩阵R
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式中，rij =rji ，i，j=1，2，...，p
 
b.计算相关矩阵R的特征值和特征向量
 
计算相关矩阵R的特征值和相应单位特征向量，设 iλ，i=1，2，…，p为R的p个特征值，相应的特征向量分别为t1，t2，...，tp。
 
c.选择主成分并写出表达式
 
得到了相关矩阵R的特征值后，可以计算每个主成分对原始变量的贡献率：
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由于主成分特征是单调递减的，故选择累计贡献率达到80%～90%的前k个主成分作为最终主成分的新变量。设前k个特征值所对应的特征向量为t1，t2，...，tk ，其中：
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则第j个主成分新变量为：
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d.原始变量xi与主成分yk的相关系数
 
根据主成分基本性质中的第三部分计算原始变量xi与主成分yk的相关系数。
 
e.主成分旋转
 
在提取主成分后，新的主成分变量可能不太容易解释，为了尽可能地对新变量去噪，可采用主成分旋转来完成。常用的主成分旋转有两种：正交旋转（使选择的成分仍旧保持不相关）和斜交旋转（使选择的成分变得相关）。常用的正交旋转为方差极大旋转，它试图使载荷矩阵每列只有少数几个很大的载荷，其他都是很小的载荷。
 
 2.因子分析 
 
（1）基本理论
 
因子分析起源于20世纪初，是由K.Pearson和Spearman等学者在研究测定智力时所得的分析结果，其目的是用几个潜在的、不可观测的随机变量来描述原始变量间的协方差关系。之前介绍了主成分分析，因子分析和它相比最大的优势就是可以通过灵活的旋转使得结果更易解释，下面简单介绍因子分析的基本理论。
 
设x=（x1，x2，...，xp）'为一个 p 维随机向量，且二阶矩存在，其均值和协方差矩阵分别为μ=（μ1，μ2，...μp）'和Σ=（σii）。观察下述模型：
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式中，f1，f2，...，fm为公共因子，ε1，ε2，...，εp为特殊因子，并且两者都不是可观测的随机变量；每个公共因子 fi至少对两个原始变量有作用（至少出现在上述方程组中两次），否则它将被归入特殊因子；每个特殊因子 iε只出现在与之对应的第 i 个原始变量中。模型也可用矩阵和向量表达如下：
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式中，f=（f1，f2，...，fm）'为公共因子向量，ε=（ε1，ε2，...，εp）'为特殊因子向量，A=（aij）'为p×m矩阵，称为因子载荷矩阵。通常对其做如下假定：
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综上所述，满足上述模型且满足上述假定的模型称为正交因子模型。公共因子彼此不相关且具有独立单位方差，特殊因子也彼此不相关且与公共因子不相关。除了正交因子模型外，还有斜交因子模型，即各公共因子之间是相关的，这里暂时不讨论，有兴趣的读者可以参阅相关资料。此外，关于正交因子模型还需要注意以下两点。
 
a.正交因子模型不受单位的影响
 
将x的单位做变换，单位变换后，新的模型仍为正交因子模型。设C=diag（c1，c2，...，cp），ci ＞0，对x做单位变换x*=Cx，则模型（见式6.2）为：x*=Cμ+CAf+Cε
 
令μ*=Cμ，A*=CA，ε*=Cε
 
则有
 
x*=μ*+A*f+ε*
 
这个模型同样满足因子载荷矩阵的假定条件（见式6.3）。
 
b.因子载荷矩阵不是唯一的
 
因子载荷矩阵不是唯一的，这一点十分容易得到。设T为一个m×m的正交矩阵，令A*=AT，f *=T 'f，则模型（见式6.2）就变为：
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由于 T 为正交矩阵，T 'T=I，故上述模型仍然满足假定条件（见式 6.3）。由此可知，因子载荷矩阵不是唯一的，在实际应用中，利用这一点可以对因子进行旋转，使得新的因子有更好的实际意义。
 
（2）因子载荷矩阵
 
下面研究因子载荷矩阵A=（aij ）'，需要注意以下几点。
 
a.A的元素aij表示xi与 f j之间的协方差函数
 
利用模型（见式6.2）公式，计算xi与 f j之间的协方差函数：
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当x为标准化后的随机变量时，aij就是xi与 f j之间的相关系数。
 
b.因子载荷矩阵A的行元素平方和——共性方差
 
对方程组（见式6.1）两边取方差，得
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令[image: ]
 
则[image: ]i=1，2，…，p
 
通过方程组（见式6.1）可知：[image: ]反映了公共因子 f1 ，f 2 ，...，f m对xi的影响，称为共性方差；[image: ]为特殊因子 iε对xi的方差贡献，称为特殊方差。当 x 各分量已标准化时，σii =1，此时[image: ]。
 
c.因子载荷矩阵A的列向量平方和
 
对方程组（见式6.1）两边取方差并累加，得
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 [image: ]反映了公共因子 f j对x1，x2，...，xp的影响，衡量了该公共因子 f j的重要性尺度，可认为公共因子 f j对变量x1，x2，..xp的总方差贡献。
 
介绍完正交因子模型后，下面对x的协方差矩阵Σ进行分解：
 
V(x)=V(Af+ε)=cov(Af+ε,Af+ε)
 
=AV (f) A'+A cov(f,ε)+cov(ε,f) A'+V (ε)
 
=AV(f)A'+V(ε)
 
根据假定条件，V （x）=∑=AA'+D，如果x为各分量已标准化了的随机向量，则∑就是相关矩阵R=（ρij ），即R=AA'+D。
 
（3）参数估计
 
在因子模型中，最主要的任务就是估计出因子载荷矩阵A和特殊方差矩阵D，常用的估计方法有主成分法、主因子法和极大似然法。
 
设x1，x2，...，xn是一组p维样本，则μ和∑可分别估计为：
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a.主成分法
 
主成分法的步骤是：首先计算样本协方差矩阵S的特征值[image: ]和特征向量[image: ]，[image: ]，...，[image: ]；然后选取相对较小的因子数m（m＜＜p），并且累计贡献率[image: ]达到较高的百分比（一般大于85%）；最后，对样本协方差矩阵S做如下近似计算：
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式中，[image: ]为p×m矩阵，[image: ]，[image: ]（i=1，2，…，p）。
 
由[image: ]的计算公式可知，当因子数增加时，原来的因子估计载荷不变。
 
上述过程得到了一个因子分析的解，那么怎样来评价这个解的好坏呢？计算[image: ]为残差矩阵，它的对角线元素为零，当其他非对角线元素都较小时，可以认为取m个因子的模型拟合较好。对于主成分解，有[image: ]。最后还需要注意的一点是，在实际应用中，一般先对变量进行标准化变换，此时用相关矩阵[image: ]代替S即可求得主成分解。
 
b.主因子法
 
主因子法本质上是对主成分法的修正，假设各变量已经进行了标准化变换，则
 
R=AA'+D
 
令
 
R*=R-D=AA'
 
称R*为x的约相关矩阵。设[image: ]是特殊方差[image: ]的一个初始估计，则约相关矩阵可估计为：
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然后从R*出发，计算特征值[image: ]和正交单位特征向量[image: ]，[image: ]，...，[image: ]，则A的主因子解为：
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得到主因子解后，就可以重新计算[image: ]，进而重新估计特殊方差[image: ]：
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若想求得更好的解，可利用[image: ]再作为特殊方差的初始估计，重复上述步骤，直到解稳定为止。特殊方差[image: ]的初始估计的计算一般有如下几种方法。
 
●取[image: ]，其中r ii是[image: ]的第i个对角线元素，此时[image: ]是 iε和其他p-1个变量间的复相关系数。若从样本协方差矩阵 S 出发，则可采用[image: ]作为特殊方差的初始估计，这里s ii是S-1的第i个对角线元素。该方法在实际应用中最常用。
 
●取[image: ]。
 
●取[image: ]，此时得到的因子载荷矩阵[image: ]就是主成分解。
 
c.极大似然法
 
极大似然法需要依托已知分布进行参数估计。设公共因子f服从Nm（0，I），特殊因子ε服从Np（0，D）且相互独立，则原始变量 x 服从Np（μ，Σ）。由样本x1，x2，...，xn计算得到似然函数L（μ，Σ），由于Σ=AA'+D，故似然函数可以表示为L（μ，A，D）。记（μ，A，D）的极大似然估计为[image: ]，即[image: ]，可以证明[image: ]，而[image: ]和[image: ]满足以下方程组：
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式中，[image: ]，[image: ]和[image: ]一般可用迭代方法解出。这里方程组的解不是唯一的，为了得到唯一解，可附加唯一条件A'D-1 A。对于极大似然解，当因子数增加时，原来因子的估计载荷矩阵及对x的贡献将发生变化，这点与主成分解和主因子解不同。
 
（4）因子分析步骤
 
将原始变量进行标准化变换的步骤如下。
 
a.选择适当的因子个数
 
因子个数的选择是因子分析的重点：公共因子的数量设置少了，结果中的公共因子就不能有效解释原始变量的方差；设置多了，又不能很好地达到降维的目的。一般有两种方法可以解决这个问题：特征值法和碎石图。特征值法类似主成分分析的第一步，计算相关矩阵特征值，大于1的特征值个数就是因子个数。碎石图法则是把上述特征值从大到小连成折线，折线必然是先陡后平，折线由陡变平的前一个点即因子个数。特征值法和碎石图法拥有简单易用的特点，但两者都具有一定的主观性。
 
除上述两种常用的方法外，下面介绍另一种有用的方法：平行分析法。其具体步骤如下：首先，生成一组随机数据的矩阵，这些矩阵的变量个数和被试的个数与真实的数据矩阵一样；然后求出这些随机矩阵的特征值，并计算这些特征值的均值；最后比较这些特征值的均值曲线和真实数据矩阵特征值的碎石图，如果真实数据特征值落在随机矩阵特征值均值曲线之上，则保留因子，反之则舍弃因子。
 
平行分析法潜在的逻辑是：如果一个从真实数据中抽取的因子所解释的变异比从随机数据矩阵中抽取的因子所解释的变异还小，那么这个因子就应该被舍弃。
 
b.选择适当的方法进行参数估计
 
c.因子旋转
 
在选择一定的方法对原始变量进行因子模型参数估计后，还需要对公共因子进行合理的解释。因子的解释往往带有一定的主观性，为了减少这种主观性，通常使用因子旋转。因子旋转使载荷矩阵每一列上元素的绝对值尽可能地拉开距离，使载荷矩阵A的元素都接近零或者±1，则模型就易于解释。因子旋转有正交旋转和斜交旋转两类。对公共因子进行正交旋转相当于对载荷矩阵A进行一次正交变换，使得进行正交变换的新的载荷矩阵更有实际意义。正交变换中最普遍的方法是最大方差旋转法。有时候正交旋转并不是最好的方法，现实中各变量相关更加符合现实意义，所以斜交旋转也是常用的因子旋转方法。
 
d.计算因子得分
 
所谓因子得分，就是给出每一个样本xj关于m个公共因子的得分，因子得分的计算并不是通常意义下的参数估计，而是对不可测变量 f1，f2，...，fm的取值做出估计。这种估计常用的方法有两种：加权最小二乘法和回归法。
 
● 加权最小二乘法
 
把模型（见式6.1）写为如下形式：
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式中，[image: ]，i=1，2，…，p。由于 p 个特殊方差可以不全相等，所以可以采用加权最小二乘估计来寻求 f1，f2，...，fm的估计[image: ]，[image: ]，...，[image: ]，得到加权的“残差”平方和[image: ]+[image: ]，使其达到最小。这样求得的解称为巴特莱特因子得分。通过微分求极值，最终样本x j因子得分为：
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● 回归法
 
在因子模型（见式6.2）中，假设[image: ]服从（m+p）元正态分布，由条件（见式6.13）得：
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在给定x的条件下，f的条件数学期望为：
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样本xj的因子得分为：
 
 
 [image: ] 

 
上述用回归法得到的因子得分称为汤姆森因子得分。最后需要注意的是，加权最小二乘法的因子得分估计是无偏估计，而回归法的因子得分估计为有偏估计，但是回归法得到的因子得分估计比加权最小二乘法得到的因子得分估计有更小的平均预报误差。
 
6.2.4 R语言实例代码
 
 1.基于变量距离的层次聚类 
 
（1）计算变量相关性
 
语法：cor（x，y=NULL，method='pearson'）
 
参数及其说明如表6.3所示。
 
 
 表6.3 cor语法的参数及其说明
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（2）层次聚类
 
语法：hclust（d，method）
 
参数及其说明如表6.4所示。
 
 
 表6.4 hclust语法的参数及其说明
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R语言实例：
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代码说明：首先计算每个变量的相关系数，然后计算其距离并且转换为dist类型的对象，以便后续 hclust 函数调用，接着生成树状图使分析人员能够更直观地看到结果，最后输出变量分类结果。另外，在自定义函数中，plclust和rect.hclust函数的具体用法读者可以在线上的帮助文档中查看，具体查找方法为“？函数名”。
 
 2.模糊聚类 
 
R语言实例：
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代码说明：根据模糊等价关系得到截矩阵，然后进行聚类，利用贪婪算法每次解决一个类别的变量聚类，最后通过循环得到结果。大致步骤如下。
 
（1）取出截矩阵为TRUE所在的行号和列号，输出到一个数据框res_lamda_loc中。
 
（2）取出res_lamda_loc中的第一行r_first，存到bl_f中。
 
（3）对于bl_f中的每个元素bl_f（i）：
 
● 在res_lamda_loc中查找r_first（i）有相同数值的行rowmatch_l；
 
● 把res_lamda_loc中rowmatch行的所有元素，去重存放在bl_2中。
 
（4）若rowmatch_l不等于零，则在res_lamda_loc中删除rowmatch_l行。
 
（5）在bl_2中删除在第（3）步中已经搜索过的元素，存放在bl_f中。
 
（6）当bl_f不为空时，重复第（3）步～第（6）步。
 
当bl_f为空时，说明某一类相关的元素都已经搜索完毕，把结果存入结果列表blist中。
 
（7）重复第（2）步～第（6）步，直到res_lamda_loc为空。
 
 3.主成分分析 
 
主成分分析可以用psych包中的principal函数进行操作。
 
语法：principal（x，nfactors=，rotate=，scores=）
 
参数及其说明如表6.5所示。
 
 
 表6.5 principal语法的参数及其说明
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R语言实例：
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输出的碎石图如图6.1所示。
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 图6.1 碎石图
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代码说明：pca_eigen函数主要输出主成分个数的建议及特征向量。从上述结果看，提取1个主成分是合适的选择。
 
上述代码自定义了一个函数，通过计算累计贡献量占比，输出了主成分个数的建议值。下面再来看一个主成分旋转的例子。
 
R语言实例：
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代码说明：PC1 栏包含了成分载荷，指观测变量与主成分的相关系数。如果提取不止一个主成分，那么还将会有PC2、PC3等栏。成分载荷可用来解释主成分的含义。h2栏指成分公因子方差，即主成分对每个变量的方差解释度。u2栏指成分唯一性，即方差无法被主成分解释的比例（1-h2）。例如，体能（height）88%的方差都可用第一主成分来解释，其余 12%却不能。SS loadings行包含了与主成分相关联的特征值，指的是与特定主成分相关联的标准化后的方差值（在本例中，第一主成分的值为4.67）。Proportion Var行表示的是每个主成分对整个数据集的解释程度。此处可以看到，第一主成分解释了58%的方差。
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代码说明：最终得到的主成分得分为：
 
PC1=0.28×height+0.3×arm.span+0.3×forearm+0.28×lower.leg-0.06×weight
 
-0.08×bitro.diameter-0.1×girth-0.04×chest.width
 
PC2=-0.05×height-0.08×arm.span-0.09×forearm-0.06×lower.leg+0.33×weight
 
+0.32×bitro.diameter+0.34×girth+0.27×chest.width
 
注意：主成分中的原始变量均为标准化后的数据。
 
 4.因子分析 
 
（1）含平行分析的碎石图
 
语法：fa.parallel（x，n.obs=，fa='both'，n.iter=100，...）
 
参数及其说明如表6.6所示。
 
 
 表6.6 fa.parallel语法的参数及其说明
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（2）提取公共因子
 
语法：factanal（x，factors，data，scores，rotation，covmat）
 
参数及其说明如表6.7所示。
 
 
 表6.7 factanal语法的参数及其说明
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R语言实例：
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输出的判断因子个数图如图6.2所示。
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 图6.2 判断因子个数图
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代码说明：首先获取数据，计算其相关矩阵；然后利用平行分析法确定因子个数，通过平行分析碎石图可以看到，三角曲线有两个因子的特征值在随机模拟矩阵的上方，故因子个数确定为2；接着分别用正交旋转法和斜交旋转法进行因子分析计算，loadings为因子载荷矩阵；最后，在因子分析计算结果的末行是该原假设（原假设：两个因子是充分的）的p-value，由于两个p-value值均大于0.05，故不能拒绝原假设。
 
6.3 项目实践
 
在介绍完相关理论后，让我们来看一个实例。在第3章中，介绍了一些运营指标，下面就对这些运营指标进行分类，也从另一个侧面看一下这些指标的特征。我们挑选了一些重要的运营指标，具体指标及说明如表6.8所示。
 
 
 表6.8 运营指标及说明
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 续表
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从表 6.8 可以看出，抽取的指标主要有如下基类：流量类（UV、PV、登录人数等）、订单类（总订单量、各业务线订单量等）和用户特殊动作类（激活、在海外下单量等）。下面通过这些数据分别用变量筛选和变量降维来实践一下（注意：测试数据经过脱敏处理，只是说明研究方法的可行性，结果并不能说明实际问题）。
 
6.3.1 变量筛选
 
首先，运行之前变量筛选中的所有自定义函数，然后执行如下代码。
 
R语言实例：
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结果如下：
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根据数据结果并且结合业务，分类结果如下。
 
第一类由如下指标组成：
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说明：海外机票和团队游价格一般都比较贵，故两者订单量的大小直接决定了总订单金额的大小。此外，根据业务部门反馈，团队游和自由行大部分是海外订单，故此类指标代表着用户海外产品下单的情况。
 
第二类由如下指标组成：
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说明：该类指标反映了用户在海外下单的情况，一部分团队游和邮轮需要出境，正好和用户在境外下单的数量吻合。与第一类指标不同的是，第一类指标是用户在境内下单海外产品的情况，而第二类指标是用户在海外下单的情况。
 
第三类由如下指标组成：
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说明：该类只有一个ios激活量指标。读者可能会问：同样是激活指标，为什么ios激活量不与总激活量和android激活量是一类的？笔者认为这正是统计技术的特点，通过技术手段发现一些平时难以想到的结果。这里充分说明了ios激活量的特点与其他激活量的特点不同。
 
第四类由如下指标组成：
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说明：该类指标是国内用户流量和订单情况。一般情况下，当日流量数据较高，订单数据也会相应较高，故在具体分析时，只需在这些指标中选几个最具代表性的、业务上最容易解释的、制作起来最方便的指标即可。另外，从模糊聚类的方法可以看出，此类指标和第一类指标可以合并，代表总流量和订单。指标是否划分要根据具体的分析场景而定。
 
6.3.2 变量降维
 
 1.主成分分析 
 
R语言实例：
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运用指标绘制的碎石图如图6.3所示。
 
 
 [image: ] 
 图6.3 运用指标绘制的碎石图
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最终得到的4个主成分分别为上述结果每列变量的线性组合：
 
PC1=-0.06×orderamount-0.01×ordercnt_outland-0.12×ordercnt_atoutland
 
+0.00×pship_uv-0.05×pgroup_uv+0.21×ios_active+0.01×ordercnt
 
-0.12×htlordercnt+0.14×trnordercnt-0.01×ttdordercnt-0.07×actordercnt
 
+0.13×uv+0.04×uv_h5+0.14×fn_uv-0.04×hn_uv-0.07×act_uv+0.18×bus_uv
 
-0.01×pticket_uv+0.18×train_uv+0.13×total_uid+0.17×active
 
PC2、PC3、PC4的计算以此类推。需要注意的是，公式中的原始变量都是标准化后的值。
 
 2.因子分析 
 
R语言实例：
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输出的判断因子个数的碎石图如图6.4所示。
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 图6.4 判断因子个数的碎石图
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至此，我们将之前介绍过的技术都实践了一遍，由于测试数据是经过加工的，故与真实情况有所差别，读者可以使用本章的技术经验，应用到实际生产过程中。变量筛选主要用于对指标变量的初步认识和探索，一般在数据探索阶段使用。变量降维工作在具体的应用场景中使用才能较为准确，故一般在之后的分析阶段使用。在平时的分析过程中，情况往往较为复杂，这里只是给读者提供了一些思路和处理方法，综合使用方能有成效。
第7章 构建用户画像系统
 
在企业初创阶段，由于数据量缺乏，更多的决策是靠拍脑袋决定的。例如，产品经理靠自己的经验判断用户可能的喜好、市场营销人员靠产品的特点进行营销活动。随着越来越激烈的市场竞争，获取一个新用户的成本远高于维系一个老用户所花的成本；企业需要了解自己的用户特点，单纯的用户行为和订单数据难以直接刻画出用户特征；随着人工智能和机器学习的兴起，很多智能化产品也层出不穷：为解决上述三个问题，需要构建一套属于企业的用户画像系统。本章主要介绍用户画像系统的概念和制定流程，具体的例子将在第8章借助市场营销场景具体讲解。
 
7.1 项目背景、目标和方案
 
7.1.1 项目背景
 
以往，企业运营和营销都是以产品为中心的。近几年，这个理念早已发生了翻天覆地的变化，大部分服务性企业从以产品为中心的理念转变成了以用户为中心的理念。产品的设计从企业想让用户用什么产品变成了企业为了用户的需求设计产品，这个转变对企业的要求更高，逼迫IT团队和数据分析团队尽量多地收集用户信息并分析用户特征。
 
作为服务性旅游电商，这家初创不久的企业在一段时间的发展后，逐渐在市场上站稳了脚跟。为了更进一步发展，必须在企业内部更大规模地挖掘潜力。公司领导把目标瞄准了用户数据，希望公司能有一套用户画像系统，使得产品设计、数据统计、数据挖掘、市场营销等工作都有所依据。
 
这个任务自然分配给了数据分析团队，对于他们而言，用户画像系统是一个全新的概念，首先需要搞清用户画像系统的整个全貌和构建方法，并且制定用户画像系统标准。
 
7.1.2 项目目标
 
作为一个全新的数据项目，从无到有的过程往往比较困难，其过程通常为螺旋式上升。在初期，数据分析团队主要有如下几个目标。
 
（1）梳理用户画像理论，了解用户画像指标制作流程。
 
（2）针对公司业务情况，创建用户画像系统指标大类。
 
（3）制定用户画像指标规范。
 
7.1.3 项目方案
 
通过查阅资料并了解用户画像系统的基本框架，根据企业实际情况制定用户画像系统指标及规范。
 
7.2 项目技术理论简介
 
7.2.1 用户画像的基本概念
 
用户画像就是通过用户行为或基本信息给用户贴标签，简单地说就是用户信息的标签化过程。这些标签可以是字符型，也可以是数值型。其中，数值型指标又可分为离散型和连续型。例如，某用户31岁，已婚，有一个小孩，平均每年境外度假2次，人均消费4000元，价格敏感度较高等。一个具体的用户可以有多种标签来刻画，这些标签的集合反映了一个用户的整体全貌，如图 7.1 所示。对于企业而言，不需要知道这个用户具体是谁，只要掌握了他的画像标签，就足以帮助企业解决大部分问题。
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 图7.1 用户画像示意图
 

 
7.2.2 用户画像应用领域
 
用户画像应用领域很广，主要用在市场营销、业务产品设计、功能界面设计、智能化推荐、监控运营环境和用户统计数据等方面。
 
 1.市场营销 
 
在市场营销领域，市场营销人员可以根据用户画像标签挑选适合的用户进行有针对性的营销，这样可以有效提高活动效果、降低成本。这种方式也叫数据库营销，即利用数据进行营销。试想这样一个场景，某次活动主要推广境外度假产品，如果市场营销人员将资源投放在那些低端用户、未成年用户或者偏好廉价价格的用户身上，那么最终响应的用户数肯定相对较少；反之，若市场营销人员将资源主要投放在那些高端用户、有境外出行偏好且有一定经济基础的用户身上，那么最终响应的用户数必然比之前多。要想准确挑出后者，企业数据库记录就要准确识别出哪些是高端用户、哪些是有境外出行偏好的用户，以及哪些是有经济基础的用户。市场营销人员不必知道具体的识别过程，他们只要挑选出的结果。因此，企业需要的是能够识别用户的标签，有了用户画像系统，就能很好地满足企业的需求，进而提升市场营销效果，即精准营销，如图7.2所示。
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 图7.2 精准营销
 

 
 2.业务产品设计、功能界面设计 
 
产品的设计主要是为了适应用户的需求，而用户的需求各种各样，使产品设计满足所有用户的需求肯定是不现实的。对于产品设计人员而言，抓住大部分高价值用户的需求，产品在未来发展上就已经成功了一大半。于是，找出企业主要用户，进而研究他们的需求又成为用户画像系统的任务。
 
 3.智能化推荐 
 
在许多电商网站上，当用户浏览或者购买了一件商品后，该商品页面上就会提示用户：你可能喜欢某某东西。类似这种功能就是智能化推荐。在智能化推荐算法中，最常用的就是协同过滤算法。它又可以分为两种：根据产品属性和根据用户属性。其中，根据用户属性的原理就是通过计算来找寻与该用户相似的用户，挑出那些相似用户喜欢的东西，并且展现出来。在找寻与用户相似的用户时，就需要比较用户的特征（基本信息及访问行为等特征）。如果企业事先没有给用户打好标签（如性别、年龄、是否为高利润等），就不可能计算出用户之间的相似度。因此，用户画像系统在智能化推荐系统中承担着重要角色。
 
 4.监控运营环境 
 
用户画像系统为企业监控提供了必要的帮助。根据业务特点，通过监控某几个类别用户的行为，可以发现运营情况的变化。当运营环境发生重大变化时，大部分指标都会出现异常，但是若运营环境整体上变化不大，只是在小范围内发生些许波动，由于较小的波动被整体所掩盖，所以难以暴露问题。如果事先把整体切割成一小块一小块的片段，监控整体情况的同时也监控这些片段的变化，当整体波动不大但是小的片段波动明显的情况下，运营人员则更容易发现问题。这种切割的依据就要用到用户画像系统的某个标签，运营人员通过监控某几类人群，从而达到窥视一切的目的。
 
 5.用户统计数据 
 
与监控运营环境一样，用户统计数据的问题也很可能被整体数据所掩盖。例如，一个指标从100变到90，变动为-10%；对于该指标下某一类用户而言，该指标从40变成了30，则变动为-25%，变动幅度显著高于整体的10%。因此，用户画像系统对用户统计数据也能带来较大帮助。
 
7.2.3 用户画像分类
 
用户画像标签根据其信息变动频率可以分为静态信息标签和动态信息标签。静态信息标签指的是确定后将来不会变化的标签，如姓名、注册时间、注册渠道、下单情况等。动态信息标签则是那些今后会随着时间的推移及用户行为的不同进而发生变化的标签，如浏览页面信息、平均停留时长、订单数、度假类型偏好等。
 
此外，根据标签准确度又可分为确定性指标和非确定性指标。其中，确定性指标是指那些数值准确、含义清晰的指标，如用户姓名、手机号码、地址、注册时间、浏览行为等；非确定性指标是指那些预测型的标签，其数值是统计推断的结果而并非真实发生的，如潜在高价值用户、出行偏好等。
 
7.2.4 用户画像构建
 
 1.数据源 
 
作为一家互联网电商企业，数据的收集并非难事，怎样有效、合理地收集尽可能多的数据才是真正考验企业能力的地方。用户画像系统的数据类型及收集来源主要有如下几个部分。
 
（1）用户基本信息
 
用户基本信息是描述用户基本属性的信息，如性别、年龄、常住地、职业、婚姻状况、是否有小孩等。这些信息可以通过以下几种途径获取。
 
a.用户注册信息表：用户若要在互联网上下单或者访问，大部分都会被要求注册信息，注册信息时，不同行业收集到的信息量也不同。
 
b.收件人信息：有些情况下，用户在下单后需要填写邮寄信息。
 
c.通过活动收集：市场营销部门在做活动时，有时会要求用户填写基本资料，事后将这些资料录入数据库即可得到用户基本信息。
 
d.模型预测：企业用户数量众多，基本信息不可能全部都有，难免会有几个信息缺失，这些信息缺失的用户，我们可以通过用户相似度来推测该用户在该指标上的数值。
 
通过以上几种方式即可收集到一份完整的用户信息表。
 
（2）用户行为数据
 
前面曾经介绍过，互联网企业一般会通过埋点的方式记录用户的浏览记录，通过对浏览记录的分析和转换，可以得出许多用户画像标签，如访问深度、访问频次、平均访问时长等。这些数据的收集都是通过记录用户行为数据的日志得到的。
 
（3）用户订单数据
 
通过用户订单数据同样可以得到很多用户画像标签，如高利润用户、忠诚度用户、价格敏感用户、产品偏好等。对于企业而言，真正有价值的用户就是下单用户，通过用户订单数据得出的标签分类通常都是十分重要的。另外，订单数据一般都是十分准确的，故通过用户订单数据得出的标签数据往往质量较高。
 
（4）用户投诉信息
 
另一个收集用户信息的来源就是用户投诉，我们可以试想一下，一般什么样的用户会投诉呢？浏览过程中遇到问题的用户、订单出现问题的用户、购买体验不好的用户等是主要投诉人群，这些用户往往是企业的重要用户。一个对产品不在意、从来没下过单的用户一般是不会投诉的，他们会直接流失掉或跳到其他平台，那些认真投诉的用户才是企业真正的用户。在投诉过程中，企业也会收集到一些数据，比如通过声音可以判断其性别、通过询问可以了解其职业和联系方式等。
 
 2.用户画像构建粒度 
 
用户画像构建粒度是指统一用什么样的id作为用户的唯一标识，这一点对于用户画像系统来说至关重要。在互联网电商中，用户标识可能会出现如下几种类型。
 
(1)Cookie
 
Cookie是互联网中使用最广泛的方式，能够标识未注册的用户。当用户打开网站时就会被标上一个Cookie，当用户不清理缓存时，这个Cookie会一直存在。它的缺点是有一定的有效期（缓存未被清理才可用），若用户跨浏览器或设备，则这个Cookie会发生变化。
 
(2)uid
 
uid是用户注册时系统自动分配的id号，同一个用户不管在哪里访问，只要他登录了uid，就会被记录下来，后期互联网分析人员通过 uid 就可以关联到同一个用户。它的缺点是：为了减少用户的费力度，大部分网站不需要用户登录就可以访问，只有当用户下单时才会要求登录，这就给后期统计上带来了一定的困难。
 
(3)E-mail
 
E-mail的情况和Uid类似，一个用户可能有多个E-mial，后期的关联同样会出现较大问题。
 
（4）微信、QQ、微博
 
目前，大部分用户至少都有微信、QQ、微博这三种之一的账号，有些网站为了减少用户费力度，允许用户直接使用这三类账号登录，这些账号对于一个用户来说几乎不会改变，因此在标识准确性、持久性上都有不错的效果。
 
（5）手机号
 
手机号对于用户来说一般不会更改，尤其是实施手机号实名认证后更加大了手机号的可靠性。它的缺点是一个用户可能会有多个手机号。另外，通常情况下用户的警惕性较高，不会轻易留下手机号。
 
（6）身份证
 
身份证是一个人的唯一标识，永远不会改变，但是它的收集难度相当大，收集比例不是很高。
 
 3.用户画像构建抽象方法 
 
从本质上讲，用户画像就是对数据进行转换操作。用户画像由各种各样不同类型的数据转换得到，这些转换有如下几个方面。
 
（1）将数据聚集到适当的粒度
 
有些数据标签在进行数据记录时已经是适当的粒度，如开始时间、地址、出生日期等。这些数据往往是用户的基本信息数据。大部分标签数据需要经过整合和运算得出。
 
（2）将数据旋转到相应时间序列
 
有些画像标签需要综合计算一段时间内的值才有意义，如每周订单量、每月利润等。这些指标都是从更细粒度的基础上汇总而来的，是二次人工标签。根据数据的不同，又有如下几种情况。
 
a.在规定时间范围内，数据量比较均匀，数据种类比较多
 
这种情况下，可以将明细数据通过以下方式进行计算，从而得出标签数据：计算在规定时间范围内的最大值、最小值、平均值、总个数、离当下最近时间点上的数值和最远时间点上的数值等。
 
b.在规定时间范围内，数据不规则或稀疏
 
这种情况下，可以计算规定时间范围内的第一个值、最后一个值、最后n个值、中位数等数值。
 
c.整体汇总数据
 
除汇总用户最近历史时间的序列数据外，统计用户生命周期行为的历史也十分有用，如在整个生命周期内，统计每个渠道数值、最大数值、最小数值、平均值等。
 
（3）对已有数值进行适当的变换
 
对已有统计数据稍加变换，得到对业务有用的数值，如将用户的出生年月转换成年龄等。
 
（4）各种方式创造派生变量
 
派生变量是指将原始变量进行适当的组合得到新变量，如转化率数据（订单量除以UV）。这些派生变量有时可以更好地反映用户特征，它往往结合了多种基本变量，识别效应更好，也更能反映业务。
 
 4.用户画像标签创建流程 
 
要建立公司级的用户画像系统，首先需要联合公司各个业务线的负责人共同商议其主要需求点，在综合各个业务线需求和公司级指标后，方可进行统一的用户画像标签创建。当然，构建用户画像标签不是一劳永逸的，根据各个业务线的特点，后期还需要不断地更新数据及增加标签。下面主要就某一个用户画像标签介绍其一般创建流程。
 
（1）由业务方提出需求，数据分析团队和业务方共同讨论标签内容，确定标签使用的业务场景，指定标签含义。
 
（2）在确定了标签使用用途后，根据标签的含义收集或寻找相应的基础数据。这些基础数据可能存放在用户基本信息表中或用户访问日志表中，也可能存放在用户订单表中等，找到之后整合到统一的数据平台。
 
（3）对整合好的数据进行统一处理，通过统计方法对明细数据进行适当汇总。
 
（4）汇总好后的指标数据有两种类型：离散型和连续型。对于离散型指标，可以直接运用于用户画像标签。对于连续型指标，需要进行离散化处理。对于使用方而言，连续型数值会给使用方带来困惑。例如，利润贡献度指标，若用利润值作为利润贡献度指标，则数值区间较大，当使用方想找那些高利润的用户时，他们应该选择利润多少的用户呢？如果将利润值进行离散化，用1～5分值代替，值越高表示利润越高，这样使用起来就明显比之前方便多了。所以，问题就归结为如何将连续型变量进行离散化处理。在项目实战部分我们将举一个连续型标签离散化的例子。
 
（e）某些情况下，现有的数据难以表述一些复杂的含义，如潜在购买力、行为偏好等。这时需要根据已有的数据标签进行建模分析，从而得到一些自定义的标签。
 
（f）创建衍生变量，形成新的标签。可以通过已有的数据标签及上一步得到的模型自定义标签，通过不同的组合形成新的组合标签。
 
通过以上几个步骤，业务方的一个需求可以创建出一个或者多个用户画像标签。需要注意的是，在创建用户画像标签时必须注明应用场景和使用方法，同一个定义在不同场景下，指标数据往往是不一样的，某些指标需要在一定的场景下才能使用，为了不引起使用上的误解，需要附上指标说明书。
 
 5.用户画像标签构建难点 
 
在构建用户画像系统时会遇到诸多困难，这些困难在大部分企业中都会出现，只有有效克服困难，并且形成一套数据收集、数据整合、数据变换的分析机制，才能在今后的工作中解决这些问题。这些困难主要来自如下几个方面。
 
（1）用户信息一般分别存储在不同的数据源中，因此将数据打通就显得尤为重要，如何判断来自两个不同数据源并且关联字段不一样的用户是同一个用户，就成为用户画像标签系统最关键的一环。
 
（2）用户画像数据的时效性。对于一些确定性的静态标签，一旦标签数据形成就不会更改；但是大部分标签都是动态的，随着时间的推移会发生变化。对于确定性动态数据，可以建立一套自动化更新流程，一旦源头有更新，下游指标数据可以自动修改。对于预测型数据，需要建立一套机制来提醒分析人员定期或者不定期对标签数据进行修改，保证数据的时效性。
 
（3）将连续型指标合理地离散化。前面曾经提到过，连续型数值对于使用方来说很麻烦，如何将连续型数值有效、合理地转换成离散化数值也是用户画像标签的难点之一。
 
7.2.5 用户画像标签的数值处理方法
 
 1.数值归一化 
 
在制作标签时，对于不同的指标，其单位也不尽相同。例如，转化率指标的数值一般在0～1之间，订单量指标可能是1～100之间的整数，用户利润数值可能是0～10000之间的浮动型数值。由于单位量纲不同，所以很难横向比较。另外，数据分析师运用标签数值建立模型时，一般也需要对模型变量做归一化处理，然后才能进行建模的后续操作。下面介绍4种常见的数据归一化方法，读者可根据不同的情况选择使用。
 
（1）min-max标准化
 
min-max 标准化就是把数据的最大值和最小值作为极差，计算数据与最小值之差与极差的比例来实现归一化，最终结果的范围为0～1。
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式中，min（x）是指标的最小值，max（x）是指标的最大值。
 
（2）log函数标准化
 
log函数标准化通过log函数进行计算，具体公式为：
 
 
 [image: ] 

 
（3）atan函数标准化
 
atan函数标准化利用atan三角函数进行计算，同样可以将连续型数值的量纲去掉，具体公式如下：
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（4）Z-Score函数标准化
 
Z-Score函数标准化是使用最多的方法，其应用范围相当广泛，具体公式如下：
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式中，μ为指标的整体均值，σ为指标的标准方差。
 
 2.连续型数值的离散化方法 
 
连续型数值的离散化方法主要有等距划分、等频划分和聚类分析等。
 
（1）等距划分
 
等距划分就是将连续型变量在取值范围内均匀地分成n份，每份的间距相等。例如，用户的年龄通常是连续型整数数值，我们可以把年龄等距离地进行划分：0～10岁、11～20岁、21～30岁、31～40岁、41～50岁、50～60岁等。按照这个区间，把原始变量数值用文字进行替代，即用户年龄在0～10岁之间用“0～10岁”替代、用户年龄在11～20岁之间用“11～20岁”替代，以此类推。
 
（2）等频划分
 
等频划分就是把数据均匀地分为n份，每份的样本点数量相同。例如用户年龄指标，设一共有1000个用户，欲把用户分成5类，先按照年龄将用户从小到大排序，然后从最小的数值开始，每200个样本就放在一类中，于是一共得到5个离散类别，每个类别200个样本。
 
（3）聚类分析
 
聚类分析有很多种，这里主要介绍K-means聚类在一元连续型标签数值上的离散效果。
 
首先，了解一下什么是K-means聚类。K-means聚类的算法主要是随机指定k个类别中心点，然后通过每个点与类别中心点的距离，将每个点划到与它距离最近的那个中心所属的类，接着重新计算类别中心点、重新计算上述步骤，直到划分稳定为止。
 
在K-means聚类过程中，k（聚类类别数）值的设定需要用户事先指定，但是用户往往难以确定k的具体数值。这里采用划分后组与组之间的组间距离与组间距离和组内距离之和的比值（称做伪F值）来判断。试想一下，若聚类效果足够好，那么大部分方差应该都由组间距离所解释。同时，随着聚类个数k的增加，组间距离的值会变大，直到每个点都单独形成一类，这些样本点的方差全都由类与类之间的组间距离所解释，上述伪 F值就会等于 1。在实际应用中，随着k值的增加，组间距离与总方差的比例会不断增加，但是增加的比例会逐步减少，增加比例的绝对量出现拐点时，k的取值可以用做最终的划分类别数。
 
7.3 项目实践
 
数据分析团队与业务方沟通后，根据公司已有数据初步创建用户画像标签系统。该系统用户粒度为uid，主要包括4个类别的用户画像标签，分别为基本信息、会员信息、浏览行为和订单信息。主要画像标签及对应类别如表7.1所示。
 
 
 表7.1 主要画像标签和对应类别
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 续表
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其中，用户年龄标签开始时是连续型数值，在最后整合时通过 K-means 聚类将数值转换成了离散型变量，下面具体看一下离散化的过程。
 
 1.指标数据的描述性统计 
 
R语言实例：
 
 
 [image: ] 

 
输出的指标QQ图、直方图和密度估计曲线如图7.3所示。
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 图7.3 指标QQ图、直方图和密度估计曲线
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代码说明：首先导入测试数据，年龄数据为连续型指标；然后输出其 QQ 图、直方图和密度估计图，可以初步看一下该指标数据的分布情况和正态分布的偏离程度，从图7.3中可以看到，该指标近似服从正态分布；最后对该指标进行描述性统计，计算其均值、标准差、最大值、最小值、上下四分位数、偏度和峰度，通过这些量化指标对年龄数据的数学特征有更进一步的了解。
 
 2.离散化过程 
 
对指标进行描述性统计后，我们有了初步的概念，下面对其进行离散化处理。
 
R语言实例：
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输出的分类类别数与伪F值对照图如图7.4所示。
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 图7.4 分类类别数与伪F值对照图
 

 
代码说明：从图7.4中可以看到，当k大于4时，随着k值的增加，伪F值的增加速度明显放缓，并且已经大于0.85，故这里k取5，即把原连续型数值分成5类。
 
R语言实例：
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最终数据分类结果如表7.2所示。
 
 
 表7.2 数据分类结果
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代码说明：将原始变量分成5类，11～38岁为第一类，39～44岁为第二类，45～49岁为第三类，50～57岁为第四类，58～79岁为第五类。各类的年龄主要集中在35岁、41岁、46岁、52岁和62岁附近。其中，第二类39～44岁的人数最多，为3078人，占整体人数的30.78%。
 
注意，上面用K-means离散化的方法是在没有任何业务指导及响应变量时使用的，也就是说在无监督的情况下该方法是可行的。若有业务指导，则可以对结果做一定程度的调整。比如，11～38 岁这一类根据产品特性可以分为未成年和成年，这样可以将第一类再分成 11～18 岁和19～38岁。此外，在具体分析某个具体场景并且有响应变量时，可以用卡方、信息增益、Gini系数等方法进行分类。
 
总结：本章初步讨论了用户画像系统的概念、应用领域、分类及构建方法，并且讨论了数值处理的两种方式，即归一化和无监督离散化过程。在实际工作中，情况往往较为复杂，数据分析师应该充分与业务方沟通，在理解业务的基础上做出有意义的画像标签。在下一章中，将详细介绍一个用模型搭建的用户画像标签——潜在购买力指标，为读者阐述整个模型搭建过程。
第8章 从数据中寻找优质用户
 
前面介绍了如何构建用户画像系统，对于市场部门而言，做营销活动再也不像从前那样盲目投放了，而是转向了精准化营销。要达到精准化营销，需要市场人员挑选出他们想要的目标用户。为了方便市场人员挑选目标用户，就需要根据用户画像指标进行筛选。用户画像用以刻画一个用户的全貌，用不同的维度加以描述。这些描述有的是利用用户基本信息，而这些基本信息仅是一些固定信息的描述；有的则是通过用户行为建立模型得出的，这些指标高度抽象出用户的行为信息及背后透射出的隐藏部分，并且转换成有序的量化数值，方便使用者挑选。本章将挑选用户画像指标中对市场营销人员非常重要的一个指标——潜在购买力指标进行量化分析。
 
8.1 项目背景、目标和方案
 
8.1.1 项目背景
 
通过一段时间的努力，用户标签系统在数据分析团队的努力下逐渐完善。使用方也遍及了公司的很多业务部门。某天，市场部的同事需要做一个营销活动，计划邀请一些访问过营销页面的用户参加他们组织的活动，提升用户体验的同时促使他们下单。活动安排和计划都完成了以后，他们遇到了一个问题，由于活动规模有限，对邀请用户的数量有一定的限制，究竟该邀请哪些用户呢？如果请到的用户本身没有消费意图或倾向，即使请过来了未来下单的可能性也很小，所以市场部希望邀请到一些高质量的有潜在购买力的用户。他们在挑选用户时想到了用户画像系统，很遗憾在现有的用户画像系统中没有一个指标能告诉他们哪些用户是高质量、有潜在购买力的。于是，市场部希望数据分析团队能够在用户画像系统中加入一个能够反映用户是否具有潜在购买力的标签。
 
8.1.2 项目目标
 
数据分析团队接到这个任务后，展开了讨论。为了让市场部能够挑选出潜在用户，需要给每个用户加一个数值用以反映是否具有潜在购买力。根据第7章用户画像标签制作原则，该标签需要的是一个离散型且分值在10以内的等距量化指标。至此，该项目的目标也就确定了。通过用户行为和用户的基本信息，利用统计模型将用户信息映射到一个离散化的数值范围。
 
8.1.3 项目方案
 
通过与市场部门充分的沟通和了解，数据分析团队欲根据用户的基本信息（如年龄、性别等）和其历史行为记录（如购买记录、访问行为等）进行建模。训练集数据选取最近6个月至最近5个月访问过营销页面的用户及他们的行为记录，因变量为该用户在访问过营销页面后未来一个月内是否产生过购买行为。通过建立逻辑回归模型对其进行拟合建模，然后将结果用于最近一个月访问过营销页面的用户，给他们标记打分，分值范围是1～10分，分数越高，在未来一个月内下单的可能性就越高（该用户潜在购买力越强）。在最终挑选时，市场人员可以根据这个指标挑选高分值并且在最近一个月内没有订单的用户，邀请他们来参加活动。
 
8.2 项目技术理论简介
 
根据项目方案设定的内容，技术上主要使用逻辑回归模型，故本节主要介绍有关逻辑回归的统计学基本知识及R语言代码。
 
8.2.1 逻辑回归的基本概念
 
 1.引例 
 
首先来看下面的例子：某公司欲建立一个营销场景响应模型，通过对一批用户的测试，得到了用户年龄和是否响应的数据，如表8.1所示。
 
 
 表8.1 用户年龄和是否响应的数据
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 续表
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画出年龄和是否响应的散点图，如图8.1所示。
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 图8.1 年龄和是否响应的散点图
 

 
在图 8.1 中，圆点为各个年龄与响应变量的散点，虚线为线性回归线，实线为逻辑回归曲线。从图 8.1 中可以看到，若把年龄作为自变量、把是否响应作为因变量建立线性回归模型，则每个点到逻辑回归曲线的距离之和显著小于每个点到线性回归线的距离之和。特别地，图中x轴上为50左右的那个点，到实线的距离明显比到虚线的距离短。所以，用这种分类变量作为因变量时，用非线性的逻辑回归曲线要好于线性回归线。
 
 2.逻辑回归模型 
 
在引例中，我们从图形中感性地了解了逻辑回归曲线的形状，下面看一下逻辑回归曲线的具体代数表达式。
 
所谓逻辑回归模型，即满足下面公式的数学模型：
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式中，x1，x2，...，xn为n个自变量。
 
 3.Odds（优势） 
 
假设在自变量x1，x2，...，xn的作用下，某事件发生的概率为p，该事件不发生的概率为1-p，则Odds定义为：
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Odds即事件发生的概率与事件不发生的概率之比。当一件事情发生的可能性大于不发生的可能性时，发生比大于1；反之，发生比小于1；当两者相等时，发生比等于1。
 
 4.logit变换 
 
logit变换就是对Odds取自然对数：
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由上述公式可计算概率p的值：
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式中，η=β0+β1x1+β2 x2+...+βn xn。因变量p和自变量的关系变成了：
 
y=p+ε
 
式中，[image: ]，ε服从二项分布，方差为p（1-p）。因此，y服从概率为p的二项分布。
 
 5.极大似然估计 
 
在介绍完逻辑回归模型和几个概念后，下面看一下逻辑回归模型的参数估计问题。不同于线性回归模型，逻辑回归模型若使用最小二乘估计就不存在闭合形式解，故必须采用极大似然估计，好在逻辑回归模型的因变量服从二项分布，计算似然函数相对比较简单，似然函数公式为：
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对其取对数，然后对每个参数取微分，令其微分为零就可以得到最大似然估计。
 
 6.离散型变量的处理（哑变量） 
 
在逻辑回归模型中，自变量x1，x2，...，xn都是连续型变量，若其中某个自变量为离散型变量，则可以通过哑变量把离散型变量转换成连续型变量。哑变量的具体变换方法如下：设x表示一个人的年龄水平，有三个水平（青年、中年和老年），则生成的哑变量个数为2。之所以是2而不是 3，是因为若哑变量个数与自变量水平数相同，则生成的哑变量之间存在共线性。原始变量为3个水平的哑变量变换设计矩阵为：
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logit(p)=β0+β1Dmedum+β2Dhigh
 
式中，设计矩阵每行代表Dmedum、Dhigh的一个取值，β0是青年对应的logit值，β1是中年对青年之间的logit值的差异，β2是老年对青年之间的logit值的差异。
 
 7.Odds Rations 
 
Odds Ratios（OR，优势比）就是两个Odds之比，公式如下：
 
 
 [image: ] 

 
（1）对于离散型变量
 
设性别变量有两个属性值（男和女），通过哑变量变化得到单变量模型为：
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当Dfemale=1时，代表女性；当Dfemale=0时，代表男性。女性的Odds为[image: ]，男性的Odds为[image: ]。根据优势比定义，女性比男性的优势比为：
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在研究男性与女性是否得乳房疾病的案例时，得出女性与男性的优势比为 5，则可解释为女性得乳房疾病的概率比男性得乳房疾病的概率高5倍。
 
（2）对于连续型变量
 
设x1为年龄变量，有如下模型：
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让步比为：
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上述公式表示x每增加一个单位时，发生概率增加的倍数。
 
通过上述论述，我们可以清晰地看到逻辑回归模型中参数 iβ的实际意义。根据上面的例子，读者可以总结一下 iβ如何解释。
 
8.2.2 建模流程
 
介绍完逻辑回归模型的基本概念后，在正式开发建模前，还有一些知识值得单独拿出来讨论，例如建模流程。与任何事情都要遵循一定的规律和顺序一样，数学建模也有着一套自己的建模流程。在实际工作中，数据分析师必须严格按照建模流程一步一步地进行，否则难以得出满意的结果。
 
整个建模流程大致可以分为四个阶段：开发阶段、验证阶段、测试阶段和实施阶段。
 
 1.模型开发阶段 
 
模型开发阶段是整个建模流程最重要的一个阶段，主要建立适合业务场景的模型，其步骤如下。
 
（1）数据采样
 
建立数学模型之前，需要得到训练样本、验证集和测试集，这时就需要从生产环境或者总体中抽取一定的数据来进行分析。数据样本需要结合所要分析的业务目的有针对性地选择，在选择之前应与业务方或需求方充分沟通，听取他们的意见后结合数据特点选择训练样本、验证集和测试集。
 
（2）数据探索
 
在数据采样完成后，需要对数据进行探索，主要目的是了解数据集中每个变量的数学性质（主要是描述性统计），如每个变量的缺失值比例、是否服从正态分布、均值方差、不服从正态分布该如何变换和变量相关性等。这个过程有助于我们更好地了解数据质量和数据结构，为下一步的分析奠定良好的基础。
 
（3）数据填缺
 
如果数据有缺失，那么就需要对缺失值进行填缺，除非某个变量缺失比例很大或者某个样本缺失的变量个数占比很大。缺失值填缺的方法有单一填补、多重插补等。缺失值比例的大小对今后模型的稳定性影响较大，故这部分工作放在前面来做。
 
（4）变量压缩
 
若有多个变量具有共线性，则需要进行变量压缩。变量压缩分为连续型变量压缩和离散型变量压缩，具体方法后面将介绍。变量的压缩是提高变量可用性的手段之一，也是提高数据质量的方法。
 
（5）变量筛选
 
在变量压缩后，变量个数会有所减少，但是还不够，我们还需要剔除那些预测力不够的变量，否则会影响模型的稳定性。这个步骤在上述各步骤的基础上对变量提出了更高的要求，即使变量数据质量很高，只要对因变量预测能力不足，就应该剔除，减少模型复杂度的同时尽可能提高模型的稳定性。
 
（6）变量调整
 
因为这里需要建立逻辑回归模型，所以自变量x和logit（p）应该呈近似线性关系。通过Logit图可以简单查看其是否符合，若不符合，则需要对其进行一定的变换。
 
（7）模型开发
 
上述6个步骤都是在模型正式开发前必须完成的工作，需要一个变量一个变量地进行，处理过程很枯燥，但是对后续建模起到了决定性的作用。在完成了上述6个步骤后，就可以建立逻辑回归模型，进行参数估计。
 
 2.模型验证阶段 
 
模型开发阶段完成后得到的模型可能是多个模型，这时需要把该模型在验证集上进行验证，其原因是之前的模型在测试数据的基础上完成，结果肯定偏向于更好的拟合测试数据，不能完全体现其能力。只有在验证数据集上进行测试，才能看出其泛化能力。此外，通过验证集可以对模型的参数进行调优。此阶段可分为如下几个步骤。
 
（1）数据处理
 
在验证集上进行模型验证，首先需要对验证集的数据进行处理，如数据填缺、变量压缩等。需要注意的是，这些变量的处理规则与训练集上的变量处理规则应该保持一致。
 
（2）误分类矩阵
 
把模型开发阶段得到的模型应用到验证集，得到误分类矩阵，然后进行比较。
 
（3）ROC图
 
把模型开发阶段得到的模型应用到验证集，得到ROC图或LIFT图，然后进行比较。
 
（4）模型比较
 
若模型开发阶段得到多个模型，则在这一步进行初步的比较。具体比较方法可以根据上述ROC图或者AUC值、误分类矩阵、精准率和召回率等。
 
（5）模型确认
 
通过模型比较，最终确定一个或多个性能和效果等各方面都比较好的模型。
 
 3.模型测试阶段 
 
通过参数调优，仍然会有几个备选模型（也称影子模型），这些备选模型在模型测试阶段将“决一死战”，其过程可分为如下几个步骤。
 
（1）数据处理
 
同模型验证阶段的数据处理。
 
（2）收益矩阵
 
建立收益矩阵，从而计算模型结果。
 
（3）模型打分
 
对模型进行打分，判断p值大于多少时结果为1。
 
（4）决策
 
结合收益矩阵和模型打分，对模型的最终结果进行决策。
 
（5）价值判断
 
得到模型之后，结合ROI（收入产出比）计算模型价值。
 
 4.模型实施阶段 
 
通过上述三个阶段得到了最终的模型，在模型实施阶段需要把这个模型真正应用到实战，并且通过实战进行评估和调整，此过程可分为如下几个步骤。
 
（1）模型上线
 
得到模型后，正式投入到生产，进行实战。可以通过自动化调度系统或者自动化线上平台部署模型，每天自动运行。
 
（2）周期评估
 
数学建模不可能建立一个一劳永逸的模型，每个在某一刻比较好的模型，随着时间的推移，其预测能力都会随之降低，这就需要我们定期检验原始模型的效果。
 
（3）模型检测
 
对原有模型进行参数校验和结果比对，判断是否需要重新开发新模型。
 
（4）新模型开发
 
经过模型检测后，若原模型的数据结构在现阶段发生了变化，则需要对其进行修正或重建，以适应新环境下的特征。具体步骤就是重新从模型开发阶段开始进行建模。
 
8.2.3 模型开发阶段
 
 1.数据采样 
 
数据采样是建模的第一步，所谓“巧妇难为无米之炊”，数据就是数据分析师施展拳脚所需要的材料。数据的质量和选择的准确性对后续的模型质量起到决定性作用。
 
在数据采样之前，需要跟业务方或需求方充分沟通，并且听取他们的意见，可以先问一下业务人员他们觉得好的变量和数据类型是哪些，往往业务人员的感觉比分析出的结论更靠谱、更贴近实际。在充分听取业务人员的意见后，根据业务目标进行数据采样。在采样的过程中，一般会遇到以下两种情况。
 
（1）已知总体，但是总体中响应样本的数据过少。这时候通过数据采样，保留所有响应样本，使得响应样本在采样后的数据集中占有一定的比例，这样有利于后续建模。一般响应样本与非响应样本之比为1∶4较好。
 
（2）总体未知，但是根据历史经验，知道响应的先验概率，此时获得的数据就是采样数据而不是总体数据，故在使用采样数据建模的过程中需要对采样数据的概率做调整。在实际工作中，总体往往是未知的，大部分都是第二种情况。举个例子：某金融机构欲做一个信用卡欺诈模型，由于现实中真正的欺诈用户是极少数的，就会导致响应样本的比例显著小于25%，这种情况下可以通过调整使训练集上响应样本的概率为25%，这时在最终的模型预测值上需要根据原先的比例对预测概率做调整，降低预测概率以符合实际情况。一般情况下，可以用下面的公式进行调整：
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式中，π0为先验响应的概率，π1为先验不响应的概率，ρ0为采样数据中响应的概率，ρ1为采样数据中不响应的概率。
 
 2.数据探索 
 
数据探索主要是对变量进行描述性统计，得到其分布特点及缺失比例，主要方法如下。
 
（1）连续型：均值、方差、偏度、峰度、是否服从正态分布、最大值、最小值、相关性、缺失值比例。
 
（2）离散型：频度分析、缺失值比例。
 
数据探索部分还需要注意的一点是，若变量是离散型变量，则需要观测每个水平或每个组中的响应概率；若某个水平或组中的相应概率为零，则需要合并响应概率接近的组，尽可能消除为零的水平或组，否则对逻辑回归结果的稳定性会造成影响。
 
 3.数据填缺 
 
在数据采样的集合中，难免会有缺失值的存在，有的多有的少。对于下述两种情况，可以直接删除。
 
● 某个变量缺失值的比例较大（一般大于80%）。
 
● 某个样本缺失变量的个数占总变量个数的比例较大（一般大于80%）。
 
其他对缺失值的处理就要视情况而定。
 
一般情况下，缺失值填补的方法有如下几个。
 
（1）均值替换
 
对于连续型变量，缺失数据用这个变量的均值来替换；对于离散型变量，缺失数据用这个变量出现次数最多的水平数进行替换。这种方法是建立在完全随机缺失（MCAR）的假设之上的，并且这种方法会产生有偏估计，还会使变量的方差和标准差变小。
 
（2）热卡填充
 
热卡填充就是在数据集中找一个与它最相似的对象，然后用这个相似对象的值进行填充。这种方法的关键就是找一个与它相似的对象，不同的场景可能有不同的相似方法。例如，缺失值所在的变量为x，通过相关系数找到变量y与变量x最相似，把所有个案按变量y的取值进行排序，那么变量x的缺失值用排在缺失值前的那个个案的数据来代替。
 
（3）回归替换
 
回归替换就是用含有缺失值的变量作为因变量，再选择若干个变量作为自变量，建立回归方程来估计缺失值，即用缺失数据的条件期望值对缺失值进行替换。该方法容易忽略随机误差，并且低估标准差和其他未知的性质。除此之外，必须找到和因变量线性相关的自变量才能建立回归模型进行估计，但是这种关系往往是不存在的。
 
（4）多重插补
 
多重插补就是用一系列可能的值来替换每一个缺失值，以反映被替换的缺失数据的不确定性，然后用标准的统计分析过程对多次替换后产生的若干个数据集进行分析，最后把来自于各个数据集的统计结果进行综合，得到总体参数的估计值。多重插补技术并不是用单一的值来替换缺失值，而是试图产生缺失值的一个随机样本，这种方法反映了由于数据缺失而导致的不确定性，能够产生更加有效的统计推断。结合这种方法，可以比较容易地在不舍弃任何数据的情况下对缺失数据的未知性质进行推断。
 
 4.离散型变量压缩 
 
（1）哑变量
 
在逻辑回归模型中，自变量x1，x2，...，xn都是连续型变量，若其中某个自变量为离散型变量，则可以通过哑变量把离散型变量转换成连续型变量。哑变量的具体变换方法是：设x表示一个人的年龄水平，有3个水平（青年、中年和老年），则生成的哑变量个数为2。之所以是2而不是 3，是因为若哑变量个数与自变量水平数相同，则生成的哑变量之间存在共线性。原始变量为3个水平的哑变量变换设计矩阵为：
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logit(p)=β0+β1Dmedum+β2Dhigh
 
式中，设计矩阵的每一行代表Dmedum、Dhigh的一个取值，β0是青年对应的logit值，β1是中年对青年之间的logit值的差异，β2是老年对青年之间的logit值的差异
 
注意：哑变量方法只在离散型变量水平数较小时使用，一般情况下，水平数在3个及3个以内；若水平数过多，则不适用哑变量，这时需要用WOE和卡方统计量来计算。
 
(2)WOE
 
WOE（Weight Of Evidence，证据权重）是变量的一种编码方式，也是离散型变量连续化的一种重要方法。对一个变量进行WOE编码，需要先对其进行离散化（若变量本身是连续型），然后针对每组分别计算其相应的WOE。下面看一下WOE的计算方式，假设变量已经是离散型变量，有i个水平或i个组，对于每一组，WOE的计算公式如下：
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式中，p1，i是第i组中响应个数占总响应个数的比例；p0，i是第i组中非响应个数占总非响应个数的比例；n1，i是第i组中的响应个数，n1，t是总响应个数；n0，i是第i组中的非响应个数，n0，t是总非响应个数。
 
从公式中可以看到，WOE是第i组响应用户占总响应用户的占比与第i组非响应用户占总非响应用户的占比的比值。另外，WOE也表示当前分组中响应样本与非响应样本的比值（Odds）与所有样本中响应样本与非响应样本的比值（先验分布概率）的差异，这个差异越大，WOE值也就越大。
 
例如，某公司建立一个预测模型，预测其客户对某个营销活动是否有响应，假设数据分析人员随机从客户中抽取了100000名进行测试，收集了响应与否的结果进行建模。我们以用户等级级别为例，计算这个变量的 WOE 值。该公司用户等级级别分为 4 类（普通、黄金、白金和钻石），其响应与否数据如表8.2所示。
 
 
 表8.2 某活动客户响应与否数据
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不同等级客户的WOE如表8.3所示。
 
 
 表8.3 不同等级客户的WOE
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通过计算WOE的值，可以看到如下几个特征。
 
● 响应比例越高，WOE值也越大。
 
● 总体响应先验分布概率为 10%。当组中响应比例低于 10%时，WOE 值为负数；当组中响应比例高于10%时，WOE值为正数；当组中响应比例等于10%时，WOE值为零。
 
也许有读者会问，为什么要用 WOE进行编码呢？主要原因是，WOE可以提升模型的预测效果，提高模型的稳定性。对一个变量进行WOE编码时，相当于进行了一次单变量建模，想要提高ROC（ROC是逻辑回归的一个评价指标，其值越高，模型的效果越好，具体算法后续会详细介绍），必须对规则做非单调变化，NP引理证明了通过WOE变化可以使ROC达到最优，并且可以极大化因变量的辨识度。此外，还有一个好处是通过WOE编码后，该变量就具有了某种标准化的性质，变量内部的各个取值之间都可以直接进行比较，不同变量之间的各个取值也可以用WOE进行比较。而且，可以通过变量内部WOE值的波动情况及模型估计出的系数来构造各个变量的贡献率和相对重要性。通常情况下，模型估计的系数越大，WOE的方差就越大，该变量贡献率也就越大。最后，还有一个值得注意的问题是，变量在经过WOE编码后，为了使之后的逻辑回归模型更加稳定，WOE值必须是单调的。当然，现实往往并不简单，而是纷繁复杂的，若某个变量在WOE编码后不是单调的，就需要做如下判断和处理。
 
a.该WOE值的趋势是否符合业务逻辑，如白金用户的WOE值很低，倘若业务上可以解释这个现象，那么本次连续化操作是可用的，只需要对WOE做相应的变换（如二次变换等），使其变成线性的。
 
b.每个分组中样本数量是否足够多。若某个分组中样本数量较少，则可以考虑合并。
 
c.如果不是前两种情况，则需要对该变量进行重新分组，然后计算WOE。
 
综上所述，WOE值可以使数据分析人员在具体建模前对自变量和因变量的影响有一个较为详细的认识，从而提升模型效果。
 
（3）压缩属性值：聚类分析
 
在研究分类问题时，对于某个拥有水平数较多的离散型变量，我们可以对其进行聚类，从而把相近的水平合并成一个新的水平，进而起到压缩属性值的目的。基本思想是：通过每个水平下响应概率的值进行合并，若两个水平或组内响应概率相近，即两个水平或组对因变量的作用相似，则可以将其合并。
 
具体步骤如下。
 
a.计算变量所有水平下的响应概率和响应频数。
 
b.用响应频数作为权重，对响应概率进行调整，生成新的响应概率。
 
c.对上一步新的响应概率进行聚类，分别计算每次聚类的组间平方和。
 
d.画出每次聚类的组间平方和折线图，拐点处的值所对应的聚类个数就是参考的聚类个数的最终值。需要注意的是，这个拐点的判别没有固定的标准，需要靠分析人员自己把握，可以多尝试几个聚类类别数，分别进行建模，最终选定使用哪一个。
 
e.得到属性压缩后的新变量，把压缩后的离散水平数生成相应数量的哑变量。
 
 5.连续型变量压缩 
 
连续型变量压缩的方法见第6章智能化选择特征部分。
 
 6.变量筛选 
 
离散型变量压缩是对变量重新进行编码和转换；连续型变量压缩是消除原始变量的共线性，这个过程并没有用到因变量。因此，在建模之前，需要弄清楚每个变量与因变量的关系，剔除那些与因变量关系较弱的变量，从而达到精简模型的目的。
 
下面介绍两种变量筛选的方法：Spearman等级相关系数和IV。
 
（1）Spearman等级相关系数
 
Spearman等级相关系数是一种非参数统计相关方法，在给定一列数对之后，检验其是否相关。下面看一下具体算法。
 
a.给定一列数对：（x1，y1），（x2，y2），（x3，y3），...，（xn，yn）。
 
b.对数对中的每一列进行降序或升序排列。
 
c.记[image: ]和[image: ]为原始xi和yi在排序后x的位置，称为秩次。
 
d.计算每个数据对的秩次差：
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e.计算Spearman等级相关系数：
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f.查临界表，得到在相应置信度下的临界值。若大于临界值，则拒绝原假设，两个变量相关；反之，不能拒绝原假设，两个变量不相关，即不能拒绝ρs =0。
 
如表8.4所示为Spearman等级相关系数实例。
 
 
 表8.4 Spearman等级相关系数实例
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下面计算ρs：
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查表得，在α=0.05时，临界值为0.829，大于0.6571，故不能认为两个变量相关。
 
需要注意的是，若原始变量的值有相同的情况，其排序后的秩次为这两个相同值次序的均值，如表8.5所示。
 
 
 表8.5 排序后的秩次
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最后，再回过头看一下Spearman等级相关系数和Pearson相关系数的区别。在数据分析时，提及相关系数，大部分人会想到Pearson系数，其计算公式为：
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Pearson相关系数有如下两个局限。
 
a.必须假设数据成对地从正态分布取得。
 
b.数据至少在逻辑范围内是等距的。
 
这两点制约了Pearson相关系数的应用广泛性。而Spearman等级相关系数在应用条件上就要弱化很多，没有这么多的局限，不需要变量满足一定的分布。两者的区别还有，当一个变量是另一个变量的严格单调函数时，Spearman等级相关系数为1或-1，而Pearson相关系数只有在两个变量互为线性关系时才为1或-1。
 
介绍完Spearman等级相关系数计算的理论后，再来看一下如何将其应用于变量筛选。
 
a.计算每个变量和因变量的Spearman等级相关系数及对应的检验p值。
 
b.当p值大于0.5时，说明该变量对于因变量的相关性很弱，可以考虑将其剔除。
 
（2）IV（Information Value，信息量）
 
在离散型变量压缩部分我们介绍了WOE编码，下面来看一个以WOE为基础并且在逻辑回归中非常重要的指标IV，它衡量了一个指标对因变量的重要程度，其值越高，说明该变量预测能力越强。IV给变量筛选提供了理论依据。下面来看一下IV的公式：
 
IVi=(p1,i-p0,i )*WOEi
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式中，n为变量水平数或分组的数量。
 
如表8.6所示为IV范围与预测力对照表。
 
 
 表8.6 IV范围与预测力对照表
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例如，沿用之前的例子，针对每个客户等级，相对应的IVi值如下：
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如表8.7所示为计算不同客户等级的IV。
 
 
 表8.7 计算不同客户等级的IV
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故客户等级这个变量的IV为0.5163。
 
此外，再考察客户年龄及客户是否为有钱这两个变量，结果如表8.8和表8.9所示。
 
 
 表8.8 计算客户年龄的IV
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 表8.9 计算客户是否有钱的IV
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从上述结果可以看到，是否有钱这个变量的IV值最高，其次是客户等级的IV，最后是客户年龄的IV，并且后面两个变量的IV值过小，故可以考虑舍弃这两个变量。
 
最后，我们还需要思考一个问题：IV是WOE的加权和，为什么不直接使用WOE，而要用IV呢？主要有如下两个原因。
 
a.IV的值都是正的，而WOE编码的值有正有负。在衡量一个指标重要程度的时候，不可能说这个指标的重要程度为负数，这样不符合常规意义上的思维认知。当然，这不是根本原因。
 
b.根本原因是，WOE在某个分组中样本数量过少时，会导致结果有偏差。
 
我们来看下面这个例子，如表8.10所示。
 
 
 表8.10 计算客户性别的IV
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从表8.10中的WOE值和IV值总和来看，得到了两个相反的结论，显然WOE值要比IV值大很多。导致这种情况的根本原因是，性别男的这一组中样本个数太少，显然这对于其他变量来说是不公平的，故需要加入一个惩罚项对WOE值进行控制。用每组中响应数量占整体响应的比值与每组中非响应数量占整体非响应数量的比值之差进行控制，从而使结论更符合实际。
 
需要注意的一点是，当某组中响应数值或非响应数值其中一个为零时，就会导致IV值为无穷大。在这种情况下，可以为这个组单独设立一个规则，使这个组不参与建模，或者人为把零设成1再进行计算。
 
 7.变量调整——logit图 
 
在建模前，最后一项工作就是查看所有连续型变量的logit图。因为逻辑回归模型的实质是logit（p）和各变量之间的线性回归模型，为了更好地建立模型，需要观察各变量的logit图，从而再次调整变量的值以便更好地被模型使用。
 
不失一般性，下面详细对一个变量进行logit探索，其他变量的调整方法与其一致即可。设这个变量为x1。
 
（1）对连续型变量x1进行分组，越多越好，一般不超过100组。分组方法是对x1变量排序，然后根据如下公式分组：
 
Grops=Floor（秩序×组数/（总观测数+1））
 
（2）对每一组计算该变量在该组中的平均值、响应事件数和总事件数。
 
（3）对每一组计算logit值，公式如下：
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（4）画出该变量每组均值和logit之间的折线图。
 
（5）若折线图为线性的或近似线性的，则原始变量不变，可直接投入模型；若折线图为非线性的，则需要对原始变量重新进行编码或转换，使得折线图呈现线性或近似线性的特征。转换方式有如下几种：a.Bin编码，用1，2，3，…，n来代替上述每组中的均值；b.对原始变量进行转换，取对数、开根等，然后重复步骤（1）～（4）并画出折线图，直到折线图呈现线性或近似线性为止。一般情况下，优先考虑Bin编码。
 
（6）若对x1进行了Bin编码，在模型正式投入应用后，某一天该变量的值超出原先的范围，则按如下情况编码：新值大于原始x1最大值时，用max（Bin）来表示；新值小于原始x1最小值时，用min（Bin）来表示。
 
（7）对每个连续型变量都进行如上6个步骤的检查，最终所得的变量即可进行后续模型的开发。
 
 8.线性假设 
 
变量的线性假设对于逻辑回归来说非常重要，为了阐述其重要性，特别单独说明。在逻辑回归模型中，系数 iβ的意义如下。
 
（1）对于离散型变量，在其他变量不变的情况下，[image: ]是哑变量的某个水平与对照水平的让步比（Odds Ratio）。
 
（2）对于连续型变量，在其他变量不变的情况下，[image: ]是连续型变量每增加一个单位的让步比。如果需要了解c个单位与1个单位之间的让步比，只需在原来基础上的指数部分乘上c，即[image: ]。
 
一旦模型生成，这个系数就不会改变，也就是说，通过逻辑回归模型得到的结果是：对于哑变量来说，每个水平对对照水平的让步比不变；对于连续变量来说，每增加一个单位，其让步比不变。在实际工作中，这一点需要根据业务及实际场景进行确认，若业务及场景不满足这个特点，则需要对原始变量做变换，如进行log、ln、平方、开根等。
 
之前讲解的WOE和logit图都是尽早察觉和提前干预的手段，在建模之前一定要经过这些步骤。
 
 9.模型开发 
 
在模型开发部分，需要对参数进行估计。在训练集上，模型的开发主要有全模型法、向前法、向后法、向前向后逐步法等。通过以上方法挑选出几个最优模型放到后续的测试集上做验证。需要注意的一点是，建模的变量必须都是连续型的。
 
（1）全模型法
 
分别建立含有1～n个变量的模型。在含有一个变量时，选出效果最好的变量组成的模型；在含有两个变量时，选出效果最好的两个变量组成的模型；以此类推，直到选出含有n个变量组成的模型。可以通过SBC统计量来衡量模型的好坏。
 
（2）向前法
 
从n个变量中挑选一个变量，使得组成的模型效果最好，然后从剩余的n-1个变量中挑选一个变量，使得两个变量组成的模型效果最好，以此类推，直到选出含有n个变量组成的模型。
 
（3）向后法
 
首先建立含有n个变量的模型，然后从中减去一个变量，使得模型效果的减少量最少，接着从剩余的变量中再减去一个变量，以此类推，直到最后只含截距项。
 
（4）向前向后逐步法
 
向前法和向后法有一个缺点，就是变量一旦从模型中删除或增加就无法更改，而向前向后逐步法克服了这个缺点，它在每次增加一个变量的同时也会减去一个使模型效果减少量最少的变量，直到最终收敛。
 
8.2.4 模型验证阶段
 
 1.验证集数据处理 
 
为了使训练集上的模型有效地移到验证集，对验证集使用的数据处理方式需要沿用到训练集上。例如，验证集上某个变量有缺失值，这个变量在训练集上也有缺失值，倘若在训练集上该变量的缺失值统一用中位数填补，并且训练集上中位数为20，则在验证集上该变量的缺失值还要沿用20。
 
 2.评价模型标准 
 
分类模型的评价标准可以用3个指标来完成：混淆矩阵、ROC曲线、Lift和Gain图。设某分析人员用逻辑回归模型建立了一个活动响应的概率，并且设定了一个阈值，当预测概率大于这个阈值时，该记录被判定为有响应；反之，该记录被判定为没有响应。以下方法的说明主要参考“统计之都”网站的相关内容，有兴趣的读者可以查阅，网址是 http：//cos.name/2009/02/measure-classification-model-performance-lift-gain/。
 
（1）混淆矩阵
 
把之前开发的模型在验证集上进行测试，会得到如下几种情况：在验证集上响应的用户经过模型被正确识别出来；在验证集上响应的用户被判为非响应；在验证集上非响应用户被正确识别出来；在验证集上非响应用户被判定为了响应用户。将这4类情况制作成2×2列联表就形成了所谓的混淆矩阵，具体形式如表8.11所示。
 
 
 表8.11 混淆矩阵
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在表8.11中，a是正确预测到的非响应的数量，True Negative（TN，0-＞0）；b是把非响应预测成响应的数量，False Positive（FP，0-＞1）；c是把响应预测成非响应的数量，False Negative（FN，1-＞0）；d是正确预测到的响应的数量，True Positive（TP，1-＞1）；a+b是实际上非响应的数量，Actual Negative；c+d是实际上响应的个数，Actual Positive；a+c是预测的非响应个数，Predicted Negative；b+d是预测的响应个数，Predicted Positive。
 
下面介绍几个常用的组合指标。
 
a.准确率和误分类率
 
准确率（Accuracy）=正确分类的个数/总数=（a+d）/（a+b+c+d）
 
误分类率（Error Rate）=错误预测分类个数/总数=（b+c）/（a+b+c+d）
 
b.（响应）覆盖率和（响应）命中率
 
（响应）覆盖率（Recall、True Positive Rate、Sensitivity）
 
=正确预测的响应个数/实际响应个数
 
=d/(c+d)
 
（响应）命中率（Precision、Positive Predicted Value、PV+）
 
=正确预测的响应个数/预测响应总个数
 
=d/(b+d)
 
F-measure（综合覆盖率和命中率）的公式如下：
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说明：在不同的行业和应用场景中，指标的选择也有所不同。在信用卡欺诈评分模型中，分析人员希望预测出更多真正响应（欺诈）的用户，这时候用覆盖率（Rcall）比较好，覆盖率越高，说明更多的欺诈用户被模型识别出来；而在市场营销场景中，需要考虑收益和成本，故希望被营销的用户更多地响应市场营销活动，这时候用命中率（PV+）比较好。F 值用调和平均数综合了覆盖率和命中率指标。
 
c.（非响应）覆盖率和（非响应）命中率
 
（非响应）覆盖率（Specificity、True Negative Rate）=正确预测非响应个数/实际非响应个数
 
（非响应）命中率（PV-）=正确预测非响应个数/预测非响应总个数
 
通过查看上述指标可以发现，以上指标只不过是混淆矩阵每个单元数量的加加减减，用户其实不必在意其具体名称（比较拗口），只需要知道在什么场景用什么指标即可。
 
例如，假设分析师得到了一个上述混淆矩阵，数据如表8.12所示。
 
 
 表8.12 混淆矩阵
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准确率=（48+229）/400×100%=69.25%
 
误分类率=（25+98）/400×100%=30.75%
 
（响应）覆盖率（Recall、Sensitivity）=48/146×100%=32.88%
 
（响应）命中率（PV+）=48/73×100%=65.75%
 
（非响应）覆盖率（Specificity）=229/254×100%=90.16%
 
（非响应）命中率（PV-）=229/327×100%=70.03%
 
（2）ROC曲线
 
下面看一下ROC曲线示例，如图8.2所示。
 
其中，横轴为1-Specificity，纵轴为Sensitivity。由混淆矩阵，我们可以轻易地得到两个值。一个混淆矩阵只能得到一个点，随着模型阈值的减少，1-Specificity和Sensitivity的值都会相应增加，由此可得一系列（1-Specificity，Sensitivity）的点，把这些点绘制成线就形成了ROC曲线。在ROC曲线图中，有一条基准对比线即45°线，在这条线上，1-Specificity=Sensitivity。这条基准线的数学意义是：若不用模型，分析人员可以根据数据原始分布来随机地分派样本，原始数据的响应用户与非响应用户之比的先验分布为（c+d）/（a+b）。那么，我们得到的d/b应该等于（c+d）/（a+b），根据推导可得[d/（c+d）]/[b/（a+b）]=1，即 Sensitivity/（1-Specificiy）=1，这正是前面提到的45°基准线的理论基础。
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 图8.2 ROC曲线示例
 

 
对于一个分类模型而言，ROC曲线越拱或者ROC曲线下的面积越大，说明模型效果越好，这里ROC曲线下的面积有一个专门的术语，加做AUC。此外，ROC曲线图一般情况下都是凸的，若ROC曲线是凹的，那么把因变量是否响应倒过来就可以了（原先是预测响应的概率，现在是预测不响应的概率）。
 
ROC曲线图可以给数据分析人员一种直观的感受，但是当有多个模型进行对比时，就会有多个ROC曲线图，仅靠肉眼很难判定哪个模型的ROC曲线下的面积最大，这时候就需要有一个量化指标来衡量。通过证明，c统计量就等于ROC曲线下的面积。下面讲解c统计量的算法。我们先来看如下几个概念。
 
a.Percent Concordant：预测响应的概率大于非响应的概率的配对数占总配对数的比。
 
b.Percent Discordant：预测响应的概率小于非响应的概率的配对数占总配对数的比。
 
c.Percent Tie：预测响应的概率等于非响应的概率的配对数占总配对数的比。
 
d.Pairs（总配对数）：所有响应的个数乘以所有非响应的个数。
 
例如，在一个训练集中有10个样本，其中因变量有6个为非响应、4个为响应，则总配对数为6×4=24个。假设分类模型已经建好了并且根据预测概率倒序排列，如表8.13所示。
 
 
 表8.13 分类模型预测概率倒序排列
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对于分类预测模型而言，最理想的模型就是预测概率高的对应的因变量真实值都为1，预测概率较低的对应的因变量真实值都为零。我们再来看一下什么叫Percent Concordant。第1条记录因变量真实值为 1，第 2 条记录因变量真实值为零，它们对应的预测概率分别为 0.98和0.92，显然这里1的预测概率大于零的预测概率，这个配对即为Percent Concordant。同理，第1条记录和第4条记录组成的配对也是Percent Concordant。以此类推，观察每条真实值为1的记录和后续真实值为零的记录的配对其所定义的预测概率大小，若真实值为1的预测概率大于真实值为零的预测概率，即为Percent Concordant。
 
Percent Discordant则正好相反，若真实值为零的记录所对应的预测概率大于真实值为1的记录所对应的预测概率，则为Percent Discordant。Percent Tied为两者概率相等。
 
在计算好上述4个数值后，c统计量也就唾手可得，其公式为：
 
c=Percent Concordant+Percent Tied/2
 
由前面的分析我们知道，最理想的情况就是预测概率高的记录所对应的真实值均为 1（响应），这时候Percent Concordant=1，相对的c统计量也达到极大值1，此时ROC曲线的形状为正方形（从（0，0）出发，经过（0，1），再到（1，1））。综上所述，c 统计量越大，说明分类模型效果越好。
 
（3）Lift图和Gain图
 
在介绍Lift图和Gain图之前，先介绍几个有用的概念。
 
a.Depth=预测为响应的个数占总体个数的比例=（b+d）/（a+b+c+d）。
 
b.验证数据集的先验概率pi（1）=（c+d）/（a+b+c+d）。
 
c.Lift=[d/(b+d)]/[(c+d)/(a+b+c+d)]=PV+/pi(1).
 
由Lift的定义可知，它的意义为：与不使用模型相比，模型的预测能力提高了多少。
 
若不使用模型，我们只能用验证集的先验概率来判定响应的比例为pi（1）；使用模型之后，我们不需要从整个样本中挑选响应的用户，只需要从模型预测为响应的用户中去挑选响应的用户，这时的预测概率就为PV+。显然，Lift越大说明模型的效果越好；若Lift等于1，则说明模型没有任何提升。
 
在了解了Lift的含义后，Lift图也就呼之欲出了。Lift图就是在不同阈值下，Lift和Depth的轨迹图，其中横轴为Depth、纵轴为Lift，如图8.3所示。
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 图8.3 Lift图示例
 

 
在 Lfit 图中，随着阈值的减小，更多的用户会被判为响应，Depth 值也会逐渐增大。当阈值足够大时，只有很少一部分用户会被判为响应，但这一少部分用户一定是最容易响应的优质用户，故Lift图在开始阶段一定是最陡峭的。综上可知，一个好的模型，在Depth等于1之前，Lift一直保持较高的数值，Lift图中的曲线越陡峭越好。
 
下面介绍Gain图。Gain图和Lift图非常相似，是不同阈值下PV+与Depth的轨迹图，其横轴为Depth、纵轴为PV+。因为PV+=Lift×pi（1），在验证集上pi（1）是相对固定的，故Gain图只是乘上一定比例的Lift图。它们的区别在于，Lift图的基准线为1，而Gain图的基准线为验证集响应的先验概率pi（1）。Gain图其余的性质和Lift图大致相同。一个好的模型在阈值变大时，相应的PV+也会越大，图中的曲线越陡峭，如图8.4所示。
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 图8.4 Gain图示例
 

 
最后需要说明的是，验证集混淆矩阵是一切指标的源头，有了混淆矩阵，其余指标都可以根据不同的业务场景通过加加减减得到。根据不同的业务场景，分别选择相应的标准，对于信用卡评分、欺诈用户搜查等使用ROC曲线更好，对于市场营销响应用户的判断等使用Lift图和Gain图较好。
 
8.2.5 模型测试阶段
 
 1.模型打分 
 
在测试集上运用之前的模型计算响应概率，再用先验概率进行概率调整，公式如下：
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式中，增加一个截距项进行调整；π0为先验响应的概率，π1为先验不响应的概率；ρ0为采样数据中响应的概率，ρ1为采样数据中不响应的概率。
 
上述公式主要适用于在原始数据集中响应概率偏低或者总体未知的情形，具体情形见模型开发阶段的数据采样部分。
 
 2.确定阈值（cutoff） 
 
阈值的主要作用是预测概率达到多大时判断其为响应。在商业应用中，一般通过收益矩阵来确定阈值。下面具体分析一下收益矩阵，如表8.14所示。
 
 
 表8.14 收益—成本混淆矩阵
 
 [image: ] 

 
在表8.14中，“收益”是指一位实际响应用户给企业带来的利润；“成本”是指为一位用户执行营销策略所付出的代价。在实际应用中，通过模型预测出响应用户，然后对其执行营销策略，其中有一部分人会真正响应，有一部分人不会响应，故整体收益期望为：
 
E（收益|预测为响应）=Pi ×收益-（1-Pi）×成本
 
作为市场营销人员，当然希望这个收益期望大于零，故阈值也能确定：
 
E（收益|预测为响应）=Pi ×收益-（1-Pi）×成本＞0
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最终，当预测概率大于Pi时，标记为1（响应）；反之，当预测概率小于或等于Pi时，标记为零。这里只是做简单介绍，在实际工作中收入产出比永远是行动的第一准则。
 
 3.计算总收益 
 
在模型正式投入运营之前，我们还可以计算一下模型的收益大概是多少。假设y为测试数据集的真实响应变量，y*为测试数据集上应用之前的模型和阈值判断的预测响应值，以市场运营人员的经验，一位真实响应的用户将带来98元的收益，而一个用户的营销成本为2元。在测试集上，每条记录的收益为：
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由于测试数据集是整体的一个样本，故在计算总收益时需要增加一个权重，公式为：
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测试集上每个样本加权和就是这个模型的整体收益。
 
 4.判断是否有必要建模 
 
在实际工作中，并不是所有的情况都需要建模。毕竟建立模型需要花费大量的人力和精力，而一个分析师一年的工资对公司来说也是一笔不小的成本。所以，怎样有效、合理地使用数据分析师也是一门很有艺术的学问。
 
假设有100个样本，先验响应概率为0.02，对于如下4个收益矩阵，判断是否需要建模。
 
（1）收益和成本均大于零
 
如表8.15所示为收益和成本均大于零的混淆矩阵。
 
 
 表8.15 收益和成本均大于零的混淆矩阵
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这种情况不需要建模，因为就算随机分，收益也总是大于零。
 
（2）收益和成本相近
 
如表8.16所示为收益和成本相近的混淆矩阵。
 
 
 表8.16 收益和成本相近的混淆矩阵
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通过计算，收益为：
 
100×0.02×1-100×0.98×1=-96
 
收益为负，有建模的意义，但是阈值为0.5，由于先验概率为0.02，故最后预测概率在0.5以上的可能微乎其微，最终不建议建模。
 
（3）收益和成本相差较大
 
如图8.17所示为收益和成本相差较大的混淆矩阵。
 
 
 表8.17 收益和成本相差较大的混淆矩阵
 
 [image: ] 

 
通过计算，收益为：
 
100×0.02×1000-100×0.98×4=1608
 
收益大于零，故不需要建模。
 
（4）收益和成本有些许差异
 
如表8.18所示为收益和成本有些许差异的混淆矩阵。
 
 
 表8.18 收益和成本有些许差异的混淆矩阵
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通过计算，收益为：
 
100×0.02×96-100×0.98×4=-174
 
收益为负，有建模的意义。此外，阈值为0.04，与先验概率接近，故有必要建模。
 
8.2.6 商业应用流程
 
逻辑回归比较复杂，在商业应用中需要结合业务，与业务人员或产品人员一起严格按照规范执行，并且撰写模型报告，具体流程及建议时间如图8.5所示。
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 图8.5 商业应用流程及时间
 

 
8.2.7 R语言实例代码
 
介绍完逻辑回归之后，本节针对数据开发阶段的数据处理部分给出相应的R语言代码，模型拟合和验证部分在项目实践中根据具体的例子再给出相应的R语言代码。
 
 1.生成哑变量 
 
R语言实例：
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代码说明：测试数据a1中有三个水平数，故最终哑变量个数为2。
 
 2.计算WOE和IV 
 
R语言实例：
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代码说明：通过自定义函数的计算，最终的结果是一个list对象，第一部分为离散型变量每个水平下的WOE值，第二部分是这个变量的IV值。
 
 3.计算spearman相关系数 
 
R语言实例：
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代码说明：首先找出因变量，然后逐一计算剩余变量与因变量的spearman相关系数，最后输出一个数据框，记录每个变量与因变量之间的spearman相关系数。
 
 4.计算各变量的IV值 
 
我们仍然沿用之前的数据，使用WOE函数。
 
R语言实例：
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代码说明：var_loc＜-c（3，4，6）主要用于选出离散型变量，然后通过 woe_fun 函数计算出每个离散型变量的IV值，最后整合到一个数据框中，并且判断其有无预测力。
 
 5.logit图 
 
R语言实例：
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输出的logit图如图8.6所示。
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 图8.6 输出的logit图
 

 
代码说明：通过自定义函数分别输出logit值、对应的组均值及bin值（限于篇幅，只提供一部分结果）。此外，还输出了组均值-logit图及bin-logit图。组均值-logit图显然不呈线性关系，而bin-logit图则改善了很多。
 
8.3 项目实践
 
下面就按照项目目标进行建模分析。根据需要，选取10 000个访问过营销页面的用户，并且挑选了18个指标，由于业务数据的保密性，对数据做了去噪处理并且变量名都用v（i）替代。数据样式如表8.19所示。
 
 
 表8.19 数据样式
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其中，flag 是访问过营销页面后 1 个月内有无订单的标识，在此处作为因变量，其取值为1（未来一个月内有订单）或0（未来一个月内无订单）。
 
8.3.1 数据探索
 
 1.因变量分布 
 
R语言实例：
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代码说明：通过统计因变量0和1的分布，得知响应概率在31.8%左右；与业务预估相近，故后续建模时不需要调整结果的概率值；然后对数据进行了切割，60%的数据用做训练集、40%的数据用于验证集。训练集中的响应概率为 31.42%，验证集中的响应概率为 32.48%，两者非常接近。
 
注意：runif函数的作用是生成随机数，每次输出的结果都不同，所以读者在运行代码时，结果跟本书可能有些出入，但不影响整个建模的过程。
 
 2.自变量探索 
 
根据数据探索，18个自变量中有4个是连续型变量，剩余14个是离散型变量且不存在缺失值，具体情况如表8.20所示。
 
 
 表8.20 自变量类型
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查看每个离散型变量的分布特征，发现v6有三个水平，v18有10个水平，其余均有两个水平。
 
R语言实例：
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其中，v1、v2、v4、v5、v7、v8、v9、v10、v14、v15、v16、v17只有两个水平数，若生成哑变量也只生成一个变量，因为其本身的属性值由0和1组成，故可以不做变换；v6有三个水平数，考虑进行哑变量转换，变成两个哑变量；而v18有10个水平数，水平数较多，不适合变成哑变量，故后期考虑用WOE变换。
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上述4个连续型变量没有缺失值，且范围跨度有大有小，待后续进一步观察。
 
8.3.2 数据处理
 
 1.生成哑变量 
 
R语言实例：
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代码说明：model.matrix函数可以将变量生成n-1个哑变量，然后连接到原始数据框上，再删除原始离散变量，就得到了变换后的数据。从结果中可以看到，原变量v6变成了2个哑变量（v6_1和testdf$v6_2）。
 
 2.计算WOE 
 
变量v18为离散型变量，有10个水平数，由于水平数过多，再用哑变量就不适合了，此时需要进行 WOE 变换。另外，由于 CRP、DIY、PKG、TRM、VIS 数据量过小且意义相近，通过和业务人员沟通，决定把这5类合并成一类，再进行WOE变换。
 
R语言实例：
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代码说明：首先把 5个类别进行合并，用“VAC”来代替，然后利用 woe_fun自定义函数对v18这个变量分别计算WOE，并且替换原来的v18变量。
 
 3.计算spearman等级相关系数 
 
R语言实例：
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代码说明：通过spearman_var自定义函数可知，v2、v3、v5、v8和v10对因变量相关性较高。
 
 4.计算离散型变量IV值 
 
R语言实例：
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代码说明：将所有离散型变量通过woe_fun函数求其IV值，从结果中可以看到，v5、v8、v10、v15的预测能力较好。
 
 5.连续型变量logit图 
 
计算离散型变量的IV值后，需要观察连续型变量。通过查看logit图，发现v3和v13两个变量需要进行Bin变换。其余连续型变量的logit图近似呈现线性的特征，可不对其处理。
 
R语言实例：
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v3变量的logit图如图8.7所示。
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 图8.7 v3变量的logit图
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v13变量的logit图如图8.8所示。
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 图8.8 v13变量logit图
 

 
8.3.3 建立模型
 
R语言实例：
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代码说明：把所有变量都放入模型中，然后通过 step 函数进行调优，最终选择一个相对较好的模型，并且各个参数都显著异于零。
 
8.3.4 模型验证
 
模型的开发是建立在训练集上的，在生成模型后，接下来需要在测试集上进行验证。在建立模型时，对训练集上的数据做了一些调整，这些调整和变换同样需要用在测试集上。
 
 1.数据调整和变换 
 
R语言实例：
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代码说明：上述步骤实现了测试数据集的哑变量及WOE变换。注意，这里WOE变换是按照训练集来进行的。同理，对于 v3 和 v13 的分组也要按照训练集上的区间进行，分组打Bin的标签代码就是将训练集的区间运用到测试集上，代码比较冗余，此处略，结果如下。
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 2.验证数据集Lift图 
 
R语言实例：
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输出的Lift图如图8.9所示。
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 图8.9 Lift图
 

 
代码说明：因为是营销策略类模型，所以重点关注Lift图。通过Lift图可知，该模型效果还是很不错的。
 
 3.验证集混淆矩阵 
 
R语言实例：
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代码说明：通过混淆矩阵的计算，该模型在验证集上的准确率为 87.86%、精准率为82.64%、F1值为80.93%，整体上该模型效果较好。
 
8.3.5 总结
 
至此，模型的建立和验证已经全部完成了，数据分析团队可以给那些近期访问过营销页面的用户打上未来可能购买的概率标签，并把概率进行十等分，每个等分上分别赋予1～10分，分值大的对应的预测概率也较大。市场营销人员可以通过用户画像上的这个分值进行选择，分值越高，该用户未来的价值也越大。
 
以上内容根据实际出发，较为详细地介绍了整个建模过程。在某些情况下，还需要在模型测试阶段进一步考察，具体内容需要根据详细的业务来决定，这里暂时不做实证举例。
 
本章以市场营销业务为背景，通过构建用户画像中一个维度的指标，详细地介绍了逻辑回归的理论、应用及R代码。通过该项目的积累，数据分析团队的能力得到了进一步提升。
第9章 文本挖掘——点评数据展示策略
 
前面各章介绍的项目和分析方法都是基于数值型数据的，如今互联网企业收集的数据类型多种多样，除结构化的数据外，更有大量的非结构化数据。数据类型除数值型外，还有文本数据，例如客户给商家的留言、地址信息、对产品的评论等。本章就将话题对准一类特别的数据——文本。之所以在最后讨论这个主题，是因为文本挖掘相对于数值型数据挖掘而言，方法和处理方式都不一样，文本数据有其特有的处理和分析方法。对于文本分析而言，主要有以下几种类型。
 
a.通过对文本内容的分析，了解其背后真正的意图。
 
b.对文本做情感分析，了解要表达的态度。
 
c.对文本主题和焦点进行整理，通过聚类对其进行归档。
 
利用这些分析思路可以做如下一些应用。
 
a.翻译软件：目前很多在线翻译软件背后的原理都是对文本进行分析，通过信息学、概率统计学得出模型。
 
b.拼写和语法检查：在一些软件中，当用户不小心拼写错了一个单词或拼音时，软件会提醒用户并且自动纠正。
 
c.搜索：大型搜索引擎如 Google、百度相信读者都使用过，搜索引擎也是文本挖掘施展拳脚的大舞台。
 
d.自然语言处理：智能对话机器人、智能客服系统等都是自然语言处理的成果，目前更有公司研发出了智能写诗机器人。
 
从上述应用可以看出，文本挖掘的能力和未来具有无穷想象的空间。本章将通过商业中一个非常常见的文本数据（用户点评数据），来对文本挖掘领域做初步的介绍，通过一个实际的案例简要阐述文本挖掘的应用过程。
 
9.1 项目背景、目标和方案
 
9.1.1 项目背景
 
通过一段时间的磨合和发展，公司逐步积累了大量的用户资源，每天收集到的数据条数已经达到了上亿条，在运营团队、市场团队、产品团队和数据分析团队的紧密合作下，公司的各个业务都实现了数据化驱动。在这个良好的氛围下，各个业务部门都在理性、公平、合理地发展。在忙碌了一年后，大家都以一种劳累而又期待的心情等待着春节的到来。正当大家逐渐放松的时候，数据分析总监再一次把数据分析经理叫到了自己的办公室：目前线上产品运营情况良好，除用户行为数据外，还收集了相当多的用户评论文本数据，这些评论数据可以分析一下，给产品提供一些建议和帮助。第二天，数据分析经理召集大家开会讨论方案，大家打开了公司产品的详情页面，对评论部分进行了仔细观察，发现了如下几个问题。
 
（1）在邮轮产品评论中，有好多无效评论
 
如图 9.1 所示，这三条评论虽然都是对邮轮的正面评价，但是其内容却是十分空洞的。我们再来看几条评论，如图9.2所示。
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 图9.1 用户评论（1）
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 图9.2 用户评论（2）
 

 
图9.2中的三条评论同样是比较积极的正面评论，比起图9.1中的三条评论，哪些更好呢？
 
显然图9.2中的评论比图9.1中的评论更容易被用户接受，因为图9.2中的评论内容更为充实、可信度更高。
 
（2）评论数据千人一面
 
无论用户是谁，看到的评论和顺序都是一样的。我们来看一下下面的评论，如图9.3所示。
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 图9.3 用户评论（3）
 

 
试想一下，这条评论对于一个价格偏好不敏感并且追求奢华享受的用户而言其实并不是反面的内容，但是总评2.2分的超低分却会给用户带来负面影响。
 
基于上述观察，有必要对评论显示策略做出一定的调整。数据分析团队的成员有了努力的方向，制定了项目目标。
 
9.1.2 项目目标
 
为了更好地利用评论数据，改进评论显示策略，制定了如下目标：
 
（1）对评论文本的质量进行监控和量化，将一些无效评论的显示顺序滞后；
 
（2）制定用户相似度模型，将用户的评论给与他相似的用户看，达到千人百面的效果；
 
（3）对评论所表达的情感进行分析，综合评分和情感两个方面对评论进行排序。
 
9.1.3 项目方案
 
 1.建立评论文本质量量化指标 
 
对评论文本进行分析，评论文本质量量化指标主要考虑如下几个因素。
 
（1）主题覆盖量
 
主要考虑评论文本中对产品专有主题的覆盖情况。例如邮轮产品，主题可以定义为餐饮、舒适度、住宿、岸上活动、领队服务、邮轮娱乐等。当一条评论中的主题覆盖量较高时，该条评论的主题覆盖量分值就较高。
 
（2）评论文本分词数量
 
评论文本写得越详细、内容越多，对访问者的帮助可能就越大。判断评论是否详细的一个方法就是看其有效单词的量，在中文文本中，有很多无效单词，如“停用词”（倘若、刚刚、马上等），这些词汇对文本语义没有任何帮助，故需要删除；然后看剩余文本单词的数量，数量越多，该条评论的信息量就越大。
 
（3）评论点赞数
 
评论点赞数越多，该条评论对用户就越有用。
 
（4）评论中的照片数量
 
很好理解，有照片的评论显然要比没有照片的评论更加真实和有用。
 
（5）评论分值偏移
 
在点评部分，经常会看到评分，这是用户给该产品人为打的一个主观评价分，但并不是评分分值越高，该条评论的质量就越高。若某产品所有用户打分的平均值为2分，但是某条评论却给出了满分5分，显然该用户的打分有失公允，那么该条评论的质量也就不算高了。
 
综合上述5个条件，最终得到评论文本质量的综合指标。
 
 2.建立用户相似度模型 
 
根据用户行为及用户画像属性，通过相似度计算，建立用户相似度模型。
 
 3.对用户评论进行情感性分析 
 
通过基于词典的情感分析对评论文本进行分析，具体方法见项目技术理论简介部分。
 
9.2 项目技术理论简介
 
9.2.1 评论文本质量量化指标模型
 
根据项目方案中的说明，下面以邮轮产品为例详细讲解评价标准。
 
 1.主题覆盖量 
 
针对邮轮这个特别的产品，根据与业务部门的沟通和商量，指定了5个主题：服务、餐饮、住宿、玩乐和岸上活动。每个相关主题都收集了一批相应的词汇，若评论文本中出现了相关词汇，则认为有相关主题的描述，如表 9.1 所示（为了说明问题，下述相关词汇仅是举了几个例子，真正使用时相关词汇远比这些更加丰富）。
 
 
 表9.1 相关主题和词汇
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主题覆盖量满分为1分，当一个用户的评论全部涉及这5个方面的内容时，则为1分，少一项扣0.2分，一个都没有涉及，则为0分。
 
 2.评论文本分词数量 
 
首先把评论数据中的停用词去除，得到每条评论相对真实的评论文本数据，然后用分词技术对其进行分词，统计出每条评论不同词的个数，最后分别计算20%、40%、60%、80%分位数，在每个分位数区间内的数从小到大依次赋予0.2、0.4、0.6、0.8和1分。
 
 3.评论点赞数 
 
首先计算所有评论点赞数，分别计算20%、40%、60%、80%分位数，若该条评论没有被点赞，则为 0 分；点赞数小于 20%分位数的，为 0.2 分；点赞数在 20%～40%分位数中的为 0.4分，以此类推。
 
 4.评论中的照片数量 
 
有照片的评论此项记为1分，反之则为0分。
 
 5.评论分值偏移 
 
评论分值偏移就是计算评论分值与所有评论中位数的偏移程度。首先计算所有评分的中位数，然后计算每个分值与中位数的差值绝对值，接着分别计算这些差值绝对值的 20%、40%、60%、80%分位数，最后以如下标准计分：在中位数加减 20%分位数内为 1 分、在中位数减去40%分位数和中位数减去20%分位数之间及中位数加上20%分位数和中位数加上40%分位数之间的记为0.8分，以此类推，在每个区间依次递减0.6、0.4和0.2分。之所以选择中位数作为中心点是为了防止异常值的影响。
 
有了上述5个主题的打分标准后，最后还需要对这5个主题进行权重设置，权重越高，则此类标准越重要。这个过程和上述5类主题打分标准没有固定的规范，数据分析师需要跟业务人员一起决定。为了叙述的完整性，不失一般性，我们设定权重如下：主题覆盖量（0.3）、评论文本分词数量（0.2）、评论点赞数（0.2）、评论中的照片数量（0.2）、评论分值偏移（0.1）。
 
9.2.2 用户相似度模型
 
正如项目目标中所述，通过建立用户相似度模型，使用户优先看到与他相似的用户所写的评论。下面就来讨论几种常见的用户相似度计算方法，然后根据不同的要求选择对应的方法。
 
关于相似度的计算，现有的方法大部分都是基于向量的计算，本质上就是计算两个向量的距离，两个向量的距离越近，它们的相似度就越大。由此我们可以将用户的特征用一个n维向量表示，每个向量代表一个用户，这样用户相似度问题就转换为了计算向量距离的远近问题。下面就来讨论几个常用的相似度计算方法。
 
 1.皮尔逊相关系数 
 
皮尔逊相关系数是衡量两个定距变量线性相关性的统计量。
 
（1）公式
 
皮尔逊相关系数的公式为：
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式中，sx、sy是x和y的样本标准差。
 
（2）范围
 
范围是[-1，1]，值越大，相关性越高。
 
（3）优缺点
 
皮尔逊相关系数较易理解且计算方便，但是在使用过程中需要假设数据是成对地取自于正态分布，并且从指标的几何意义上来说，它反映了两个向量线性方向的相关关系，非线性的相关关系无法体现。看一下如下3个用户，如表9.2所示。
 
 
 表9.2 用户示例
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根据皮尔逊相关系数公式，用户a与用户b的相关系数为0.98，用户a与用户c的相关系数为 0.75，但是从直觉上来看，用户 a和用户 c可能更为相近。造成这种情况的根本原因就是用户a和用户b线性方向上是一致的。
 
 2.欧几里德距离 
 
欧几里德距离是我们最熟悉的距离计算公式，在学习高等数学之前，计算线段距离、坐标轴两点间距离用到的都是欧几里德距离。
 
（1）公式
 
设x、y是n维空间向量，其欧几里德距离为：
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距离和相似度转换公式为：
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（2）范围
 
范围是[0，1]，sim（x，y）值越大（d越小），相似度越大。
 
（3）优缺点
 
欧几里德距离是所有距离公式中广为人知且最简单的一种，但是就大部分统计问题而言，其效果不甚理想。从欧几里德距离的计算公式中可以看出，每个维度对其贡献都是相等的，并且容易受单位量纲的影响，没有考虑到总体变异对距离远近的关联。为了弥补单位量纲上的差异，可以先对每个维度做标准化处理，然后计算欧几里德距离。
 
 3.夹角余弦相似度 
 
夹角余弦相似度就是从余弦公式出发，通过计算向量夹角得到其相似性。
 
（1）公式
 
夹角余弦相似度的公式为：
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说明：从公式中可以看出，若两个向量都经过中心化处理，则夹角余弦相似度和皮尔逊相似度是一样的。
 
（2）范围
 
范围是[-1，1]，值越大说明两个向量夹角越大、相似度越小。
 
（3）优缺点
 
夹角余弦相似度侧重于两个向量之间方向差异的度量，对单位量纲上的敏感度较小，这点与欧几里德距离形成了鲜明的对比，如图9.4所示。
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 图9.4 夹角余弦相似度与欧几里得距离
 

 
从图9.4中可以看到，当x和y的线段逐步延伸时，x和y之间的欧几里德距离将会不断增大，但是夹角余弦相似度的值却是不变的。
 
基于这种特征，夹角余弦相似度比较适合如下几种业务场景：
 
a.对绝对数值不敏感（如用户情感分析、爱好、属性等）；
 
b.适用于用户主观评价（如对产品的点评分）。
 
 4.马氏距离 
 
马氏距离本质上是数据协方差距离，考虑了不同维度之间的关系。
 
（1）公式
 
马氏距离的公式为：
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其中，Σ-1是x和y的协方差矩阵的逆矩阵。
 
距离和相似度的关系是：
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（2）范围
 
范围是[0，1]，sim（x，y）值越大（d越小），相似度越大。
 
（3）优缺点
 
从公式中可以看出，马氏距离去除了各维度之间的相关性，这点也是马氏距离最大的优点。若两个向量中多个维度相关性较高，则某个维度的影响会被多次使用，这显然会对最后的结果产生误差。
 
9.2.3 情感性分析
 
在客户评论中，有些评论显示出客户的正向情绪（如高兴、满意、幸福等），有些评论则显示出客户的负面情绪（如不满、抱怨、厌恶等）。在实际工作中，产品经理或者质量控制人员有必要了解客户的使用体验，从而提炼出用户提出最多的问题。在评论显示过程中，对于一些热推的产品线，优先显示正面情绪的评论明显要比让客户看到负面情绪的评论好。下面首先介绍文本挖掘的基础知识，然后介绍一种最基础的基于规则情感性分析的方法，最后介绍词汇极性判断和关键词提取的方法。
 
 1.文本挖掘基础知识 
 
（1）分词
 
通常我们得到的文本信息是以句子组成的若干段落，在微博或评论文本中会相应简短一些。在研究文本信息时，对整个段落或者整个句子进行判别显然是不现实的，这时候就需要把段落或句子化整为零：把段落分成句子，把句子分成短语，再把短语分成词汇。在英语中，每个单词之间都由空格隔开，故分割起来相对容易；但是对于中文文本来说，各个词汇都是连在一起的，所以需要有一套方法进行分割。经过多年的努力，目前已经有几种现成的分词模型产生。
 
a.最大概率模型：根据Trie树构建有向无环图和进行动态规划算法。
 
b.隐马尔科夫模型：根据基于人民日报等语料库构建的HMM模型来进行分词。
 
c.混合模型：结合使用最大概率模型和隐马尔科夫模型进行分词等。
 
（2）词典
 
词典就是若干个单词组成的库。在文本数据中，词汇是最基本的单位，对文本的分析都是基于词汇的。在情感极性分析中，有停用词词典、副词词典、否定词词典、正向情感词词典、负向情感词词典等。一般这些词典可以在知网中获取，网址是 http：//www.keenage.com/html/c_bulletin_2007.htm。
 
a.停用词
 
依据维基百科上的叙述，停用词包括两类：一类是人类语言中包含的功能词，这些功能词极其普遍，与其他词相比，功能词没有什么实际含义，比如“在”“时候”“这个”等；另一类词使用非常广泛，对这样的词搜索引擎无法保证能够给出真正相关的搜索结果，难以帮助缩小搜索范围，同时还会降低搜索的效率。
 
常见的停用词有：“什么”“仅仅”“何必”“其他”“其实”“单单”“同样”等。
 
b.副词
 
依据维基百科上的叙述，副词用以修饰动词，是加强描绘词组或整个句子的词。
 
常见的副词有：“最”“太”“极端”“更加”“完全”“过于”“十分”“稍微”等。
 
c.否定词
 
顾名思义，否定词就是起否定意义的词汇。
 
常见的否定词有：“不”“没有”“不要”“从没”“切莫”等。
 
 2.基于规则情感性分析方法 
 
下面介绍一种最基础的基于规则的情感性分析方法，对于评论数据而言，首先切分为片段，然后针对每个片段判断其情感极性得分，最终汇总得到最终评论片段的情感累积得分：
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式中，P（phrase）表示句子片段的极性；n表示句子片段中含有n个极性词；P（Pwordi ）为第i个极性词的极性值；P（Nwordi ）为第i个极性词对应的窗口期内否定词的取值；P（ADwordi ）表示第i个极性词的检测窗口内副词的量级程度。
 
（1）极性词的极性值
 
情感分析中，极性词主要有两类：正向情感词和负向情感词。正向情感词的极性值为 1，负向情感词的极性值为-1。
 
（2）窗口期内否定词的取值
 
在极性词附近，若出现否定词，则这个极性词的取值乘上-1表示取反方向。例如，“高兴”作为一个正向情感词，取值为1；“不高兴”则由一个否定词“不”和一个正向情感词“高兴”组成，“不高兴”对应的分值为-1×1=-1。接着，我们再来看一个例子：“虽然我不喜欢这里的食物，但是整体上我还是很高兴的。”“高兴”是一个正向情感词，但在前半句中有一个否定词“不”，通过通读整句话我们很容易地知道，这个否定词是形容“喜欢”而不是形容“高兴”的，这就是所谓的窗口期，只有在窗口期内的否定词才是真正对该极性词进行的修饰。
 
（3）窗口期内副词的取值
 
在判断情感极性时，主要考虑程度副词，程度副词可以有效地表名动词的情感程度，比如“非常愤怒”“稍微复杂”等。针对不同的程度副词，可以赋予不同的分值，比如“非常”的分值高于“稍微”和“些许”等。同样，副词的选择也需要考虑窗口期。
 
常用的副词及分值如表9.3所示。
 
 
 表9.3 常用的副词及分值
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 续表
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（4）窗口期
 
窗口期就是情感词计算副词和否定词应选定的范围。如果在一个片段中，否定词离情感词很远，则这个否定词很可能不是针对这个情感词的。例如，“不是这样的，我对邮轮服务还是很满意的。”显然，“不是”这个否定词其实并不是用来修饰情感词“满意”的。程度副词也一样。在这个项目中，数据分析师选择的窗口期为3，即情感词的上3个和下3个分词作为范围，在这个范围内出现的否定词或副词才会被计算为修饰这个情感词。另外，若两个情感词距离较近（位置在3以内），则这个否定词或副词只会被算做修饰它后面的情感词。如下面这个例子，有两个正向情感词“尊重”和“好”，分别在第2个和第5个位置上，而否定词“不”出现在第4个位置上，既在“尊重”上下3个分词范围内，又在“好”上下3个分词内，按照之前的规则，否定词只会被记为修饰它后面的情感词，也就是“好”，从语义上来说，也更加合理。
 
如表9.4所示为分词及其权重。
 
 
 表9.4 分词及其权重
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 3.词汇极性判断 
 
在项目的前期，词库可以在网上寻找，一般网上都有整理好的词库，可以直接使用。但是在实际应用中，中文词汇总是在不停地增加，每年都会有更多的热词诞生，这时就需要我们对词库不停地更新。下面介绍一种算法 SO-PMI，可以有效地从大量词汇中找出那些接近正向或负向的情感词，然后人为地进行最终判定，从而大大减少人工识别的时间。具体步骤如下（选自《基于平滑SO-PMI算法的微博情感词典构建方法研究》）。
 
（1）采用分词方法对每条评论文本进行分词，提取如下词性的词汇C={ci}（已有词库中的词除外）：“a”“an”“i”“n”“v”“x”“d”“ad”“vd”。其中，“a”表示形容词，“n”表示名词等。具体说明读者可以到知网上去查找对应的文档。
 
（2）计算每个词汇的SO-PMI值：
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式中，count（ci ，pj ）为词ci与正向情感词p j在训练库中同时出现的评论数；count（ci ，rj ）为词ci与负向情感词rj在训练库中同时出现的评论数。
 
（3）判断候选词ci的词性
 
若SO_PMI（ci ）大于零，则词ci被判定为正向情感词；若SO_PMI（ci ）小于零，则词ci被判定为负向情感词。
 
（4）人为最终判断
 
算法的功能是从大量候选词汇中给出相应的建议，由于中文语义错综复杂，最终定夺还需要靠人脑，所以数据分析师最后可以在算法的建议下重新检查一遍，最终确认采纳算法的建议还是人为修正（需要说明的是，读者也可以自己修改或发明更好的算法使得这步操作尽可能简化）。
 
 4.关键词提取 
 
在评论文本质量量化指标模型中提到，一条评论质量的好坏很大程度上取决于这条文本是否内容翔实，评定一条评论是否内容翔实的基础则是这条评论是否包含足够的关键词，这些关键词指的是分析师特别关注的词汇。在前面，我们讲过词库是在一开始时设定好的，是相对静止的，需要对其进行扩充。通过关键词提取，我们可以有针对性地找出一些原来没有的词汇，相应地补充到词库中。下面介绍一个算法：TF-IDF算法。
 
TF（Term Frequency）代表词频，IDF（Inverse Document Frequency）表示逆文档频率。如果某个词在文章中多次出现，而且不是停止词，那么它很可能就反映了这段文章的特性，这就是我们要找的关键词。再通过 IDF 算出每个词的权重，不常见的词出现的频率越高，权重越大。对文档中每个词计算 TF-IDF 值，把结果从大到小排序，就得到了这篇文档的关键性排序列表。
 
词频计算有多种方式：
 
词频（TF）=某个词在文章中出现的次数
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逆文档频率的计算公式为：
 
 
 [image: ] 

 
计算TF-IDF：
 
TF-IDF=词频（TF）×逆文档频率（IDF）
 
可以看到，TF-IDF与一个词在文档中的出现次数成正比，与该词在整个语句中的出现次数成反比。
 
这种算法的优点为：简单快速，结果比较符合实际情况。这种算法也有相应的缺点：单纯以“词频”衡量一个词的重要性不够全面，有时重要的词可能出现的次数并不多，而且这种算法无法体现词的位置信息，出现位置靠前的词与出现位置靠后的词，都被视为重要性相同，这是不正确的（一种解决方法是，对全文的第一段和每一段的第一句话给予较大的权重）。
 
9.2.4 R语言实例代码
 
R语言中处理文本的包有许多，下面重点介绍“jiebaR”包，在开始阶段我们首先安装并加载此包。
 
R语言实例：
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 1.分词 
 
加载分词环境：worker（）
 
语法：worker（type=＂mix＂，dict=DICTPATH，hmm=HMMPATH，user=USERPATH，idf=IDFPATH，stop_word=STOPPATH，write=T，qmax=20，topn=5，encoding=＂UTF-8＂，detect=T，symbol=F，lines=1e+05，output=NULL，bylines=F，user_weight=＂max＂）
 
参数及其说明如表9.5所示。
 
 
 表9.5 参数及其说明
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 续表
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R语言实例：
 
＃加载分词环境
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在加载分词环境后，可以查看分词引擎配置。
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代码说明：通过wk对象可以看到加载对象下的一系列配置信息，dict为系统词典文件所在位置，user为用户自定义词典所在位置等。
 
 2.配置词典 
 
在wk对象输出配置信息后，可以查看具体内容。
 
R语言实例：
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代码说明：在dir结果中，包括多个文件，分别如下：
 
● jieba.dict.utf8，系统词典文件，最大概率模型，UTF-8编码；
 
● hmm_model.utf8，系统词典文件，隐马尔科夫模型，UTF-8编码；
 
● user.dict.utf8，用户词典文件，UTF-8编码；
 
● stop_words.utf8，停止词文件，UTF-8编码；
 
● idf.utf8，IDF语料库，UTF-8编码；
 
● jieba.dict.zip，jieba.dict.UTF-8的压缩包；
 
● hmm_model.zip，hmm_model.UTF-8的压缩包；
 
● idf.zip，idf.utf8的压缩包；
 
● backup.rda，无注释；
 
● model.rda，无注释；
 
● README.md，说明文件。
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注意：file中的路径需要根据用户本地具体地址做相应修改。
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 3.增加自定义词典 
 
我们先来看下面的例子。
 
R语言实例：
 
wk[＂我喜欢量子号的邮轮＂]
 
[1] ＂我＂ ＂喜欢＂ ＂量子＂ ＂号＂ ＂的＂ ＂邮轮＂
 
了解邮轮的读者很快会发现上述分词的问题：“量子号”是邮轮的一种，应该是一个专有名词，而分词结果却把“量子号”分成了“量子”和“号”两个词，显然是错误的。这时候就需要用户自定义词典，把“量子号”加入词典，这样分词就可以把“量子号”看成一个词汇。
 
R语言实例：
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代码说明：通过上述例子可以看到，“量子号”已经变成了一个单词。需要注意的是，在自定义词典所在的TXT文件中，需要UTF-8编码，词典中第一行读不进去，需要从第二行开始读。
 
 4.增加停用词词典 
 
增加停用词词典可以使分词的结果中去掉一些无关痛痒的词汇，使得结果更加纯粹。
 
R语言实例：
 
＃用户自定义词典和停用词词典名称
 
 
 [image: ] 

 
 5.关键词提取TF-IDF 
 
在“jeibR”包中有专门的函数可以计算TF-IDF值。
 
R语言实例：
 
 
 [image: ] 

 
代码说明：分值越高，关键词出现的可能性越大。
 
 6.词性标注 
 
SO-PMI 算法的第一步是找出相应词性的词汇。在自然语言处理方面，语法及模式的探索也需要词性。在R语言中，可以在work函数中设置tag来输出词性。
 
R语言实例：
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9.3 项目实践
 
通过一段时间的讨论和实践，数据分析团队准备从邮轮业务线入手，调整其评论展示顺序。下面随机挑选了邮轮业务线的100条评论及相关信息作为例子，首先介绍几个实现不同功能的自定义函数，然后利用真实数据进行操作。
 
9.3.1 若干自定义函数
 
文本数据与数值数据一样，也有脏数据。文本数据中的脏数据一般包括：url（url是一个链接，对语义本身没有帮助）、空格、换行符、时间和日期、英文字母、空值、字符长度过小等。
 
 1.数据清理 
 
R语言实例：
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 2.分句并打上相应标号 
 
评论数据往往是多句或者多个片段组成的一句话，在分析文本之前需要先分句，然后在每个分句前加上标签以标识这些片段是否属于一个评论。
 
R语言实例：
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代码说明：先根据标点符号分成片段，然后为每个片段打上标签用以识别是否属于一条评论。
 
 3.分词 
 
把文本分成片段之后，接着就需要对其进行分词，具体代码如下。
 
R语言实例：
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代码说明：首先加载“jiebaR”包，然后载入分词空间及自定义词典和停用词词典，接着用wk函数分词，最后打上标号用以识别是否为同一个评论。
 
9.3.2 文本质量量化指标模型
 
现在从线上随机选取了100条邮轮产品的评论数据，数据结构如表9.6所示。如图9.5所示为评论数据样例。
 
 
 表9.6 评论数据的数据结构
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 图9.5 评论数据样例
 

 
下面看一下具体代码的实现过程。
 
R语言实例：
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代码说明：在评论点赞数和评论分值偏倚部分，在计算分位数时都加上了0.001，这是因为在取分位数时，当数据量大小比较集中时，分位数会相同，这样就会对后面用区间去限定范围造成影响（比如20%分位数为3、40%分位数也为3，这样在（3，3]范围内将为空集，就会造成分值为3的评论没有分数），故加上了一个较小的偏移量。
 
根据代码最终结果，前三名的评论id分别为69、41和14，其具体评论内容如下。
 
Id 69:
 
因为有台风，所以更改了邮轮航线，没有去日本。邮轮上房间偏小但设备齐全，房间里的洗澡水没有之前评论上说的水颜色泛黄！在阳台吹着海风、看着日落很惬意，如果放个摇椅会更好。服务员每天打扫房间两次，但不会定期更换毛巾和浴巾；每天都有很多节目，但是好玩有趣的不多，个人比较喜欢跳舞类和歌唱类的节目，建议多些电影场次；可选择的食物种类较多，浦江饭店的炒虾仁很赞；服务还是比较满意的，领队也很不错！
 
Id 41:
 
非常满意。船上的服务都是星级酒店的标准，每天打扫两次，很干净，你遇到的每一位船员都会很友好地用中文向你问好。你完全不必为自己听不懂英语而担扰，到处都能找到会说中文的船员。整个邮轮豪华大气、雍容华贵。每天都有第二天活动内容的海报送到房间，如果你下载了天海邮轮的APP，就可以尽情地享受丰富多彩的邮轮生活。邮轮上为游客们安排了众多的娱乐活动，无论男女老少，总有几款适合的：有天海好声音卡拉OK比赛、有鸡蛋降落伞比赛、有怀念邓丽君演唱会、有鼎级厨师讲授如何做寿丝、有专业的舞蹈教练教你跳舞，甚至每天都有跳广场舞的活动。每晚魔都大剧院都有各种风格的精彩表演，娱乐总监在邮轮上绝对是超级明星，天海邮船上的游客肯定都是他的粉丝。天海邮轮上还有一个大大的亮点，那就是“吃”，有两个免费的主餐厅，什么时候想吃都可以，尤其是浦江大饭店，是西餐馆，我们的晚餐都选择在那里，每天的菜单都不一样，有火鸡排、香橙鸭、小牛排，最后一晚是龙虾大餐，大呼过瘾。如果对“吃”还有更高层次的要求，可以去巴黎餐厅等收费餐厅，那里有米其林三星的厨师专门为你服务。这次旅行，唯一有点遗憾的就是岸上行程安排过紧，太过匆忙。总之，天海邮轮上6天5晚的生活很惬意，我们还会再来。
 
Id 14:
 
邮轮上无论是客房、餐厅，还是娱乐场所、儿童乐园，服务人员都很热情、友好。参加邮轮游确实是一种享受。比较遗憾的是上下码头及通关的时间太长，码头上乱轰轰的。另外，岸上乘车时地接社的导游和我方的领队没有提醒游客应让带小孩和年纪大的人先上车，有些不文明的现象。
 
9.3.3 用户相似度模型
 
从评论用户的各种用户标签中挑选了4个进行测试（注：这些特性仅是为了举例随意挑选并经过了去噪处理，在真实环境中读者需要根据业务特征有针对性地挑选），具体标签及说明如表9.7所示。
 
 
 表9.7 具体标签及说明
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上述4个标签范围均为0～10，且为连续型数值。
 
R语言实例：
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代码说明：这里我们选用了欧式距离作为相似度指标的例子，上述结果只显示了部分数据。最终，用户进入邮轮产品点评页面时，看到的评论依次是用户id为4、19、30等所写的评论。
 
9.3.4 情感性分析
 
项目的最后一部分内容就是要对评论做出情感性打分。还是以100条邮轮评论数据为例，通过R语言进行打分。
 
 1.导入评论数据，并运用之前的函数对评论数据进行清洗和分词 
 
R语言实例：
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 2.关联情感词、否定词和程度副词 
 
R语言实例：
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 3.对片段进行窗口期判定及综合打分 
 
R语言实例：
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注意：上述代码中用到的自定义函数需要运行后才能使用，具体代码在前面的若干自定义函数中有叙述，读者重新执行一下即可使用。
 
最终结果如下：
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最后通过id对应相应的评论即可。
 
下面有几点需要说明。
 
（1）情感词的最终结果和用户自定义词典、否定词、副词及正负情感词的设定有很大的关系，读者在具体使用时可以根据行业的特性增、删、改上述词典，使得分词结果更加符合自己的业务。
 
（2）在最终结果中，有些id没有打上分值，主要是因为这些分词并不是正负情感词，读者也可以根据需要自主调整。
 
（3）从最终结果看，有些评论的分值会偏离我们自己的理解，这时候就需要分析师调整词典及改进算法，上述例子只是简单地应用规则进行打分。除此之外，还可以基于文本语法模式进行判别，限于篇幅在此不再赘述。
 
9.3.5 总结
 
至此，产品经理可以根据用户相似度，让用户看到与他相似用户的评论，并且可以按照文本质量评分及情感性分值根据产品策略进行排序。从技术运维的角度来说，算法的结束并不是技术的终结，后期自定义词库及调整打分权重都需要分析师根据实际样本做出调整，在数据分析领域永远没有完结的项目，除非业务被终结了。
 
最后，在此次项目技术完结之际，发生了一段小插曲，部门中有一位同事正在和他认识不久的女生相处，时常看到他愁眉不展地在一边唉声叹气，有的人劝他放弃，有的人则劝他继续追求。在做完文本质量量化指标模型之后，数据分析经理灵机一动：可以把他们的微信聊天记录作为样本，进行质量指标打分，若对方回答的话语中主题词覆盖度很低（例如，都是一些“嗯”“好的”“呵呵”）、有效分词数量很少、表情变化很少等，那就很有可能说明对方并不在意这段感情。于是，大家动手帮他做了一次分析，结果那些原先劝他继续追求的同事也不再坚持自己的想法，在数据面前这个同事最终选择了放弃。此后，笑容重新出现在他的脸上，不久之后，通过同样的技术，他找到了自己心仪的另一半，其方法就是广泛撒网，从渔网中通过文本挖掘技术找到可以重点培养的对象。事实证明，确实可以减少很多无用功，这也正是数据分析的魅力所在吧！
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