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  第1章　机器学习基础
 
我们从本章开始一直到第4章结束，按照先后顺序，分别讲解机器学习应用的一些基础内容（第1章）、数据探索与准备阶段的工作和方法（第2章）、机器学习应用算法阶段的有关技术（第3章），以及基于前三个内容的机器学习应用的各种案例（第4章）。这四章构成了机器学习应用的一个较完整的讲解，可以算作机器学习应用的基础篇。本章又是这个基础篇的基础，希望能给读者一个机器学习应用的快速引领和轮廓印象。我们从第5章开始直到第7章结束，讲述了机器学习在行业的实践应用，即机器学习在医学领域的一个完整应用，较系统地阐述了医学领域机器学习应用系统的开发与实现（第5章），探讨了医学领域机器学习的实践应用（第6和7章）。最后一章（第8章）介绍了机器学习与人工智能的相关应用。
 
我们在本书中尽可能将理论与实践相结合，既重于实践应用又深入理论原理。理论是灰色的，而实践则是最鲜活的。对于一本机器学习应用方面的书籍，我们希望尽可能多讲些实践和案例，并多用图表说明大部分的机器学习原理和应用，让读者更能贴近实际。
1.1　认识机器学习
 
什么是机器学习？不同的人会给出不同的答案，很多人也会给出相似的答案，因为有很多经典的机器学习论著已经给出较为公认的定义。作为常年工作于机器学习应用项目的人来说，我们也有自已的一点认识，可能稍稍不同于理论书籍的概念。本节我们就从这个话题开始，介绍机器学习概念、机器学习与生活和机器学习与知识等内容。
1.1.1　机器学习概念
 
机器学习与数据挖掘差不多属于同义词。我们认为，数据挖掘应是一个更加广义的概念，甚至可以说不是一个传统意义上的定义，而是一类活动的集合，凡是有目的地探索数据中隐含的规律和知识的活动都可称为数据挖掘。在这里，我们重点强调的要素是：
 
·有目的

·探索性地获取

·数据中隐含的规律和知识
 
我们稍后会详细讨论这三个要素。在这个定义中，我们并没有提及应用什么方法和手段获取数据中隐含的规律和知识，也就意味着不限任何方法和手段，无论是数学的还是非数学的，无论是复杂的还是简单的，只要能揭示数据中隐含的规律和知识，都可以被称为数据挖掘。机器学习则应用计算机算法从数据中自动学习新知识和新规律，并将之用于模拟或实现人类的智能行为的方法和技术。机器学习更侧重这样一个表述：像一台机器一样通过自主地、主动地从数据中进行学习而揭示数据中隐含的规律和知识的活动。因此，本书中数据挖掘和机器学习将“平滑”切换。
 
1.1.1.1　数据的“形状”
 
从字面而言，数据挖掘包含数据和挖掘两部分，二者同样重要，缺一不可。数据是机器学习的基础素材，我们首先谈一谈数据的形状。
 
数据的“形状”之一，大数据。经典意义上的机器学习，通常是指对海量数据进行分析。怎么样才算是海量数据？目前还没有明确的标准。而近几年，类似于海量数据，又产生了大数据的提法，其概念无论从内涵和外延上都有了扩展。但从本质上，我们认为，大数据和海量数据是相似的。在实践中，不单单是记录数多的就称为大数据，通常大数据是指数据量和数据维度均很大，数据形式很广泛，如数字、文本、图像、声音等。而大数据往往可能蕴含着丰富的规律和知识，所以在大数据之上应用机器学习就成了理所当然的活动了。
 
数据的“形状”之二，小数据。相对于大数据，在实践中还会存在不少特殊情况。例如在医学上有些疾病极为少见，只出现几百例，甚至几十例就几乎是该病的总体了，我们称之为小数据。业务中需要对这些小数据进行深入分析和探索，以便挖掘出罕见疾病的特征，并为相应的临床应对提出依据。对于这样规模的数据进行分析，如果按照记录数，依照传统机器学习观念、方法和技术，无法开展探索性的分析工作。我们认为，需求引领观念和技术，机器学习的一个发展分支应该是从规模较小的、有限的数据中探索其中的规律和知识，尽管目前的技术还很有限。
 
数据的“形状”之三，宽数据。还有一种情况是小数据高维度，小样本大信息，我们称之为宽数据。如某些基因组信息，就是数据量很少，通常只有几十例到几百例，但维度很高，通常有几百个到几千个。更极端情况的是个人大信息，即单个记录下的高维信息，如从宽带、移动支付、物联网、手机等媒介收集个人信息。在不远的将来会出现单独个体的高维数据，并需要关于解决此类机器学习的新理论和新算法。
 
数据的“形状”之四，深数据。我们还会遇到一种数据，涉及维度不是很宽，但是数据在某几个维度上跨度非常大，历史数据非常多，或者数据量的增长速度非常快，我们称之为深数据。如医学检查中24小时心电图监测、较长时段（如一小时以上）的脑电图监测，每小时会产生几十万至几百万条数据；再如，互联网服务商的DNS服务器对互联网访问事件的日志记录，也是每小时会产生几十万至几百万条数据。这类数据，我们有时也称为流数据。对这些深数据的挖掘也是非常具有挑战性的，一方面由于它的数据量非常大，另一方面也由于对这类数据进行挖掘的实时性要求较高。
 
这些随着数据收集手段的进步而形成的各有特色的数据，正在逐步进入机器学习研究的视野。所以说，这门科学叫做机器学习，它应包括大数据机器学习、小数据机器学习、宽数据机器学习和深数据机器学习。我们需要做的是处理好各类数据来获取知识，研究解决各类型数据的挖掘的新理论和新算法，这些数据的分析算法不完全与经典大数据机器学习相同。例如医学上的个性化精确治疗，就离不开涉及个人的宽数据和深数据。
 
1.1.1.2　挖掘的思维
 
机器学习的目的是为了获得知识，很多书中也将机器学习称作KDD。只要是为了获得知识，用什么工具并不重要，重要的是从数据里面获取知识，工具是从愿望到目的的桥梁，重要的是结果。此外，我们说在机器学习应用中，不是处理方法越复杂就越好，即使是非常简单的方法也可以睿智地理解数据。例如，世界大战中，统计学家沃德在被咨询飞机上什么部位的钢板需要加强时，他画了飞机的轮廓，标出返航战斗机上受敌军创伤的弹孔位置。统计积累一段时间后，机身各部位几乎都被标满了。最后，沃德建议，把剩下少数几个没有弹孔的位置加强，因为被击中这些位置的飞机都没有返航。最后实践验证了沃德对飞机改进的良好效果。
 
我们认为，不要被机器学习的传统概念限制思维。很多从业者或希望从事机器学习的人，把机器学习这个概念狭义化了。机器学习不是有限的几种工具或算法，例如聚类、分类和预测等，它是一个目的性导向的学科，目的是从数据中获取知识、规则，或其他可直接、间接用以产生效益的信息。广义上的机器学习是和概率统计、高等数学、数学分析、离散数学等数学分支无法清楚分割的，也是和数据库、网络、大数据等技术无法分割的，更是和各行各业的专业知识和业务需求无法分割的。
 
1.1.1.3　机器学习要素
 
下面说说我们提到的机器学习概念的要素，先说数据中隐含的规律或知识。我们知道数据是用以描述和反映人类社会中所发生的各种人文活动和事件及自然活动和事件的载体，而大量的人文事件和自然事件中通常蕴含着某些特点和规律。因此，我们利用各种形式的数据（包括数字形式或数据库形式，也包括书籍、图案、声音等形式）将这些活动和事件如实地描述和记录下来，然后应用各种技术手段来研究和挖掘这些数据中所隐含的东西，这些隐含的东西反映了人文或自然活动和事件的本质特征，这些本质特征通常又不是体现在人文或自然活动和事件的表面或较肤浅的层面。我们得到的这些本质特征可能表现为与某些事物相关的一些规律或知识，从而延伸了事物表面所展现的规律或知识，但又绝不类似于事物表面所展现的规律或知识。隐含知识与表象知识通常是完全两码事，隐含知识比表象知识具有更大的价值。所以说，机器学习要的不是事物的表面现象，而是事物所隐藏的东西。反过来说，展现事物表象的知识不属于机器学习。
 
再说机器学习是一种探索性的活动。我们认为，由数据所表达的大量事物中通常可能蕴含了一些规律或知识，但谁也不敢保证一定有。另外，挖掘大量数据中所隐含的知识本身，无论从技术上还是从专业上都是一项极富挑战性的工作。因此，我们说机器学习是一种探索性质的活动。探索性质的活动意味着过程可能会很艰辛，结果可能不可预料。所以，如果机器学习的结果达不到我们的预期，一种可能是我们的技术、方法不行，一种可能是数据没有能够真实描绘、反映事物，还有一种可能是事物中没有蕴含着我们想要的东西。但是，由于通常隐含知识比表象知识具有更大的价值，需求引导我们不断地去追求，因此，我们会不停地探索。
 
最后，机器学习是有目的的活动。机器学习的方向是由业务需求所引领的，知识发现是一项目的性很强的工作。不同的机器学习目的涉及的技术、方法，甚至投入的人力、物力都大所不同，因此，选择恰当的目的使得机器学习工作可控、成本可控。在这里，我们着重讲的是机器学习的商业应用，而不是诸如有关机器学习基础研究、教学实验方面的工作。既然是商业应用，更一定要讲效益、投入产出比。因此，商业机器学习的目的性非常强，机器学习通常分为评估性初探、计划、评估、实施、再评估、部署、维护等过程。如果机器学习目的不明确、缺乏效果评估和风险评估，则项目的失败实在是在所难免。另一方面，即使是机器学习基础研究和教学实验，确定一个科学的工作目标也是必须的。我们说机器学习是有目的的，大家很容易理解，但机器学习本身作为具有探索性的一项工作，其工作目标的制订，尤其在商业项目中决定着项目的成败，因此，我们将其作为一个重点要素在此提出。
1.1.2　机器学习与生活
 
很多人一提到机器学习，觉得它一定很高深。的确，使用机器学习不是一件很容易的事，尤其经过机器学习应用项目的人感受更深，往往不得不跟一些复杂的算法、繁琐的数据处理打交道。但实际上，机器学习并不都是深奥和难懂的，很多原理就是生活的一部分。现实生活中，很多情况下，人们是在不知不觉中使用了一些机器学习的方法或思想。例如聚类，就是将具有相似特征的事物划分为一类，把特征不同的事物区分开来。实际上，聚类这个动作贯穿了我们生活的很多方面。例如，我们对事物分类的基础和分类的规则，大部分就是通过聚类活动实现的。例如，原始人面临猛兽和猎物，必须会区分这两者，知道自己可以吃掉谁，谁可以吃掉自己（这个是最早的分类之一）。可以说，不懂得这个分类的原始人基本上都灭绝了，如图1-1所示。而聚类提供的是什么呢？原始人经过大量的实践（数据的积累），在吃和被吃的两个分类下（那时候还没有家畜和宠物），如图1-2所示，对大量事例进行思考、总结、聚类（类内相似最小，类间相异最大），得到规则并实施，然后幸福地进化着。
 
再例如，关联规则的应用。所谓关联规则，就是在前件事件发生的条件下寻找高概率发生的后件事件。例如，原始人看见了前件——猎物，马上会关联后件——烤肉（原始人学会了使用火以后），于是他们实施的行动就是捕猎与钻木取火，如图1-3所示。原始人看见了前件——猛兽，马上会关联后件——被吃，于是他们实施的行动就是狂奔与逃窜，如图1-4所示。
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图　1-1
 
 
 [image: ] 


图　1-2
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图　1-3
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图　1-4
 
机器学习就是伴随着社会事件或自然活动的大量产生（数据的海量增长）而孕育出来的。所以说，机器学习不是孤立存在的，而是和社会生活及其衍生的需求有机结合的。
 
机器学习来源于生活，机器学习还要服务于生活。但很多时候，困扰人们的是机器学习复杂的理论、算法和公式。如果使用机器学习解决实践问题，我们希望就像医生不需要明白药品的合成制造原理和过程而能科学地使用药物、手机用户不必搞懂通信协议就能熟练地使用手机的各种功能一样，我们不必学习机器学习的算法理论与开发技术，也能做好我们生活中的机器学习。要实现机器学习的大众化，一个方法就需要将机器学习应用面向各个专业、面向生活的各个方面实现产品化和工具化，尽量使技术细节对使用者透明化，而使用户专注于机器学习技术在行业领域、生活领域的应用。
 
一般来说，机器学习的应用者需要知道机器学习各个算法的基本目的、基本原理。这里说的基本原理是高层面原理，而不是具体技术性的原理。例如聚类，我们只要知道它的原理是“物以类聚，人以群分”就足够了。机器学习技术的一个方向就是让每个人都可以方便地使用，从而享受新技术带来的好处。这样机器学习才可以真正融入生活的各个方面，成为一门成功的科学技术。
1.1.3　机器学习与知识
 
当然，机器学习现在还远没有走入人们的生活，大多情况下是应用于一些商务场合，也就是机器学习是以商业项目形式存在。根据经验，我们把机器学习项目分成几个不同的层面，如决策层面、设计层面、技术层面和应用层面，不同的层面需要不同的知识结构：
 
·决策层面需要知道机器学习能干什么，能为本单位带来什么效益；

·设计层面需要行业领域相关知识和机器学习技术相关的知识；

·技术层面需要高等数学、概率学、统计学、数据库原理、分布计算、编程语言等知识，还需要掌握具体算法的原理；

·应用层面需要知道机器学习怎样结合行业领域的需求，怎样应用机器学习的结果解决业务问题。
 
所以，机器学习的应用所需要的知识与人们在项目的职责与角色密切相关。使用机器学习需要从高等数学学起吗？还是懂得原理就可以了？决策者在行业目的的选择上需要懂得多深的机器学习知识？不同的目的，需要掌握的知识不一样。即使都是技术人员，不同的层面要求也不一样。机器学习应用技术人员需要掌握调节算法、算法的适用性和结果的合适表现形式；机器学习研究者需要探索新的理论，创新、改进新的算法的知识和能力。
 
要把机器学习应用讲得很明白，其实需要各个方面的很多知识。我们既要讲解机器学习原理，还要讨论机器学习具体的技术、行业知识、机器学习具体技术与行业知识的结合、机器学习结果在行业领域的含义和使用，等等。机器学习原理和理论并不是同一个事物，原理可以不借助各种公式而存在，并且可能相对简单。
 
机器学习应用有自身的特色，就是我们下面需要重点讲解的。而目前，对机器学习结果的分析还无法实现全自动化，现在更多的只是把现象（数据知识）而不是深入专业的知识（行业知识）展现给用户。这就需要我们应用者掌握深入的专业知识和技术知识，把机器学习自主发现的规律总结成专业知识，并应用于工作实践。
1.2　机器学习应用基础
 
机器学习是一种获得知识的技术，它的基础是数据，手段是各种算法，目的是获得数据中蕴含的知识。发现知识并非易事，人们总是受到各种各样的局限。在信息时代之前，数据的缺乏成为发现知识的限制。在天文学的早期，能有所发现不仅需要有敏锐的头脑和先进的观测设备，前人留下的大量观测数据也是必不可少的条件。实际上，就算是目前，数据的缺乏仍然是一个发现知识的主要瓶颈。随着数据采集和存储技术的发展，对大量数据的分析和使用成为了一个新的难题。机器学习是一门处理大数据的应用科学，它是随着对大数据分析处理的需要而诞生的新兴学科，出现至今只有短短二、三十年的时间，各方面还在不断发展和完善之中。对机器学习应用而言，知识的发现存在两个极限，一个是前面提到的数据极限，即要么数据非常庞大，要么数据的量小但维度非常大；另一个是算法极限，即我们针对很多数据（不同的性质、不同的形式）和很多需求，目前所有的算法尚不能很好地解决某些问题。
 
做一个比喻，要想获得知识的甜美果实，需要穿过的两层硬壳，如图1-5所示，一层是穿越处理足够数量和质量的数据硬壳，一层是穿越足以处理、发现并展示蕴含于数据中知识的算法的硬壳。但同时，壳的核心有没有果实是最重要的。
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图　1-5
 
因此，机器学习应用具有三个要素：数据、算法、知识。了解、学习机器学习，我们需要从数据的源头讲起，从大千世界的事物讲起。
 
本节将讨论以下几个方面的内容：事物与维度、分布与关系、描绘与预测、现象和知识、规律与因果。
1.2.1　事物与维度
 
事物是指客观存在的一切事情和物体，也许是具体的事物，例如人、动物、植物、电脑、面包等；或者是抽象的事物，例如购买、就医等，它是由一事物维度人身高、体重、职业、肤色鱼背鳍、尾鳍、侧线花花瓣、花蕊购买单价、数量、折扣、卖方就医时间、病种、预后组数据描绘的对象。维度是指某种事物的属性，是描述事物任意特征的一个变量，不同事物可能有不同的属性，如人有身高、血压等属性。事物的属性就是事物的本质在各个方面的表现，维度和属性可以互换。表1-1、图1-6、图1-7列举了几种事物及其常见的维度。
 
表1-1　维度
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要描绘事物或区别不同的事物，就需要从事物的属性入手，尤其要关注事物的特殊属性。例如，描绘鲸鱼就会说巨大、鱼（其实是哺乳类的）、会喷水等。描绘大象会说鼻子长、陆生、巨大等。描绘人类自己也是一样，我们去某公司问哪位是经理时，会说是那位高个的、穿深蓝西装的、坐在转椅上的那位男士等（如图1-8所示）。这些描述并没有把事物的每个维度都告诉了我们，而是重点说明了几个维度，就足够使我们了解或区分事物。这些维度我们称为该事物的特征维度，它们是可以区别（划分）于其他事物的特殊属性。事物的特征不会体现在所有维度上，正如区分两个人不需要对比每个细胞一样，只要比较一下指纹或DNA就可以了。指纹和DNA就是区别人类个体之间的特征维度。
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图　1-6
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图　1-7
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图　1-8
 
特征维度可以是长期的，例如大象的鼻子；也可以是暂时的，例如经理的座位、穿着等。特征维度也随着人们对事物不同的兴趣而不同，例如医生要研究心血管疾病的血脂指标（医学维度）；商场的经理要分析客户购物的年消费指标（购物维度）等。除了这些不同之外，事物之间还有彼此相似的维度。例如带鱼和鲸都生活在水中，从这个维度人们无法获知两者的区别。所以说，针对不同事物的比较，某个事物的特征维度也可能是不同的。
 
在数据技术上，我们使用不同的数据类型来描述事物不同的维度。维度在数据上有四种常见的取值类型：
 
·标称类型，如生物名称：抹香鲸、大白鲨、蓝鲸等，可以用于区分。

·有序类型，如生物身长：大（蓝鲸）、中（抹香鲸）、小（大白鲨）等，可以排序。

·区间类型，如海水温度：摄氏温度10度至摄氏温度30度等，可以计算差值。区间类型有个特点：就是可以计算30摄氏度比10摄氏度高了20度，但是说30摄氏度是10摄氏度的3倍则是错误的。

·比例类型，如质量：大白鲨2000千克，抹香鲸20000千克等，可以计算倍率。我们可以计算出抹香鲸的体重是大白鲨的10倍。
 
在四种类型中，标称类型和有序类型是定性的，区间类型和比例类型是定量的。
 
机器学习中的连续型数据只可以是区间类型和比例类型，离散型数据可以是上面四种类型的任意一种（对区间类型和比例类型进行离散化后）。
1.2.2　分布与关系
 
某事物与其他事物一定在某些维度上有所不同，否则我们就无法清楚地将该事物与其他事物区分开来。维度从两个方面描绘事物：维度的分布和维度的关系。正如所有维度一样，特征维度也包括分布特征和关系特征，我们常见的分布特征更容易被发现。维度的分布有两种考量方法，一种是从维度的分布类型上来考量，另一种是从维度的分布范围上来考量，如图1-9所示。
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图　1-9
 
维度的分布范围用于描述事物的范围，例如，人类的血钾生理指标的正常范围是3.5至5.5mmol每升，低血钾的范围是小于3.5mmol每升，反之，高血钾的范围是大于5.5mmol每升。血钾的上限极值或下限极值可能是个隐含值，高血钾再高也不会到10000mmol，所以应该是5.5至某个值（致死量的值）。维度的分布类型可以描述事物的类型。例如，博弈游戏中使用的骰子，最简单的是六面骰子。正常骰子是均匀分布（见图1-10），各面以六分之一的概率出现，那些有问题的骰子是非均匀分布（见图1-11）。
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图　1-10
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图　1-11
 
除了维度的分布，维度的关系也是事物的特征。例如，图1-12描述了正常人和某种代谢病人的血糖维度和胰岛素维度的关系曲线。
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图　1-12
 
可以看出该病患者的血糖和胰岛素的关系特征与正常人的不同，它显示该病患者胰岛素分泌出现特殊病理性改变。
 
维度的关系常见的表现有伴随关系和影响关系。维度的伴随关系例子有，在北半球，秋天来临时，树木落叶。这个自然现象维度伴随季节维度的关系特征是我们常见的，当季节维度的一个变化值秋天出现时，自然现象维度的一个变化值落叶也伴随出现。读者要注意的是，伴随关系存在着方向性，即秋天带来了落叶，而不是落叶带来了秋天。
 
维度的影响关系例子有，在冠心病患者的生理指标中，影响血液中甘油三酯的维度有哪些？它们对甘油三酯的影响强度是怎样的？图1-13所示的是甘油三酯维度的影响关系特征，高密度脂蛋白胆固醇对甘油三酯的影响最高，其次是总胆固醇、低密度脂蛋白胆固醇、A/G等指标维度。
 
可以看出，维度的分布和关系都可以描绘事物，事物的特征也蕴含其中。发现事物维度的分布与维度的关系，就是机器学习算法的基础，如图1-14所示。
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图　1-13
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图　1-14
1.2.3　描绘与预测
 
事物维度的分布和关系可以用来描绘事物特征，也可以用来区分彼此。不同的事物之间有着不同的特征维度。如果事物内部分有亚型或子类，每个子类之间也必然存在某特定的维度来区别彼此，这个特征维度可能是母类的特征维度，也可能不是。如图1-15所示，每种鸟类在特征维度上将它与其他鸟类区别开来，而鸟类的各个亚型既具有母型所拥有的维度特征，例如翅膀和双腿，同时具有自身的特点。
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图　1-15
 
再如，高血压的特征维度是血压，各个亚型从血压指标维度上将它与其他高血压亚型区别开来，而各个高血压亚型同样也具有母型的维度特点，又具有自身的特点，如表1-2高血压分型表。
 
表1-2　高血压分型表
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另外，我们还可以按照高血压另外的一个特征维度，即高血压的性质进行分型，如可以将高血压分为原发性高血压和继发性高血压。
 
机器学习的很多的技术是用来发现特征维度的，例如后面章节讲的特性选择技术和特征抽取技术。发现事物的特征维度就可以准确描绘事物、区分事物或其子类。反过来，如果一个或一组维度可以良好地区分事物或其子类，那么这些维度也就很有可能是这个事物或其子类的特征维度。
 
通过维度的分布和关系，我们可以对事物进行有效的预测。离散型数据的推测一般叫分类，也就是标称类型和有序类型。例如通过哺乳这个维度，我们把鲸鱼归类于哺乳类，尽管它长得像鱼。再例如，预测药品的研发结果，也就是在二元数据（成功、失败）中对药品实验进行分类。预测政策的出台也是一个分类推测，例如银根是收紧还是放松？政策是鼓励还是抑制？还有预测经济危机爆发、自然灾害发生、地区爆发战争等等，都是分类推测的范畴。又例如，通过重量维度可以推测盒子是否是空的，这样不必一个个打开盒子查看，而是使用风扇吹落较轻的空盒子就可以了。对于推测连续型维度的未来值，我们把它叫回归预测。例如，通过各种交易维度预测股票的价格。再例如，很多医学检查花费高昂，或属于破坏性检查，这些检查的数据不容易获得，我们就可以使用数据上容易获得的医学检查来推测出那些数据不容易获得的检查值。
1.2.4　现象与知识
 
知识的获得是从思路被启发开始的。对于机器学习，数据探索之前的思路启发才是整个挖掘的开始。思路被启发是从看到特定的现象开始的，无论是传说中的苹果砸牛顿，还是现实中的知识发现，都是现象启发了思路。数据中虽然存在各种现象，但是很多都难以直接观察到。机器学习技术从海量的数据中挖掘出现象并展示给使用者，让使用者从现象中寻找灵感并启发思路，如图1-16所示。这样，使用者可以接触到大量的现象，更多也更容易受到启发。
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图　1-16
 
机器学习技术的应用，特别是机器学习应用产品化之后，被产品包装的、方便易用的机器学习技术甚至可以自动进行数据探索，进而能够提供大量的现象给人以启发。机器学习的结果很大一部分是现象，或仅能称作数据知识，而不是人们更需要的业务知识，还需要由人脑归纳加工成专业领域的知识。
1.2.5　规律与因果
 
知识的获得不是没有目的的乱撞，而是从一个现象开始。大多数的时候是某种现象给了我们启发，随后经过一系列的分析发现了规律。规律只是回答了What，而没有回答Why，还需要发现规律背后的原因，也就是因果。从规律开始，规律和因果都是可以利用的，都可以称为广义的知识。机器学习发现的这些维度间的分布、维度间的关系，通常都是一种规律。机器学习目前还是一种工具，观察事物维度的工具。如同通过显微镜可以观察肉眼看不见的细菌、病毒一样，机器学习可以发现人脑难以发现的维度分布和维度关系，并且以适当的方式展现出来。但如何展示某些高维度的关系也不是一件容易的事，而且，关系过于复杂的情况下，人脑也难以理解这些结果。
 
算法把这些分布与关系发现并展示出来，但没有进一步说明为什么这样。也就是说，大部分的输出结果还是一种现象级的规律。当然，规律并非要等到知道为什么才可以使用。随着数据越来越丰富，算法越来越发展，我们获得的规律会越来越多，来不及知道为什么的规律也会越来越多。一边使用What一边发现Why，很可能是大数据时代知识的使用方式。
 
凭借因果关系来预测和推测在目前也有一些问题，因为事物的因果关系并不是都是简明的、线性的。面对复杂的高维度的事物，探索因果关系往往会捉襟见肘。有时候，我们实际上不可能等到通晓运行机制之后再返回头来应对眼下正在发生的种种问题，不可能在完美解释之后再来解决。更多的时候，我们只能根据有限的数据来做出反应。例如，我们应对高致病性流感，无论从时间上，还是从数据上，都不能等到一切完美了再行动应对。
1.3　机器学习应用系统
 
机器学习不是凭空存在的空中楼阁，而是一个大系统中的一个组成部分。谈及机器学习的实践，就不能把机器学习从行业应用中分割开来。数据不是凭空出现的，而是来自各种不同的业务。机器学习工作于业务数据之上，自然要与业务产生联系。只不过，机器学习可以把一个行业的知识挖掘出来后抽象化和概括化，甚至使之有可以跨行业使用的能力。当然，更多的时候获取的知识首先是应用于本行业的。
 
机器学习是整个业务系统的一部分，但自身也是一个体系。机器学习应用是一个多层次、流程化的工程任务，开展机器学习应用也需要从每个层面加以处理，才能保证整个机器学习系统的成功运行。机器学习应用从上到下可分为三个大层面，每个大层面下又有若干子层面，具体结构如下：
 
·应用层：把机器学习结果应用于实践。

·算法层：提供算法、引擎和界面。

·数据层：提供数据源、数据探索、数据准备。
 
这几个层面从低到高，是一个蕴含于事物中的知识发现和使用的过程，如图1-17所示。
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图　1-17
 
本节将对以上的三个层面做详细探讨：首先是数据层，包括数据来源、数据流、数据的提取与利用、数据的先验知识等话题；然后是算法层，主要包括分布探索、异常探索和关系探索等内容；最后是应用层，包括机器学习的专业应用和面向行业的应用产品两个方面。
1.3.1　数据层
 
我们首先看一下数据层，这是机器学习的基础所在。知识是蕴含于数据层的，数据层如果不存在知识，那么最后也就没有知识可以发现并应用。
 
1.3.1.1　数据来源
 
1.接触
 
数据来源是事物中可以接触到的部分，例如病人来医院就诊的，我们可以发现发生的病症，例行体检的人员也可以被查出某种疾病。顾客进入商店，我们可以了解顾客的购买意向。数据来源有可能是来自事物的全部，也有可能是来自事物的一部分。事物中可以接触到的部分，我们称为数据来源。接触不到的，例如深海的未知生物，遥远星球的生命，无法成为数据来源。不同的事物有着不同的可接触性。例如，对于人们来说，池塘的鱼类的可接触性就大于深海鱼类。因此，在考察事物的特征时，我们要随时提醒自己，是不是还有事物某些部分没有接触到？这些没有接触到的信息是不是会影响挖掘结果？数据来源有可能提供事物的全部维度，也有可能只提供事物的部分维度，如糖尿病患者的血糖、血胰岛素；风湿患者的风湿因子；顾客购买的商品。
 
2.采集
 
接触事物并不代表事物可以被记录，事物的各维度数据被采集到后，才是可以使用的数据。并且，数据采集的方法会影响对数据来源的真实反映，从而直接影响机器学习的最终效果。例如已糖激酶法（Hexokinase method）测量血糖的精度就高于葡萄糖氧化酶法（Glucose oxidase method），而更古老的福林-吴氏法（Folin-Wu method）测血糖含量时，因并非全部为葡萄糖，有不少是非糖的还原物质，从而测得的数值比实际高。此外，还要注意的是数据采集的目的，在多数情况下是支持业务的运行，而不是为了机器学习而直接准备的。因此，这样的数据在进行挖掘前需要进行大量的预处理。
 
1.3.1.2　数据流
 
事物的各个维度信息不断地流入业务系统，构成了大量的业务数据。而大量的业务数据再源源不断地流入用于机器学习的数据库，形成一个历史的、不断增长的大数据。一个可分析的大数据需要考虑它的流入，也就是从数据来源采集的高维度信息，也要考虑流出，也就是数据的过期和损坏。如图1-18所示，显示的是数据源的存量和流量。
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图　1-18
 
1.数据流入
 
对大数据的分析，首先需要观察各个子领域的数据增长量和增长模式。还是以医学为例，图1-19为医疗机构的数据增长量。读者可以注意到收费数据的增长量大于医嘱数据的增长量，原因是绝大部分医嘱需要记账，账面收费和实际收费还涉及医疗保险和社会保险的问题。
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图　1-19
 
我们看一下收费表，图1-20为收费表明细，图1-21为收费表数量，其中包括治疗、化验、检查、药品、材料和其他，而对应的医嘱表的材料类几乎没有。化验结果表是最后真正做了化验的记录，医嘱表是开单，未必成功执行，收费表是计费，标本未必上机。只有最后的化验结果表是患者真正做了化验的标记（注意标本采集时间，后面解释）。对于用药来说，没有一个药品结果表，所以要分析其流程（见第2章）。
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图　1-20
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图　1-21
 
2.数据流出
 
数据可能丢失或损坏。例如业务系统切换的时候，或者存储空间紧张的时候，都可能丢失部分数据。还有就是数据的时效性，数据可能会过期，数据蕴含的过去知识现在可能已经不再适用了。数据的形式也可以多种多样，如数据可以来自关系数据库，也可以来自图片库，还可以来自音频库。再如，医院的X线胶片组成的实体胶片库，纸质病历组成的文本病案库也是数据的一种形式。各种形式的数据都可能由于各种原因而损坏或丢失。如数据纸质品的风化，存储影像数据的胶片老化导致影像数据的丢失，都是数据损坏的一种。而数据也存在过期问题，例如，随着人们购物行为的变化，很多以前的购物记录就难以预测新顾客群体的购物习惯。而数据使用目的不同，也会使同一数据的有效期不同。
 
1.3.1.3　数据的提取与利用
 
1.数据提取
 
上面我们提到了数据有各种形式，如关系数据、文本数据、影像数据、音频数据等。从技术上讲，数据可以分为结构化数据和非结构化数据。
 
数据还可以按照行业划分为，如商业数据、金融数据、医学数据等。还可以按照存储数据的数据平台划分，例如常见的DB2数据、Oracle数据、SQL Server数据、MySQL数据等，它们往往用于采集一个企业的不同业务数据。
 
描述数据数量主要有两个方面：记录数和维度数。一个数据源的总记录数多，不能说明需要研究的目标的记录数多。而足够的可用于分析的记录是机器学习引擎正常工作所必需的。数据的实际数量和事物的实际数量有所不同。维度数越多，可以探索的方面就越多，可能发现的分布和关系就越多。所以大数据的“大”，一个是记录数量巨大，一个就是维度涵盖广阔。
 
从数据源中获取合适的数据，才有可能获得数据中蕴含的知识。从存储在数据库中的大数据中提取数据常见的方法有查询索引，使用筛选查询语句。SQL语言是经常采用的针对数据库的数据获取工具，还有更方便的、为应用定制开发的数据筛选器。不管哪种方法，获取的数据一是要符合算法的数据需要，例如，有的算法只能处理离散型数据，连续型数据就需要进行加工处理；二是要符合业务目的，例如，服用某种药物会影响观测结果，就需要筛选没有服用过某种药物的该病种人群。
 
2.数据利用
 
数据是被采集事物的维度集合和管理对象。无法有效管理的数据是难以使用的。例如实体胶片源的索引建立不好，就无法找到需要的胶片，那么拥有再多的胶片也难以有效利用。病案的索引不好，也无法找到需要的病历并加以利用。
 
多数据源的利用有很多优势。例如多中心数据源，可以有效克服单数据中心产生的偏倚。多行业数据源的利用，例如把医疗行业的数据与工业企业的数据同时应用，就可能会发现疾病高发区域和工业分布的联系。再例如，将医疗数据和气象数据整合，就可以研究气候和疾病的关系。如研究某种心血管疾病和气候关系时，有趣的是，发现了风速对发病的影响，风大时心血管疾病发病率就低。其实进一步发现的是空气污染对该病的影响，风速高时，小于2.5的微粒（著名的PM2.5）含量减低，于是该病的发病率降低。这个PM2.5，除了大家都认为会影响人们的呼吸系统的健康，其实还对心血管系统产生影响。
 
1.3.1.4　数据的先验知识
 
机器学习可以视为辅助人脑进行信息加工的技术和过程。在一个完整的机器学习过程中，它的第一步非常重要，即先验知识的预分析和数据准备。机器学习工程一定要注意行业知识，用好这些既有助于提供预分析数据质量的信息，也对评估数据分析的结果是否可用起着很大的作用。例如，图1-22为医院某种代谢病的月份分布情况。
 
数据分析显示，该病发生有明显的时间性，高发于12月。而医学专业方面的知识难以解释这种时间性。实际上，该病的时间性与该病的基金有关。每到年底基金就会清零重置，如果不用完剩余基金就会净损失。所以在年底前用完就是大多数人的选择，而这种选择的表现导致了这种时间分布。数据分析一定要结合多方面的先验知识，否则就会得出错误结论。当在行业内无法解释结果的情况下，需要考虑来自行业外的影响。
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图　1-22
 
先验知识对于机器学习的用处，一个是限制了事物的变化，使得我们从更少的选项中选择，提高正确率。二是提供了更多的信息，让我们有更多的可能进行正确的选择。
1.3.2　算法层
 
算法研究的是如何把数据中蕴含的规律找到，并展现成为人脑可以理解的形式。我们把算法分为六大类型，分布探索、关系探索、特征探索、异常探索、推测探索和趋势探索：
 
·分布探索是探索数据的客观分布，机器学习的主要技术是聚类分析。

·关系探索是探索事物与事物间的伴随关系，以及变量与变量之间的影响关系。采用机器学习的主要技术是关联规则和特性选择。

·特征探索是探索由高维变量表达的事物的主题特征，机器学习的主要技术是特征抽取。

·异常探索是探索由高维变量表达的事物的离群个案，机器学习的主要技术是异常侦测。

·推测探索是根据有限变量的已知数据推测目标变量的未知值，通常有两种类型，一种是目标变量为离散型，我们将这种推测探索称为分类模型；另一种是目标变量为连续型，我们将这种推测探索称为预测模型，也称回归预测。我们把用于推测目标变量的有限已知变量称为分类因子（分类模型）或预测因子（回归预测）。

·趋势探索是按照某种次序或序列（通常是时间次序），考察并推测事物发生的变化，机器学习的主要技术是时间序列。
 
详细内容我们会在后面的章节中阐述，以下我们仅仅列举三种常用算法类型。
 
1.3.2.1　分布探索
 
这类算法是发现分布规律的用于描述事物的分布特点，例如，图1-23表示范围不同的分布，图1-24表示类型不同的分布。这类算法也叫分布算法，也可以理解为基于分布的不同而区分事物或子类。
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图　1-23
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图　1-24
 
下面介绍典型的分布算法——聚类。物以类聚，这句话是对聚类算法的最好阐释。正是因为物以类聚，不同类之间的差别和同类之间的相似才可以形成簇或子类。良好的算法形成的簇体现了簇内各个个体的同质性，而且是在特定维度上的同质性。例如，高血压病人在血压上的同质性，生活在海水里的鱼在海洋中的同质性，体检人群中健康人群的体检指标的同质性。簇与簇之间在特定维度上会表现为异质性，例如，高血压病人和低血压病人在血压维度存在异质性，海水鱼和淡水鱼在生活环境维度上存在异质性，健康人和疾病患者在体检指标上存在异质性。
 
分布的取值范围和分布的形态是聚类的基础。聚类发现维度分布的不均一性，并以簇的形式展现。如图1-25所示，显示了不同的数据呈现出不同的疏密分布。
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图　1-25
 
按照簇间差异最大和簇内差异最小，在空间上表现为密度的不同。还有很多情况，事物之间在特征维度上的分布也存在重叠的现象，如图1-26和图1-27所示。
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图　1-26
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图　1-27
 
针对以上情况，有三个策略可以选择：
 
·如果业务需要必须将重叠部分分开，则根据业务的选择和优化将重叠部分配给两个簇中的一个，或者平均分配给两个簇。

·如果业务不需要必须将重叠部分分开，则保留当前置信度下的划分方法。

·如果业务对以上两种方案不满意，而且允许使用其他维度来划分数据的话，则尝试其他维度重新划分。如果获得满意的分类效果，则该维度就是数据的特征维度。
 
1.3.2.2　异常探索
 
异常侦测是机器学习中异常探索的主要技术。异常侦测是指这样一种工具，它把所有数据尽可能地划分为一类，分进这一类的数据称为正常点，分不进这一类的数据称为异常点。如图1-28所示，不在圈子里面的点都被认定是不正常的。这是一种特殊的一分类算法。虽然异常侦测把数据划分为两个部分，一部分认为是正常，另一部分认为是异常，但不同于分类模型中的二分类，异常侦测划分的这两部分从数量上通常有很大的差距，正常的部分应该远远大于异常的部分，也就是说，异常侦测的核心通常是寻找少数、甚至是极少数的异常点。但在实际应用项目中，有时我们也可以扩展异常侦测模型更广泛的用法。
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图　1-28
 
异常侦测模型中的正常和异常是相对而言的。例如，按照不同的维度（如体型、衣着）将一些人群分为男和女，是男人异常？还是女人异常？实际男人、女人都很正常。所以，正常、异常只是一个技术上的标称变量而已，还要根据业务知识进行实际含义的解释。
 
异常侦测将数据划分为正常和异常，也可以说分为同和异。同的部分，彼此具有一定的同质性；而异的部分，除了与同的部分具有异质性外，彼此之间也可能存在异质性。行业领域中的异常侦测常用来发现疾病、发现信用卡盗用等异常点。
 
例如，我们将大量的体检人群，根据他们做的所有生理指标检查结果来进行异常侦测分析。如果我们用两种不同参数设定（异常侦测标准）的异常侦测模型做了两次分析，第一次分析得到的簇A称为健康人群，第二次分析得到的簇B减去簇A的部分称为亚健康人群，簇B之外的部分称为疾病人群，我们得到一个同质性提高的簇A和一个异质性更明显的簇B，如图1-29所示。
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图　1-29
 
簇A是由各项体检指标均在正常范围的个体组成，他们的同就是表现在所有指标维度（例如血压、血脂、转氨酶、心电图、X片等）均在正常范围，这个簇或群体一般称为健康人群。簇B我们称为异常簇或非健康人群，他们可能有某一项或某几项指标在正常范围之外。例如有的血压高，有的胆固醇高，有的高密度脂蛋白低，有的X光片发现阴影，有的血压低等。即可能是这几项异常，也可能是那几项异常。这之间并没有同质性，从总体看该簇的异质性显著提高了。健康有一定范围，但疾病多种多样，这就像欢乐者有共同的欢乐，而悲伤者有各自的悲伤一样。
 
还有一种特殊情况，就是各项体检维度单独看均在正常范围，但是综合分析却有异常，在高维度下的这种异常性表现复杂，往往难以发现，而异常侦测算法将这些个体也分入异常。如图1-30，红圈内的个案就是每一项都正常、而整体却落在正常之外。这个例子在实践上还属于低维度案例，高维度案例有几十个上百个维度。体检行业也是在上百个检查维度中分析非健康人群。这种超高维度的分析，人脑是望尘莫及了，需要机器学习工具来辅助完成。
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图　1-30
 
使用正常组同质性的特点，如图1-29中的簇A，我们可以建立一个不断趋同的过程来实现同质组（见图1-31）。在这个过程中，异质性的部分不断排除，剩下的部分同质性越来越高。同质性的过程在科研上可以提高观察组和对照组的均衡性。异常侦测还可以进行同质性分组的逆过程，即异质性的发现。同质性过程的逆过程正好与其相反，如图1-29中的簇B，通过建立一个不断异化的过程来实现（见图1-32）。在一步一步的过程中，同质性的部分不断排除，剩下的异质性就越来越高。
 
数据处理中常常发现一些逻辑错误，例如，医学数据中的成人身高2米、体重30公斤之类的错误。这类错误不同于数据错误，例如空值，不是很容易被发现，有时候需要行业专家来协助解决。而逐条进行这项工作，在大数据量的情况下难以实现。这些逻辑错误之所以被这样称呼，是因为它们与常识、特别是专业常识不符合。这种不符合常识有各种各样的形式，前面说的2米大汉30公斤，还有血钾20mmol每升、血压300mmhg之类，我们都可以把这些看作是一种异，不同于常识的同。常识的同之外，就是逻辑错误的异。这样可以减少发现和处理数据逻辑错误的消耗。异质性的发现用于探索特殊事物规律，例如某只股票的暴涨或暴跌，体检人群中的非健康人群等。
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图　1-31
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图　1-32
 
1.3.2.3　关系探索
 
关系探索是探索事物与事物间的伴随关系，以及变量（维度）与变量（维度）之间的影响关系。我们这里作为一个概念性介绍，仅简单介绍一下伴随关系的探索。探索事物与事物间的伴随关系，常见的方法有关联规则算法，用于发现多个事物是否会同时出现，以及出现的数量和可能的概率。如图1-33所示，圆圈的出现伴随着三角的出现，方形的出现伴随者星星的出现。
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图　1-33
 
疾病上发生的特殊事件的关联出现，也是一种关联模型的例证。例如，有病人患上了伤寒症，也同时伴随着相对缓脉症状的发生，图1-34为伤寒与相对缓脉的关系图。
 
再如，肝外胆管结石继发胆管炎的病人会出现腹痛、寒战高热和黄疸三个症状（夏科氏三联征）先后发生，如图1-35所示，这种病人首先出现腹痛，接着出现寒战高热，最后发生黄疸。关联规则算法可以发现事物的这些关联特征。
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图　1-34
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图　1-35
 
关联规则模型的特点，就是从大量的随机发生的并发事件中，找到强关联的现象，使得在某事件发生的前提下，另一事件的发生具有很高的概率，并且是一种具有业务意义的强规则。例如，在图1-34所示的案例中，我们就是要从大量的各种疾病症状现象中发现是否具有这样一条强规则（详见第3章），即“如果病人患有伤寒症，大多同时伴随着相对缓脉症状的发生”。同时，医学家可能也很关心“如果病人出现了相对缓脉的症状，（再根据病人其他的临床表现），是否可怀疑患者患上了伤寒症”。再例如，在图1-35所示的案例中，我们就是要从大量的各种疾病症状现象中发现是否具有这样一条强规则“如果病人同时出现了腹痛、寒战高热、和黄疸的症状，怀疑患者患上了肝外胆管结石继发胆管炎”。显然，关联规则模型对各个专业的业务分析是非常重要的。
 
我们对本小节提到的几个方面的探索分析算法做个简单的小结：
 
·分布探索主要用于事物分类，发现子类，并后期用于预测归类。

·异常探索主要用于寻找个别分子，也可以扩展用于数据的同质性分析和异质性分析。

·关系探索主要用于发现事物之间的伴随规则，也可以用于特征维度的发现并预测未知维度（参见后面章节的特性选择部分）。
 
另外，只要是有特征就可以区分，不论是分布特征还是关系特征。
1.3.3　应用层
 
机器学习应用是一个多层次、流程化的工程任务。我们前面简要介绍了有关数据层和算法层是如何工作的，接下来，我们需要基于前两个层面所做的工作，做好机器学习项目的最后一项任务，也是最重要的一项工作，就是将机器学习的结果进行理解，并部署和应用于业务活动中。这就是机器学习工程应用层的内容。
 
1.3.3.1　机器学习的专业应用
 
挖掘的方法和结果如何应用于实际工作，是机器学习应用的一个至关重要的环节。机器学习的方法应用和结果应用是一个机器学习技术和行业知识结合的过程，需要机器学习专家和行业领域专家共同完成。不同的行业对结果感兴趣的部分可能不同。另外，机器学习的实践应用不仅是要考虑速度和准确性，还要考虑投入和收益。例如在实践中经常会遇到明明知道某个维度更适合划分事物，但是因为数据采集花费过高而放弃使用，退而求其次，采用另一个更具性价比的维度。下面，我们举个例子来说明如何将机器学习的方法应用于专业项目中。
 
在聚类模型的实际应用中，数据分布经常存在叠加的情况（如图1-26和图1-27所示）。处理这种叠加分布，正如前面我们谈到的，可以考虑使用两种方法，一种方法是增加维度或更换维度，使用更多的或其他的信息量，尝试从其他角度划分叠加部分。另一种方法是根据专业知识区分叠加部分。对于第一种增加维度的方法还有两种做法，一是直接增加维度到算法中，用更高的维度划分所有数据，处理叠加部分；二是首先用原来的维度划分全部数据，出现分布重叠时，使用筛选机收集这部分数据，然后以新增维度为划分标准进行划分。这种双段式划分方法，在实践中早已经被采用。比如医学上，病人就诊时出现如图1-27的分布重叠，容易诊断的病人会形成两边的波峰，而叠加部分形成波谷。容易诊断是临床意义，它的数学意义就是被划分得清楚。不容易诊断的病人会被要求进一步检查。临床上，并不是一开始让每个就诊患者把诊断实验检查和鉴别实验检查一起做，而是分为几个阶段：先把可以使用诊断实验检查的患者诊断了，把剩下需要鉴别的患者（这部分患者也是做过诊断实验检查的）再进行鉴别诊断，即需要特殊的鉴别实验检查来对叠加的部分进行区分。所以，第一步划分不但是划分也是数据的纯化，以纯化数据为基础，第二次划分才有意义。聚类的双段式划分方法，就可以应用到类似本例病人诊断划分的实际项目中。更进一步还有多段式划分方法的应用，与此类似，可以处理更细微的叠加分布。
 
聚类一般被认为是划分算法，虽然它有时也可以用于其他方面，如用于连续变量离散化和异常侦测等。现在，我们看一个年龄和性别的双维度聚类的例子（详细的分析我们将在后面的章节中介绍）。在这个例子里，聚类模型是两个维度。聚类模型也可能是更多维度，但是一般不会高于五个维度，因为理解过高维度的结果是非常困难的。如图1-36所示，年龄和性别双维度聚类模型输出的结果为一个树状结构，我们可以很清楚地看到划分的过程。需要注意的是，两个维度对每一次划分的影响是不同的，有的划分簇中男女没有区分开（簇中男女均有），年龄被划分开了；有的划分则相反，性别对划分的影响更大。对于特定的数据分布，虽然最后簇的划分是一定的，但是划分的过程仍然能告诉我们很多额外的信息。
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图　1-36
 
观察和分析每次划分中各个维度对划分的影响，是对聚类输出结果的理解和使用的重要部分。聚类模型的结果主要体现在两个方面：簇的划分和维度的影响，它们受到算法、数据和业务三个方面的影响。以聚类而言，划分功能并不是每个簇都有专业意义，这样就需要根据业务来合并簇，特别注意是根据业务来合并簇而不是按照数据的分布情况来合并簇。这也从一个侧面说明，聚类模型输出结果的形式很重要。在低维度聚类引擎上，树状结构在聚类模型的输出上有独特的优势，可方便观察每一次划分和不同维度对划分的影响。
 
算法处理数据，输出结果决定如何被使用。我们既要理解算法，也要精通输出结果的解释。在实践工程或项目上更是如此，对机器学习的输出结果的解释和理解最为重要。
 
1.3.3.2　面向行业的应用产品
 
在机器学习应用工程项目中，有时也会遇到一些半工程化、半产品化的工作。因此，我们这里也简要谈一谈有关面向行业的应用产品的话题。
 
机器学习应用主要有三种形式：通用工具、专业应用系统（参见第5、6、7章）和定制化工程（参见第4章）。目前定制化工程是最为多见的形式，通用工具也不少，但专业应用系统不太多。定制化工程具有很强的针对性和目的性，通用工具则以通用性为特点，不针对专业用户设计，专业应用系统则介于两者之间。从机器学习的用途来看，机器学习可以挖掘、探索出通用性的知识，而机器学习的对象却是有着很强的行业性和领域性，专业应用系统和定制化工程可根据数据特点做算法优化，相对于通用工具在专业应用上更具有优势。从最终用户角度看，通用工具的门槛最高，使用者对机器学习的原理和各种功能的了解直接决定了挖掘结果的好坏。专业应用系统和定制化工程门槛较低，引擎的采用使得机器学习技术对于使用者透明化。因为很多最终用户不精通机器学习技术，他们可以专心处理本领域的专业事务，专业应用系统和定制化工程帮助用户解决技术性问题。专业应用系统相对于定制化工程更具有较宽的适用性和通用性，它是机器学习技术和用户的桥梁，把复杂隐藏在简单的后面，使用者可以更加专注于行业需求，可以了解原理而不是执着于过程。用户使用专业应用系统不需要从基础学习起。当然，知其所以然会用得更好。
 
专业应用系统是机器学习从专家走向大众的桥梁，引擎是机器学习产品化的基础。机器学习的广泛应用需要经由产品化过程。计算产品从商用计算机到个人电脑、再到智能终端的发展也证明了这一点。机器学习的应用也是要从写算法走向产品发展。产品化是技术的趋势，一项技术能否被大多数人使用，方便大多数人使用，是它能否发展的重要因素。如同使用手机的人，谁真正会制造手机、真正了解通信协议？机器学习也需要把用户从写算法中解放出来，使用户把更多的精力集中在行业应用上。
 
一种新事物如果具有真实的生命力和长远的影响力，那一定不是全新的，而是隐含带有旧的特性。它是旧的新事物，而不是新的新事物。如同电子商务，电子是新的，而商务却是旧的。机器学习其实不算是一种行业，至少不完全是，而是一种渗透和影响到许多行业的技术和应用。机器学习早晚也会和电子商务、移动互联网一样，转变为几乎所有行业都能利用的一种手段、一种工具。
1.3.4　经验积累与应用
 
在机器学习应用系统工程实践中，需要大量的理论知识与技术方法，还需要很多技巧与智慧，它既是勤奋者的沃土，更是天才们的宝藏。我们将知识、勤奋与智慧结合起来，在实践中不断探索，经历成功和失败，并不断加以总结、积累和升华，就形成了大量商业应用的宝贵经验，而这些经验就是我们打开奥秘大门的利器，是我们走出新迷宫的导航仪。木桶原理是由美国管理学家彼得提出的，如图1-37所示。说的是由多块木板构成的水桶，其价值在于其盛水量的多少，但决定水桶盛水量多少的关键因素不是其最长的板块，而是其最短的板块。我们可以把知识、勤奋、智慧、经验看作是构成数据挖掘应用成果水桶的四块木板！
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图　1-37
 
机器学习可能是十分复杂的一项工作，但有时也有很多技巧，就像一层窗户纸一样一捅就破。在我们经历的项目中，很多是借鉴过去相似的项目或跨行业的并不相似的项目的成功经验，有时需要积淀，有时需要灵感。我们很多机器学习项目的初级探索者往往遇到的失败更多，其中一个重要原因是缺乏足够的应用经验，而经验有时又像一道不可逾越的鸿沟，成为人们前进的拦路虎。在此，我们也愿意把更多的经验写出来与大家分享，希望至少让大家少走弯路，这就是这本书的立意所在。
1.4　无限三维嵌套空间假说
 
作为准备机器学习的预备知识之一，我们本节将介绍一些有关高维空间的知识，以帮助读者更好地理解后续章节的一些内容。机器学习中，有很多需要处理高维数据的情况。人们在理解和解决高维度问题时经常遇到一些困扰和瓶颈，尤其是在利用一些数学算法处理高维空间下的问题时。为了帮助读者理解高维空间下机器学习方法，我们这里给出一些简单、形象的可视化图形方法来描述高维空间。
1.4.1　一维空间
 
一维空间就是一条由无数个点组成的无限长的直线X，如果以0点作为原点，则直线空间有两个方向，如图1-38所示，它的空间坐标为图中的X轴。
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图　1-38
1.4.2　二维空间
 
二维空间是由无数个一维空间直线组成的。二维空间就是一个无限伸展的平面S，如图1-39所示。如果以（0，0）点为原点的话，则平面空间有四个方向，它的空间坐标如图1-40所示。
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图　1-39
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图　1-40
1.4.3　三维空间
 
三维空间是由无数个二维空间平面组成的。三维空间是一个无限扩展的立方体C，如图1-41所示。如果以（0，0，0）为原点的话，则立方空间有六个方向，它的空间坐标如图1-42所示。
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图　1-41
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图　1-42
1.4.4　突破三维空间
 
什么是四维空间呢？爱因斯坦的四维空间是三维空间加时间，这是一个物理世界的四维空间。在机器学习中，更多用到的是数学世界的抽象空间。我们看到，由无数条直线（一维空间）可以组成一个平面（二维空间），由无数个平面（二维空间）可以组成一个立方体（三维空间）。那么，由无数个立方体如何形成一个四维空间呢？我们可以先把图1-41压缩成较薄的一个立方体，但仍保留着原先的三维坐标（图1-42），然后将无数个压薄的立方体倾斜着叠加起来，就生成了一个四维空间，如图1-43所示（注意，这只是个示意图），它的四维坐标如图1-44所示。
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图　1-43
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图　1-44
 
如果需要在四维空间中确立一个点，除了需要确定x、y、z三个维度的值外，还需要确定第四维度a上的值。我们可以把四维空间想象成“串”在a轴上有无数个三维空间，其中位于a=0的点上就有一个三维空间。我们生活中有一个实例可以更形象的表达这个四维空间，我们都吃过糖葫芦吧，糖葫芦上的竹签子就像四维空间的a轴，每一个山楂就像一个独立的三维空间，有它自己的坐标系，四维空间就是由一条无限长的竹签子串起来的无数个山楂体，如图1-45所示。
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图　1-45
 
对于人们来说，突破三维空间的想象的确有些困难。我们可以这样想象，有一个第四维空间直线“穿透”整个无限三维空间，该直线与无限三维空间当且仅当有一个交点，但第四维空间直线除了交点外并不存在于这个无限三维空间中，我们看不见它是因为它存在于我们能见的三维空间之外。假设在我们可见的三维空间中有一个点，如果它属于一个四维空间的点，则该三维空间点还要受我们看不见的第四维空间点的约束，如果该三维空间点的第四维空间取值不同，则该三维空间点可能对应着许多不同的四维空间点；反过来说，许多不同的四维空间点可能对应着（映射到、投影到）同一个我们可见的三维空间点。
1.4.5　五维空间
 
同理，对于五维空间，我们可以把很多糖葫芦串平摆在桌面上，就形成了一个五维空间，如图1-46所示。五维空间就像是由无数个无限长的糖葫芦串（四维空间）构成的一个糖葫芦面空间。
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图　1-46
 
我们可以使用与1.4.4节类似的方法来想象五维空间。我们可以这样想象，有一个由第四维和第五维空间组成的平面（我们称为超平面）“穿透”整个无限三维空间，但在这个无限三维空间中并不存在着这个超平面。如果我们需要将五维空间的一个点映射到我们可见的三维空间中，则我们需要投影两次，第一次将该点从五维空间投影到四维空间，第二次再将该点从四维空间投影到三维空间，我们就可见了。超平面的概念和应用在机器学习中普遍存在，例如，我们后面讲到的一个分类算法——支持向量机的原理就利用超平面去划分两类数据。又例如，我们刚讲到的那个由第四维和第五维空间组成的超平面可以将一个六维空间数据集（拥有六个属性的数据）划分成两类。
1.4.6　六维空间
 
六维空间（在后面介绍的相空间就是六维空间），以此类推，我们把许多糖葫芦面叠加在一起就形成了一个糖葫芦立方，如图1-47所示。我们可以发现六维空间由六个维度组成a、b、c、x、y、z。在图1-47中，每一个糖葫芦就好像是a、b、c三维空间中的一个点，而这个点本身又是一个由x、y、z三个维度组成的空间，我们把这种结构形象地称为三维嵌套空间。
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图　1-47
 
如果将x、y、z三个维度组成的空间作为原点空间层（每三维空间作为一个空间层），则由x、y、z三个维度组成的空间称为原点空间层的一层嵌套空间。对于六维以上的空间，我们仍可应用前面类似的方法，构成六维以上的任意维度空间，形成超高维空间。但在这个超高维空间中，其结构均是每三维空间嵌套在更高维空间中。如果是无限维空间，我们可以想象为无限三维嵌套空间，同时也就存在着原点空间层的二层嵌套空间、三层嵌套空间、……、无限层嵌套空间。另外，如果设定x、y、z三个维度组成的空间为原点空间层，则空间嵌套的方向是双向的，即原点空间层外嵌套着无限个更高维度的空间，同时，原点空间层内有包含着（反向嵌套）着无限个更低维度的空间。这是因为，在原点空间层中的任意一维空间的无限长直线是由无数个连续的点组成的，我们把其中的任意一个点称为零维空间，而零维空间内包含着（反向嵌套）无限个更低维度的空间，如负一维空间、负二维空间、负三维空间等，而且其结构也是无限三维嵌套空间。我们把以上的高维空间描述称为“无限三维嵌套空间假说”，或通俗地称为“糖葫芦高维空间假说”，有待科学家去证明。但在本书中，可以暂且作为帮助读者理解机器学习理论的一个方法。
 
以上的维度描述方法可以帮助我们想象和理解对高维空间数据的处理过程。但读者也可以充分发挥自己的想象力，以便能够找到更好的可视化高维空间的方法，并与大家共享。
1.5　分数维度空间
 
在经典几何中，用拓扑的方法来决定空间维数，即空间的维数等于界定空间中任意一点位置所需要的变量数目。例如在一个三维空间中，确定任意一点的位置需要x、y、z三个互相垂直（独立）的维度（变量）值来确定，如图1-48所示。
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图　1-48
1.5.1　分数维度
 
1919年，德国数学家豪斯道夫（F.Hausdorff）提出了连续空间的概念。不同于经典几何的离散空间，连续空间的空间维数是可以连续变化的，它可以是整数也可以是分数，称为豪斯道夫维数，记作Df，一般的表达式为：K=L^Df。取对数并整理得Df=lnK/lnL，其中L为某形体沿其每个独立方向（维度）同步缩小的倍数，而K是指由K个原形体成倍缩小后的形体所构成的新形体，它与原形体大小和形状一样。显然，Df在一般情况下是一个分数，由分数维度构成的几何也称为分形几何。而曼德布罗特给出的分形的一种定义，也就是豪斯道夫维数大于或等于拓扑维数的集合。举个例子，某国家的海岸线为什么测不准？因为欧氏一维测度与海岸线的维数不一致。根据曼德布罗特的计算，英国海岸线的维数为1.26。有了分数维，海岸线的长度就确定了。
 
分数维度是基于分形理论产生的。由于图形具有自相似性，产生了分数维度。我们观察几个不同维度数形体的自相似性。例如一维直线，给定一定长度的直线，然后按照2∶1的比例缩小，再将两个缩小后的相同线段连接起来，构成的新线段与原线段大小和形状完全一样。按照分数维度计算公式Df=lnK/lnL=ln2/lnL2=1，因此直线的豪斯道夫维度数为整数1，如图1-49a所示。同理，对于长方形来说，按照分数维度计算公式Df=lnK/lnL=ln4/lnL2=2，因此长方形的豪斯道夫维度数为整数2，如图1-49b所示。立方体的豪斯道夫维度数为Df=lnK/lnL=ln8/lnL2=3，如图1-49c所示。而科赫（Koch）曲线，是由直线向上折成三角形的基本图形不断迭代构成的一种曲线，如图1-50所示。科赫曲线的豪斯道夫维度数为Df=lnK/lnL=ln4/lnL3=1.2618，如图1-49d所示。
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图　1-49
 
另外，我们在1.4节中提到的三维嵌套空间也具有自相似性的特征。每一个三维空间与其外层/内层嵌套的三维空间都具有相似性，而且这些嵌套的三维空间还在无限地迭代（嵌套）。
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图　1-50
1.5.2　自相似性
 
混沌学中有分形几何的理论，分形几何中有一个重要的概念就是自相似性，自相似性是指一个图形的自身可以看成是由许多与自身相似的、大小不同的部分迭代所组成。它表征分形在通常的几何变换下具有不变性，即标度无关性。自相似性是从不同尺度的对称出发，也就意味着递归与迭代。自相似原则和迭代生成原则是分形理论的重要原则。分形形体中的自相似性可以是完全相同，也可以是统计意义上的相似性。标准的自相似分形是数学上的抽象，迭代生成无限精细的结构，如科赫雪花曲线、谢尔宾斯基（Sierpinski）地毯曲线等。这种有规分形只是少数，在自然界中绝大部分分形是统计意义上的无规分形。我们看一下谢尔宾斯基三角型的分形（如图1-51所示）。
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图　1-51
 
将图1-51中的第一个图形按2∶1比例缩小，然后将3个小图放在一起，得到与原来一样的图形，这是由曲折的线段经无限次迭代后构成的一个平面形中空三角形，它的维度数Df=ln3/ln2≈1.585。
 
正如我们在1.4节中叙述的那样，例如，二维平面空间是由无限个一维直线空间构成的，也就是说一维直线空间无限次迭代“充满”了二维平面空间，由Df=1组成了Df=2。此时，如果形成一个规则不“充满”的无限扩展的空间，它的空间数就是1<Df<2，就像谢尔宾斯基三角形那样构成了连续的分数维度为1.585的空间。
1.5.3　无限迭代
 
下面用一个简单的迭代模型来生成一个分形，并且计算其维度数。迭代是指在有一个或多个初始点的情况下，根据一组或多组迭代规则，生成一系列的点。如果迭代的下一步只与这一步的点的坐标有关，而与上一步或者更前几步的点的坐标无关，那么这个迭代过程就称为马尔科夫链。考虑一个马尔科夫链，其初始点为（x0，y0），迭代后的点为：（x1，y1），迭代规则为：
 
x1=a*x0+b*y0+e
 
y1=c*x0+d*y0+f
 
这样，经过几千、几万、几十万次的迭代后就可以得到很多很多的点。那么，如果将这些点都画在同一张笛卡尔坐标系中，会得到与a、b、c、d、e、f不同的取值有关的不同的图形。因此，a、b、c、d、e、f这组数是整个迭代过程的核心，称为一组迭代规则，这组数的不同取值对应了不同的迭代规则。如果把迭代过程设置得更复杂一些，比如在迭代之前先用随机数生成器生成一个[0，1]区间随机数。如果该数小于0.01，采取第一组迭代规则；如果该数大于0.01而小于0.86，则采取第二种迭代规则；若该数大于0.86而小于0.93，采取第三套迭代规则；如果是其他情况，则采取第四种迭代规则（这种迭代称为MonteCarlo方法。）。这样，将最终得到的点簇画在坐标系中，可以得到如图1-52的Barnsley羊齿叶图形。
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图　1-52
 
这个图像是一片叶子的形状，而它的奇妙之处在于，其两侧的每一个针尖也呈现出与整体的相似性，仿佛是整体的一个微缩版。如果我们把图片的尺度再放大，则可以看到又有更小的相似于整体的小针尖图像，这就是一个无限迭代的模型。这个羊齿叶图像的豪斯道夫维度数Df=1.76883。
 
分数维度空间不仅广泛存在于大自然中，而且还大量存在于我们人体中。举一个例子，人的大脑皮层具有显著的分形特征。科学家对人类大脑表面开展研究，发现从人脑表面皱褶的分形结构出发，可估算出分形维度数大约为2.75左右，如图1-53所示。欧几里德几何认为，任何平面/曲面的维度数d=2。但从分形几何的角度来看，大脑皮层褶皱越多，分形维度数越高，也越逼近三维空间的维度数。也就是说，在同样有限的空间内，大脑能占有越大的表面积，人就越聪明。
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图　1-53
1.6　不确定论
 
随着理论和实践的不断深入，机器学习已经不再是原先狭义的“知识学习和知识发现”了，正越来越深入到数学发现、哲学发现和科学发现了。例如，机器学习通常从刻画客观事物的各类大数据中挖掘出内在的规律，并期望能得到可靠、精准的可预测结果。但是，随着机器学习应用和研究的深入，我们发现了大量不可预测的现象与问题。通常，技术人员会想是数据出现了问题？还是算法出现了问题？因为人们的思维通常是建立在确定性理论基础之上的。但是，科学家们已经越来越多地意识到、甚至认识到了世界上大量的不确定性现象的存在。
 
例如，混沌学中的奇异吸引子现象（请参考有关混沌学的书籍），包含着各种确定性现象和不确定性现象。举个洛伦茨吸引子的例子，如图1-54所示。
 
洛伦茨吸引子有三个典型的吸引子，其中：第一个是稳定点吸引子，系统收敛于一个固定不变的点，它是一个零维空间。第二个是极限环吸引子，系统的状态趋于稳定振动，它是一个一维空间。第三个是极限环面吸引子，系统处于似稳状态，它是一个二维空间。以上是属于确定性的系统。
 
而洛伦茨吸引子中有一个特殊的吸引子，称为“洛伦茨奇异吸引子”，如图1-55所示。它是一个2.06维空间，属于不确定性系统，但处于稳态，目前是不可预测的。这里，我们把不确定论定义为确定性系统内的不确定性论，或非确定性系统内的不确定性论。
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图　1-54
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图　1-55
 
另一方面，我们再来看看确定论。所谓确定论，通常是指确定性系统内的机械决定论，或因果论。这里的系统是指独立的、相对封闭的一个整体，如：一个微生物、一个封闭的热气盒子、一个人、一个企业、一个国家、一个地球、一个太阳系、一个宇宙等。牛顿主义的因果律和机械决定论认为，世界是可以精确预测的，牛顿三大定律似乎是万能的。因为牛顿定律是基于对世界的线性系统、最多是非线性有序系统的认知基础上的。但实际上，很多系统中还存在大量的非线性的、无序的现象和事物。例如，量子力学中的不确定性原理、混沌学中确定性系统中的无序随机性，都属于不确定性的，也就是说，（至少是目前）是不可预测的（笔者在这里并没有简单地苟同其他学者的“不可预测”）。
 
系统中存在着混沌性和无序性，并不意味着无规律性。实际上，很多系统中的非线性无序状态中蕴含着许多规律性，只不过现代的理论和技术比较有限，尚不能很好地认识和应用这些规律。例如，前面讲到的洛伦茨奇异吸引子就是一个例子。洛伦茨奇异吸引子是一个美丽的无序状态，它是有规律的，数据的表现貌似随机，但却是遵循一定之规（数学模型）的。实际上，除了混沌学发现了大量的无序的现象外，概率论也是研究无序（随机）问题的一个分支学科。无序（随机）与有序（确定）是相对的，而不同的无序（随机）之间也具有相对的。以上都体现了系统的不确定性。对于不确定性的分析，我们可以用熵来计算系统的不确定性（参考第2章的有关章节）。
 
我们再简单讨论一下基于混沌理论及其他学科理论的宇宙事物的演变规律。首先，我们从宇宙空间谈起。所谓宇宙空间，一般可分为物理学空间和数学空间。我们通常理解的物理空间包括三维立体物理空间加上时间的四维度空间。从量子物理学观点来看，空间是由能量分布构成的，最基本的粒子是由能量转化生成的，也就是由能量转化为质量；反之亦可，这与佛教不谋而合。佛教认为：空生有，宇宙经历成、住、坏、空四个发展演变阶段，即：成（无→有），住（有→发展），坏（发展→衰败），空（衰败→无）。同时道教认为：一生二，二生三，三生万物，讲的是类似的原理（这里我们就不展开讨论了）。而数学空间则是抽象空间，用于数学计算，它的维数理论上可以任意大。另外，数学空间与物理空间的结合称为相空间，系统每个可能状态都有一个相对应的相空间点。相空间是一个六维遐想空间，其中动量和空间各占三维。尽管相空间的形状可能十分任意，但我们可以把它们想象为方的或长方的。对应于系统的方程解（模型解）的经典吸引子是相空间中的一个整数维子空间。
 
总之，宇宙事物的演变规律，可以归纳为如图1-56所示的过程。
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图　1-56
 
对于宇宙事物的演变规律的探索、分析及预测，可以简单地归为如图1-57所示的状态。
 
 
 [image: ] 


图　1-57
 
机器学习是科学探索客观存在的一个工具和技术，将不断地探索和发现包括混沌无序事物在内的大量规律，这必将是机器学习学科发展的一个重要方向。
1.7　本章小结
 
本章讲述了机器学习基础知识和算法。从日常工作中，我们体会到机器学习的博大精深，机器学习就是一项探索性质的工作，需要的是智慧、经验和坚持。我们希望读者通过本章的阅读，对机器学习有更贴近、更鲜活的认识，也希望能引起更多人的兴趣与关注，并共同投入到机器学习的实践探索中。这样，走进生活，深入生活的机器学习会迎来一个百花争鸣、繁荣发展的时期。
第2章　数据探索
 
本章主要谈一下机器学习应用活动的前期工作，即数据探索的工作和数据准备工作。机器学习应用是一个系统工程，它包括算法应用在内的很多环节和步骤，仅仅会正确使用算法还是不够的，在进入算法层面之前，首先需要处理好数据层面的工作，我们有大量的重要的探索性工作要做。数据层面的准备工作是算法层工作和应用层工作的基础，我们应该扎实做好数据层工作，不要使算法层、应用层如同建立在沙滩上的大厦，随时有倾覆的风险。
 
本章重点涉及三个方面：了解数据、选取数据、处理数据。
 
1.了解数据
 
·了解数据的产生，是建立在对所分析业务的了解上的，也就是对数据来源的分析和了解，及对先验知识的收集、学习、整理。这一步工作处理良好，就为后面分析解读数据打下了基础。

·了解数据的关系和质量，是从数据技术的角度去了解的，包括数据的整体模型、数据之间的关系、数据的质量等。能否用数据的语言来准确地表达业务的关系和知识，也是机器学习项目成败的一个关键因素。

·了解数据的特征，是应用一些数学工具对数据的基本特征有深入的了解。为了给机器学习进一步做好技术性的准备工作，我们需要了解数据的分布特征以及更深入的数据质量问题，以便采用更恰当的方法，按照机器学习的目标，对数据进行处理和准备。
 
2.选取数据
 
机器学习基于对大量数据的分析，但商业项目既考虑机器学习的结果又要考虑机器学习的成本。很多时候，需要从超大的数据集中选取有代表性的数据进行分析。因此，选择具有代表性的数据是一门技术。
 
3.处理数据
 
通过解析、理解业务系统的数据模型，深入分析数据关系模式，并重构分析型数据模型，应用数据整合技术构建一个完整的、一致的、有效的、用于分析的数据中心。
 
经选择的数据，通常并不能直接用于机器学习算法，而是需要进行很多处理，如数据标准化、数据离散化、数据质量的进一步处理等等，以满足相应机器学习算法的要求。
2.1　数据关系探索
 
要了解数据，需要从数据关系探索开始，主要包括两个方面，一个是从业务上了解，一个是从技术上了解，二者密不可分。数据关系探索通常从元数据分析着手。元数据从技术上讲，是描述数据的数据，就是类似我们通俗讲的数据结构的概念，所以元数据分析我们也称为数据结构分析。数据结构是描述数据源的信息，随着数据结构的分析，我们可以制订提高数据质量和数据整合最有效的策略和方案。通过元数据的分析，我们可以通过整合企业所有的数据源，组织有效地用于分析的数据逻辑模型；通过精确的分组相关数据和排除无关的数据，可以简化数据分析项目。元数据分析可以让我们确切地理解所有的企业数据源中的信息性质，并成功地组织它们，以确保所有的数据质量及项目的顺利进行。通过元数据的分析，我们的最终目的是要保证数据质量、数据整合和数据分析各个环节的顺利执行。
 
本节将先后介绍业务发现、关系发现、数据质量探索，以及数据整合等方面的内容。
2.1.1　业务发现
 
有关业务数据分析，主要考察两个方面：完整性和可信性。数据完整性是指需要研究的事物各维度的涵盖内容是不是足够反映事物的主要特点。例如，我们对医院的数据完整性进行分析。在实践中，完整性分析是从业务链开始的。图2-1是用药的业务流程，是医院业务链的一部分。
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图　2-1
 
业务链的每个环节都是整个业务系统的重要组成部分，也是业务数据产生的源泉。业务链产生的数据进入数据库，就形成了数据链，如图2-2所示。
 
 
 [image: ] 


图　2-2
 
业务链的诊疗活动需要记录下来。这种记录活动，首先是医疗机构的业务需要，而不是首先为了满足机器学习的需要。在进行机器学习时，需要对照业务链和数据链，以判断数据的完整性，如图2-3所示。
 
 
 [image: ] 


图　2-3
 
以用药来说，业务链的大部分被数据链所涵盖。而患者服用药物并没有数据链的相应记录，也就是没有一个药品服用结果表。在医疗行业，一般来说，药品的服用或使用由护士执行，只有药品记账后，护士才可以从药房领取药品，然后监督病人正确服下（或给病人注射、输液）。也就是说计费的药品可以视为已被病人使用的，这个就视之为相关知识。
 
数据链是业务数据的可接触和采集部分，数据链的内容未必包括了流程的所有内容。我们说的完整性，指的是数据链的完整性是否包含了我们需要的所有数据。数据链有多种形式，常见的形式有表链。表链中需要表内具有完整性也需要表间具有完整性。表内的完整性，是指表内的数据没有缺失和错误，而对于涉及专业方面的逻辑错误，需要行业专家协助处理。表间完整性，主要考察主键与外键的关系，它们反映了表间关系是一对多的关系，还是多对多的关系，是依赖型的关系还是非依赖型的关系，我们会在后面的小节中谈及。
 
数据的可信性包括内部真实性和外部真实性。数据的可信性，一个指的是数据是否真实，比如数据是否虚假。建立在虚假数据基础上的知识和规律也不是真实可靠的；二是指数据是否可靠，比如病人就医的入院诊断，由于没有来得及进行各种检查，其可靠性就低于经历了各种必要检查、甚至手术和病理检查后的出院诊断。而可信性差的数据（低信度数据）是否无用呢？是否就成了垃圾数据了呢？比如上述的入院诊断信息的可信度低于出院诊断信息的可信度。入院诊断虽然可信度较低，但是我们可以分析在哪些病种上可信度低，为什么低，从而帮助提高入院诊断的正确率。所以说，可信度低的数据也是有用的。另一方面，有时所谓垃圾数据还可能是没有用对地方的数据，不一定真是垃圾数据。下层出现的问题往往会影响上层。很多机器学习工程结果不理想，至少部分原因在于数据层没有处理好（可参照自发性回应导致的偏倚的例子，见本章2.3节）。另外，不同行业领域的数据源，必然受到行业特点的影响，只有了解行业才可以更好的处理数据。而了解行业也就是为机器学习的应用积累先验知识。
2.1.2　关系发现
 
商用机器学习通常是基于由业务信息系统产生的大量生产数据，而这些数据大多都存储在大型关系数据库中。所以在机器学习工作开始以前，首要的是分析业务数据库中的数据业务关系、数据技术关系和数据描述等。数据技术关系探索，主要分析诸如关系数据库的表间关系、外键和主键的关系、表间一对一关系、一对多关系、多对多关系、数据的依赖关系与非依赖关系，以及表内字段之间的关系、列冗余等等。
 
2.1.2.1　表间关系发现
 
关系发现揭示表间或数据库之间的关系，主要探索关系数据库的表间关系，如两个数据表的外键和主键的关系、两个数据表间数量对应关系，以及两个表间依赖关系等，可以使用关系匹配和发现工具来探索，也可以人工分析。很多企业保有大量的数据，如客户数据、供应商数据、产品数据、业务操作数据、业务分析数据、财务数据以及特定行业的特殊数据等。通常，这些数据都会横跨许多数据源。关系匹配和发现工具，可以通过不同的应用程序帮助数据分析员理解和管理所有这些数据，以及数据的来源和关系等。
 
这些数据中相关的记录可能存在于同一数据文件、不同数据文件或不同数据库中，可能有多条记录。通过关系发现，我们可以分析业务数据来回答下列问题：
 
·关键表之间有什么潜在关系？

·如果有一个主键和外键关系，是否可执行表间操作？

·如果有一个明确的或推断的主、外键关系，是否有任何孤立的数据？

·有重复的记录吗？
 
图2-4显示了两个主键和外键的关系及两个数据表间数量对应关系。图中两个左边的数据表是父表，两个右边的数据表是子表，两个父表的**id字段为主键，两个子表的**id字段为外键。图中上边的两个数据表的数据交集较大，下边的两个数据表的数据交集较小，正如图中上下两个示意图所示的那样。通过对元数据关系的理解，可以合并或者匹配不同表间的数据，并以此获得一个一致的、唯一的记录。
 
2.1.2.2　表内关系发现
 
关系发现揭示表内字段之间的关系，主要探索列属性、列逻辑相关等。对数据表内元数据模型分析，主要是从每个数据源中提取元数据，包括字段名称、字段数据类型、字段数据长度；比较字段的名称、类型、格式，使用模糊匹配算法来识别潜在的冗余和关系；列出冗余数据并在元数据仓库内编辑冗余目录。一旦数据关系被识别，可以通过识别冗余的可能性验证和测试这些关系，通过数据源验证关系，使用多个数据源识别分析来确定指定域的列。
2.1.3　数据质量探索
 
任何数据质量项目都需要调查和分析元数据，以便全面了解企业信息。我们可以扫描所有类型的数据来确定其关联的元数据，元数据表明当前数据内的特征，比如用数据类型、字段长度来判定数据的唯一性和字段是否可以缺失或空值等。如图2-5所示，我们可以看到某个医学数据表EXAM_SUB_CLASS中字段的部分值。表2-1说明这个字段的相关信息。
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图　2-4
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图　2-5
 
表2-1　EXAM_SUB_CLASS字段信息
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通常，如果数据和元数据不一致，会给我们的数据质量控制和数据整合工作造成深远的影响。例如，考虑一个1000万行和长度为255个字符的字段。如果在数据中最长的数据元素是200个字符，设计的字段长度比要求的长，则会浪费550MB的磁盘空间。如果字段中出现了不该有的缺失值，应用连接该数据时可能会报错。
 
2.1.3.1　模式分析
 
模式分析是验证数据采用标准化的模式，是一个通常用于确定字段中的数据是否符合格式要求的技术。例如，电话号码或者产品标识符等字段往往都会具有特定格式。模式分析快速验证字段中的数据与数据源是否相同，以满足数据分析的需要。我们可以分析底层数据，然后开始构建校正和验证规则。对于任何数据，我们都可以把模式分析当成一个可执行的数据转换业务流程。
 
表2-2　电话号码表
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表2-2为一个加拿大的电话号码格式的报告。有许多有效的电话号码格式，但所有有效的格式由三组数字组成，其中三个编号为区域代码，三个编号为交换代码，四个编号为节点，这组数字可能是、也可能不是用空格或特殊字符分隔。有效的模式可能包括：
 
·9999999999

·（999）999-9999

·999-999-9999
 
在这些例子中，“9”代表任何0至9的数字，从而构成了上述模式报告的一个电话号码字段。
 
下面为一个中国的电话号码格式的报告。也有许多有效的电话号码格式，但所有有效的格式由三组数字组成，其中三到四个编号为区域代码，三到四个编号为交换代码，四个编号为节点，这组数字可能是、也可能不是用空格或特殊字符分隔。有效的模式可能包括：
 
北京、天津：
 
·99999999999

·999-99999999

·999-9999-9999

·（999）9999-9999

·（999）99999999
 
郑州、石家庄：
 
·999999999999

·9999-99999999

·9999-9999-9999

·（9999）9999-9999

·（9999）99999999
 
太原、秦皇岛：
 
·99999999999

·99999-999999

·9999-999-9999

·（9999）999-9999

·（9999）9999999
 
如果加上国际区号，就有诸如下面的号码：
 
·1-9999999999（多伦多）

·86-999-99999999（北京）

·86-9999-99999999（郑州）

·86-9999-9999999（太原）
 
2.1.3.2　统计分析
 
使用数据特征的统计结果可以发现趋势特点以及企业信息的共性，甚至非常规问题。仅通过检查一些基本的统计数据，我们就可以了解很多数据的情况。我们可以使用各种统计信息，包括最小值、最大值、平均值、中位数、方差和标准偏差等，来帮助我们评估我们的数据的有效性。
 
表2-3　个人财政组织住房贷款记录
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表2-3为个人的财政组织住房贷款记录的统计数字，个人住房贷款额一般是20000（下限）到1000000（上限）美元不等。在贷款数据库中存储的不正确贷款记录可以导致很多问题，如无法有效分析结果、不正当贷款交易等。让我们看一下从贷款记账数据库中找到的一些不正常的贷款数据：
 
·最小贷款值为负值

·最高贷款值为9999999美元（超出上限）

·贷款记录有缺失（即空值，但有贷款行为）

·均值和标准差水平是一个出乎意料之外的很大值
 
这些数据全都表明了一个关于个人住房贷款记账的隐蔽性问题，这就需要构建一个拥有更完整细节的、正确的日常操作数据记录。另外，伴随着新数据的录入，跟踪基本统计信息，还可以令我们更加注意到新录入系统中的那些新数据的特征。这可以提醒我们一些前后不一致的信息，并且帮助我们避免向用于分析的数据资源中加入有问题的数据。
 
应用统计学能帮助我们在深入挖掘和分析数据以前，做大量的重要的探索工作，往往对机器学习的应用结果产生巨大的影响，我们将在稍后的章节中重点讨论。
2.1.4　数据整合
 
对于一个拥有大量的客户、产品和供应商数据资源的企业，需要构建一个完整的、一致的、有效的、用于分析的数据中心，这就需要数据整合了。若要实现一次成功的分析性数据中心的商务计划，我们面临着两个最基本的挑战：了解我们数据的真实质量水平，并且将企业数据整合到一个独立可靠的平台。一旦这些基础数据有缺陷，那么不完善的数据整合会影响到企业资源计划、客户关系管理、产品和供应等各个环节。
 
2.1.4.1　数据链接和匹配
 
数据整合的核心是横跨多个数据源去理解数据、整合数据、清理重复信息等。这个技术可以使我们减少由于一个客户有多条记录所造成的混乱。我们还可以使用数据链接和数据匹配技术，从不同的数据库或应用程序来理解业务数据的特征。
 
1.规范重复的客户记录
 
我们会发现在我们的数据存储中还有许多的隐藏的关系，通过实时方式或批处理方式匹配客户信息，可以完善这些发散的客户信息，使我们能够对我们的客户基础构建一个单一的、统一的视图。有时，通过我们识别一些重复的记录、将顾客信息与数据仓库链接后，我们会发现一些欺诈行为。例如，要建立更有效的以客户为中心的经营策略，那么就必须在企业中的每个信息源都建立更完善的客户信息。这项技术的构建能够协调不同的数据模式和格式，以及语音和拼写错误。为了便于理解，举一个简单的例子，如图2-6所示。
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图　2-6
 
·“天津高新区华苑产业区海泰绿色产业基地”

·“天津新技术产业园区海泰绿色产业基地”

·“天津高新区华苑软件园”

·“天津高新区华苑产业区海泰发展六道”

·“天津高新区华苑产业区海泰绿色产业基地海泰发展六道”
 
以上都表示同一个地址，我们需要将前四个地址映射到第五个地址上，同时保留存储前四个地址，由此建立起精确、高效的数据规范和数据备份。
 
2.匹配和同步复杂模式数据
 
在实际案例中，我们需要理解不同产品或项目的数据模型的复杂性和格式差异，通常是非名称和非地址类的数据。一旦了解这种知识，我们就可以对产品数据、库存数据或资产数据进行管理。通过识别数据格式、详细规范、度量数据，以及产品的缩写、数字代码和任何其他类型的业务数据，我们能够实时地或批处理地完成数据信息的匹配和同步。市场上有各种各样的具有自动匹配复杂模式的软件，这些软件可以帮助我们去理解业务数据中不同元素的重要性，常用的功能包括：
 
·标准化格式差异。

·多值字段中筛选重要的信息。

·翻译缩写或数字代码。

·执行模糊匹配规则。
 
2.1.4.2　数据统一整合
 
如2.1.4.1的例子，在了解了不同数据的规则模式后，我们需要一个完整、统一的数据结构设计，如表2-4所示。
 
表2-4　统一的数据结构例子
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虽然常见的电话号码都为数字，但我们仍然定义它们为字符类型，因为有些号码的首位为0，尤其是区号，如北京的区号为010，郑州的区号为0371等。当然，这里只是为了展示有关数据探索内容的完整性，才提到一点有关数据整合的内容，其实数据整合是一个非常复杂又丰富的技术，深入涉及这方面的内容会超出本书的核心内容。
2.2　数据特征探索
 
通过对数据关系的探索分析，我们可以了解源数据的逻辑关系和关系模型，并通过对数据质量的控制和处理，进一步提高数据整合的效果。接下来的工作是要对整合后的数据进行较深入的特征探索和分析，主要包括对数据进行统计学描述分析、统计学图表绘制、常见概率分布分析、列（属性、变量）相关分析等。本节将重点介绍数据的统计学特征和统计学特征应用两个方面的内容。
2.2.1　数据的统计学特征
 
数据的统计学特征分析主要是从数据的变量类型、描述统计分析、概率分布分析等方面加以考察。
 
2.2.1.1　变量类型
 
1.连续变量
 
如图2-7所示，如果对于随机变量x的分布函数F（x），存在非负可积函数f（x），使对于任意实数x有
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则称x为连续型随机变量。
 
2.离散变量
 
如图2-8所示，一个随机变量，如果它的可能取值是有限个或可列无限多个，这种随机变量称为离散型随机变量。
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图　2-7
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图　2-8
 
2.2.1.2　描述统计分析
 
其中描述性统计包括：
 
1.中心趋势分析
 
·均值和加权算术均值

·中位数

·众数

·中列数
 
2.离散趋势分析
 
·极差

·四分位数

·方差和标准差
 
3.描述性图表
 
1）散点图
 
如图2-9所示，散点图是用两组数据构成多个坐标点，考察坐标点的分布，判断两组变量是否存在某种关联或总结坐标点的分布模式。
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图　2-9
 
2）直方图
 
如图2-10所示，直方图是由一系列高度不同的纵向条纹或线段表示的数据分布情况。
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图　2-10
 
3）线图
 
如图2-11所示，线图是用线条的升降表示事物的发展变化趋势。
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图　2-11
 
4）饼图
 
如图2-12所示，饼图是描述构成比的大小，用颜色将不同比例表达出来。
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图　2-12
 
5）直条图
 
如图2-13所示，表示独立指标在不同阶段的情况，用相同宽度长条的不同长度来表示。
 
2.2.1.3　概率分布分析
 
数据概率分布分析主要是了解数据的自然属性特点。不同的维度、变量（如年龄、性别等）下的数据分布可能不同。不同种类的数据有不同的分布，例如体检人群和患病人群在年龄、性别上的分布可能不同。
 
常见连续数据分布分析包括：
 
1）高斯分布：若连续型随机变量x的概率密度为
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其中μ，σ（σ>0）为常数，则称x服从参数为μ，σ的高斯分布。如图2-14所示，该曲线关于x=μ对称，而且x离μ越远，f（x）的值越小。这说明对于同样长度的区间，当区间离μ越远，x落在这个区间上的概率越小。该分布曲线的高峰位于正中央，即均值所在的位置，具有集中性，同时从均值开始均匀变动，取值范围大致为（μ－3σ，μ+3σ）。
 
 
 [image: ] 


图　2-13
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图　2-14
 
2）T分布：假设x服从标准正态分布N（0，1），Y服从χ2（n）分布，且两者相互独立，则
 
Z=Χ/sqrt（Y/n）　（2.3）
 
的分布成为自由度为n的T分布。如图2-15所示，该曲线关于t=0对称，当n足够大时，该分布就类似于标准正态分布，而对于较小的n，T分布与标准正态分布相差较大，曲线较为低平。
 
3）F分布：假设X服从χ2（n1），Y服从χ2（n2），且两者相互独立，则称随机变量
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服从自由度为（n1，n2）的F分布。如图2-16所示，分布曲线是非对称分布，并且有两个自由度，n1通常称为分子自由度，n2称为分母自由度。从该分布的公式可以看出，该分布具有倒数性质，即[image: ]。
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图　2-15
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图　2-16
 
4）卡方分布：若n个相互独立的随机变量ξ1，ξ2，…，ξn服从标准正态分布，则这n个服从标准正态分布的随机变量的平方和构成一个新的随机变量，其分布规律成为卡方分布。如图2-17所示，卡方分布在一象限内，呈正偏态，随着n的增大，卡方分布趋近于正态分布，而且向正无穷方向延伸，分布线也越来越低阔。从图中还可以看出卡方值都是正值，而且卡方分布曲线下的面积都是1。
 
 
 [image: ] 


图　2-17
 
常见离散数据分布分析包括：
 
二项式分布：在n次Bernoulli实验中，“结果A出现k次”这一随机事件的取值及其概率。如图2-18所示，二项分布的形状取决于π和n，其中π是每次Bernoulli实验中结果A出现的概率，f（x）为结果A出现k次的概率，该图形的高峰在m=nπ处。当π=0.5时，图形是对称的。当n增大到无穷大时，只要π不靠近0和1，二项分布近似于正态分布。
 
几何分布：在n次Bernoulli实验中，实验k次才得到第一次成功的概率。如图2-19所示。
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图　2-18
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图　2-19
 
超几何分布：统计学上一种离散概率分布，描述了由有限个物件中抽取n个物件，成功抽出指定种类的物件的次数（不归还）。如图2-20所示，当n趋于无穷时，就可以用二项式分布近似描述指定种类物品的个数。
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图　2-20
 
泊松分布：随机变量X所有可能取值的值为0，1，2，…，而取各个值的概率为
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其中λ>0是常数，则称Χ为服从参数λ的泊松分布。如图2-21所示，当n很大p很小时，该分布可用于二项分布的近似计算。该分布适合于描述单位时间内随机事件发生的次数。
 
有关数据表列（属性、变量）的相关分析，参见第3章“特性选择”。
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图　2-21
2.2.2　统计学特征应用
 
在长年的机器学习应用实践中，我们经历了许多行业的各种不同的应用，其中在医学科研领域中，我们开发过完整的机器学习应用系统，即智能医学科研系统，简称为IMRS（Intelligent Medical Research System）。它包含了从业务数据的探索性分析到样本数据的专业性选取，再到机器学习的深入分析，以及大量应用各种统计学方法对机器学习结果进行验证等各个环节，是一个比较典型的行业机器学习应用案例（详见第5章）。本书将从本节开始，使用该系统的许多功能模块作为各章的讲解案例，其中第6章更有对该系统比较集中和详细的介绍和讨论。默认的情况下，我们在很多地方以IMRS中的应用案例为背景。
 
统计分析分为统计描述和统计推断两部分。统计描述是统计推断的基础，是通过绘制统计图表和计算数据分布特征的基本统计量来了解样本观察值的分析特征，为进一步的统计推断打下基础。统计描述主要包括绘制样本数据的频数分布表和频数分布直方图，计算样本数据的最大值、最小值、均值、标准方差、中位数、变异系数和百分位数等。
 
可以通过下面的例子来认识以上统计描述有关统计量的概念。通过IMRS“统计子系统”的“描述统计”模块得到样本数据，如图2-22所示，疾病人群选择动脉硬化性心脏病人，得到这些病人入院后首次的甘油三酯的化验值，并且是入院后5天内首次的化验值。得到数据列表中“检验结果”列，“检验结果”变量就是本次要统计描述的样本。
 
然后在IMRS中对图2-22中的“甘油三酯的检验结果”变量进行统计描述，点击图中的“下一步”按钮，然后点击“入院首次数据分析”按钮，得到统计描述结果，包括统计量值的列表（图2-23）、频数分布表（图2-24）和频数分布直方图（图2-25）。
 
图2-23列表内是各个基本统计量的值，包括集中趋势的描述和离散程度的描述。
 
集中趋势的主要统计指标有均值和中位数，这些指标也称为位置度量指标。
 
·“中位数”：连续型样本数据按数值大小排列，位于位次中点的数据即中位数。

·“均值”，即“算术均值”：等于所有样本值之和除以样本个数，用于反映样本数据的平均水平。
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图　2-22
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图　2-23
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图　2-24
 
均值和中位数的关系：如果数据呈对称分布，那么数据的均值和中位数接近；如果数据呈左偏分布，则均值小于中位数，若呈右偏态，则均值大于中位数。所以，可以比较两者大小来初步分析数据分布的对称性。
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图　2-25
 
离散程度的主要统计指标有极差、方差、标准差、变异系数等。
 
·“最大值”和“最小值”：连续型样本数据按数值大小排列后的最大值和最小值。

·“极差”，也称为“全距”：是连续型样本数据的最大值与最小值之差，反映数据变动的范围，绘制频数分布表时，由全距来决定组段数和组距。

·“方差”：描述一个变量所有的观察值与均值的平均离散程度的指标。方差越大，数据的离散程度越大。

·“标准差”：描述一个变量所有的观察值与均值的平均离散程度的指标。标准差是方差的算术平方根，对于计量单位相同的变量，标准差越大，数据的离散程度越大。

·“变异系数”：一个度量相对离散程度的指标，没有量纲。变异系数亦称为离散系数，是各个变异指标与其算术平均值的比值。比如：极差与其平均值的比称为极差变异系数，标准差与均值的比称为标准差系数。所以变异系数可以用来比较几个量纲不同的变量之间的离散程度的差异，也可以用来比较量纲相同但平均值相差悬殊的几个变量之间的离散程度的差异。变异系数值越大，离散程度越大。

·“分位数”：介于最大值和最小值之间的一个数值，使得变量的一部分观察值小于或等于这个数，另一部分观察值大于或等于这个数。两个分位数之差可以反映观察值的离散程度。最常用的分位数是百分位数。比如，“百分之五分位数”是0.125，则变量的5%的观察值小于或等于0.125，变量的95%的观察值大于0.125。最常用的百分位数是百分之五分位数、百分之二十五分位数、百分之五十分位数、百分之七十五分位数和百分之九十五分位数。

·“频数”指观察值出现的次数。为了解样本中观察值的分布规律和便于统计量计算，可以绘制频数分布表。频数分布表分为离散型数值变量资料频数分布表和连续型数值变量资料频数分布表。
 
离散型数值变量资料频数分布表绘制方法：以变量的不同取值进行分组，并分别列出各组所对应的频数；各组的频率是各组的频数除以总频数；各组的累计频数和累计频率均是该组的向下累计。
 
连续型数值变量资料频数分布表绘制方法：
 
·求全距：即极差，最大值与最小值之差。

·确定组段和组距：一般设8至13个组段，各组段的起点和终点分别称为下限和上限；相邻两个组段的下限之差称为组距，常用全距的1/10取整后作为组距；某组段的组中值是（下限+上限）/2。注意：第一组段应包括最小值，最末组段应包括最大值。

·列出频数表：将原始数据汇总，得出各组段的频数，即大于等于各组段的下限并且小于各组段的上限的观察值的例数；得出各组段的累计频数、频率和累计频率，如图2-24所示。

·绘制频数分布直方图：就是以分组变量为横轴，以频数为纵轴，以直方形的高度来表示次数分布的图形，如图2-25所示。
2.2.3　变量相关性探索
 
在数据的深入探索与分析之前，往往需要对多维度的变量之间的相互关系进行探索和分析。我们知道，在复杂的、高维的、非线性的、包括大量混沌现象的现实系统中，高维的变量之间的相互关系也是丰富多样、纷繁复杂的。比如，两个变量之间可能是线性相关的（实相关），也可能是线性不相关的（线性空相关），也可能是非线性相关的（实相关），也可能是非线性不相关的（非线性空相关），还有可能是非线性虚相关的（非线性反相关）。对于线性和非线性实相关来说，还有相关的强弱之分。
 
首先，我们先探讨一下机器学习中的一般性的线性和非线性实相关的强弱理解和分析。为了便于理解，我们“借用”直线和曲线的表达方式来说明，但此处并非指线性相关图示和非线性相关图示。
 
1.依赖相关性
 
y依赖于x的弱相关性，如图2-26和图2-27所示，对于变量y来说，在其广泛的值域范围内，变量x在很大范围内的变化只是引起y的微小变化，我们说y依赖于x成弱相关性。反过来说，对于变量x，在变量y广泛的值域范围内，变量y在很小范围内的变化就引起x的巨大变化，我们说x依赖于y成强相关性。此时的相关性的强弱是有方向性的。
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图　2-26
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图　2-27
 
2.变量空相关
 
如图2-28所示，如果无论x变量如何变化，y变量都会在[a，b]区间内随机变化，则说明y与x可能成空相关的关系，此时a≤y≤b。
 
我们观察一个案例。在一个系统中，我们测得的数据x、y的关系如图2-29所示：
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图　2-28
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图　2-29
 
如果测量第三个变量z的数据，并与x、y共同描绘，如图2-30所示。
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图　2-30
 
y=f1（x，z1）=fn（x，zn），形成与Z轴平行的一个平面，就是说无论z取何值，也不影响y=f（x）的函数关系，此时z与y的关系如图2-31所示。
 
则说明z与y空相关（不相关），用信息熵的概念表达就是，H（y|x）=H（y|x，z），本节稍后将会进行详细解释。
 
3.变量虚相关
 
如图2-32所示，当将变量y与x建立在一张笛卡尔坐标系中进行观察，发现随着x变量的变化，y变量呈现出范围广泛的无序的随机变化，则说明y与x可能成变量虚相关的关系。当然，这种关系很难用准确的图示表达。
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图　2-31
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图　2-32
 
变量虚相关是机器学习中很重要的一个概念，我们通常将这种关系理解为干扰关系、混淆关系，或者说是混沌关系。这种关系的存在，往往会影响我们对目标变量预测的准确度，也会干扰我们建立多变量的数学模型。下面举例说明变量间的这种相互关系。
 
一个系统中有x、y、z三个变量，若x、y的数据关系如图2-29所示。测量第三个变量z的数据，并与x，y共同描绘，成如图2-33和图2-34的关系。
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图　2-33
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图　2-34
 
如图2-33所示，y=f（x，z）成立，也就是说x、y、z三个变量可以构建某个线性数学模型，则说明z与x、y两个变量成实相关的关系。
 
如图2-34所示，此时y=f（x，z）不成立，也就是说x、y、z三个变量不能构建某个数学模型。此时x与z的关系如图2-35所示。
 
y与z的关系如图2-36所示。
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图　2-35
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图　2-36
 
虽然此时x与y的关系不变，如图2-29所示。但y=f（x，z）不成立，也就是说，f（x，y，z）不可描述，不能建立数学模型，则z与y可能虚相关。如果用信息熵H表示的话，即用熵概念表达就是：H（y|x）<H（y|x，z）。其中，H（y|x）表示在x的前提下y的不确定性的大小，H（y|x，z）表示在x及z的前提下Y的不确定性的大小。一般情况下，H（y|x）>=H（y|x，z），也就是说在已知x信息的基础上，又知道了z信息，使得了解y信息的不确定性比先前小了。事实上，如果H（y|x）<H（y|x，z），则说明z很可能是y的干扰因子，即z与y虚相关（z是y的噪声变量），即引入z后H（y|x）变大了，也就是说y的不确定性增大了。
 
例如图文转播足球比赛，通过解说员文字解说（x信息），我们了解到一个A队获点球的情况（y信息），解说员认为裁判判罚公正，但我们也不能完全确定判罚是公正的。但此时，我们又从网上看到一位支持B队的球迷（我们不知道是B队的支持者）在网帖上说（z信息）裁判偏袒A队，此时H（y|x）<H（y|x，z）。我们原先获得的A队获点球是否判罚公正的信息变得更不确定了。再比如，我们在听广播直播时，开始听到解说员清晰的解说（x），但突然间广播信号传来一段杂音（z），使得解说（x）听不清楚了。此时，H（x）<H（x|z）。则说明z与x可能是虚相关的关系。
 
4.变量间的交互作用
 
如果原系统中有两个变量x、y，测量后的数据关系如图2-29，y=f（x）=kx+b。此时从系统外导入第三个变量z，使系统重新运行，然后测量x、y、z的数据，y=f（x，z）可能是图2-30，图2-33，图2-34中的一种。此时，我们进行进一步研究，引入了z后x与y的关系可能出现三种情况：
 
1）x与y的关系没有变化如图2-29，说明z与x没有交互作用。
 
2）x与y的相互依赖关系改变了，如y对x的依赖关系加强了（图2-37）或y对x的依赖关系减弱了（图2-38）。
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图　2-37
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图　2-38
 
但y=f（x）的数学模型是成立的，说明z与x对于y有作用，而且是相关作用，即有序的交互作用（现代统计学常常见到）。
 
3）x与y的关系改变了，并且y=f（x）不再成立，说明z与x和y有混沌作用，也就是虚相关作用，即无序的干扰作用。如图2-39所示。
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图　2-39
 
综上所述，变量的相互关系总结如下：
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·线性/非线性不相关对应于空序关系及既非因果关系也非混沌关系

·非线性虚相关（反相关）对应于无序的混沌关系
 
我们可以看到，凡是能建立数学关系模型的变量关系都是有规律的关系，是有序的，是美的。凡是不能构造数学模型的变量关系可能是没有规律的，是无序的，是不美的。也就是说，数学是美的科学。
2.3　数据选择
 
上节我们介绍了如何从数据的业务关系、数据的技术表达和数据的数学特征等几个方面来了解数据。在对数据有了较全面而深入的了解之后，我们需要为以机器学习的需求为目标选取适当的数据了。如何从机器学习角度思考数据的选取呢？我们应当考虑适当的数据规模和数据的代表性，然后再科学地进行数据的选取。
2.3.1　适当的数据规模
 
数据用于分析的规模是什么？是对总体进行分析还是对样本进行分析？我们先看一下总体和样本的定义。
 
总体：获取信息的全体对象，也可以说是要研究的是对象的全体。
 
样本：总体的一个子集，而且尽量是一个具有代表性的子集。从样本搜集信息，以便对整个总体做某些结论。
 
统计学的一个核心思想是通常通过少量样本推测总体的某一个或多个维度或属性的特征。样本的目的一般是用来推测总体的，一锅汤是不是咸了，并不需要整个喝下去才知道，只要尝一勺就可以了。而机器学习的一个核心思想是通过尽量大的数据集甚至是总体本身来描绘总体，并可能根据描绘做出对未来的预测，或施加影响（人工干预）来达到希望的结果，这是机器学习工程更期望施展的方向。理论上的机器学习是描绘和预测，现实商业中的项目往往是“描绘-预测-影响”的循环。
 
但是，大千世界，各种各样的变化因素影响着我们要分析的数据：潜在变量的影响、变异无所不在、个体差异的影响、市场的正常波动、气温的时间变化、激素的脉冲影响等。我们会用基于数学的机器学习工具来处理这些动态变化中的大量数据。事实上，若想要加强我们对工作、生活中所遇到的大数据或大信息做出合理描绘或预测的能力，仅仅通过提高和改进机器学习的算法是不够的。在机器学习的实际商业应用中，有诸多情况下需要对大数据进行科学的筛选和抽样，而不是对大数据本身直接应用机器学习算法，这里有很多原因，例如：
 
·对大数据全集进行机器学习时间长、成本高。

·大数据全集的数据质量不够高，混杂成分多，直接影响挖掘效果。

·大数据全集的主题特征不易清晰地辨别，需要提炼后挖掘。

·商业应用上需要及时（实时）得到挖掘结果的反馈和指导，需要提高机器学习的性能和效率。
 
因此，选取能代表大数据全集典型特征的样本数据成为某些机器学习商业应用的先决任务。我们数据选取的原则是，在选取的数据能够足以表达大数据集的主要特征的情况下，尽可能满足商业需求对机器学习性能的要求。
2.3.2　数据的代表性
 
首先，我们要考虑的是，不管样本是大的还是小的，无论是什么分析手段，要注意的是用于分析的样本是否能够代表总体。比如我们现在得到某种较少的疾病的若干案例，研究者使用这些案例来代表所有的患有该疾病的人群，作为我们研究该疾病的样本数据，实际上它往往是有偏倚的，而并不是精确意义上的样本，是从大量该疾病的案例中随机选取一些具有代表性的案例。
 
2.3.2.1　数据有偏
 
数据的代表性是数据可信性的一个方面，没有代表性的数据当然也是不可信的。我们常见的影响可信性的一个原因是抽取有偏。常见的抽取有偏的样本，一种是自发性回应，如例1；另一种是方便抽样，如例2。
 
例1：网络购物的差评！（自发性回应）。
 
我们注意到评论数据是来源于买家的评论，根据实际机器学习的行为实验，对购物满意度不高的买家更容易发布评论。发布评论是需要消耗时间和精力去完成的，如果不受到任何收益的诱导，差评数目应该大于好评。所以，对于评价商品而言该数据会有偏。
 
例2：摆在箱子上面的都是好梨子（方便抽样），如图2-40所示。再如，一盘菜上面都是牡蛎，下面看不见的都是生菜。
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图　2-40
 
自发回应：由对某个诉求的自然回应形成。有强烈负面感觉的，比较会不嫌麻烦去回应，例如，去投诉的会比去表扬的多得多。
 
方便抽样：样本限于总体中易于抽到的一部分。比如从笼子里捉白鼠，被捉到的是反应速度慢的白鼠。
 
它的缺点是数据有偏，不具代表性。如买苹果，通常是看最上面的苹果来判断整箱苹果的好坏。
 
2.3.2.2　数据干扰
 
我们常见的影响可信性的原因，还有干扰。还需要注意的是收集数据的过程是否产生了对观测目标的干扰。例如，病人的心理预期对疗效的干扰，心理预期差的病人比心理预期好的病人有较差的疗效。再如，购物场所调查中，调查对象的外表对调查目标的干扰，拥有比较和善或漂亮的外表的顾客更容易被调查到。
 
2.3.2.3　数据偏倚
 
我们常见的影响可信性的原因，还有偏倚。例如选择偏倚（selection bias），由于选入的研究对象与未选入的研究对象在某些特征上存在差异而引起的误差。这种偏倚常发生于数据分析的设计阶段，是指不同类型的研究对象，数据入选的机会不同。例如，健康工人效应，它指职业病研究中观察到工人总死亡率较一般人群为低的现象。这是由于有严重疾病或缺陷的人不能从事某些职业所致，如不考虑这一效应，而将工人死亡率与一般人群死亡率相比是不合适的，是选择偏倚的一种。
 
另外一种偏倚是信息偏倚，又称观察偏倚，指在收集整理资料阶段由于观察和测量方法上有缺陷产生的数据偏倚。例如，流行病学科研中的调查偏倚可能来自于调查对象及调查者双方。病例组和对照组的调查环境与条件不同，或者调查技术与质量不高，以及仪器设备的问题等均可产生调查偏倚。
2.3.3　数据的选取
 
怎样选取样本数据才能最好地代表要分析的总体？一种方法是随机抽样，另一种方法是总体抽取。
 
2.3.3.1　随机抽样
 
我们不必吃完整头牛才知道肉是老的！抽样的精髓就是从一部分来得知全体。选择调查对象的一部分人进行研究，选择这部分人并不是因为对他们特别感兴趣，而是因为他们具有代表性。
 
什么样的样本可以代表总体？首先，我们看一下图2-41，数据提供者和数据抽样者。把信息想象成梨，数据提供者就是商人，数据抽样者是顾客。商人会尽量给小的，顾客会尽量挑大的。购物篮中的梨无法代表整箱里的梨，如图2-40所示，两个购物篮分别是大梨和小梨，均不能代表整箱里的梨。公平的方法是，在箱子里随机挑选，其结果很可能是有大有小。这里的随机不是随便，随机的意思是整个箱子（也就是梨的总体）里每一个梨都有可能被选中，也就是机会均等。随机抽样不许挑肥拣瘦，让每个样本均有选中的机会，而且机会相等。例如随机数字和随机数字表，不同位置具有独立性。也就是说，知道了表的某一部分是什么数字，不会提供任何关于其他部分是什么数字的信息。
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图　2-41
 
随机抽样的原则是利用不牵涉人为选择的机遇来选取样本，给每个个体同样的入选机会来消除偏差，如图2-42所示，随机样本避免的是人为选择带来的偏差。
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图　2-42
 
随机样本可消除“偏心”。同一总体重复抽取许多大小一样的随机样本，所有样本的变异状况就会遵循某种可以预测的形态，如图2-43所示。
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图　2-43
 
2.3.3.2　偏倚和变异
 
用样本估计总体，必然会遇到偏倚和变异。偏倚（bias）是指样本对总体真值的偏离，包括测量仪器的不准、样本过小、试验设计不合理、分配或分组不均衡、抽样未随机、测量者有主观倾向等。变异（variability）是指在一个总体中，每个个体在相关属性上表现出的差异。从一个总体抽取的样本，即使是随机样本也会有偏倚和变异。从本质上理解，偏倚是后天造成的，而变异是先天形成的，但二者均会对估计总体特征的统计分析造成影响。
 
抽样误差是造成偏倚的最著名的一种，误差界限就是它的度量，我们可以选择随机抽样来控制抽样误差。抽样误差是抽样这个行动导致的误差，使用了糟糕的抽样方法，比如自发回应；涵盖不全，也就是漏掉了某些个体，如电话访问就会漏掉没安电话的人，再如人口普查会漏掉常常外出的人。除了抽样误差外，造成数据偏倚的还有随机误差和非抽样误差。所谓随机误差是选取样本时因为机会造成的样本统计量和总体参数的差距。而非抽样误差是指和抽样无关的误差，如：测量偏倚、诱导偏倚、记忆错误、回应误差等。
 
我们再来看数据的变异。变异是统计的前提条件，有变异才有统计，没有变异也就没有统计的必要了。抽样与变异有着密切关系。例如，实际抽样往往只抽取一次，所以从大的随机样本算出的估计值，几乎会靠近真正值。从一个随机样本所得到的统计量的变异性，主要受随机样本量的影响，并不受总体大小影响（只要总体至少比样本大出足够的倍数即可）。因为，如果随机抽取的样本量小，则样本个体间的差异性显得更加明显，反之随着随机抽取的样本量的不断增加，数据就也趋向于正态分布，大多数样本间的差异性显得越来越小。显然，一个好的样本应该是尽量小的偏倚和尽量低的变异。相应的处理方法是：利用随机抽样降低偏倚，抽取大样本来降低变异。
 
2.3.3.3　推测总体
 
样本没有办法告诉我们有关总体的准确信息。我们一般做的是把样本中推断的信息转换为总体的估计值。参数（Parameter）描述总体的数字，我们实际无法知道参数的值。统计量（Statistic）描述样本的数字。如图2-44所示，一旦取了样本，统计量也就知道了。
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图　2-44
 
2.3.3.4　总体抽取
 
抽样的反面是普查，举个人口普查和总体的例子。人口普查时，把整个人口总体作为分析目标，期望把总体作为样本进行分析。但在实际人口普查时，总会漏掉一些人。当然在大数据时代以前，从经济角度看，抽样更合算一些。但是，生活在大数据时代，总体并不是可望而不可及的了。普查是企图把整个总体纳入调查，但直接研究总体有诸多缺点：
 
·总体过大，花费高。这很容易理解，在此无需举例了。

·容易有遗漏，同样也可能会把不是该总体的包括其中，即误纳。

·在开始研究的时候总体还不存在。比如使用新药，如果把所有使用该新药的人都算总体的话，在开始的时候总体还不存在，而且总体会随着时间而越来越大，我们很难收集齐他们。

·无法搞破坏性调查。比如测鞭炮是不是响，只有点燃了它才知道；保险丝会不会断，只有通上电后观察它是否断了等等。

·获得结果的时间比较长。这很容易理解。
2.4　数据处理
 
商业机器学习在应用算法以前，需要对数据进行大量处理工作，以便为相应算法的成功实施提供数据准备。这一步对机器学习的结果有着非常重要的影响。常用的机器学习预处理方法主要包括：
 
·数据生成：用单列或者多列根据某些规则生成新数据。

·数据拆分：将待挖掘的数据分为两组或多组，一组用于训练模型，另外一组用于测试数据。

·数据清理：将数据进行质量控制，即去除一些所谓的脏数据。

·数据汇总：通常计算数据的总和、平均值、计数等信息。

·数据标准化：同比例地更改数据的值以便满足要求，如要求在范围（-1.0～+1.0）之间、最小-最大规范化、z-score规范化、小数定标规范化等。

·缺失值处理：删除、忽略有缺失值的数据，应用常量、均值来替换缺失值，手动添加不同缺失值，应用预测值来替换缺失值等。

·数据离散化：如分箱（Binning）、等频划分、等宽划分、直方图分析、基于熵的离散化等。

·噪声数据或离群点处理：应用一些简单的数学方法或使用异常侦测、聚类分析等算法处理异常数据。

·数据泛化：用高水平数据取代低水平数据，例如用“城市”值取代地址列的“街道”值等。
 
下面，我们将重点介绍数据标准化和数据离散化方面的内容。
2.4.1　数据标准化
 
由于不同变量常常具有不同的单位和不同的变异程度，不同的单位常使系数的实际解释发生困难。例如：第一个变量的单位是kg，第二个变量的单位是cm，那么在计算绝对距离时将出现将两个事例中第一个变量观察值之差的绝对值（单位是kg）与第二个变量观察值之差的绝对值（单位是cm）相加的情况。使用者会说5kg的差异怎么可以与3cm的差异相加？不同变量自身具有相差较大的变异时，会使在计算出的关系系数中不同变量所占的比重相差很大。例如，第一个变量（两水稻品种米粒中的脂肪含量）的数值在2%到4%之间，而第二个变量（两水稻品种的亩产量）的数值范围都在1000与5000之间。为了消除量纲影响和变量自身变异大小对数值大小的影响，故将数据标准化。
 
2.4.1.1　变量离差标准化
 
离差标准化是某变量中的观察值减去该变量的最小值，然后除以该变量的极差，即：
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经过离差标准化后，各种变量的观察值的数值范围都将在〔0，1〕之间，并且经标准化的数据都是没有单位的纯数量。离差标准化是消除量纲（单位）影响和变异大小因素的影响的最简单的方法。有一些关系系数（例如绝对值指数尺度）在定义时就已经要求对数据进行离差标准化，但有些关系系数的计算公式却没有这样要求，当选用这类关系系数前，不妨先对数据进行标准化，看看分析的结果是否为有意义的变化。
 
2.4.1.2　变量标准差标准化
 
标准差标准化是将某变量中的观察值减去该变量的平均值，然后除以该变量的标准差，即：
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经过标准差标准化后，各变量将有约一半观察值的数值小于0，另一半观察值的数值大于0，变量的平均值为0，标准差为1。经标准化的数据都是没有单位的纯数量。对变量进行的标准差标准化可以消除量纲（单位）影响和变量自身变异的影响。但有人认为经过这种标准化后，原来数值较大的观察值对分类结果的影响仍然占明显的优势，应该进一步消除大小因子的影响。尽管如此，它还是当前用得最多的数据标准化方法。
2.4.2　数据离散化
 
数据离散化是指将充满实数轴的数据划分为区间，在机器学习的过程中具有重要的作用：
 
·离散化结果将会减少给定连续变量值的个数，减少和简化原来的数据。

·离散变量相对于连续变量来说更接近于知识层面的表示。

·一些算法只能应用于离散型数据，使得离散化处理成为必要，而离散化又使很多算法的应用范围扩展了。
 
2.4.2.1　离散化概念
 
连续的变量离散化就是将具体性的问题抽象为概括性的问题，即将取值的连续区间划分为小的区间，再将每个小区间重新定义为唯一的取值。例如，学生考试结束后有了成绩，我们可以根据成绩给出划分两个区间，[0，60]为不及格，[60，100]为及格。60是两个区间的分界点，称为断点。断点就是小区间的划分点，区间的一部分数据小于断点值，另一部分数据则大于等于断点值。选取断点的方法不同，就产生了不同的离散化方法。
 
2.4.2.2　离散化处理过程
 
对连续变量进行离散化处理，一般经过以下步骤：
 
1）对此变量进行排序。
 
2）选择某个点作为候选断点，根据给定的要求，判断此断点是否满足要求。
 
3）若候选断点满足离散化的要求，则对数据集进行分裂或合并，再选择下一个候选断点。
 
4）重复步骤2）和3），如果满足停止准则，则不再进行离散化过程，从而得到最终的离散结果。
 
2.4.2.3　离散化常用方法
 
1.无监督方法（分箱法）
 
分箱法包括等宽分箱法和等频分箱法，它们是基本的离散化算法。分箱的方法是基于箱的指定个数自顶向下的分裂技术，在离散化的过程中不使用类信息，属于无监督的离散化方法。等宽分箱法，就是根据箱的个数得出固定的宽度，使得分到每个箱中的数据的宽度是相等的。等频分箱法，是使得分到每个箱中的数据的个数是相同的。在等宽或等频划分后，可用每个箱中的中位数或者平均值替换箱中的所有值，实现特征的离散化。
 
这两种方法简单，易于操作，但也有缺点：
 
·需要人为给定区间个数。

·等宽法分箱的时候容易出现不均匀的现象，它强调的是区间的长度，没有考虑数据点的个数，对异常点比较敏感。

·等频法分箱的时候，可能导致把同类别的点分到不同的区间，它强调的是数据点的个数。
 
考虑到以上问题，在使用等宽法之前，首先进行异常点侦测。对于等频法可能将具有相同类标签的实例分入不同箱中的问题，可用的解决方法是，先用等频法将特征值进行分箱，然后对各个相邻分箱的边界值进行调整，使得相同的值可以被分入同一个箱中。
 
2.有监督方法
 
基于熵的离散化方法。熵是最常用的离散化度量之一，基于熵的离散化方法，使用类分布信息计算和确定分裂点，是一种有监督的、自顶向下的分裂技术。方法描述如下：
 
1）定义区间的熵。
 
2）把每个值看成分割点，将数据分成两部分，在多种可能的分法中寻找一种产生最小熵的分法。
 
3）在分成的两个区间中，找较大熵的区间，继续步骤1）。
 
4）满足用户指定个数时，结束过程。
 
基于卡方的离散化方法。这个方法是采用自底向上的策略。首先将数据取值范围内的所有数据值列为一个单独的区间，再递归地找出最佳邻近可合并的区间，然后合并它们，进而形成较大的区间。
 
常用的基于卡方的离散化方法是ChiMerge方法，其过程简要如下：
 
1）首先将变量的每个不同值看作一个区间，对相邻区间计算卡方统计量，根据给定的置信水平的阈值，判定其独立性，将非独立的区间合并为一个区间。
 
2）递归过程1），直到根据给定的阈值找不到相邻可以合并的区间为止。
2.5　本章小结
 
数据探索是一个复杂繁琐而又十分重要的工作，它是机器学习应用系统工程中初始的一个关键环节，它直接影响着机器学习应用的最终成败。有很多机器学习的应用项目，人们更多地关注机器学习算法的设计、开发和应用，在数据探索方面的工作投入得不多，也缺乏有效的数据探索技术和方法，这也是机器学习应用效果不佳的一个重要原因。机器学习是一门广纳各个学科知识精华的、理论和技术永远不断发展的新兴学科和技术，其中的数据探索方法也是一样，需要不断地借鉴各个领域的知识、技术和方法，以便更好地为挖掘“真金”做好开路先锋，为机器学习应用系统工程的后续阶段打好坚实的基础。
第3章　机器学习技术
 
机器学习的算法是机器学习技术应用的核心内容之一。一个好的算法当然在机器学习应用项目中起着至关重要的作用，但是任何算法都不是万能的，都有着一定的适用条件。在不同的业务中、不同特点的数据中、不同的数据挖掘目标中，同一个算法可能表现出非常不同的性能。况且，机器学习的商业应用项目通常是一个复杂的系统工程，工程中的很多步骤对项目的成败都有决定性的作用。所以，我们在应用实践中，不能只重视算法而忽视其他环节，更不能唯算法论，否则就会像很多项目那样，有头无尾、无疾而终。对于机器学习的算法应用，关键的不是说一定要创造出多么高深的新算法，而是能最大限度地使用现有的算法。
 
作为机器学习应用实践类的一本书，本书虽然用大量篇幅讲述一些机器学习应用实践相关的内容，自然也会涉及很多机器学习算法的内容。本章将介绍一些机器学习应用项目中常用的算法，其中包括一些比较经典的算法，也有一些我们为应用编写的新算法。另外，在本章我们会提到的一些算法流程，它们实际是应用于一些商业项目中的方法和技术，一般情况下是以某个算法为核心、以其他算法或处理步骤为前后过程的一整套技术方案，用于解决商业项目中的某一类问题。
 
本章将先后介绍聚类分析、特性选择、特征抽取、关联规则、分类和预测、时间序列以及深度学习等方面的算法，它们涵盖了机器学习商业项目中最常用的一些方法和技术。
3.1　聚类分析
 
物以类聚，人以群分。聚类（Clustering）是将数据划分成群组（簇）的过程，根据数据本身的自然分布性质，数据变量之间存在着程度不同的相似性（亲疏关系），按照一定的准则将最相似的数据聚集成簇（Cluster）。很多机器学习算法可以分为有监督学习方法和无监督学习方法。有监督学习方法往往是由已知的结果信息来从数据中推导和验证数据中蕴含的某个能够导出结果的模型或规律，而无监督学习方法则通常是从结果信息未知的数据中来推导数据中蕴含的主要特征或规律。聚类与另一种类似的机器学习方法分类（Classification，将在稍后的章节介绍）不同，聚类的类别取决于数据本身自然特性，而分类的类别规则是预先定义好的。所以常说聚类属于无监督学习方法，而具有预先设定准则的分类则属于有监督学习方法。进行聚类工作，需要我们研究数据变量之间存在的程度不同的相似性（亲疏关系）的度量，也就是相异度的计算。根据不同的变量类型，不同的相异度计算方法，也就有了不同的聚类算法。我们依次介绍实践中常用的几个聚类算法，主要包括划分聚类算法、层次聚类算法、密度聚类算法，并尽可能举一些通俗易懂的简单实例，以有助于理解。
3.1.1　划分聚类（K均值）
 
传统上，聚类算法从技术上可以分为几类，如：基于划分的聚类、基于层次的聚类、基于密度的聚类等等。每类聚类技术中又有很多不同的算法，它们都有各自的优缺点，都有一定的适用场合。下面，我们首先介绍一下基于划分的聚类。在划分方法中，最经典的就是K均值算法（K-Means）和K中心算法（K-Medoids），很多算法都是由这两个算法改进而来的。
 
3.1.1.1　K均值算法概念
 
在K均值算法中，给定一个含有n个数据点的数据集，以及要生成的簇的数目k；每一个分组就代表一个聚类，k<n。而n的数量不能过少，否则聚类的效果会大打折扣，一般实践中n最好大于k×10；这k个分组满足下列条件：
 
·每一个分组至少包含一个数据记录。

·每一个数据记录属于且仅属于一个分组（注意，这个要求在某些模糊聚类算法中可以放宽）。
 
对于给定的k，算法首先的任务就是将数据构建成k个划分，之后通过反复迭代以改变分组的重定位技术，使得每一次改进之后的分组方案都较前一次好。将数据点在不同的划分间移动，直至满足一定的准则。一般情况下，好的划分准则是：在同一个簇中的数据点尽可能“相似”，不同簇中的数据点则尽可能“相异”。
 
所以聚类的过程，不仅仅是K均值算法，是一个子类（簇）同质性上升的过程，也是子类之间异质性上升的过程。所以，聚类算法不但具备划分功能，其同质性上升的功能在实践中也颇有用武之地（参见第5章）。
 
3.1.1.2　K均值算法流程
 
1.用密度分类的方法将数据大致分类，确定k值。
 
划分聚类在实际的使用当中，首先一个问题是确定k值，也就是聚类生成的簇数。如果认为人为确定簇数欠妥当，可以用密度分类的方法进行大致的分类，确定k值。
 
可以通过数据分布情况观察数据有几个密集区，例如单维的变量可以通过其分布峰的个数来确定k值。二维的可以通过其二维散点图来判定k值。例如，单维的数据可以通过直方图来判定，如图3-1所示，可以确定k=2。
 
二维的数据可以通过散点图来判定，如图3-2所示，可以确定k=3。
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图　3-1
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图　3-2
 
对于分类精度要求高的项目，我们甚至可以单独采用基于密度的算法来处理，如DBSCAN算法（参见3.1.3.2小节），以便获得比较可靠的k值。
 
2.用异常侦测等方法去离群点
 
通常我们会采用基于概率分布模型的方法，例如，采用一元正态分布分析或多元正态分布分析方法。如果数据点不能很好地拟合一个概率分布模型，或者说它不服从该分布，则将该数据点标志为离群点。如果在上一步，我们采用了类似DBSCAN算法的基于密度的划分算法，由于基于密度的划分算法本身会具有良好的抗噪能力，我们可以将低密度区域的数据点标志为离群点。
 
其实，离群点也可能包含很重要的信息，毕竟一只黑天鹅就足以推翻天鹅都是白色的这一论断，如图3-3所示。观察离群点也有一套相应的算法，请大家参照其他书籍。
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图　3-3
 
3.应用K均值方法聚类
 
K均值算法接受输入参数k，然后将n个数据数据点划分为k个聚类以便使所获得的聚类满足：同一聚类中的数据点相似度较高，而不同聚类中的数据点相似度较小。聚类相似度，是利用各聚类中数据点的均值所获得一个“中心数据点”（引力中心）来进行计算的。
 
K均值算法的工作步骤如下：
 
1）首先从n个数据点任意选择k个数据点作为初始聚类中心。
 
2）对于剩下的其他数据点，则根据它们与这些聚类中心的相似度（距离），分别将它们分配给与其最相似的聚类中心所代表的聚类。
 
3）然后再计算每个新聚类的聚类中心（该聚类中所有数据点的均值）。
 
4）不断重复这一过程，直到标准测度函数开始收敛为止。一般都采用均方差作为标准测度函数，即准则函数。
 
k个聚类具有以下特点：各聚类本身尽可能紧凑，而各聚类之间尽可能分开。样本点分类和聚类中心的调整是迭代交替进行的两个过程。
 
K均值逻辑算法如下：
 
输入：聚类个数k，以及包含n个数据点的数据库
 
输出：满足方差最小标准的k个聚类处理流程：
 
1）从n个数据点任意选择k个数据点作为初始聚类中心。
 
2）根据簇中数据点的均值，将每个数据点重新赋给最类似的簇。
 
3）更新簇的均值，即计算每个簇中数据点的均值。
 
4）循环步骤2）到步骤3），直到每个聚类不再发生变化为止。
 
相异度计算方法，两个数据点间的距离可以使用以下方法进行计算：
 
·明氏距离（Minkowski Distance）
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这里的xi=（xi1，xi2，…，xip）和xj=（xj1，xj2，…，xjp）是两个p维的数据点并且i≠j。
 
·欧氏距离（Euclidean Distance）
 
当明氏距离中q=2时，欧氏距离为：
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K均值方法适合定量资料分析，而且在聚类前需要对数据进行标准化。
 
4.应用轮廓系数方法对K均值聚类结果评估
 
可以通过考察簇的分离情况和簇的紧凑情况来评估聚类，利用数据集的数据点之间相似性度量。
 
轮廓系数的思想：
 
1）从数据中随机取出第i个数据点，并计算该点S簇中其他所有数据点的平均距离，记为d（i）。
 
2）计算该点到所有其他簇中所有数据点的平均距离，并找到最小平均距离，记为Md（i）。
 
3）计算轮廓系数SC（i）=（Md（i）－d（i））/MAX（d（i），Md（i）），轮廓系数越接近1，说明该点的划分越好。将簇中所有点的轮廓系数取平均值，综合所有簇平均轮廓系数，平均轮郭系数越高的分类方案越优。
 
具体操作步骤如下：
 
对于n个数据点的数据集D，假设D被划分成k个簇S1，…，Sk。对于每一个数据点ti∈D，假设ti所在的簇为Si，计算ti与Si中其他数据点之间的平均距离d（i），计算ti到不属于簇Si的数据点的最小平均距离Md（i）。
 
则
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数据点ti的轮廓系数定义为：
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轮廓系数的值在-1和1之间。d（i）反映ti所在的簇Si的紧凑性，该值越小簇越紧凑，Md（i）的值捕获ti与其他簇的分离程度，Md（i）值越大ti与其他簇越分离。因此当ti的轮廓系数值接近1时，包含ti的簇是紧凑的，并且ti远离其他簇，这是一种可取的情况。然而，当轮廓系数的值为负时（即Md（i）<d（i）），表明聚类不理想。
 
观察下面一组单维数据，并应用K均值聚类算法进行分簇。
 
X1=-4，X2=-3，X3=-2，X4=1，X5=2，X6=3
 
共六个点。应用K均值聚类算法，按照如下步骤进行分簇：
 
1）根据分布情况设定初始参数：
 
选择簇数k=2，
 
选择X3、X4为初始簇中心，
 
M1=X3=-2
 
M2=X4=1
 
2）计算其他各点到各个簇中心的距离，将它赋给最近的簇：
 
X1：d（X1，M1）=|-4-（-2）|=2
 
d（X1，M2）=3
 
d（X1，M1）<d（X1，M2）
 
故将X1分配给C1.
 
X2：d（X2，M1）=1
 
d（X2，M2）=4
 
d（X1，M1）<d（X1，M2）
 
故将X2分配给C1。
 
X5：d（X5，M1）=4
 
d（X5，M2）=1
 
d（X5，M1）>d（X5，M2）
 
故将X2分配给C2。
 
X6：d（X6，M1）=5
 
d（X6，M2）=2
 
d（X6，M1）>d（X6，M2）
 
故将X2分配给C2。
 
得到簇集：
 
C1={X1，X2，X3}
 
C2={X4，X5，X6}
 
3）计算簇的中心：
 
M1=1/3[（-4）+（-3）+（-2）]=-3；
 
M2=1/3[1+2+3]=2
 
4）重复过程2），得到：
 
C1={X1，X2，X3}
 
C2={X4，X5，X6}
 
再计算簇的中心：
 
M1=1/3[（-4）+（-3）+（-2）]=-3；
 
M2=1/3[1+2+3]=2
 
两次迭代簇中心没变化，所以停止迭代，算法停止。
 
在K均值算法中，K需要事先给定的，这也是K均值算法的一个特点。这个特点可以用于很多特定方面。比如，我们需要把运动员分成一级、二级、三级三个档次，自然k=3；同样，也可以把机构（比如医院）分成一级、二级、三级，这时k=3；把俱乐部分级，分析某俱乐部属于几（n）流，这时K=n。
3.1.2　层次聚类（组平均）
 
基于层次的聚类方法，是对给定的数据进行层次的分解，直到某种条件满足为止。首先将数据点组成一棵聚类树，然后根据层次，自底向上或是自顶向下分解。层次的方法可以分为凝聚的方法和分裂的方法。
 
凝聚的方法，也称为自底向上的方法，初始时每个数据点都被看成是单独的一个簇，然后通过逐步合并相近的数据点或簇，形成越来越大的簇，直到所有的数据点都在一个簇中，或者达到某个终止条件为止。
 
3.1.2.1　凝聚的方法
 
步骤1　用异常侦测等方法去离群点。
 
为了提高凝聚方法的分类效率和优化分类效果，首先应用异常侦测等方法去离群点。我们通常采用基于概率分布模型的方法，一元或多元正态分布分析方法，如果数据点不能很好地拟合一个概率分布模型，或者说它不服从该分布，则将该数据点标识为离群点。
 
步骤2　用密度分类的方法将数据分成许多小类。
 
采用了诸如DBSCAN的基于密度的划分算法，将数据划分足够小的类，以便减少凝聚算法的高昂成本，并且该步骤可逆，即如果后面的凝聚算法得不到一个全局优解，可以重复本步。
 
步骤3　自底向上凝聚算法（AGNES-AGglomerative NESting）。
 
自底向上凝聚的逻辑算法如下：
 
输入：包含n个数据点的数据库，终止条件簇的数目k。
 
输出：k个簇，达到终止条件规定簇数目。
 
将每个数据点当成一个初始簇；
 
重复以下步骤：
 
1）根据两个簇中最近的数据点找到最近的两个簇。
 
2）合并两个簇，生成新的簇的集合。
 
3）达到定义的簇的数目时终止。
 
凝聚法并不难以理解，我们生活中处处可以发现类似的现象。如图3-4所示，从“人-家庭-社区-城市-大陆-星球”的凝聚过程，就是一个凝聚法的实例。
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图　3-4
 
本书也是个例子，书中把各个概念、算法、应用等等按照相似程度聚集成章节。再例如，有一组数据，共8个元素：A，B，C，D，E，F，G，H。
 
应用凝聚聚类方法进行分簇，步骤如下：
 
1）初始簇：{A}{B}{C}{D}{E}{F}{G}{H}，
 
找到最近距离的{A}{B}，合并成{A，B}，
 
于是有新簇：{A，B}{C}{D}{E}{F}{G}{H}。
 
2）重复1）得到：{A，B}{C，D}{E，F}{G，H}。
 
3）找到最近距离的{A，B}{C，D}，合并成{A，B，C，D}，
 
于是有新簇集：{A，B，C，D}{E，F}{G，H}，
 
继续得到：{A，B，C，D}，{E，F，G，H}。
 
4）分簇完成。
 
3.1.2.2　分裂的方法
 
分裂的方法，也称为自顶向下的方法。它与凝聚层次聚类恰好相反，初始时将所有的数据点置于一个簇中，然后逐渐细分为更小的簇，直到最终每个数据点都在单独的一个簇中，或者达到某个终止条件为止。
 
1）用异常侦测等方法去离群点。步骤同3.1.2.1节的步骤1。
 
2）DIANA（DIvisive ANAlysis，自顶向下分裂算法）逻辑算法。
 
自顶向下分裂的算法步骤如下：
 
输入：包含n个数据点的数据库，终止条件簇的数目k。
 
输出：k个簇，达到终止条件规定簇数目。
 
1）将所有数据点设为初始簇S。
 
2）找出S中与其他点平均相异度最大的点X1，将X1放入新簇S1。
 
3）根据S中剩余点到最近点的距离重新分簇，于是产生两个新簇S1和S2。
 
4）将S1和S2中直径大的簇，重复2）、3）步。
 
5）生成k个新簇时终止。
 
3）应用轮廓系数方法对分裂方法聚类结果评估。
 
同3.1.2.1节的步骤3。
 
例如有一组数据，共8个元素：A，B，C，D，E，F，G，H。应用分裂聚类方法进行分簇，步骤如下：
 
输入k=4，执行以下步骤：
 
1）S：{A，B，C，D，E，F，G，H}。
 
2）S1：{A，B，C，D}，S2：{E，F，G，H}。
 
3）S（1，1）：{A，B}，S（1，2）：{C，D}，S（2，1）：{E，F}，S（2，2）{G，H}。
 
4）分簇完成。
 
分裂法在生活中也是经常可以看到的。例如，下火车或下公交车的人群按照目的地分裂：先按照大方向分裂，再按小方向分类，最后再到各自的目的地。如图3-5所示。
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图3-5　自然分裂图（从人群到各个目的地）
 
3.1.2.3　综合层次聚类方法
 
1.BIRCH算法
 
BIRCH（Balanced Iterative Reducing and Clustering using Hierarchies）算法是一个综合性的层次聚类方法，它利用层次方法的平衡迭代进行归约和聚类。其核心是用一个聚类特征（CF）三元组表示一个簇的有关信息，从而使簇中的点可用对应的聚类特征表示。它通过构造满足分支因子和簇直径限制的聚类特征树来求聚类。该算法通过聚类特征可以方便地进行中心、半径、直径及类内、类间距离的运算。
 
聚类特征是一个三维向量，CF=（n，LS，SS），其中n是数据点的个数，LS是n个点的线性和，SS是n个点的平方和。通过CF可以方便地求中心、半径、直径及类内、类间距离。CF树有两个参数：
 
·分支因子β，通过它定义每个非叶子结点的子女的最大数目。

·阈值T，存储在叶结点中的子簇的最大直径。
 
算法实现的流程如下：
 
1）用异常侦测等方法去离群点。步骤同3.1.2.1节的步骤1。
 
2）扫描数据库，建立一个初始的CF树。它可以被看作一个数据的多层压缩，试图保留数据内在的聚类结构。当一个数据点被插入到最近的叶节点（子聚类）中时，随着数据点的插入，CF树被动态地构造，不要求所有的数据读入内存，可在外存上逐个读入数据项。因此，BIRTH方法对增量或动态聚类也非常有效。
 
3）采用某个聚类算法对CF树的叶节点进行聚类。在这个阶段可以执行任何聚类算法，例如典型的划分方法。BIRCH算法试图利用可用的资源来生成最好的聚类结果。通过一次扫描就可以进行较好地聚类，故该算法的计算复杂度是O（n），n是数据点的数目。
 
4）应用轮廓系数方法对分裂方法聚类结果评估。
 
同3.1.2.1的步骤4。
 
该算法的优点是数据点数目具有线性易伸缩性，并具有良好的聚类质量，一次扫描就可以进行较好的聚类。缺点是BIRCH算法只适用于类的分布呈凸形及球形的情况，对不可视的高维数据则不可行。
 
BIRCH逻辑算法：
 
输入：包括n个数据点的数据集合D=[x1，x2，…，xn]及阈值T。
 
输出：簇集合。
 
过程：
 
1）扫描数据集，建立初始的CF树。
 
2）对每个数据点xi执行如下操作。
 
3）为xi找一个正确的待插入的叶子节点。
 
4）如果阈值条件不被破坏，则将xi插入到叶子节点中，并从被插入的叶子节点到根节点依次更新CF三元组。
 
5）否则，如果有叶子节点空间，则将xi作为单独的簇插入到树中，并更新CF三元组。
 
6）否则分类叶子节点，重新安排CF三元组。
 
2.CURE算法
 
CURE（Clustering Using Representatives）算法中既有层次部分，也有划分部分，所以CURE也是一个综合性的聚类算法。
 
前面讲到的聚类算法倾向于处理簇为球形、且簇的大小相似的聚类问题，并且对孤立点较为敏感。CURE采用了多个点代表一个簇的方法，可以较好地处理以上问题。并且在处理大数据量的时候采用了随机抽样、分区的方法，来提高其效率，使得其可以高效地处理大量数据。
 
算法实现的流程如下：
 
1）用异常侦测等方法去离群点。步骤同3.1.2.1节的步骤1。
 
2）对原始数据进行随机抽样，将样本进行等量划分，划分后便形成了以这些样本点为代表的分区。
 
3）对于每一个分区，再使用层次聚类算法中的凝聚算法。在凝聚算法中的每一步，距离最近的代表性点所对应的簇将被合并。它们之间的距离被定义为两个簇中代表性点之间距离的最小值。
 
4）应用轮廓系数方法对分裂方法聚类结果评估。同3.1.1.2节的第四部分。
 
CURE算法的具体步骤如下：
 
1）从原数据集中抽取一个随机样本S。
 
2）为了加速聚类，把样本划分成p份，每份大小相等。
 
3）对每个划分进行局部聚类。
 
4）根据局部聚类结果，通过随机抽样剔除孤立点。主要有两种措施：如果一个簇增长得太慢，就去掉它；在聚类结束的时候，非常小的类被剔除。
 
5）对上一步中产生的局部的簇进一步聚类。从每个簇中选择c（常数）个点，然后通过应用收缩因子a，将这些分散的点向簇的质心方向收缩。当a为1的时候，所有点都收缩成一点，即质心。通过多个有代表性的点，簇的形状可以更好地被表示出来。
 
6）用相应的簇标签来标记数据。
 
CURE算法的优点是它回避用所有点或单个质心来表示一个簇的传统方法，而是将一个簇用多个具有代表性的点来表示，使CURE可以适应非球形的几何形状。
 
另外，收缩因子降低了噪声对聚类的影响，从而使CURE对孤立点的处理更加健壮，而且能识别非球形和大小变化比较大的簇，对于大型数据库具有良好的伸缩性。缺点是参数设置对聚类结果有很大的影响，不能处理分类属性。CURE的复杂度是O（n），其中n是数据点的数目。
3.1.3　密度聚类
 
基于密度的聚类算法由于能够发现任意形状的聚类，识别数据集中的噪声点，可伸缩性好等特点，在许多领域有着重要的应用。
 
3.1.3.1　密度算法概念
 
1）如果一个数据点周围足够稠密，也就是以这个点为中心，给定半径（ε）的邻域内的数据点足够多，密度大于密度阈值（用户指定的参数MinPts），则称这个数据点为核心数据点，否则为边界数据点。
 
2）研究数据点之间的关系，如果p是一个核心数据点，q属于p的ε邻域，则称q是从p直接密度可达的。
 
3）如果存在一条链{p1，p2，…..，pi}，满足p1=p，pi=q，pi直接密度可达pi+1，则称p密度可达q。
 
4）如果存在r，r密度可达q和p，则称p和q是密度相连的。
 
5）由一个核心数据点和其密度可达的所有数据点构成一个聚类。
 
如图3-6所示，a为核心数据点，b为边界数据点，且a直接密度可达b，但b不直接密度可达a，因为b不是一个核心数据点。
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图　3-6
 
再如图3-7所示，c直接密度可达a，a直接密度可达b，所以c密度可达b，同理b不密度可达c，但b和c密度连通。
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图　3-7
 
3.1.3.2　DBSCAN算法
 
DBSCAN算法思想：寻找数据集D的子集S，S⊆D，S是密度相连的闭集，S满足S中任意两点是密度相连的，并且S中任意点不能和S外的点是密度相连的。DBSCAN从任一数据点p开始，根据参数ε和MinPts，提取所有从p密度可达的数据点，得到一个聚类。
 
DBSCAN算法的步骤如下：
 
1）从任一数据点p开始，对p点根据ε和MinPts进行判定。如果p是核心数据点，则建立新簇S，并将p临域内的所有点归入S；否则将p点标记为边界点或噪声点。
 
2）对于S中除p点以外的点继续实施过程1），继续扩充S，直到所有的点都被判定处理。
 
DBSCAN算法的优点：不易受噪声影响，可以发现任意形状的簇。DBSCAN算法的缺点：受设置参数的影响，判定的标准比较固定，较稀的聚类会被划分为多个类，或密度较大且离得较近的类会被合并成一个聚类。
3.2　特性选择
 
特性选择：为特定的应用在不失去数据原有价值的基础上选择最小的属性子集，去除不相关和冗余的属性。特性选择用于在建立分类模型后，或者预测模型之前，对原始数据库进行预处理。本节将介绍特性选择的概念，特性选择的三个常用算法：线性相关算法，相关因子SRCF算法，以及最小描述长度MDL算法。
3.2.1　特性选择概念
 
我们把被预测的那个属性称为目标变量（Target Variable），把用来预测目标变量值的属性称为预测变量（Predictor Variable）。特性选择，就是要考查数据库中的预测变量与目标变量的关联程度，或者说考察每个预测变量对最终预测结果的重要程度。这个重要程度用一个指数（importance）来表示，特性选择算法要计算每个预测变量的importance指数。
 
3.2.1.1　特性选择步骤
 
特性选择算法包含以下三个步骤：
 
·筛选（screening）：除去不重要或者有问题的预测变量和数据，例如预测变量含有过多缺失值，或者预测变量的变化太大或太小而变得无用。

·评分（ranking）：对所有预测变量根据其重要程度进行评价、打分、排序。

·选择（selecting）：生成在后续模型中使用的功能子集，例如，仅保留最重要的预测变量，过滤或排除所有其他预测变量。
 
3.2.1.2　特性选择方法
 
在筛选阶段，要删除那些不适合参与建模的预测变量，以及一些有缺陷的样本数据。例如表3-1所示，我们发现B列的数据几乎是一个常数，C列几乎都是空值，因此我们会把这两列删去。我们还可以观察到第9行和第16行的多个字段为空值，因此我们会把这两行也删去。
 
表3-1　样本数据
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进一步地，我们将处理有缺陷的样本数据归结为以下规则。
 
满足下列任一条件的预测变量将被删除：
 
·变量值几乎全部缺失（如C列）。

·变量全部取值都几乎是固定不变的值，即全部相同（如B列）。

·多个变量同时代表了样本的标识号（如类似ID列的字段），只保留其中的一个变量。
 
满足下列任一条件的样本将被删除：
 
·目标字段的值缺失的数据（如第9行）。

·所有预测字段的值都缺失的数据（如第16行）。
 
根据用户的自行设置值（如m1、m2、m3、m4、m5）来删除预测变量：
 
·有多于m1%的值缺失，则删除该变量，因为缺失值百分比很大的字段几乎不提供任何预测信息。

·对于离散型的预测变量，如果有超过m2%的数据取同一个值，则删除该变量。

·对于连续型的预测变量，如果其标准差小于m3%，则删除该变量。

·对于连续型的预测变量，如果其变异系数|CV|<m4%，CV=标准差/均值。因为如果变异系数接近0，则变量值的变异性就不高。

·对于离散型的预测变量，变量取值的个数大于总样本量的m5%，则删除该变量。这一标准用于筛选掉相对于记录总数而言有过多类别取值的字段。如果很高百分比类别只含有一个观测值，则该字段用处有限。
 
在评分阶段，也就是特性选择的评分阶段，通常使用一些特征评价函数来对所有的属性相对于目标属性的预测重要性进行评价。常用的特征评估函数可分为五类：相关性、距离、信息增益、一致性和分类错误率。具体的评价方法有：欧式距离、非线性测量、Minkowski距离、信息增益、最小描述长度（MDL）、依赖性度量、相关性度量、一致性度量、分类错误率（正确率）等。其中最小描述长度（简称MDL算法）是一种应用普遍的主要评价方法，下面我们对MDL算法做一简单介绍。
 
MDL算法源自最小指数描述长度原则，由Rissane基于数据压缩和通信原理首先提出。其基本思想是：对于一个给定的数据集D（Data Set），为了最大限度地节省数据集的存储空间，我们试图从n个可能的模型（或程序，或算法）中寻找一个模型Mi（1<=i<=n），Mi能最大限度地提取数据集D中所有的规律，并将其进行数据压缩，然后将模型Mi本身连带压缩后的数据集Ci一同存储起来，其总存储大小为Si（Size）。由于不同的模型对D的压缩效率不同，一般来说D的压缩率越高模型的复杂度就越高。因此我们从可行的诸多压缩方案中，将最小的Si称为D的最小描述长度。最小描述长度的原理就是要选择总描述长度最小的模型Mi，如图3-8所示。
 
将MDL原理应用于特性选择的方法是，MDL算法将D中的每一个属性都看作是目标属性（如分类属性）的一个简单预测模型。使用其相应的MDL度量对这些单一预测模型进行比较和评分。使用MDL算法，模型选择问题变成了数据通信问题。属性评分使用两部分代码来传送数据。前一部分传送模型，模型参数是与每个预测值相关联的目标概率。后一部分传送的是使用该模型后预测错误的原始数据。公式如下：
 
Si（MODELi，D）=S（MODELi）+S（Ci）　（3.6）
 
其中：
 
Si（MODELi，D）为数据集D上应用第i个属性对目标属性建立简单预测模型后得到的总大小，S（MODELi）为应用第i个属性对目标属性建立简单预测模型（MODELi）的大小，S（Ci）是对第i个属性数据应用MODELi后，所有预测错误的原数据大小总和。
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图　3-8
 
最小描述长度的英文表达为Minimun Description Length（MDL）。这里的Length（长度）是指压缩后的全部数据（程序+剩余数据）占存储空间（存储字节）的总大小，我们也可用L表示。由于通常情况下，某个预测属性对目标属性的预测正确率（压缩率）很难达到100%，因此不同的预测属性对目标属性的预测正确率表现为不同的概率，如下所示：
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我们分别应用n个预测属性X1，X2，…，Xn对目标属性Y建立预测模型，其中X1的预测正确率（压缩率）为80%，也就是说X1可以正确地描述Y数据的80%，剩余的20%Y数据（压缩后数据）没能被X1正确地描述，因此其总长度L1为Length（Model（X1，Y））+Length（Y）*20%。其余的X2，…，Xn的预测模型的总长度为L2，…，Ln。最小描述长度模型就是要从L1，L2，…，Ln中找到最小的长度所对应的分类属性。
 
接着上面的数据集D，我们取最小的Si（MODELi，D），即Minimum（Si（MODELi，D）），这样我们应用MDL算法将得到一个最佳预测属性，该属性可以被理解为拥有最多的描述目标属性规律的属性，也就是该属性含有与目标属性相关的最多的信息，因此我们将其称为目标属性的一个相对最优特性。同理，我们按照MDL评分的排序（MDL值最小的排在最前面），依次得到不同属性相对于目标属性的特征评分。
 
在选择阶段，需要从前一阶段中评分较高的属性中选择一些属性，作为下一步机器学习分析（如分类或预测）的输入信息。这时，输入属性集的选择主要取决于下一步机器学习分析的目的（如分类或预测），和相应的备选算法（如贝叶斯算法、决策树算法、支持向量机算法等）。不同的备选算法选取的最优输入属性集可能是不同的。在评分阶段，特性选择的方法也称为过滤方法，即使用某种独立于备选算法的方法，在下一步机器学习分析前进行特性选择。而在选择阶段，特性选择的方法也称为包装方法，即将下一步机器学习分析算法作为黑盒子，使用在评分阶段得到的排名靠前的一个特性组合进行分类或预测试验，从中得到一个最佳特性组合，但通常不枚举所有可能的子集来找出最佳属性子集。过滤方法和包装方法的唯一不同是，它们使用了不同的特征子集评估方法。对于包装方法，子集评估使用目标机器学习算法；对于过滤方法，子集评估技术不同于目标机器学习算法。
 
另外，在选择阶段我们需要考虑一个问题。我们在评分阶段得到的一组特性是按照一定的评分算法，单独对每个属性与目标属性的预测重要性（也称相关性）进行评价，并没有考虑这些属性之间的关系，以及这些属性共同参与对目标属性的预测时，对预测结果的影响。在实践中，我们经常会发现这样一个现象，对于目标属性Y有三个特征属性A、B、C，其中A和B一起预测Y的准确率要高于A和B任意一个单独预测Y的准确率，但是，A和C一起预测Y的准确率要不高于A和C任意一个单独预测Y的准确率。这里，我们把Y的三个特征属性A、B、C称为Y矢量相关特性。其中，我们把A和B称为对于Y矢量实相关，或A与B是同向与Y相关的，即A和B单独预测Y是同向的，A和B一起预测Y是互相增益的；把A和C称为对于Y矢量虚相关，或A与C是不同向与Y相关的，即A和C单独预测Y是不同向的，A和C一起预测Y是互相干扰的，如图3-9所示。
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图　3-9
 
因此，在选择Y的预测属性时，应尽量避免矢量虚相关的属性对。
3.2.2　线性相关
 
对于探索与连续型的目标变量具有相关性的连续型变量，也就是分析两个连续型变量是否存在相关性，一种比较简单的方法是线性相关算法。直线关系是函数关系中最简单的一种，直线相关分析是判断两变量间是否有直线关系，给出相关方向和相关密切程度的度量，度量的指标为相关系数。应用于双变量正态分布资料，两变量是平等关系。
 
3.2.2.1　Pearson相关
 
相关系数亦称Pearson积差相关系数（coefficient of product-moment correlation），用r表示样本相关系数，ρ表示总体相关系数，总体相关系数是未知的，通常用样本相关系数r进行估计。
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其中X和Y是两个连续变量，lXY是X和Y的离均差交叉乘积和，lXX，lYY分别是X和Y的离均差平方和。
 
相关系数没有单位，其值-1≤r≤1.当两变量呈同向变化时，0<r<1，为正相关；两变量呈反向变化时，-1＜r＜0，为负相关；r＝0为零相关，表示无直线相关关系；r=1或者r=-1时为完全直线相关。直线相关的性质可由图3-10直观地说明。
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图3-10　相关系数示意图
 
相关系数的假设检验。相关系数r是样本相关系数，由于存在抽样误差，ρ=0但r不一定等于0，计算出r值后，接着应做ρ=0的假设检验，以判断两变量的总体是否有直线相关关系。常用t检验，检验统计量t值的计算公式如下：
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其中n是样本量。
 
3.2.2.2　Spearman秩相关
 
Spearman秩相关（rank correlation）是一种非参数统计方法，适用于资料不是双变量正态分布或总体分布未知，数据一端或两端有不确定值的资料或等级资料。用等级相关系数rs来说明两个变量间相关关系的密切程度与相关方向，将两个变量分别排序求秩次，然后对秩次进行计算，分别用P、Q表示X和Y求完秩后的秩值，对于P和Q使用（3.7），则：
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等级相关系数rs的假设检验。rs是总体等级相关系数ρs的估计值，存在着抽样误差，故计算出rs后，需作ρs=0的假设检验。当n≤50时，可通过查rs界值表实现ρs=0的假设检验；当n>50时，
 

 [image: ]

 
线性相关分析要求两个变量服从双变量正态分布，所以进行线性相关分析之前需要进行双变量正态分布验证，如果数据不服从双变量正态分布，则使用Spearman秩相关方法分析。
3.2.3　相关因子SRCF
 
对于探索与离散型的目标变量具有相关性的变量，也就是分析至少一个离散型变量的两变量是否存在相关性，方法相对复杂一些，我们这里应用相关因子SRCF算法来处理，并做详细介绍。
 
3.2.3.1　SRCF算法概念
 
SRCF（Chi-Square Rank Correlation Factorization）是基于卡方-秩和检验的相关因子算法，由两个子算法组成，一个是SRCF1，一个是SRCF2。其中SRCF1又分成两个小算法，分别为SRCF1.1和SRCF1.2；SRCF2又分成三个小算法，分别为SRCF2.1、SRCF2.2和SRCF2.3。我们先看一下它的逻辑算法，然后再逐步分解：
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3.2.3.2　算法一：SRCF1
 
SRCF1是相关因子算法SRCF的一个子算法，是用于探索与离散型的目标变量（分类变量）具有相关性的连续型变量，我们将这些具有相关性的连续型变量称为连续型相关因子，它也是特性选择的一种算法。SRCF1采用的是基于秩和检验的非参数统计方法，同时使用相对熵（Relative Entropy，以下用Entropy代替）、特征记分准则（RFSC）和多组K-W秩和不同组量方法进行相关因子排序。
 
对于目标变量，当分类取值不同时，我们采用不同的统计方法加以处理，这里分为两种情况：
 
·目标变量是两分类时，采用两独立样本的秩和检验，也称Wilcoxon检验（Wilcoxon rank test for two independent samples）。

·目标变量是大于两分类时，采用多个独立样本的秩和检验，也称K-W检验（Kruskal-Wallis test for independent samples）或H检验。
 
1.目标变量是两分类（SRCF1.1）
 
例如，对于一个给定数据集：Y为二分类目标变量（如Y=0或Y=1），X为连续型观察变量，X=（X1，X2，……，Xm）。我们的目的是从X1、X2、……、Xm连续变量中寻找Y的相关因子。如图3-11所示。
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图　3-11
 
对于X1、X2、……、Xm，我们按照Y中值的分类，将某个连续变量Xi分为两组（Y=0组和Y=1组），然后对这两组数据的分布进行统计检验。对于两组连续变量数据的差异检验方法，通常采用的是参数统计方法正态性检验和“T检验”。但是，实际应用数据中，数据满足参数统计方法条件（数据正态分布）的情况并不多，所以我们采用非参数统计方法，即两独立样本的秩和检验，该方法虽然统计检验效能较参数统计方法差一些，但通用性较好。
 
SRCF1算法实现如下：
 
首先是编秩，就是按照数值的大小进行排序。将两组数据由小到大统一编秩，可先将两组数据分别由小到大排序，然后再将两组数据合在一起由小到大统一排序。编秩时有数值相同的数据时，取它们的平均秩次。编秩完成后，将两组秩次（排名）分别相加，求秩和（排名总和）。
 
然后是确定统计量。无论两组数据的记录数是否相等，均选取记录数较小者对应的秩和为统计量。
 
最后确定P值。P值的确定可采用查表法和正态近似法。
 
·查表法：查统计量的界值表。当n1≤10，n2－n1≤10，采用查表法，将检验统计量T值与T临界值相比，若T值在界值范围内，其P值大于相应的概率；否则小于相应的概率。

·正态近似法：组1的记录数n1，组2的记录数为n2，并且n1<n2，如果n1或n2-n1超出界值范围，用正态近似检验：
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若两组有相同秩次时，公式（3.10）需要校正：
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当执行完上述的秩和检验后，就可以做出推断结论了。如果检验的结果为阳性，即p<0.05，则说明组1和组2的数据分布有显著差异。进一步，我们可以推断Xi变量（i∈1…m）与目标分类变量Y具有相关性，也就是说Xi是Y的相关因子。还可以说，Xi是从m个变量当中选择出来的Y的一个特性。
 
相关因子的相关度分析如下：对于目标变量是两分类的相关因子相关度的评估，可采用相对熵、特征记分准则方法。
 
相对熵方法，计算两组连续型数据的相对熵值。对于Y为二分类时，可以直接使用下面公式计算两组之间的相对熵：
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其中，P和Q为两个概率密度函数。
 
相对熵的值越大，Xi与Y的相关度就越高。
 
特征记分准则方法，计算多组连续型数据的特征记分。对于Y为多分类时，可以直接使用下面公式计算多组之间的特征记分：
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特征记分的值越大，Xi与Y的相关度就越高。
 
2.目标变量是多分类（SRCF1.2）
 
例如，对于一个给定数据集：Y为多分类目标变量（如Y=0、Y=1、Y=2、Y=3），从X1、X2、……、Xm变量中寻找Y的相关因子。如图3-12所示。
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图　3-12
 
对于X1、X2、……、Xm，我们按照Y中值的分类，将某个连续变量Xi分为四组（Y=0、Y=1、Y=2、Y=3），然后对这四组数据的分布进行统计检验。对于两组以上连续变量数据的差异检验方法，通常采用的参数统计方法为方差分析。方差分析需要首先检验多组数据的正态性，然后还要检验多组数据间的方差齐性。但是，实际应用数据中，数据满足参数统计方法的条件（即各组数据正态分布，同时多组数据方差齐性）的情况并不多。所以我们采用非参数统计方法，即多个独立样本的秩和检验，其目的是推断多个样本的中位数分别所代表的总体中位数是否相等。该方法虽然统计检验效能较方差分析方法差一些，但通用性比方差分析方法好。本方法由Kraskal和Wallis在Wilcoxon秩和检验的基础上扩展而来，所以称为K-W检验（Kruskal-Wallis test for independent samples）。
 
算法实现如下所示：
 
1）K-W检验，其编秩和求秩和与Wilcoxon秩和检验的方法都是一样的，在此不赘述。
 
2）统计量的计算，公式为
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式中Ri为各组的秩和，ni为各组对应的例数，n=∑ni。
 
3）P值的确定分两种情况。
 
·当组数g=3，每组例数ni≤5，可查H界值表得到P值。

·当组数g>3，或g=3且最小样本例数ni>5时，H近似地服从自由度为ν=g－1的χ2分布，可查χ2界值表得到P值。
 
若有相同秩次时，应计算（3.13）公式校正值Hc，
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其中c=1－∑（[image: ]－tj）/（n3－n），tj为第j个相同秩次的个数。
 
4）当执行完上述的秩和检验后，可以做出推断结论。如果检验的结果为阳性，即P<0.05，则说明组1、组2、组3、组4的数据分布不完全相同。进一步我们可以推断Xi变量（i∈1…m）与目标分类变量Y具有相关性，也就是说，Xi是Y的相关因子。还可以说，Xi是从m个变量当中选择出来的Y的一个特性。
 
相关因子的相关度分析：对于目标变量是多分类的相关因子相关度的评估，可采用特征记分准则和多组K-W秩和不同组量方法。
 
特征记分准则方法，同上小节。
 
多组K-W秩和不同组量方法如下。使用SRCF1.2的Kruskal-Wallis秩和检验算法，当推断结论为拒绝原假设时，与方差分析类似，只能得出各总体分布不全相同的结论，但是不能说明任意两个总体分布不同。若要能做出任意两个总体分布有无不同的推断，需要作组间的多重比较。步骤如下：
 
首先是计算检验统计量。
 
设Ri和Rj分别为比较的第i组和第j组数据的秩和，其平均秩次分别为Ri和Rj，应用Wilcoxon秩和检验，方法同前。当数据量较大时，可以采用正态近似法，公式为：
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其中[image: ]为g个数据的总含量，ni、nj分别为第i组和第j组的数据量。
 
当有相同秩次时，用校正值计算：
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其中[image: ]，tl为第l个相同秩次的个数。
 
完成检验统计量的计算后，我们就可以利用标准正态分布表确定P值了。然后，我们需要将某两组比较所得P值与调整以后的检验水准α′比较，若P<α′，则拒绝H0。进行多重比较时，不能用原来α=0.05的检验水准作为每一个两两比较的检验水准，因为重复多次的假设将增大犯第一类错误的概率，必须对检验水准进行调整，常用的调整方法为Bonferroni法。该法经常用于多个数据的两两比较，先对需要比较的数据进行χ2分割，形成多个四格表，再对每个四格表进行χ2检验，采用[image: ]计算调整的水准，其中α通常为0.05.最终以调整的α′作为检验水准，推出有无统计学意义的结论。一般是k组数据间任两组都进行比较的情况较多，比较次数为k（k－1）/2，检验水准α′为[image: ]，最后输出所有k组间两两不同的组数，不同的组数越多，Xi与Y的相关度就越高。
 
3.2.3.3　算法二：SRCF2
 
SRCF2是相关因子算法SRCF的另一个子算法，是用于探索与离散型的目标变量（分类变量）具有相关性的离散型变量，如图3-13所示，我们将这些具有相关性的离散型变量称为离散型相关因子，它也是特性选择的一种算法。SRCF2采用的是基于秩和检验、χ2检验和Gamma系数的统计方法，同时使用Friedmen秩和不同组量方法和Pearson列联系数方法进行相关因子排序。
 
在统计方法的选择上，主要是根据离散变量的等级类型来确定，下面我们分情况讨论。
 
假定Y与Xi均为离散变量：
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图　3-13
 
1.SRCF2.1
 
如果Y与Xi都为非等级变量，则应用列联表χ2检验方法来处理。
 
算法思路：首先将图3-13数据整理成列联表，如图3-14所示。一般情况下，列联表数据的行数和列数均大于2，所以需要运用行×列表数据χ2检验的专用公式来进行列联表χ2检验，即[image: ]，ν=（R－1）（C－1），式中n为总例数，A为每个格子的实际频数，nR和nC分别为与A所对应的行合计与列合计。由此来确定列联系数，根据列联系数选择相关因子。
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图　3-14
 
然后应用行列表χ2检验，验证Xi变量的a、b、c各组对观察变量Y的影响是否相同（P<0.05），若P>0.05则说明Xi变量的a、b、c各组对观察变量Y的影响相同，也可以说Xi变量与观察变量Y不相关；若p<0.05则Xi变量的a、b、c各组对观察变量Y的影响不同，也可以说Xi变量与观察变量Y相关。
 
相关因子的相关度：SRCF2.1采用的是Pearsonχ2检验计算关联系数，输出相关因子的相关度强弱。
 
我们采用Pearson列联系数公式：
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该系数是来度量变量之间的相关程度大小，列联系数越大，Xi与Y的相关度就越高。
 
2.SRCF2.2
 
如果Y与Xi有一个为等级变量，则使用Friedmen秩和检验。根据其检验统计量的符号也称M检验，目的是推断各处理组数据分别代表的总体分布是否都相同。
 
Friedmen秩和检验的算法思路：首先是编秩，将各区组内数据由小到大编秩，遇到相同数值时取平均秩次。再将各处理组的秩次相加，得到各组的秩和Rj。然后计算统计量M值。公式为
 
M=∑（Rj－R）2　（3.19）
 
公式中R=∑Rj/g，g为处理组数。
 
最后确定P值。在这里，P值的确定采用两种方法：
 
·查表法：当n≤15，g≤15时，可以通过查M界值表确定P值。

·χ2近似法：当处理组数g或区组数n超出M界值表的范围时，可以采用服从自由度为（g-1）的χ2分布。公式为
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当有相同秩次时，需要对此公式进行校正，公式为[image: ]，其中
 
c=1－∑（[image: ]－tj）/ng（g2－1），tj为第j（j=1，2，…）个相同秩次的个数。这种校正方式通常用于，当数据个数在各区组中所占比重较大时，或当P值在检验水准附近时。
 
执行以上步骤后，我们就可以验证Xi变量（若Xi为等级变量）的a、b、c各组对观察变量Y的影响值是否相同（P>0.05）。若P>0.05，则输出Xi与Y无关，若P<0.05则输出相关。
 
相关因子的相关度：采用Friedmen秩和不同组量方法。
 
·对于Y为二分类时，直接输出不同组量为1。

·对于Y为二分类以上时，使用如下步骤：使用SRCF2.2的方法检验拒绝原假设后，需要对任意两组间进行多重比较。建立检验假设后，计算统计量并确定P值，设Ri和Rj分别为比较的第i组和第j组数据的秩和，其平均秩次分别为Ri和Rj。
 
当数据量较小时，应采用配对设计的符号秩和检验方法，求得统计量的数值后确定P值。方法如下：
 
将第i组和第j组的数据进行两两配对，假设共有m对数据，第l（l=1，…，m）对具有观察值（Xl，Yl），差值dl=Xl－Yl，Md表示差值d的中位数。
 
1）求差值：求各对数据（Xl，Yl）的差值dl=Xl－Yl。
 
2）编秩：按差值的绝对值由小到大编秩，并保留差值的正负号。编秩时若差值为0，舍去不计；若差值的绝对值相等，取平均秩次。
 
3）求秩和：将排出的秩次按正、负两组分别求秩次之和，分别以T+和T－表示。
 
4）确定统计量：任取正、负两组秩和之一为统计量T。记差值的总个数为n（即n为差值不等于0的对子数），则T+和T－之和为n（n+1）/2。
 
5）确定P值：
 
当5<n≤50时采用查表法，查配对设计用的T界值表。若检验统计量T值在上、下界值范围内，其P值大于相应的概率水平；若T值等于上、下界值或在界值范围之外，则P值小于相应的概率水平。
 
当n>50时采用正态近似法，可利用秩和分布的正态近似法检验，公式为
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若有相同秩次，需要计算校正的统计量uc：
 

 [image: ]

 
式中tj为第j（j=1，2…）个相同秩次的个数。
 
这样我们就完成了配对设计的符号秩和检验。
 
当数据量较大时，可采用正态近似法，检验统计量为：
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然后利用标准正态分布表确定P值。
 
得到P值后，将某两组比较所得P值与调整以后的检验水准α′比较，若P<α′，则拒绝原假设。与SRCF1.2类似，为了保证第一类错误的概率总共不超过α，我们还是按照Bonferroni法调整每次比较的错误概率α′，最后输出所有组间两两不同的组数。按两两不同的组数来判断相关强弱，即两两不同的组数越多表明Y与Xi的相关性越高，反之则越低。
 
3.SRCF2.3
 
如果Y与Xi都为等级变量，则计算Gamma系数。
 
1）共变（concordance）：变量Xi和Y具有相同变化趋势，即两者共同变化。
 
2）异变（discordance）：变量Xi和Y具有不同变化趋势，即两者反向变化。
 
3）共变频数（Ns）：变量Xi和Y具有相同变化趋势的对子数，其计算公式为：
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4）异变频数（Nd）：变量Xi和Y具有不同变化趋势的对子数，其计算公式为：
 

 [image: ]

 
其中nxy为具有Xi=x和Y=y特征的个体数：
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如图3-15所示，Y与Xi均为等级变量。以n22为例，对应的A22=n11+n33+n34+n43+n44，即为i，j从2，2出发都变大或者都变小的趋势。
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图　3-15
 
Gamma系数的计算原理是：如果两变量相互独立，那么两变量共变概率与异变概率之差应为零，否则可认为两变量存在相关，总体值用γ表示，数据值用G表示：[image: ]，取值范围【-1，1】。
 
可以用Z检验来完成γ=0的统计推断
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Y与Xi的相关性推断：若G=0表示两变量不相关，若G>0表示正相关，若G<0表示负相关。
 
相关因子的相关度：当G的绝对值越接近1，表示两变量的关联程度越大，当G的绝对值越接近0表示关联程度越小。输出计算后的Gamma系数，以确定相关因子的相关强弱。
 
3.2.3.4　SRCF相关因子评估
 
根据以上SRCF1.1、SRCF1.2、SRCF2.1、SRCF2.2、SRCF2.3的算法，我们可以将X中的所有观察变量逐个进行分析，以确定它们是否是Y的相关因子。然后下一步，我们需要对Y的所有相关因子的相关度进行比较评估。这里我们分两个类型分别评估：
 
1.对所有连续变量的相关因子进行评估
 
如前面算法所示：
 
当Y为两分类时，我们计算所有Xi与Y的相对熵，然后按相对熵大小降序排名。
 
当Y为多分类时，我们计算所有Xi与Y的特征记分，然后按特征记分大小降序排名；或者，我们也可计算所有Xi与Y的多组K-W秩和不同组量，然后按不同组量多少降序排名。
 
2.对所有离散变量的相关因子进行评估
 
如前面算法所示：当所有的Xi与Y的组合中至少有一个等级变量时，我们计算所有Xi与Y的多组Friedmen秩和不同组量，然后按不同组量多少降序排名。
 
当至少有一组Xi与Y的组合都是非等级变量时，我们计算所有Xi与Y的Pearson列联系数，然后按列联系数的大小降序排名。
 
另外，也可以使用计算离散变量的相对熵来对所有离散型的相关因子进行评估。计算两组离散型数据的相对熵的公式为：
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其中，P和Q为两组离散型数据的概率分布，i为两组离散型数据的任意一个取值。无论是离散型数据之间，还是连续型数据之间，其相对熵都具有非对称的性质，即D（P||Q）≠D（Q||P）。另外相对熵还具有非负的性质，即D（P||Q）>0。
 
扩展的应用是，对于一个是连续型变量和另一个是离散型变量的相关分析，可以将连续型变量进行离散化后，与另外一个离散型变量一起应用离散变量相对熵进行评估。我们会在后面的章节中大量应用SRFC算法开展各类机器学习项目（见第4章、第5章）。
3.3　特征抽取
 
特征抽取是机器学习中另一种十分有用的方法，它与特性选择不同（在本书中为了更好地进行区分，我们约定俗成地称作特征抽取和特性选择，虽然特征和特性的字面含义接近）。特征抽取是对数据的特征进行概括和总结，而特性选择则主要是对数据中的不同特征进行比较和选取。
 
特征抽取，是机器学习技术中的一个常用方法，它是一个属性降维的过程，特征抽取实际上是变换属性。经变换了的属性，或者特性，是原来属性集的线性合并。特征抽取会导致更小更精的一组属性。用特征抽取建立的模型可能是质量更好的，因为数据被更少的和更有意义的属性所描述。特征抽取将高维数据集映射到一个低维的数据集中。特征抽取对数据可视化是很有用的，当一个复杂的数据集被降维到两维或三维空间时，数据可有效地被观测。
 
特征抽取的算法有很多，这里重点介绍主成分分析法、因子分析法、非负矩阵因子分解NMF法等算法。
3.3.1　主成分分析
 
假设待分析数据为n个k维数据，主成分分析（PCA，又称Karhunen-Loeve或K-L方法）即是搜索q个最能代表数据的k维正交向量，这里q≤k。这样将k维数据空间压缩为q维数据空间。PCA不同于前面讲到的相关因子计算法（选择一个较小的属性子集），PCA创建新的、数量较小的属性集合，这些新的属性是原有属性的线性组合。
 
3.3.1.1　主成分分析算法思想
 
为了客观、全面地研究问题，需要记录多个观察指标X1、X2、X3、…Xn。虽然这些观察指标可以提供丰富的信息，但同时也使得数据的分析工作更趋复杂化。例如，在儿童生长发育的评价中，收集到的数据包括每一个儿童的身高、体重、胸围、头围、坐高、肺活量等十多个指标。事实上，在实际工作中，所涉及的众多指标之间经常是有相互联系和影响的。通过对原始指标相互关系的研究，找出少数几个综合指标，这些综合指标是原始指标的线性组合，它既保留了原始指标的主要信息，且又互不相关，从而达到寻找少数综合指标以概括原始指标的目的。
 
3.3.1.2　主成分分析算法实现
 
1）将X1、X2、X3、…，Xn构成的矩阵M标准化，标准化后记为Mb，计算Mb的相关系数矩阵，记为R。
 
2）对于相关系数矩阵R，采用雅克比方法求解特征方程|R－λI|=0的P个非负的特征根λ1>λ2>…>λp≥0，λi对应的特征向量记为vi=（vi1，vi2，…，vip），i=1，2，…，p并且满足[image: ]。
 
3）选择ω个主成分，使得前面ω个主分量的方差和占全部总方差的比例η=[image: ]接近于1，并使所选的这ω个主成分尽可能多地保留原来P个特征的信息，从而达到特征抽取或降维的目的。
 
主成分分析算法的基本过程如下：
 
1）对数据进行标准化。
 
2）PCA计算q个标准正交基。这q个标准正交基被称为主要成分，所有数据是主要成分的线性组合。
 
3）根据主要成分对于变异的贡献量，即变异百分比，从大到小排序。
 
4）当排序在前的几个因子的累积变异百分比达到一定值（比如75%）后，就可以将后面的因子去掉，达到压缩数据的目的。
 
PCA计算花费低，可以用于有序和无序的属性，并且可以处理稀疏和倾斜数据。例如，表3-2是一个应用PCA算法得到的因子分析表。表中列出了共12个因子特征根、变异百分比和累积变异百分比。
 
表3-2　因子分析表
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我们可以观察到，前四个因子累积贡献率已经超过75%，可以将12个因子压缩为前四个因子。PCA算法的核心，实际上是维度旋转。通过维度旋转来重新定义维度（变量），维度旋转的原则是尽可能与主要数据的特征保持同向，以达到减少维度（变量）的目的。
3.3.2　因子分析
 
因子分析是一种变量简化技术，从分析多个原始变量的相关关系入手，主要是研究多个变量的相关矩阵，找出支配相关关系的有限个潜在变量，达到用少数变量来解释复杂问题的目的。因子分析跟主成分分析有联系也有区别，从方法学原理上看，因子分析可以看成是主成分分析的推广，因子分析主要是研究解释原始变量之间的关系，而主成分分析重点在综合原始变量的信息。
 
3.3.2.1　因子分析算法思想
 
因子分析算法是，目标变量为Y，预测变量为X1、X2、X3、…、Xn，对X1到Xn这n个特性进行重新整合，找出控制所有特性的少数公共特性Z1、Z2、…Zm，用少数特性来解释复杂问题。
 
例如公司老板对应聘者进行面试，在15个方面打分，分别为申请书的形式、外貌、专业能力、讨人喜欢、自信心、精明、诚实、推销能力、经验、积极性、抱负、理解能力、潜力、交际能力和适应性。我们可以对这15个方面进行重新整合，归结为应聘者的外露能力、讨人喜欢的程度、经验、专业能力和外貌5个方面。
 
3.3.2.2　因子分析算法实现
 
因子分析算法的基本步骤如下：
 
1）输入原始数据Xn×p，计算均值和方差，进行标准化计算；
 
2）求样本相关系数矩阵R=（rij）；
 
3）求相关系数矩阵的特征根λi（λi≥0，i=1，2，…，p）和相对应的标准正交的特征向量Li；
 
4）确定公共因子数；
 
5）计算公共因子的共性方差[image: ]；
 
6）对载荷矩阵进行旋转，以求更好的解释公共因子；
 
7）对公共因子作出专业性的解释。
 
因子分析算法的实质是寻找数据中的潜在因子，并应用潜在因子来解释由原变量显示的现象。
3.3.3　非负矩阵因子分解
 
非负矩阵因子分解（Non-negative Matrix Factorization，NMF），是一种特征抽取算法，它常常用于属性很多、且属性模糊或者有很弱的可预测性的数据集。通过合并属性，NMF算法可以产生有意义的模式或主题。NMF算法通过创建用户定义的特征数来压缩多元变量数据，每一个特征是原来属性集的一个线性合并，这些线性合并的系数是非负的。NMF算法可以简单描述为，对于任意给定的一个非负矩阵V，NMF算法能够寻找到一个非负矩阵W和一个非负矩阵H，使得满足V=W×H，从而将一个非负的矩阵分解为两个非负矩阵的乘积。
 
3.3.3.1　NMF算法思想
 
NMF算法压缩一个数据矩阵V为两个低阶矩阵W和H的乘积，以近似地等于W×H。NMF算法使用交互式过程来修改矩阵W和H的初始值，以便这个乘积接近矩阵V。这个交互式过程当近似值差聚集或者达到一个给定的迭代次数时终止。NMF算法提供了基于简单迭代的求解W、H的方法，求解方法具有收敛速度快、左右非负矩阵存储空间小的特点，它能将高维的数据矩阵降维处理，适合处理大规模数据。利用NMF进行文本、图像等大规模数据的分析，较传统的处理算法速度更快、更便捷。
 
特征抽取的本质，是对反映实际问题的复杂矩阵进行分解，即将复杂矩阵V近似分解成两个具有较低秩的W和H的乘积：V=W×H，前面讲过的主成分分析和因子分析也是这个思路。数学意义上的矩阵分解，因子W和H中的元素可为正或负，但是在解决文字聚类、人脸识别、计算机图像工程、基因及细胞分析等方面，负值便没有实际意义，非负矩阵因子分解NMF算法很好地解决了这些问题。
 
3.3.3.2　NMF算法实现
 
对一个M维的随机向量v进行了N次的观测，记这些观测为vj，j=1，2，……，N，取V=［V·1，V·2，…，V·N］，其中，V·j=vj，j=1，2，……，N，
 
NMF要求发现M×L的基矩阵W=［W·1，W·2，…，W·N］，
 
和L×N的系数矩阵H=［H·1，H·2，…，H·N］，
 
使的V≈WH，直观地表示为[image: ]
 
由于通常设定L<<min（M，N），即只用很少的基去描述大量的数据，所以只有在W包含了随机变量的本质特征时，才可能使V≈WH。
 
实现NMF的过程是一个优化求解的过程，Donoho等从理论上分析了NMF存在唯一解的条件，这个条件的苛刻性告诉我们：合理地构造一个目标函数，以此交替地优化W和H，从而得到NMF的一个局部最优解才是进行NMF的可行方法，这也是目前NMF算法构造的基本思想。主要步骤如下：
 
1）目标函数可以设为：
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当且仅当V=WH时目标函数为0，得到近似分解的最优解。
 
2）用K-L相对熵来衡量分解的逼近程度：
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当且仅当V=WH时目标函数为0，得到近似分解的最优解。
 
设立目标函数后通过迭代来寻找W和H。
3.4　关联规则
 
世间万物普遍存在着联系，有些联系是我们知道的，比如说有些疾病有遗传问题、肺癌跟吸烟习惯有关联等。更多的联系是我们现在还未知的，需要我们去探索的。机器学习的关联规则算法，可以发现大量数据中项集之间有趣的未知联系。
 
通过关联规则可以发现未知的、想象不到的联系。例如，药品与疗效之间的联系。某医药公司研究了一种治疗心脏病的药物，通过临床数据检验发现对于心脏病疗效不明显，但通过关联规则挖掘后发现对性功能疗效明显，服用此药物的病例中有大量数据表明性功能改善，因此此药物最后用于治疗性功能障碍。本节将先后介绍关联规则的概念、关联规则的两个常用算法Apriori算法和FP-树频集算法，以及关联规则的评价指标Lift的有关内容。
3.4.1　关联规则概念
 
关联规则是指大量数据中项集之间的有趣关联或相关关系。关联规则是以事务为单位的，而事务（Event）是由项（Item）组成（Item Set，即项的集合），它最终寻求的是项与项之间的关系。我们用ii表示项；T表示事务，T是一些项的集合；D表示所有事务的集合也就是数据库。I={i1，i2，…，im}是所有项的集合，每个事务T是一些项的集合，T包含在I中，每个事务可以用唯一的标识符TID来标识。设X为某些项的集合，如果X包含在T中，则称事务T包含X。一个关联规则是形如X⇒Y的蕴涵式，这里X⊂I，Y⊂I，并且X∩Y=Φ。规则X⇒Y在事务数据库D中的支持度（Support）是事务集中包含X和Y的事务数与所有事务数之比，记为Support（X⇒Y），即Support（X⇒Y）=P（X∪Y）。规则X⇒Y在事务集中的置信度（Confidence）是指包含X和Y的事务数与包含X的事务数之比，记为Confidence（X⇒Y），即Confidence（X⇒Y）=P（X|Y）。给定一个事务集D，挖掘关联规则问题就是寻找支持度和置信度分别大于用户给定的最小支持度（minsupp）和最小置信度（minconf）的关联规则。
 
关联规则挖掘问题可分解为以下两个子问题：
 
·找出事务数据库D中所有大于等于用户指定最小支持度的项集（itemset）。具有最小支持度的项集称为最大项集。项集的支持度指包含该项集的数目。

·利用最大项集生成所需要的关联规则对每一最大项集A，找到A的所有非空子集a，如果比率：Support（A）/Support（a）>=minconf，就生成关联规则a=>（A-a）。Support（A）/Support（a），即规则a=>（A-a）的置信度。
3.4.2　Apriori算法
 
Apriori算法是关联规则的一个传统且比较有效的方法。基于经典的Apriori算法，后来又产生了很多不同的改进版本，但它们的基本原理都是类似的。这里，我们将经典的Apriori算法进行展示和回顾，因为很多商业项目中仍然使用它，并且它的基本思想在机器学习应用的很多地方还具有借鉴作用。
 
3.4.2.1　Apriori算法思想
 
Apriori算法基于先验原理，它反映了子集与超集之间的关系：即频繁项集的所有非空子集都必须是频繁的，非频繁项集的所有超集必是非频繁的。如果项集I不满足最小支持度阈值s，则I不是频繁的，即P（I）<s。如果项A添加到I，则结果项集（I∪A）不可能比I更频繁出现。因此，（I，A）也不是频繁的，即P（I∪A）<s。因此，Apriori算法的性质主要是用于搜索频繁项集的时候对候选式的筛选过程。Apriori算法中利用Apriori性质，能够比较好地避免盲目的搜索，提高频繁项集的查找效率。
 
3.4.2.2　Apriori算法实现
 
Apriori算法是使用逐层迭代找出频繁项集旳。算法需要对数据集进行多步处理。
 
Apriori算法的基本过程如下：
 
输入：事务数据库D；最小支持度阈值。
 
1）简单统计所有含一个元素项集出现的频率，并找出那些不小于最小支持度的项集，即一维最大项集。
 
2）开始循环处理，直到再没有最大项集生成。
 
3）循环过程是：第k步中，根据第k-1步生成的（k-1）维最大项集产生k维候选项集，然后对数据库进行搜索，得到候选项集的项集支持度，与最小支持度比较，从而找到k维最大项集。
 
输出：D中的频繁项集L。
 
算法缺点如下：
 
·在每一步产生候选项集时循环产生的组合过多，没有排除不应该参与组合的元素。

·每次计算项集的支持度时，都对数据库D中的全部记录进行一遍扫描比较。如果是一个大型的数据库的话，这种扫描比较会大大增加计算机系统的I/O开销，而这种代价随着数据库的记录的增加呈现出几何级数的增加。因此人们开始寻求一种能减少这种系统1/O开销的更为快捷的算法。
3.4.3　FP树频集
 
上一小节，我们简要介绍了Apriori算法，本小节我们将介绍另外一种算法，即FP树频集算法。FP树频集算法思想完全不同于Apriori算法，它是一种从FP树紧凑数据结构中抽取频繁项集的方法。
 
3.4.3.1　FP树频集算法思想
 
在经过第一遍扫描之后，把数据库中的频集压缩进一棵频繁模式树（FP-Tree），同时依然保留其中的关联信息，随后再将FP树分化成一些条件库，每个库和一个长度为1的频集相关，然后再对这些条件库分别进行挖掘。当原始数据量很大的时候，也可以结合划分的方法，使得一个FP树可以放入主存中。
 
3.4.3.2　FP树频集算法实现
 
基于FP树的最大频繁模式挖掘算法，主要包括构造频繁模式树FP树和利用FP树挖掘最大频繁模式两大步骤。逻辑算法如下：
 
·频繁模式树FP树的构造：
 
输入：事务数据库D；最小支持度Support
 
输出：事务数据库D的频繁模式树，FP树
 
·利用FP树挖掘最大频繁模式：
 
输入：D的频繁模式树FP树；频繁项最小支持数Support
 
输出：D中的最大频繁模式集
3.4.4　提升（Lift）
 
无论是Apriori算法，还是FP树频集算法，在某些情况下，即使支持度和置信度两个指标都比较高，但产生的规则依然可能是没有用的。提升指标（Lift）给出了评估规则质量的一个新指标。Lift指示给定的前件和后件随机同时出现的规则的强度，它提供了一个改进的信息，以提高给定前件下后件出现的概率。Lift的定义如下：
 
（Rule Support）/（Support（Antecedent）×Support（Consequent））
 
其中：
 
·Rule Support：是关联规则的支持度。

·Support（Antecedent）：是关联规则前件的支持度。

·Support（Consequent）：是关联规则后件的支持度。
 
任何Lift<1的规则都不能显示是一个真正的内在并发现象，无论它的支持度和置信度有多高，因为它不能比随机现象更能预测前件和后件的并发出现。
3.5　分类和预测
 
分类问题是通俗易懂的问题，分类技术是应用广泛的方法和手段。我们把分类和预测统称为推测。分类就是应用已知的一些属性数据去推测一个未知的离散型的属性数据，而这个被推测的属性数据的可取值是预先定义的。要很好地实现这种推测，就需要事先在已知的一些属性和未知的离散型属性之间建立一个有效的模型，即分类模型。可用于分类的算法有决策树、朴素贝叶斯分类、神经网络、logistic回归、支持向量机等。
 
例如，大家都很关心房子的价格。有时，我们可以根据一套房子的地点、房间数、房屋面积及其他指标如月份、市场数据、经济数据等，来预测房子的价值。这就属于预测问题。这里的“预测”是机器学习中狭义的定义，它也被称之为回归，或统称回归预测，就是应用已知的一些属性数据去推测一个未知的连续型属性数据。同样，要很好地实现这种推测，也需要事先在已知的一些属性和未知的连续型属性之间建立一个有效的模型，即预测模型。用于预测的算法也很多，如神经网络、支持向量机、广义非线性模型等。以上提到的几个算法各有优缺点，但在商业应用中支持向量机方法综合性能更好一些，应用得也较多一些。下面我们就重点介绍一下支持向量机的算法。
3.5.1　支持向量机
 
支持向量机（Support Vector Machine，简称SVM）是由Cortes&Vapnik首先提出来的，是多年来引人注目的分类技术，它可很好地解决小样本、非线性及高维数据识别分类问题。支持向量机也称为最大边缘区分类器，可以同时最小化经验误差与最大化几何边缘区。支持向量机算法作为机器学习的一种算法，在实践应用中与其他算法比较时，总能表现出更好的性能和效果，是因为SVM在分类原理和方法上是一个根本性的解决方案，它给出的是全局最优解，而诸如神经网络和决策树分类等算法则通常给出的是一个局部最优解。
 
3.5.1.1　最大边缘超平面
 
如图3-16是一个肿瘤病人数据集，三角形代表的是良性肿瘤实例，圆圈代表的是恶性肿瘤实例，良性肿瘤的数据要更多一些。我们试图寻找一条线，能将两类数据完全划分开来。
 
SVM的思想其实很简单，就是要找到这样一条线，我们称之为一个超平面，即在高维的空间中将数据分类切割的平面，“切入”数据集中能清楚地将数据分为两类，并且该超平面具有最大的分类边缘（或称为分类宽度），该超平面称为最大边缘超平面。从图中我们可能找到好多个超平面，都能将两类数据完全分开。考察其中的两个，一个是超平面C1，一个是超平面C2。其中C1L是C1向左平移到三角形数据最右边一个点的位置，C1R是C1向右平移到圆图形数据集最左边一个点的位置，C1R-C1L称为C1的分类宽度。同理，我们也会得到C2的分类宽度C2R－C2L。显然，（C1R-C1L）>（C2R－C2L）。假设C1R-C1L是本图中能找到的所有超平面的分类宽度最大的一个，那C1就是我们要找的SVM分类器，也成为该数据集的分类决策边界。
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图　3-16
 
3.5.1.2　线性完全可分支持向量机
 
我们在前面看到的具有最大的分类宽度的超平面C1，能够将恶性肿瘤数据和良性肿瘤数据完全正确地分开，我们将C1称为是一个线性完全可分类的分类器。线性完全可分，即是可以用一个最大分类宽度超平面将两类具有多个维度的点完全分开，分类超平面方程是f（x）=wTx+b=0。其中，w和b是多元线性方程的系数矩阵和常数，也正是我们要求得的参数。我们将判别函数进行归一化，使两类所有样本数据都满足|f（x）|≥1，此时离分类面最近的样本的|f（x）|=1，而要求分类面对所有样本都能正确分类，就是要求它满足：
 
yi（wTxi+b）－1≥0，　i=1，2，…，n。　（3.28）
 
公式（3.28）中使等号成立的那些样本即为支持向量（Support Vectors）。两类样本的分类空隙（Margin）的宽度为：
 
Margin=2/‖w‖　（3.29）
 
因此，最优分类面问题可以表示成如下的约束优化问题，即在条件（3.28）的约束下，求函数：
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的最小值。为此，可以定义如下的拉格朗日（Lagrange）函数：
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其中，ai≥0为拉格朗日（Lagrange）系数，我们的问题是对w和b求拉格朗日函数的最小值。把公式（3.31）分别对w、b、αi求偏微分并令它们等于0，得：
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以上三式加上原约束条件，可以把原问题转化为如下凸二次规划的对偶问题：
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这是一个不等式约束下二次函数机制问题，存在唯一最优解。若[image: ]为最优解，则
 

 [image: ]

 
[image: ]不为零的样本即为支持向量，因此，最优分类面的权系数向量是支持向量的线性组合。b*可由约束条件αi［yi（wTxi+b）－1］=0求解，由此求得的最优分类函数是：
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sgn()为符号函数。
 
线性完全可分SVM是一种理想的分类器，它完全正确地将数据分为两类。但在实践中，更多的情况是，我们找不到一个超平面能完全正确地分开两类数据，只能找到相对分类错误率较小的超平面。还有一种情况，即使能找到一个线性完全可分的超平面，但它的分类宽度可能很小，这种分类器在对将来未知的数据进行分类时，决策边界任何轻微的干扰都会对分类效果产生很大的影响，我们称之为过度拟合。因此，我们可能更倾向于选择一个虽然划分有一定误差，但具有更大分类宽度、抗干扰能力更强的超平面分类器，我们将这类分类器称为线性不完全可分SVM。
 
这里，我们再简单解释一下过度拟合现象，应该说任何有监督学习算法都可能产生过度拟合的情况。举个简单的例子，有一些灵长类动物如猩猩、猴子、狒狒等在体貌、习性等方面有着一定的相似性，我们构建了一个灵长动物自动分类模型，根据灵长类动物的体貌特征，力争能将猩猩、猴子、狒狒等比较准确地区分开来。该模型以猩猩、猴子、狒狒各十只作为训练数据，但这三十只动物中有几个异常点，就是有几只猩猩、猴子、狒狒长得较特殊，与它们本类动物的体貌特征有点差异。但灵长动物自动分类模型过分训练了这三十只动物的所有个体的体貌特征，使得该模型对于这三十个样本数据拟合得非常好，也就是它过度描绘了三十只动物的综合“画像”。当从其他大量的灵长动物中另外随机抽出三十一只猩猩、猴子、狒狒，对灵长动物自动分类模型进行测试时，该模型的分类正确率大幅下降，它错误地区分了不少动物，这就是分类模型的过度拟合。
 
再简单来说，如果找来一只猩猩，按照它的相貌画出一般猩猩的主要相貌特征，如果我们过分地描绘了该猩猩体貌特征的每个细节，然后将这幅画像作为标准来衡量另外一只猩猩是否也属于猩猩类动物，就有可能会认为它不符合猩猩的“一般”特征，从而认为这只猩猩不是猩猩了。产生过度拟合的原因，是我们人为地将模型的训练精度设置得过高，导致模型失去普适性。过度拟合会造成模型对当前数据训练、拟合得过强，精度过高，但是模型对于其他新来数据的区分能力下降了很多。我们在后面的其他分类和预测模型的讨论中，都会涉及过度拟合的问题。实践中，我们需要根据实际情况，在模型对训练数据的学习度和对测试数据的验证力两方面找到一个最佳的平衡点，使得模型既能较好地拟合现有数据又能较好地拟合测试数据，以及能够应用于新来的数据。
 
3.5.1.3　线性不完全可分支持向量机
 
我们看图3-17，有两个超平面C1和C2，它们具有不同的分类误差和分类宽度。在很多情况下，数据集就像图中显示的那样，数据分布呈现两类数据在中间地带有不少交叉的情况。我们就是要寻找一个分类宽度和分类误差均衡的分类器，它既具有较好的分类准确率，同时又具有较强抗噪声能力，避免过度拟合现象。这时，我们把这个分类宽度和分类误差均衡的超平面称为线性不完全可分支持向量机，因为它的分类正确率小于100%。从图中我们可看到，C2比C1具有较小的分类误差和分类宽度，我们会根据分类的不同目的，根据分类目标所要求的不同分类准确率和成本来决定是选用C2还是C1。
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图　3-17
 
线性不完全可分支持向量机的算法实现如下：当用一个超平面不能把两类点完全分开时（有少数点被错分），可以引入松弛变量ξi（ξi≥0，i=1，…，n），使超平面wTx+b=0满足：
 
yi（wTxi+b）≥1－ξi　（3.38）
 
当0<ζi<1时样本点xi仍旧被正确分类，而当ζi≥1时样本点xi被错分。为此，引入以下目标函数：
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其中C是一个正常数，称为惩罚因子，此时SVM可以通过二次规划（对偶规划）来实现：
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3.5.1.4　非线性支持向量机
 
我们前面介绍了SVM的两种情况，线性完全可分和线性不完全可分支持向量机，它们都是基于线性空间进行分类的。但实践中，很多情况是需要在非线性空间下进行数据分类。目前尚没有一个能够直接处理非线性数据分类的SVM算法，我们需要将原来的坐标空间进行变换，应用映射函数将其变换为新的坐标空间，以便可以使用线性支持向量机方法进行分类。要将非线性空间映射为线性空间，从技术上就需要利用核函数的支持。
 
核函数算法实现如下：若在原始空间中的简单超平面不能得到满意的分类效果，利用核函数将输入样本空间映射到高维特征空间，令：
 
K（xi，xj）=〈Φ（xi）·Φ（xj）〉　（3.41）
 
用核函数K（xi，xj）代替最优分类平面中的点积xiTxj，就相当于把原特征空间变换到了某一新的特征空间，此时优化函数变为：
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而相应的判别函数式则为：
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应用核函数将数据的非线性维度变换为线性维度后，再使用前面的线性支持向量机方法对数据进行分类。
 
其实，SVM的核心思想就是利用核函数将输入样本空间映射到高维特征空间，在这个空间中求一个最优分类面f（x）=wT·x+b=0，根据f（x）构造新的符号函数g（x），根据g（x）的取值将数据点分类。我们会在后面章节中，大量应用SVM算法开展各类机器学习项目（见第4章、第5章、第6章）。
3.5.2　Logistic回归
 
Logistic回归算法，即Logistic Regression，是统计学习中经典的分类算法，属于对数线性模型，传统上它在流行病学研究中应用较多。例如，探索代谢综合征的危险因素，根据危险因素预测代谢综合征发生的概率等（见第5章）。作为基于概率的一种回归算法，Logistic回归是机器学习中一种全局最优解的分类方法，而且该模型一旦验证成立并准确，不仅能为我们带来一种可靠的分类方案，而且还能带来极具可解释性的一个显式模型。
 
3.5.2.1　Logistic回归算法思想
 
我们观察一个数据集（LOGISIC数据）的样本数据，如表3-3所示。四个自变量（三个连续型变量和一个离散型变量），应变量Y为二元离散变量。我们建立试图Y=f（X1、X2、X3、X4）的Logistic回归模型，以期望根据X1、X2、X3、X4的取值来确定Y的分类取值。计划应用数据集中70%的数据建立Logistic回归模型，然后将数据集中其余30%的数据用Logistic回归模型进行测试，如果测试的结果令人满意，则可以应用该模型对与数据集（LOGISIC数据）同质的新数据进行预测分类。
 
表3-3　LOGISIC数据
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下面，具体讨论一下Logistic回归分类模型的建立方法。
 
设X1，X2，…，Xn为一组自变量，Y为应变量。当Y是阳性反应时，记为Y=1；当Y是阴性反应时，记为Y=0。用P表示发生阳性反应的概率，用Q表示发生阴性反应的概率，显然P+Q=1。Logistic回归目的是从特征学习出一个0/1分类模型，而这个模型是将特性的线性组合作为自变量。由于自变量的取值范围是负无穷到正无穷，因此，使用Logistic函数（或称作sigmoid函数）将自变量映射到（0，1）上，映射后的值被认为是属于y=1的概率。
 
假设函数
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其中x是n维特征向量，函数g就是Logistic函数[image: ]的图像，如图3-18所示。
 
可以看到，将无穷映射到了（0，1），而假设函数就是特征属于y=1的概率。
 
y=1的条件概率为：p（y=1|x；β）=fβ（x）；
 
y=0的条件概率为：p（y=0|x；β）=1－fβ（x）；
 
当我们要判别一个新来的特征属于哪个类时，只需求fβ（x），若大于0.5就是y=1的类，反之属于y=0类。
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图　3-18
 
再审视一下fβ（x），发现fβ（x）只和βTx有关，βTx>0，那么fβ（x）>0.5，g（z）只不过是用来映射，真实的类别决定权还在βTx。还有当βTx→+∞时，fβ（x）=1，反之fβ（x）=0。如果我们只从βTx出发，希望模型达到的目标无非就是让训练数据中y=1的特征βTx远大于0，而y=0的特征βTx远小于0。Logistic回归就是要学习得到β，使得正例的特征远大于0，负例的特征远小于0，强调在全部训练实例上达到这个目标。
 
分类思想的图形化表示如图3-19所示。
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图　3-19
 
中间那条线是βTx=0，Logistic回归强调所有点尽可能地远离中间那条线。学习出的结果也就中间那条线，这点有些像支持向量机（SVM）算法。Logistic回归与SVM都是要在数据中找出一条线（超平面），能准确地将两类数据分开，并且两类数据尽可能地远离这条线（超平面）。不同的是Logistic回归是基于概率的非线性回归模型，而SVM是基于多元线性方程的模型。
 
Logistic回归模型为：
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同时可以写成：
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式中β0是常数项；βj（j=1，2，…，k）是与研究因素Xj有关的参数，称为偏回归系数。事件发生的概率P与βX之间呈曲线关系，当βX在（－∞，+∞）之间变化时，P在（0，1）之间变化。
 
得到βj（j=0，1，2，…，n）的方法如下：
 
P（yi=1）=pi，P（yi=0）=1－pi，所以yi的概率函数为：
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于是y1，y2，…，yn的似然函数为：
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通过Newton-Raphson迭代法计算得到βj（j=0，1，2，…，k）的估计值。
 
3.5.2.2　Logistic回归算法流程
 
设X1，X2，…，Xn为一组自变量，Y为应变量。Logistic回归算法主要步骤如下：
 
1）筛选自变量，可以通过特征选择算法选择与应变量Y相关性强的自变量。
 
2）对选择后的变量检验其相关性，剔出相关性强的冗余变量。
 
3）对于剩余的自变量和Y，通过实验数据对未知参数βj（j=0，1，2，…，k）进行极大似然估计，形成Logistic回归模型。
 
4）用似然比、计分检验和Wald检验等方法对βj（j=0，1，2，…，k）进行检验，剔出没有显著性的变量。
 
5）对模型结果进行拟合优度和预测准确度检验，选择最优模型。
 
3.5.2.3　Logistic回归算法的用途
 
Logistic回归除了可以用作二元分类算法外，还有诸如流行病学等其他典型用法，如探索参数βj的意义。
 
通过Xj的系数βj（j=0，1，2，…，n）研究Xj对调整优势比的影响，由[image: ]得到
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1）β0的意义：
 
当相关因素不起作用时，βj，j=1，2，…，n都为0，[image: ]=β0，所以β0的意义为当各相关因素不存在作用时，阴性与阳性的概率之比的自然对数。
 
2）βj（j=1，2，…，n）的意义，设Xj的两个不同取值为Xj=b和Xj=a，假设其他值保持不变，两值分别对应的P为P1和P0，
 
于是有：
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ORj称为调整优势比，表示扣除其他自变量影响后自变量Xj的作用。
 
当Xj仅取二值，b=1，a=0，
 
[image: ]　1为暴露，0为非暴露时即为流行病学上的优势比。
 
βj=0，ORj=1，说明Xj对是否出现阳性结果不存在影响。
 
βj>0，ORj>1，说明Xj是危险因子。
 
βj<0，ORj<1，说明Xj是保护因子。
 
样本量较大时，可以利用正态近似法得到βj和ORj的置信区间。
3.5.3　朴素贝叶斯分类
 
朴素贝叶斯分类算法是一个经典的、但在很多场景下都比较有效的分类方法。我们先看一下朴素贝叶斯分类算法的原理。朴素贝叶斯分类的算法基础是贝叶斯公式。
 
3.5.3.1　贝叶斯公式
 
1.贝叶斯公式原理
 
贝叶斯决策理论方法是统计模型决策中的一个基本方法，其基本思想是：
 
·已知类条件概率密度参数表达式和先验概率。

·利用贝叶斯公式转换成后验概率。

·根据后验概率大小进行决策分类。
 
贝叶斯公式，是在已知P（A|B）的前提下求P（B|A）：
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观察如下推导。有A、B两个独立事件，如图3-20所示，绿色代表事件A，红色代表事件B。描述两个条件概率之间的关系，在事件B发生的情况下事件A也同时发生的概率为P（A|B），在事件A发生的情况下事件B也同时发生的概率为P（B|A）。
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图　3-20
 
按照乘法法则：P（A∩B）=P（A）×P（B|A）=P（B）×P（A|B），公式也可变形为：
 
P（B|A）=P（A|B）×P（B）/P（A）。对于两个以上变量的情况，贝叶斯定理亦成立：
 
P（A|B，C）=P（A）×P（B|A）×P（C|A，B）/（P（B）×P（C|B）），也就是：
 
（P（B）×P（C|B）×P（A|B，C）=P（A）×P（B|A）×P（C|A，B），如图3-21所示。
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图　3-21
 
2.贝叶斯公式的应用举例
 
例如，现分别有M、N两个容器，在容器M里分别有七个红球和三个白球，在容器N里有一个红球和九个白球。抽出了一个红球，且已知球来自M、N两个容器里任意一个。这个红球是来自容器M的概率是多少？
 
首先，“红球来自M容器”可以表达为：
 
·事件B：抽出的是红球，

·事件A：来自M容器，

·事件A发生时，事件B也发生。
 
按照公式P（A|B）=P（B|A）×P（A）/P（B），要推测“红球来自M容器”，需要知道三个信息：
 
·从两个容器中抽出红球的概率P（B）：（7+1）/（7+3+1+9）=8/20

·从两个容器中抽出来自M容器的概率P（A）：1/2

·单从M容器抽出红球的概率P（B|A）：7/（7+3）=7/10
 
则：P（A|B）=（7/10）×（1/2）/（8/20）=0.875
 
答：这个红球是来自容器M的概率是87.5%。
 
3.贝叶斯公式的应用实践
 
我们再看一下专业领域的贝叶斯公式应用。假设患者症状为咳嗽，那么既可能是某型流感患者，也可能仅仅是普通感冒患者。患有某型流感的患者除了咳嗽还有7/10的患者伴有高热，而患有普通感冒的患者只有1/10伴有高热。假如一位患者同时有咳嗽和高热，那么该患者患有流感的概率有多高？
 
首先，我们把医学问题转换成为数学问题。假设上面例子M、N容器都是咳嗽患者。来自M容器是流感患者、N容器是普通感冒患者。再以红色球表示高热，白球表示非高热。那么，这个流感诊断问题被转换成上述“抽取红球来自M容器的概率”的问题了。
 
1）“普通感冒患者和流感患者高热”的概率相当于“抽出红球”的概率：
 
P（B）：（7+1）/（7+3+1+9）=8/20
 
2）“患有流感（或普通感冒）”的概率相当于“来自M（N）容器”的概率：
 
P（A）：1/2
 
3）“患有某型流感的患者除了咳嗽还有7/10的患者伴有高热”相当于“从M容器抽出红球”的概率：
 
P（B|A）：7/（7+3）=7/10
 
则“一位患者同时有咳嗽和高热，那么该患者患有流感”的概率相当于“这个红球是来自容器M”的概率：
 
P（A|B）=（7/10）×（1/2）/（8/20）=0.875
 
也就是说，高热且咳嗽的患者有87.5%的可能性患有流感。
 
3.5.3.2　贝叶斯公式扩展应用
 
读者请参见本章关联规则一节。机器学习中，关联规则中的支持度（Support）是事件A和事件B同时发生的比例，即概率；置信度（Confidence）是事件A发生的条件下事件B同时发生的比例，即条件概率。
 
假设：前件：事件A，
 
后件：事件B，
 
则：
 
支持度=P（A∩B），
 
置信度=P（B|A）=P（A∩B）/P（A）。
 
再假设：前件：事件B，
 
后件：事件A，
 
则：
 
支持度=P（A∩B），
 
置信度=P（A|B）=P（A∩B）/P（B）。
 
通过贝叶斯公式可以很方便地从一个关联方向推测它的反向规则：
 
P（A∩B）=P（A）×P（B|A）=P（B）×P（A|B），即：
 
支持度（A|B）=支持度（B|A）
 
=概率（A）×置信度（B|A）
 
=概率（B）×置信度（A|B），
 
所以有：概率（A）/概率（B）=置信度（A|B）/置信度（B|A）。
 
因为置信度最大为1，所以如果经典关联规则置信度取>0.6，那么当前件和后件中一个发生的概率是另一个发生的概率两倍（至少1.67倍）时，必然仅仅有一个方向的关联规则可能入选。关联规则的方向是事物的重要信息，单向比双向更可能有因果关系。
 
3.5.3.3　朴素贝叶斯分类算法
 
1.朴素贝叶斯分类算法原理
 
朴素贝叶斯分类算法思想是，对于给出的待分类项，求解在此项出现的条件下各个类别出现的概率，哪个概率最大就认为此待分类项属于哪个类别。表述如下：
 
·确定X：{x1，…，xn}项元素集合，Y：{y1，…，ym}为类别集合。

·计算P（y1|xi）；P（y2|xi）；…；P（yk|xi）。

·如果P（yk|xi）=max{P（y1|xi），P（y2|xi），…，P（ym|xi）}则xi∈yk；
 
算法需要解决的是怎样来计算P（y1|xi）；P（y2|xi）；…；P（yk|xi）。可以找到一个已知分类的待分类项集合，称这个集合为训练样本集。统计各个类别下的条件概率估计，即通过训练样本集得到：
 
P（xi|y1）；P（xi|y2）；…；P（xi|ym），
 
再利用贝叶斯定理得到：
 
P（y1|xi）；P（y2|xi）；…；P（yk|xi）。
 
2.朴素贝叶斯分类算法实现
 
逻辑代码如下：
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3.朴素贝叶斯分类算法应用
 
朴素贝叶斯分类法可以输出最大的后验假定。下面我们举个简单的例子，了解一下朴素贝叶斯分类算法的计算过程。
 
一个关于心脏病患者的临床数据集，有六个分类变量（分类因子），包括性别、年龄、KILLP评分、饮酒、吸烟、住院天数；一个目标分类变量疾病，如表3-4所示。
 
表3-4　朴素贝叶斯分类法举例
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根据该表，我们要计算一组分类变量X（性别、年龄、KILLP评分、饮酒、吸烟、住院天数）中的一个实例（性别=‘男’，年龄<70，KILLP=‘1’，饮酒=‘是’，吸烟=‘是’，住院天数<7）最可能导致目标分类变量Y（疾病）取哪个取值（心梗病，还是不稳定性心绞痛？）。
 
我们可以先计算出全部目标分类变量的概率（C1表示心梗病，C2表示不稳定性心绞痛）：
 
P（C1）=16/20=0.8
 
P（C2）=4/20=0.2
 
每一个分类因子对应每种目标分类变量的概率：
 
P（性别=‘男’|C1）=7/16=0.4375
 
P（性别=‘男’|C2）=1/4=0.25
 
P（年龄<70|C1）=4/16=0.25
 
P（年龄<70|C2）=1/4=0.25
 
P（KILLP=‘1’|C1）=9/16=0.5625
 
P（KILLP=‘1’|C2）=1/4=0.25
 
P（饮酒=‘是’|C1）=3/16=0.1875
 
P（饮酒=‘是’|C2）=1/4=0.25
 
P（吸烟=‘是’|C1）=7/16=0.4375
 
P（吸烟=‘是’|C2）=2/4=0.5
 
P（住院天数<7|C1）=4/16=0.25
 
P（住院天数<7|C2）=2/4=0.5
 
我们可以计算出，全部该组分类变量组合下患有心梗病或不稳定性心绞痛的P值：
 
P（X|C1）=0.4375×0.25×0.5625×0.1875×0.4375×0.25=0.0012
 
P（X|C2）=0.25×0.25×0.25×0.25×0.5×0.5=0.0009
 
该组分类变量组合的每个分类与该目标分类的组合概率：
 
P（C1）×P（X|C1）=0.00096
 
P（C2）×P（X|C2）=0.00018
 
以上算法过程只是针对于X中的变量为离散型变量，对于连续性变量，则给出了另一种算法：将P（X|Ci）用[image: ]替代，只要求出X中的变量均值υ和标准差σ，带入上面公式即可算出在Ci发生时X中的变量发生的概率。
3.5.4　决策树
 
决策树（Decision Tree）是机器学习领域应用比较广泛的一种分类模型，它主要是以离散型的属性（连续型的属性需要做离散化）作为分类因子，将数据按照目标属性进行分类。决策树模型是一个类似流程图的倒置树状结构，树中所有非叶节点均是一个某分类属性的条件判定枢纽，也就是一个决策节点，根据数据的相关属性值对每条数据进行层层判定划分，直至将该数据目标属性的分类结果输出到叶子节点。决策树模型属于有监督学习算法。一棵简单的决策树如图3-22所示。
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图　3-22
 
根节点向下生长成两个或两个以上的枝节点，每个枝节点再向下生长成两个或两个以上的枝节点或叶节点。
 
3.5.4.1　决策树算法原理
 
决策树的算法主要包括决策树的生成和决策树的剪枝两个部分，我们简单总结它们的主要步骤。
 
1.决策树的生成
 
主要步骤如下：
 
1）确定决策树的目标分类属性和分类因子属性集。
 
2）在当前分类因子属性集中选择对于目标分类属性最具有分类标识能力的属性。
 
3）根据当前决策节点属性取值的不同，将训练数据进行分组，生成几个数据子集。
 
4）针对每个子集重复2）、3）操作。
 
当满足下述三个条件之一时，不再划分：
 
·数据子集中所有的记录都属于一类。

·没有可以继续分解的分类因子属性了。

·数据子集中的所有剩余的分类因子属性取值完全相同。
 
2.决策树的剪枝
 
在创建决策树时，由于数据中存在噪声和离群点，许多决策分枝反映的是训练数据中的异常点，这种情况称为决策树模型的过度拟合。我们可以通过剪枝来处理这种过度拟合问题。常用的剪枝方法有两种：先剪枝和后剪枝。
 
先剪枝：通过提前停止树的构造来对树进行剪枝，一旦停止，该节点便成为叶节点。
 
后剪枝：决策树经过训练，生成全部树形模型之后，将测试结果误差大于设定误差范围的枝叶剪掉。删除节点的分支用树叶来替换，并用该节点最频繁的目标分类来标识该树叶。
 
决策树的特点如下：
 
·决策树模型是一种构建分类模型的非参数方法。

·决策树模型常采用贪心算法和自顶向下进行递归划分的策略。

·决策树模型建立模型较快，分类也较快，相对容易理解。

·决策树模型是对离散值进行分类的代表算法。

·决策树模型对噪声的干扰具有一定的健壮性。
 
3.5.4.2　决策属性选择
 
我们从决策树模型的算法原理中不难看出，决策树分类的一个核心步骤就是在当前分类因子属性集中选择对于目标分类属性最具有分类标识能力的属性，而且这一步骤需要反复运行。只有在确立了决策属性后，才能根据当前决策节点属性取值的不同，将训练数据进行分组，并生成若干个数据子集。因此，决策属性的选择几乎决定决策树模型的优劣。决策树很多不同的算法是根据决策属性的选择方法而产生的。
 
所谓决策属性的选择方法就是机器学习中的特性选择方法，只不过，通常的情况是只针对离散型的属性进行特性选择分析，连续型的属性需要首先离散化，再进行特性选择分析。在典型的决策树算法中，常见的决策属性的选择方法包括：信息增益、信息增益率、Gini指数、基于卡方的统计检验和基于G统计量等方法。我们在本章的特性选择算法中也介绍了一些方法，包括线性相关算法、最小描述长度算法和SRCF相关因子算法。其中最小描述长度算法和SRCF相关因子算法都适用于决策树模型决策属性的选择。
 
典型的决策树算法包括：
 
·ID3算法：使用信息增益作为决策属性选择的策略，它倾向于选择具有大量值的属性。

·C4.5算法：试图克服ID3的这种决策属性选择的偏倚，它使用增益率概念，将信息增益规范化，来确定决策属性。

·C5.0算法：是C4.5算法的升级版，它以信息熵的下降速度作为确定最佳分支变量和分割阈值的依据，通常不需要很长的训练次数进行估计，具有一定的稳定性。

·CHAID算法：使用卡方检验作为树分类的基本方法，只适用于离散型分类属性。

·QUEST算法：是对CHAID改进后的算法，将变量选择和分叉点选择分开进行，可适用于任何类型的分类属性。克服了CHAID某些缺点，在变量选择上基本无偏。
 
3.5.4.3　决策树应用举例（ID3算法）
 
以上算法在很多书籍中都有描述，大家可以参考。这里，仅以最简单的ID3算法为例，通过一个实例来演示一下决策树模型的工作过程。ID3算法是基于信息论的基本原理来构造决策树的，它在实际应用中容易实现，算法比较简单、直观，准确率较高。ID3算法是基于概率的一种方法，它主要用到信息熵、条件熵和信息增益等几个信息：
 
信息熵的公式为：
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条件熵的公式为：
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其中，p（vj/ui）表示收到信息vj后判定输入为ui的概率。
 
信息增益的公式为：
 
I（U，V）=H（U）-H（U/V）　（3.55）
 
我们下面来看一下ID3决策树算法的一个应用。选取某医院不稳定性心绞痛和心梗病例30个，病人年龄在66至88岁之间，对年龄属性进行离散化处理，分为66~70、71~75、76~80、81~88四个年龄阶段，分别用1、2、3、4来表示，具体数据如表3-5所示（表中数据按年龄进行排序）：
 
表3-5　病例数据

 
 [image: ]

 

 [image: ]

 
1）按照上表中属性顺序，首先计算“性别”属性的信息增益。
 
计算信息熵：
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计算条件熵：
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计算“性别”的信息增益：
 
I（性别）=H（U）-H（U/V）=0.9481-0.9446=0.0035
 
2）根据I（性别）计算步骤，计算出其他属性的信息增益。结果为：
 
I（年龄）=0.0183，
 
I（饮酒）=0.0045，
 
I（吸烟）=0.0129，
 
I（高血压病史）=0.0314，
 
I（糖尿病史）=0.0589。
 
3）比较I（性别）、I（年龄）、I（饮酒）、I（吸烟）、I（高血压病史）和I（糖尿病史）6项的大小，选择值最大的属性I（糖尿病史）为第一层决策属性。然后根据当前决策节点年龄属性取值的不同，将训练数据进行分组，生成几个数据子集。
 
4）对于上步生成的每一个数据子集，对当前存在的所有剩余属性再进行信息增益的计算，重复上述1）至3）步，直到训练数据不能再进行分组。
 
5）利用测试数据组对整个决策树模型进行测试，剪去正确率较低的枝叶。
 
ID3算法不能直接处理属性值为连续型的数据。对于连续型的属性，在分类前需要对数据进行离散化处理。对于属性值有缺失的数据，ID3算法处理不了，需要先进行缺失处理。
3.5.5　人工神经网络
 
人工神经网络是一个局部最优解的分类和预测算法，它得到的是一个隐式模型，我们通常称为“黑盒子”模型，其中存放着一个复杂的网状感知结构，如图3-23，网状的中间节点是一些动态的权重参数，“黑盒子”的输入端是一些分类因子或预测因子，“黑盒子”的输出端是一个目标分类变量或目标预测变量。
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图　3-23
 
人工神经网络这个结构有点像生物神经系统，其实它的原理就是由生物神经系统的功能特点启发而来，是一个人造的类生物神经系统的数学模型。
 
我们简单观察一下这个模拟生物神经系统的原理。如图3-24所示，生物的神经元单元由树突、细胞体和轴突构成（在此，我们把问题简单化）。生物体外界的刺激（输入信息）由树突（接收信息）传输到细胞体，然后经过细胞体的感知（处理信息）后再将处理后刺激信号传递到轴突（输出信息），由轴突将刺激信号再传递给下一层神经元单元（接收信息、处理信息、输出信息），最后形成最终信号（输出结果）传送给大脑。
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图　3-24
 
3.5.5.1　信息感知器原理
 
我们观察这样一个数据集，它由三个输入变量和一个输出变量组成：
 
表3-6　一个数据集
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这里我们暂且假定三个输入变量与这个输出变量的相关度是相当的，也就是说，如果我们将这三个输入变量对输出变量的影响度进行评价的话（特性选择挖掘），我们得到了三个类似重要的分类因子或预测因子。因此，这里我们给予它们（图中的三条“网线”）相同的权重值，如0.3。这样，我们构建了一个信息感知器，如图3-25所示。
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图　3-25
 
它将三个输入变量与一个输出变量构成一个关系函数（如公式3.55），也称为激活函数，在这里是一个符号函数，以反映输入变量与输出变量的数据规律。
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这是一个点积公式，即权重向量×输入向量。
 
由公式（3.55），我们可以将信息感知器的阈值设置为1.3，如果三个输入变量的和大于1.3，信息感知器输出结果1，如果三个输入变量的和小于1.3，信息感知器输出结果0。
 
一般地，我们可以将公式写成如下一个通用公式：
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通过以上实例，我们就模拟构建了一个类生物神经元的信息感知器。类似地，我们可以构建很多个功能类似但激活函数和阈值都不同的信息感知器，并构成各种网状结构，我们把它称为信息感知网络。这个信息感知网络是经过很多数据不断训练、不断调整“网线”权重、最后达到一个满意的分类和预测精度而得到的。接下来，我们再观察这个信息感知网络是如何工作的。
 
3.5.5.2　BP人工神经网络原理
 
为了简化说明，我们将信息感知网络简化描述成如图3-26那样一个三层结构，即一个输入层、一个中间层（也称隐含层）和一个输出层。原始数据通过输入层进入信息感知网络，经过隐含层的处理，将结果信息传输到输出层。BP（Back-Propagation，后传播）神经网络的工作原理是，首先我们人为设定了隐含层的层数和节点个数，这里设置了一个隐含层和两个隐含节点（节点4和节点5）。然后再人为设定节点4、节点5和节点6的激活函数和阈值，以及所有“网线”的初始权重值，包括w14、w15、w24、w25、w14、w34、w35、w46和w56共8个权重值。
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图　3-26
 
接下来，我们开始训练这个网络。首先输入一组原始数据（x1，x2，x3），经过节点4和节点5两个信息感知器的处理，得到了两个输出值，记为（z1，z2）。问题是，我们不知道这两个完全人造的（z1，z2）的结果是否合理，因为我们没有这样一个中间的真实数据，所以无法对它们的准确性进行评估，也就是无法评价节点4和节点5所产生的误差，也就无法调整w14、w15、w24、w25、w14、w34、w35这6个权重。这时，我们只得暂时利用这两个数据（z1，z2）继续向前计算（“传播”）。经过w46和w56以及输出层的最后一个信息感知器节点6的处理，我们得到一个最终结果数据，记为y1。因为作为训练数据，原始的真实目标变量数据y是知道的，因此我们可以评估y1与y之间的拟合情况。经过计算，我们可以得到节点6的误差，然后利用节点6的误差结果向后继续计算（“传播”）节点4和节点5所产生的误差值。最后，我们得到了所有节点的误差值后，再从输出层到隐含层逐层重新计算所有“网线”的权重值，首先调整w46和w56的权重，然后调整w14、w15、w24、w25、w14、w34、w35的权重，方向也是向后“传播”，这就是BP神经网络。图3-27总结了上述计算的迭代过程。
 
 
 [image: ] 


图　3-27
 
其中，假设该神经网络共有m层（m-1个隐含层+1个输出层），1<=k<=m。
 
以上是一条原始数据的训练过程，我们再用其他原始数据不断训练这个信息感知网络，使之不断地改进，并能适应更多数据的拟合，最终得到一个比较满意的人工BP神经网络。
 
人工BP神经网络计算方法中的关键是权重更新的计算，它计算公式为：
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其中，[image: ]为第k（层）次循环后第j条输入“网线”的权重；λ为学习率；xij是训练数据第i条记录xi的第j个属性值；[image: ]是第k层的预测误差；
 
因此有，如果y=1，[image: ]=0，则（y-[image: ]）=1，那么需要提高正输入“网线”的权重值，同时降低负输入“网线”的权重值；
 
相反，如果有y=0，[image: ]=1，则（y-[image: ]）=-1，
 
那么需要降低正输入“网线”的权重值，同时提高负输入“网线”的权重值。
 
影响BP神经网络的因素主要有：
 
·权重和阈值的初始化会对神经网络的性能产生重要的影响。

·学习率l会对神经网络产生一定影响，其取值为0～1，如果l越趋近于0，则新旧权重值的变化不大，如果l越趋近于1，则新权重值的调整会越大。

·隐含层的层数和节点数也会对神经网络产生影响。过多的隐含层数和节点数会导致神经网络对训练数据出现过度拟合的现象。
 
BP神经网络具有如下的特点：
 
·运算量大，收敛速度较慢。

·可能会造成对训练数据过度拟合的现象。

·其得到的权重和阈值为局部最优解，非全局最优解。

·容易受到噪声数据的影响。

·数据属性间的冗余性（即非独立属性）对神经网络影响不大。

·神经网络的可解释性较差。
3.5.6　分类与聚类的关系
 
最后再简要谈谈有监督学习与无监督学习之间的关系。我们以聚类和分类为例。通常认为聚类是无监督学习算法，而分类是有监督学习算法。然而无论如何，聚类和分类都遵守着一定的规则。有无监督并不是有无规则，只不过分类是显规则，在分类之前就存在着预先定义。而聚类是潜规则，在分簇之前没有预设定，而是在数据中隐含存在。如果我们能将潜规则显示出来的话，我们就可将之用于分类。如果聚类分簇良好，那么对于同样的数据，分类也很有可能良好。观察一个简单的例子，如图3-28所示，假设一组数据，进行聚类分析划分两个簇，簇A小于S域、簇B大于S域，划分良好。有新点T，需要知道属于簇A还是簇B，则根据T小于S域，认为T属于簇A。
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图　3-28
 
如果分类良好，说明我们已经得到了一个分类模型或规则，那么说这个分类模型或规则可用于对此数据进行聚类的“算法”，该“算法”得到的聚类分簇效果一定不会差。反过来，如果数据难以进行分类，那么聚类分簇也很困难，因为数据中没有隐含的分类模型或规则。就像硬币的两个面一样，聚类和分类就是规则的两个面。
3.6　时间序列
 
机器学习的一个重要方向是序列模式探索，典型的序列模式探索包括时间序列分析和非时间序列分析。其中，大量的时间序列问题广泛分布在现实生活的许多领域中，对时间序列的分析我们也称之为趋势预测探索。常见的时间序列的分析方法有简单的移动平均模型、较复杂的平稳时间序列模型、更复杂的非平稳时间序列模型等。机器学习应用中，比较常用的趋势预测探索方法有自回归平均移动模型（ARIMA）、灰色系统预测模型（GM）等。其中，ARIMA模型多用于时间序列数据量较多的趋势预测应用中，通常的数据量级为数十、数百、至数千；而GM模型多用于时间序列数据量较少的趋势预测应用中，通常的数据量级为8～20、20～100。本节将重点介灰色系统预测模型，并对ARIMA模型做简单介绍。
3.6.1　灰色系统预测模型
 
我们在1.1.1节中曾谈到过小数据的概念，我们需要一些技术从规模较小的、有限的数据中探索其中的规律和知识，而灰色系统预测模型正是这样一个典型的专门处理小数据知识挖掘的方法。
 
3.6.1.1　灰色系统理论
 
灰色系统是指已知部分信息的样本数据所能反映的不确定性系统。不完全的信息包括：
 
·系统因素不完全明确。

·因素关系不完全明确。

·系统结构不完全明确。

·系统作用原理不完全明确。
 
相应地，我们将信息完全的（包括内部特征）的系统称为白色系统，将信息完全未知（只有该系统与外界的联系信息）的系统称为黑色系统。如图3-29所示。
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图　3-29
 
3.6.1.2　灰色系统预测
 
灰色系统预测是通过分辨系统因素之间的发展趋势的相似度或相异度（关联分析），经过对原始数据的生成处理来探索系统变化的规律，它通过生成数据序列较强的规律性来建立相应的微分方程模型，从而预测事物的未来发展趋势。灰色系统预测可用于以下几方面：
 
·时间序列预测：利用等时距观测到的反映预测目标特征的一系列数值构造灰色系统模型，预测未来某时刻的特征量，或达到某特征量的时间。

·灾变预测：通过模型预测异常值出现的时刻，预测异常值何时出现在特定时区内。机器学习中我们将这种用法称为异常侦测。

·拓扑预测：通过灰色模型预测事物未来变化的趋势和轨迹。

·系统预测：对系统行为指标建立一组相互关联的灰色系统预测模型，预测系统各个环节的变化。
 
1.生成数的概念
 
生成数分为累加生成数（AGO）和累减生成数（IAGO）。
 
累加生成数（AGO）：是一次累加生成的数列。
 
有一原始数列：
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则一次累加生成序列为：
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其中，
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累减生成数（IAGO）：是一次累减生成的数列。
 
有一原始数列：
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则一次累减生成序列为：
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其中，
 

 [image: ]

 
累加生成与累减生成互为逆过程。
 
均值生成数（MEAC）
 
设原始数列：
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α为常数：α∈［0，1］，
 
则
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数列X（0）在生成系数α下的邻值生成数，特别的，当α=0.5时，则称
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为邻均值生成数。
 
2.关联度分析
 
与机器学习中的变量相关分析和影响度分析（特性选择模型）相类似，灰色系统预测中的关联度分析也是探索事物动态关联的特征与程度，它是根据因素（变量）之间发展趋势的相似度和相异度来评价因素（变量）间的关联程度，通常这些因素（变量）是时间的一个函数，这是它与其他特性选择模型所分析的非时间性变量相关性的区别。
 
有4个时间性的变量A、B、C、D，它们随时间变化的趋势图如图3-30所示。我将A和B、C、D的关联度记为rAB、rAC、rAD。显然，A和B的运行轨迹更加相似，A和C的运行轨迹部分相似，而A与D的运行模式则完全相反。因此我们得到了一组关联度大小不同的相关评价数据，按其数值大小排序得到{rAB，rAC，rAD}，我们称之为关联序列。关联度分析就是一种曲线间几何形状的分析比较，几何形状越接近，则发展变化的趋势就越接近，关联程度越大，反之也是一样。
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图　3-30
 
关联度分析是探索多时间变量间的相互关系，它的计算方法如下：
 
1）关联系数计算
 
设原始数列：
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比较数列为：
 

 [image: ]

 
关联系数为：
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其中：
 
[image: ]为第k点x（0）和x（i）的绝对误差；[image: ]为两级最小差；[image: ][image: ]是第一级最小差，即在X（i）序列中找出各差与X（0）的最小差；[image: ]为第二级最小差，即在各序列中找出最小差，再寻找所有序列的最小差；[image: ]为两级最大差，含义与最小差相似；ρ为分辨系数，ρ∈［0，1］，一般采用ρ=0.5。
 
对于量纲不一致的情况，即初值单位不同的序列，应先进行数值的初值化，即将序列的所有数据分别除以第一个数据（量纲），然后再计算关联系数。
 
2）关联度的计算
 
上面计算得到的关联系数值表示了各时刻参考序列与比较序列间的关联程度。为了从总体考察序列间的关联程度，需计算它们的时间平均值，即关联度，计算公式为：
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3.6.1.3　灰色系统预测模型原理
 
灰色系统预测模型是一种时间数列预测模型，它有很多不同类型的模型。灰色系统理论的微分方程称为GM模型（Gray Model），下面我们简要介绍一下其中最基本一种数列预测模型GM（1，1）。
 
数列预测模型GM（1，1）是最简单的、较常用的一种灰色系统预测模型，它是一个单变量的一阶灰微分方程模型，而GM（1，N）是多变量的一阶灰微分方程模型。GM（1，1）模型适用于与具有较强指数规律的序列，通常描述单调的变化过程。
 
1.GM（1，1）模型的建立方法
 
有一原始非负数列X（0）：
 
X（0）={x（0）（1），x（0）（2），x（0）（3），…，x（0）（n）}　（3.72）
 
其中，x（0）（k）≥0，k=1，2，…，n
 
首先，为了确保建模方法的可行性，要对该数列进行必要的检验处理，计算数列的等级比：
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如果所有的级比λ（k）都落在可容覆盖（[image: ]）内，则数列X（0）可以作为模型GM（1，1）的数据进行灰色预测。否则，需要对数列X（0）做必要的变换处理，使其落入可容覆盖内，即取适当的常数c，作平移变换：
 
y（0）（k）=x（0）（k）+c，k==1，2，…，n，　（3.74）
 
则使数列y（0）（k）=（y（0）（1），y（0）（2），…，y（0）（n））的等级比：
 

 [image: ]

 
然后，设该原始非负数列的生成数列为X（1）：
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该生成数列X（1）的紧邻均值生成数列为Z（1）：
 
Z（1）={z（1）（1），z（1）（2），…，z（1）（n）}　（3.78）
 
其中，Z（1）（k）=0.5x（1）（k）+0.5x（1）（k－1），k=1，2，…n　（3.79）
 
我们将x（0）（k）+az（1）（k）=b　（3.80）
 
称为GM（1，1）模型，其中a，b是模型求解的参数。
 
若a=（a，b）Τ为参数列，且
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则求微分方程x（0）（k）+az（1）（k）=b的最小二乘估计系数列，
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为灰微分方程x（0）（k）+az（1）（k）=b的白化方程（影子方程），
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GM（1，1）灰微分方程x（0）（k）+az（1）（k）=b的时间响应数列为：
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我们取x（1）（0）=x（0）（1），则
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还原到原始数据为：
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2.GM（1，1）模型的检验
 
GM（1，1）模型建立完成后，需要对该GM（1，1）模型进行检验。模型检验包括三个方面：残差检验、关联度检验和后验差检验。
 
残差检验。即残差大小检验，是对模型值和实际值的残差进行逐点检验。
 
设一原始数列：
 
X（0）={x（0）（1），x（0）（2），…，x（0）（n）}
 
其相应的模拟数列为：
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则绝对残差数列为：
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其相对误差数列为：
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为平均模拟相对误差。进一步地，我们将1－Δ称为平均相对精度，1－Δn为滤波精度。对于一个给定的α，当Δ<α，且Δn<α成立时，称模型为残差合格模型。
 
关联度检验。即通过考察模型值曲线和建模序列曲线的相似程度进行检验。
 
设X（0）为原始数列，[image: ]为相应的模拟数列，计算两个数列的关联系数，然后计算其关联度，方法见3.6.1.2节的“关联度分析”。一般来说，当ρ=0.5时，关联度大于0.6是比较满意的模型。
 
后验差检验。设X（0）为原始数列，[image: ]为相应的模拟误差数列，ε（0）为残差数列，则
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称为均方差比值。对于给定的c0>0，当c<c0时，称模型为均方差比合格模型。另外，将
 
p=P{|ε（k）-ε|<0.6745S1}　（3.98）
 
称为小误差概率。指标c和p是后验差检验的两个重要指标，可以根据这两个指标对模型的精度进行评级，精度由后验差和小误差概率共同说明，可参照表3-7。
 
表3-7　精度等级及误差
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3.6.2　ARIMA模型预测
 
ARIMA模型全称是自回归移动平均模型（Autoregressive Integrated Moving Average Model），它是处理带有趋势、季节因素平稳随机项数据的模型。ARIMA的一般模型为ARIMA（p，d.q），称为差分自回归移动平均模型，AR是自回归，P为自回归项，MA为移动平均，q为移动平均项数，d为时间序列平稳时所做的差分次数。
 
3.6.2.1　ARIMA模型的核心思想
 
ARIMA模型的核心思想是将预测对象随时间推移而形成的数据序列视为—个随机序列，以时间序列的自相关分析为基础，用一定的数学模型来近似描述这个序列。这个模型一旦被识别后，就可以从时间序列的过去值及现在值来预测未来值。ARlMA模型考虑了数据在时间序列上的依存性，又考虑了数据随机波动的干扰性，对于短期趋势的预测准确率较高。ARIMA模型主要分为三种：
 
·自回归模型（简称AR模型）。

·滑动平均模型（简称MA模型）。

·自回归滑动平均混合模型（简称ARIMA模型）。
 
3.6.2.2　ARIMA模型预测的流程
 
1）根据时间序列的散点图、自相关函数和偏自相关函数图，以ADF单位根检验及方差、趋势及其季节性变化规律，对序列的平稳性进行识别。
 
2）对非平稳序列进行平稳化处理。如果数据序列是非平稳的，并存在一定的增长或下降趋势，则需要对数据进行差分处理。如果数据存在异方差，则需对数据进行技术处理，直到处理后的数据的自相关函数值和偏相关函数值与零无显著差异。
 
3）根据时间序列模型的识别规则，建立相应的模型。若平稳序列的偏相关函数是截尾的，而自相关函数是拖尾的，可判定序列适合AR模型；若平稳序列的偏相关函数是拖尾的，而自相关函数是截尾的，则可判定序列适合MA模型；若平稳序列的偏相关函数和自相关函数均是拖尾的，则序列适合ARMA模型。
 
4）进行参数估计，检验是否具有统计意义。
 
5）进行假设检验，诊断残差序列是否为白噪声。
 
6）利用已通过检验的模型进行预测分析。
 
ARlMA模型对非平稳序列需要平稳化处理，这是一个数据变换的过程。我们知道，任何数据变换都会造成不同程度的信息损失，基于数据变换的模型是一种近似求解方案，必然会不同程度地影响模型的准确度和精度。ARlMA模型也是这样，非平稳序列进行平稳化处理时，需要对数据进行n次（通常进行1～3次）差分处理及还原处理，每进行一次差分处理都会损失一部分信息。如果能够找到一种直接挖掘非平稳时间序列的方法，将会进一步提高模型的预测准确度。
3.7　深度学习
 
近年来，随着计算机硬件系统性能的大幅提升，以人工神经网络技术为基础的深度学习技术有了突破性的进展，应该说传统的人工神经网络技术又焕发了二次青春。实践证明，深度学习技术已经开始成功应用于图像识别、语音识别及自然语言分析等领域中。
 
本节我们将详解深度学习的有关技术，包括长于图像深度学习的卷积神经网络CNN技术，以及善于语言模型深度学习的循环神经网络RNN技术。
3.7.1　图像深度学习：卷积神经网络
 
在图像深度学习领域中，最常见的应用是图像识别，当然它还应用于特征提取、图像分割、影像分类等方面。众所周知，图像数据是一个数据密集型的数据类型，一个高分辨率的图像可能要几十兆、几百兆存储空间。而基于几万张、几十万张、甚至数百万张的图像机器学习，可以称得上是基于大数据的机器学习了。图像机器学习的技术有很多，而近年来发展迅猛的图像深度学习技术可称为新一代的先进的图像机器学习技术。在图像深度学习技术中的佼佼者，当属卷积神经网络（Convolutional Neural Network，CNN）技术了。本节我们将重点讨论卷积神经网络技术。
 
有关卷积神经网络CNN的背景和起源，这里就不再赘述了，读者可参考有关文献。下面我们就直接探讨它的具体技术和原理。现在有关卷积神经网络CNN的参考文献和介绍资料并不少，但由于有关原理和术语的表达、中英文的翻译，以及作者的理解等方面的问题，很多CNN的文献并不容易让人看懂。本书试图在以上方面加以改进，力争让读者更易于理解。其实CNN远没有人们想象的那样神秘与深奥，我们可以简单地将其概括为基于局部特征认知的多层次人工神经网络，不难理解吧？
 
好，既然是卷积神经网络，我们就先从卷积开始谈起。
 
3.7.1.1　数学基础：卷积
 
所谓卷积神经网络，简单地说就是基于卷积技术的人工神经网络。当然，它并非只有卷积和人工神经网络两种技术，还包含摘要存储技术、深层学习技术等等。但区别于其他的图像深度学习技术，卷积技术是卷积神经网络的一个核心技术和特色技术。
 
那什么是卷积呢？简单地说卷积是数学分析中一种重要的运算方法。设：f（x），g（x）是R上的两个可积函数，作积分：
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可以证明，关于几乎所有的实数x，上述积分是存在的。这样，随着x的不同取值，这个积分就定义了一个新函数h（x），称为函数f与g的卷积，记为h（x）=（f*g）（x）。同时也容易验证，（f*g）（x）=（g*f）（x），并且（f*g）（x）仍为可积函数。卷积与傅里叶变换有着密切的关系，利用这一性质，即两函数的傅里叶变换的乘积等于它们卷积后的傅里叶变换（FFT），能使傅里叶分析中许多问题的处理得到简化。
 
数学上的卷积是在信号与线性系统的基础上或背景中出现的，这一点非常重要。信号与线性系统，讨论的就是信号经过一个线性系统以后发生的变化，也就是输入、输出和所经过的线性系统，这三者之间的数学关系。其中，线性系统就是，这个系统带来的输出信号与输入信号的数学关系式之间，是线性的运算关系。实际上，根据我们需要待处理的信号形式来设计所谓的系统传递函数，那么这个系统的传递函数和输入信号，在数学上的形式就是所谓的卷积关系。卷积关系最重要的一种情况，就是在信号与线性系统或数字信号处理中的卷积定理。利用该定理，可以将时间域或空间域中的卷积运算等价为频率域的相乘运算，从而利用FFT等快速算法，实现有效的计算，节省运算代价。
 
下面，我们通过一个卷积计算的例子，来更好地理解卷积的应用含义。
 
如图3-31所示，有一向量X[n]，n=1，2，3。
 
已知X［1］=x1，X［2］=x2，X［3］=x3
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图　3-31
 
如图3-32所示，有一向量Y[n]，n=1，2，3。
 
已知Y［1］=y1，Y［2］=y2，Y［3］=y3
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图　3-32
 
下面通过求X［n］*Y［n］的过程，揭示卷积的物理意义。
 
第一步，X［n］乘以Y［1］并保持在X[n]，n=1，2，3位置上，如图3-33所示。
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图　3-33
 
第二步，X［n］乘以Y［2］并平移到X[n+1]，n=1，2，3位置上，如图3-34所示。
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图　3-34
 
第三步，X［n］乘以Y［3］并平移到位置X[n+2]，n=1，2，3位置上，如图3-35所示。
 
 
 [image: ] 


图　3-35
 
最后，把上面那三个图叠加，就得到了X［n］*Y［n］，如图3-36所示。
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图　3-36
 
从这里可以看到卷积的重要的物理意义是：一个函数在另一个函数上的加权叠加。本例中的Y[n]就是所谓的系统传递函数，X[n]就是输入信号，那么这个系统的传递函数和输入信号，在数学上的形式X[n]*Y[n]就是所谓的卷积关系。
 
3.7.1.2　人工神经网络
 
经典的人工神经网络算法，我们在本章前面的章节中已经讨论过了，详见3.5.5节。为了更好地说明CNN，我们在此对人工神经网络技术做一些补充。为了与CNN进行对比，以体现卷积神经网络的独特结构，尤其是体现CNN在图像识别上的优势，我们再回顾一下神经网络的基本的结构模型：全连接神经网络（Fully Connected Neural Network）。图3-37为一个典型的全连接神经网络：同层神经元间没有任何连接，每个神经元与相邻层的神经元间都有一个连接，且有一个与之相对应的权值wi，j。
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图　3-37
 
如果我们用[image: ]来表示输入向量，[image: ]来表示输出向量，则我们需要找到一个[image: ]（权重），使得：
 
[image: ]=f（[image: ]），且Y-[image: ]最小，或者说尽可能小，即我们所建立的模型预测出的y值非常接近真实的y值。如图3-37所示，这里[image: ]=[image: ]，隐藏层[image: ]=[h11　h12　h13　h14]T和[image: ]=[h21　h22　h23　h24]T。每一层的每个神经元（圆形），都是由上一层的神经元的值和权值相加合，并通过激活函数计算而成，这里我们以h11为例：
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如果我们将权重的一般式表达为wij，k，则此时的wij，k为第i层隐藏层中的第j个神经元与上一层第k个神经元之前的权值w11，0，其中w11，0x0=b，b是常数，这里我们将b称为偏差（bias）。
 
同理，我们可以计算出：h12，h13，h14，继而计算出[image: ]：
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按照如上步骤，我们可以进一步推导出：
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这里的f，我们称为激活函数（Activation Function），常用的激活函数包括：Sigmoi函数、Tanh函数、Relu函数等。
 
至此我们就建立了[image: ]与[image: ]的关系，下面我们需要利用反向传播算法（反向传播算法同样应用于卷积神经网络中）计算出权重[image: ]，使得[image: ]更加接近接近真实的Y值。常用的算法，例如梯度下降算法（Stochastic Gradient Descent），不断更新权重[image: ]，使得计算出的[image: ]与真实值之间的误差很小或局部最小。这里梯度下降算法不能保证算出全局最小值（Global Minimum），但通过算法可以做到其计算出的误差值足够小，从而接近真实值。
 
3.7.1.3　卷积神经网络CNN原理
 
下面，我们就来研讨一下卷积神经网络。我们可将卷积神经网络归纳为如下几个操作：卷积运算、摘要存储、全链接网络判定等，下面依次讨论。
 
1.局部特征比对（卷积运算）
 
首先，我们概括一下卷积运算的实质，就是对原始数据，如图像数据（以下均以图像数据为例），进行多种局部特征比对，因此我们将卷积运算简称为局部特征比对。CNN将根据图像识别的目标，设计出很多称之为卷积核的图像局部特征矩阵，本书中称为局部特征映射图，简称小特征图（抓取了图像中的一个小的局部特征），应用小特征图遍历扫描输入的原始图像数据，对原始图像数据中每个与小特征图的特征矩阵相同大小的区域与小特征图进行卷积运算，得到该小特征图的映射输出结果，即一个特征映射。将其他设计好的小特征图逐个应用以上步骤，得到更多的小特征图的映射输出结果，形成特征映射集。以上就完成了CNN中一层的卷积操作，在以后类似的每层卷积操作中，局部特征映射图将从初阶特征到高阶特征进行演化。下面我们详细观察本步骤的具体运算过程。
 
从前面的卷积一段的叙述中，我们已经了解了卷积运算的概念。卷积运算是关于两个可积函数的运算，若两个函数f（x）和g（x）可积，我们将卷积表达为s（x）：
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在这里可以表示为：s（x）=（f*g）（x）
 
在卷积神经网络中，我们称f为输入，也就是原始图像数据，g为卷积核（kernel），也就是局部特征映射图，得到的输出结果称为特征映射（feature map）。
 
上式中，如果x为离散变量，则我们可推导出离散卷积式：
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卷积运算同样可以被应用于多维度的运算中。例如在二维运算中，
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而在神经网络中，我们所应用到的卷积与数学上的卷积略有不同，神经网络中的卷积核（kernel）并不翻转（flip），但无影响，我们将这样的用于神经网络中的卷积称为互相关（cross-correlation）。对于二维输入，其计算结果所得的特征映射中第i行第j列的结果ai，j为：
 

 [image: ]

 
这里f是激活函数，也就是图像比对判定函数，I是输入，K是卷积核，b是常数偏差。
 
我们观察如下一个例子。如图3-38所示，4×4的输入和3×3的卷积核，在经过卷积局部特征比对后，得到了2×2的特征映射：
 
至此，我们就对CNN中的卷积计算有了一个比较基本的了解。
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图　3-38
 
2.摘要存储（Pooling运算）
 
图像数据经过卷积操作，也就是局部特征比对运算后，还可以做进一步的数据处理，也就是我们称为摘要存储的处理。
 
摘要存储，英文表达为Pooling，很多文献中直译为池化运算。Pooling有混合存储的含义，结合CNN的原理，我们把它译为摘要存储，不仅易于理解，而且更贴近该功能的本意。实质上，摘要存储主要是通过一些方法，甚至是简单的方法，如取最大值或取平均值，摘取经过局部特征比对运算后的数据的主要特征，并存储下来作为下一步运算的输入数据。也可以说，进一步调整本层的输出，从而达到简化参数（维度）、方便计算的目的。还有的文献将本步骤称为Subsampling，有的翻译为下采样或子采样，说的并不错。其实，摘要存储就是将经过局部特征比对运算后的数据中与该局部特征不相似或相似性很低的数据（如图像背景或噪声数据）过滤掉，只保留与比对的局部特征相似的主要特征信息。
 
以一个2D图像识别为例，摘要存储运算是将一个特定的区域内的数据（通常这个区域数据的大小与整体数据的大小相比很小），用一个统计量来代替，这里的统计量可以是最大值、平均值、加权平均值等等。例如一个100×100的图像，如果我们以每5×5的区域，做平均值计算（摘要存储计算），那么摘要存储后的图像，为一个20×20的图像。
 
如图3-39所示，在左图100×100的图像内，取红色5×5的区域中的最大值9，来代替整个区域表达图像，并依次计算出每个5×5区域的最大值，最终形成一个20×20的图像，这样有效减少了数据的维度，但同时图像的信息也会有所丢失。
 
也可以从另一个方面来理解。例如，如果在一张图片上，画出矩形网格，我们抽出其中的单数行，形成一张新的图，在网格足够小的情况下，图像信息虽然有所丢失，但整体图像仍然清晰可见，相当于减少了图像的分辨率。所以在摘要存储运算时，一般情况下，我们会选取一个较小的区域，做统计学运算，例如2×2，这样可以保证把主要特征保留下来。
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图　3-39
 
3.全连接网络判定（Fully Connected Neural Network）
 
图像数据经过局部特征比对（卷积操作）、摘要存储（Pooling操作）之后，再将处理后的数据全连接到用于最终判定的神经网络上，运用经过训练的全连接神经网络（有监督学习）对图像进行最后的识别与判定。全连接神经网络我们已经讨论过了，这里再将CNN的整个过程以一个更实际的算法设计实例来总结一下。
 
卷积神经网络CNN的过程如下：
 
1）将图像数据输入到CNN系统中，应用设计好的多个局部特征映射图（卷积核），通过局部特征比对得到多个特征映射，即特征映射集。
 
2）然后特征映射集通过摘要存储，进一步减少参数，得到新的特征映射集（这里步骤2为可选项，也可以跳过）。
 
3）然后将得到的特征映射集作为新的输入，结合新的局部特征映射图，继续进行局部特征比对。
 
4）有选择性的重复1）、2）步骤或1）步骤，得到新的特征映射集。
 
5）将最后特征映射集通过全连接网络判定，得到输出结果图像识别或判定。
 
以上过程，如图3-40所示。
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图　3-40
 
图3-40是一个简单的卷积神经网络的示意图，图中的原始数据、局部特征映射图、特征映射集等，都可以是N维度的数据。卷积的计算方式，与图3-39的计算方式类似，只不过当输入的维度由2维变为多维时，公式会相应地扩展，对于d维度数据的第i行第j列的结果ad，i，j可表示为：
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通过神经网络卷积的应用（使用一个参数大小远小于输入数据的卷积核），实现了神经网络中层与层之间神经元的局部连接。如图3-41所示，全网络连接要保证6×6=36个权值参数，而卷积神经网络仅需要3×6=18个权值参数，这一优势在数据量变得很大时，将更加明显。相比全连接神经网络中相邻层之间的神经元一一相连，卷积神经网络通过一个n×n的卷积核，使得相邻层间仅有相邻层的n个神经元相连，这大大降低了参数的数目和计算量。
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图　3-41
 
无论是卷积运算还是Pooling运算，在运算过程中都考虑到了图像的位置问题。神经元的局部连接、n×n的卷积核、m×m的区域内取统计值，从一定角度上来讲，也都考虑了图像的位置关系，这都使得卷积神经网络更加适合图像的处理及识别。
 
同时，由于卷积神经网络层与层之间参数及计算复杂程度大大降低，使得深层神经网络的构建成为可能。相比全连接神经网络，由于层与层之间参数相对较少，多层的深层网络其计算量与参数也会比全连接神经网络要少得多。而多层的神经网络预测及学习能力，要明显好于层数较少的神经网络，这也是我们为什么称之为深度学习。
 
最后，我们再强调一下卷积神经网络模型的核心特点。CNN模型就是应用加权叠加的卷积技术来实现图像的局部特征识别，再应用得到的局部特征的重组来识别位置多样化的图像数据，其中，摘要存储在保证模型识别精度的情况下大大提高了运算速度，经过多层次的局部特征识别和摘要存储，使得图像的特征识别由初级到高级演变，最后再通过有监督学习训练好的全链接神经网络进行分类判定。
 
3.7.1.4　卷积神经网络CNN的应用
 
下面我们就以一个图像识别的实例，来演示一下CNN工作的整个过程。我们的问题是，输入的图像L是属于字母X类的图像还是Y类的图像？如图3-42所示。
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图　3-42
 
如果我们直观地用眼睛去判断的话，不难发现图像L应该归类为X类，即在图像识别中，将图像L识别为图像字母X。但是如果要计算机去判断，可能就会比较困难，因为对于计算机来说，只要图像稍稍变化（如平移、扭曲等），就很难进行识别。传统的计算机程序比对，只有当两张图像完全相同时，才认为是一样的或一类的。但我们需要的计算机图像自动识别，只要两张图像有足够的相似性就认为是一样的或一类的。
 
举一个简单但不太精准的计算机程序比对的例子。如果我们将这些字母分别放入一个10×10的二维网格内，用1表示白色的部分，用-1表示黑色的部分，相同位置逐一比对。如图3-43所示，图中绿色部分为图像重合后数值一致的部分，红色部分为图像重合后数值不一致的部分。那么我们会发现经过扭曲后的图像L与图像X有75个位置数值相等，我们可以表达为图像L与图像X的相似度为75/100=75%。而同理，图像L与图像Y的相似度为79/100=79%。这样来看，似乎图像L与图像Y更相似，即图像L应该被识别为字母Y，但这显然是不合理的。正如上文所叙述的，图像即使进行简单的平移，计算机程序也无法识别，继而得出一个相对较低的相似度。
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图　3-43
 
于是我们可以通过建立卷积神经网络模型，如图3-40所示，去判断图像的归类。首先利用X，Y的图像进行训练，（实际应用中，我们甚至会有成千上万个X、Y图像样本用以训练模型），计算出模型MX和MY，然后将图像L分别应用模型MX和MY计算出S值（Sx，Sy），这里我们可以将Si理解为图像与模型Mi的契合度或相似度。那么图像L将被划归入S值大的那一类，如图3-44所示，如果Sx>Sy，则图像L为X类，反之，如果Sx<Sy，则图像L为Y类。
 
下面，我们就将图像L应用CNN模型进行识别，如图3-45所示，观察一下整个流程。
 
首先，CNN会利用设计好的图像X的一个局部特征图（卷积核kernel），每次间隔k步（这里我们的k选取为1），对图像X进行逐行扫描训练。这里局部特征图的大小及形状是由用户根据图像X的特征自定义的，通常我们会选取图像的一些专属特征进行识别。例如在这里我们选取4×4作为局部特征图的大小，分别取图像X的中间及左、右斜线作为图像X的三个特征进行识别，如图3-46所示。
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图　3-44
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图　3-45
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图　3-46
 
下面我们就利用这些局部特征图，通过局部特征比对（卷积计算），对图像X进行特征学习。以第一个局部特征图（最左）为例，如图3-47所示，我们将图像X中的4×4部分与局部特征图的对应部分每小格一一对应相乘、求和（计算方法参见上一节）。为了便于观察，我们将加和除以16（4×4），这样当图像中的特征与局部特征图完全符合时值为1（图中绿色区域），图像的每个区域计算结果越接近1，则与该局部特征图越相似。
 
同理，我们可以将图像X分别通过三个不同的局部特征图进行学习，得到三个特征映射图，学习后的结果由10×10的矩阵变为了7×7矩阵，有效减少了参数的数量（图像变小了），但同时与原图和局部特征图进行比较，得到的特征映射图依旧能够体现出图像的主要特征，如图3-48中红色标注部分。
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图　3-47
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图　3-48
 
接下来，我们需要应用激活函数对得到的特征映射图集做进一步处理，这里我们选取修正线性单元Relu（Rectified Linear Units）作为激活函数，表达式为：f（x）=max（0，x），如图3-49所示。
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图　3-49
 
即当x大于等于0时，函数等于x；当x小于0时，函数值为0。
 
分别将以上局部特征比对所得到的三个特征映射图应用于激活函数f（x）=max（0，x），如图3-50所示，所得到的结果显示，图像特征更加明显了。
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图　3-50
 
然后，我们对得到的特征映射图进行摘要存储运算，这里我们选取2×2的区域内的最大值做摘要存储操作。由于特征映射图大小为7×7矩阵，我们自动为其补充两条“0”的边，使其对特征映射图的所有区域恰好能够完成摘要存储运算，如图3-51所示。
 
 
 [image: ] 


图　3-51
 
同理，我们分别对其他两个特征映射图也进行摘要存储运算，形成三个Pooling后的新的特征映射图，如图3-52所示。
 
我们可以重复以上步骤，将新的特征映射图作为输入，继续进行局部特征比对、激活函数、摘要存储等步骤，使得抓取的特征逐步从细节向整体变化，也就是抓取的特征从低级到高级进行演化，最终得到k个n×n的特征映射图，这里我们的结果为3个2×2的特征映射图，如图3-53所示。
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图　3-52
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图　3-53
 
然后，我们通过全连接神经网络（参见3.7.1.2节），确定出用于判断图片的重要性指标（权值）W′s，如图3-54所示。
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图　3-54
 
同理，我们选取所有图像Y的局部特征图，重复以上所有与图像X类似的学习步骤，就可以训练出识别图像Y的重要性指标（权值），如图3-55所示。
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图　3-55
 
最后，我们将训练好的CNN模型应用于我们要判断的图像L中，如图3-56所示，结果为Sx=0.87，Sy=0.42。
 
由Sx>Sy可以得出结论，图像L为X类。
 
当我们应用全连接神经网络计算（训练）权值时，隐层数可以是1层，或者多层。实际应用中，隐层数往往大于1层，且层数较多，如图3-57所示。
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图　3-56
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图　3-57
 
以上是完整的CNN模型学习和应用的运算过程。我们可以看到，CNN模型应用加权叠加的基于局部特征识别（特征卷积）的技术来实现图像的特征抽取，经过一系列的激活函数、摘要存储，以及再卷积等运算的组合，再通过有监督学习训练好的全链接神经网络进行分类或判定，从而完成图像的自动学习和识别。
3.7.2　自然语言深度学习：循环神经网络
 
循环神经网络（Recurrent Neural Networks，RNN）已经在众多自然语言处理（Natural Language Processing，NLP）中取得了成功。RNN主要在语言模型、语音识别中用于根据上下文进行推断和预测，上下文的获取可以根据马尔科夫链获取固定的上下文。RNN可以通过中间状态保存上下文信息，作为输入影响下一时序字串的预测。从机器学习技术方面来说，RNN更倾向于序列模型，更多的时候RNN用于时间序列模型，但不同于传统的时间序列模型，RNN是时间序列模型与神经网络模型的结合。
 
3.7.2.1　语言模型
 
所谓语言模型，就是根据实用的语言而进行的语言抽象数学建模，是一种语言与模型的对应关系。语言模型是一个单纯的、统一的、抽象的系统，实用语言经过语言模型的描述，比较适合于计算机进行自动处理。语言模型是在自然语言处理中非常常见的一个模型，它在语音识别、机器翻译等应用中都有运用。例如，给定一个字符串，应用语言模型判断该字符串为一个合理句子的概率。实践中，语言模型解决如下问题：给定一个句子，计算该句子在文中出现的可能性和概率。例如，“看天气，昨天今天不错”的概率就比“看天气，昨天津天不错”的概率要大。N-Gram是大词汇连续语音识别中常用的一种语言模型，对中文而言，我们称为汉语语言模型（Chinese Language Model，CLM）。汉语语言模型利用上下文中相邻词间的搭配信息，可以实现到汉字的自动转换。N-Gram是假设当前的词只依赖于之前的n-1个词，比如二元语法（Bigram）假设当前词只依赖于之前的词，因此一个句子的概率是：
 
P（w1w2…wn）=P（w1）P（w2|w1）…P（wn|wn-1）　（3.109）
 
RNN的特点是利用字串序列的信息，而神经网络假设所有的输入是相互独立的。RNN被称为递归（Recurrent）的，是因为它会对一个序列的每一个元素执行同样的操作，就是说递归循环操作的参数是不变的，并且之后的输出依赖于之前的计算。另外，RNN还可以“记忆”以前计算过的一些信息，理论上，RNN能够利用任意长字串序列的信息，但是实际中它能记忆的长度是有限的。
 
3.7.2.2　单向循环神经网络
 
循环神经网络是一种用来处理序列数据的神经网络结构。序列数据包括语音数据、文本数据、视频数据等，这类数据前后间有着一定的关系。这就要求我们在进行分析的时候要联系上文，即在分析本次数据（t）的时候，既要考虑到本次（t）数据的输入，又要考虑到上一次（t-1）数据的输入。同理我们可以推断出上一次（t-1）数据，同样既与上一次数据（t-1）的输入有关，同时也与之前的数据（t-2）有关联，以此类推。所以本次数据与之前的数据（t-n，n<t）都有关，同时也会影响着后面的数据（t+m）。
 
我们再来观察一下循环神经网络中神经元的工作模式。我们来看一下一个简单的三层神经网络模型（MLP）。
 
图3-58是最简单的一个浅层网络模型，x为输入，s为隐层神经元，o为输出层神经元，U、V就是要训练模型的权重参数。上图很简单，每层神经元的个数就只有一个，我们可用如下公式表达：
 
1）隐层神经元的激活值为：s=f（u×x+b1）　（3.110）
 
2）输出层的激活值为：o=f（v×s+b2）　（3.111）
 
这就是最简单的三层神经网络模型的计算公式。进一步地，RNN网络结构图是在上面的模型上加了一条迭代连接线，如图3-59所示：
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图　3-58
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图　3-59
 
从上面的结构图来看，RNN网络基础结构只有一个输入层、一个隐层和一个输出层，看起来好像跟传统浅层神经网络模型差不多。唯一的区别是，上面隐层多了一条迭代连接线，就是所谓的循环递归，同时也多了一个参数W。
 
下面来具体展示循环神经网络是如何工作的。我们观察一下RNN的展开图3-60，就更加容易理解。
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图　3-60
 
图中是一个循环神经网络的示意图，这里我们可以用公式来表达这个循环神经网络：
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我们可以看到隐藏层的取值ht，是由上一层隐层ht－1及其权值W和输入值xt及其权值U，通过函数f计算所得来的。这里bt为常数，而输出值yt则是通过函数g进一步计算隐层ht和权值V所得到的，[image: ]为常数。通过结合（代入）以上两式我们可以得到：
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展开后，我们可以得到：
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这里U、V、W为矩阵，g、f为激活函数，bt、[image: ]为偏差。我们可以看到模型f（Uxt+Wht－1+bt）是循环出现的，且yt的取值与之前所有的输入（xt-1，xt-2，…）都有关。
 
3.7.2.3　双向循环神经网络
 
双向循环神经网络（Bidirectional RNN）的思想是，t时刻的输出不但依赖于之前的元素，而且还依赖之后的元素。比如，我们做英语的完形填空，在句子中先“挖”掉一个词，做题者想预测这个词，我们不但会看填空之前的词，也会分析填空之后的词。双向RNN很简单，它就是两个RNN堆叠在一起，输出依赖两个RNN的隐状态。
 
通常我们在理解语句的时候，不仅要“联系上文”，同时也要“联系下文”进行分析。双向循环神经网络从功能上实现了这个“联系上下文”的过程。双向循环神经网络可以看作是上一节中所说的两个正、反方向的循环神经网络的结合。如果我们将正方向的隐层称为ht、而反方向的隐层称为kt的话，那么输出yt则是由ht和kt及其权值V、V′通过计算所得到的。这里ht如上一节所叙述的，是与之前所有的输入（xt，xt-1，xt-2，…）都有关，而kt则相反的，是与之后所有的输入（xt，xt+1，xt+2，…）都有关。
 
为了简化计算，这里省略了常数项[image: ]：
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代入展开后，我们可以得到：
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我们可以看到yt的取值不仅与之前所有的输入（xt-1，xt-2，…）都有关，同时也与之后的所有的输入（xt+1，xt+2，…）都有关。以上过程可以用图3-61来表示。
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图　3-61
 
对于语言模型来说，计算句子的概率可以使用双向RNN，但是生成一个句子就不行了，因为我们必须按照顺序一个一个地采样。当然还有一种方法是两个方向都生成一些片段语句，然后用双向RNN打分。
 
3.7.2.4　循环神经网络的应用
 
RNN在很多NLP应用中都取得了很好的效果，其中最常见RNN的是LSTM（Long Short-Term Memory）算法，它是长短期记忆网络，是一种时间递归神经网络，适合于处理和预测时间序列中间隔和延迟相对较长的重要事件。它和最原始的RNN相比能够捕获更长距离的字串依赖，LSTM和原始RNN的不同之处只是在于计算隐层的方法，主要就在于LSTM在算法中加入了一个判断信息有用与否的处理器，这个处理器作用的结构称作Cell。一个Cell当中被放置了三扇门，分别叫做输入门、过滤门和输出门。一个信息进入LSTM的网络当中，可以根据规则来判断是否有用。只有符合算法认证的信息才会留下，不符合的信息则通过过滤门被过滤掉。目前已经证明，LSTM是解决长序字串依赖问题的有效技术，并且这种技术的普适性非常高，带来的可能性变化非常多。RNN的应用比较广泛，可以在翻译语言、机器人、文档摘要、语音识别、图像识别、手写识别、预测疾病等应用上发挥作用。
 
例如，RNN在语言模型和机器翻译方面有着很好的应用。给定一个词的序列，应用RNN模型，我们可以预测在给定之前所有词的条件下当前词出现的概率。语言模型让我们可以计算一个句子可能出现的概率，这对于机器翻译是很重要的输入。我们得到了一个产生式的模型，它可以预测下一个词，这可以帮助我们用采样的方式生产文本。先根据概率采样生成第一个词，然后根据第一个词来计算第二个词的概率，再采样第二个词，然后再根据第二个词来计算第三个词的概率，…，以此类推。在语言建模这个任务中，我们的输入通常是一个词的序列，我们的输出是需要预测的词。另外，机器翻译和语言建模的相似之处是，输入是源语言（例如英语）的一个词序列，输出是目标语言（比如法语）的一个词序列。不同之处在于，我们只有在看到完整的输入之后才开始输出，因为我们想翻译的第一个词可能需要后面句子的信息才能翻译出来，比如多义词，它的具体含义依赖于整个句子。总之，循环神经网络RNN在自然语言深度分析方面有着比较成熟的应用。
3.8　本章小结
 
本章比较简明扼要地介绍了机器学习应用常用的一些算法。与很多专门论述机器学习算法的书籍相比较，本章可谓短小精悍，其主要目的一是试图能较全面地介绍一下机器学习商业项目中经常用到的算法，二是使读者能对机器学习常用算法有个快速入门，并把算法融入到整个系统性工程的机器学习实践中去，把更多的精力均匀分配到机器学习应用的各个重要环节中，而不至于总是纠结于算法。另外我们的一个感受是，虽然目前很多人投入到机器学习算法的研究与开发工作中，也的确在产生了一些实验证明是有效的新算法，但面对需求越来越多、越来越高的各类商业项目以及越来越复杂、越来越庞大的大数据，真正能够在应用中胜任的算法其实远远不够！这也正是我们今后不断努力的方向！
第4章　机器学习应用案例
 
上一章简要介绍了机器学习应用常用的一些算法，本章将介绍一些应用这些算法开展商业应用的案例。这些案例不仅体现了算法的实践应用，也展现了机器学习应用各个环节的一些工作内容。本章将主要介绍特性选择模型的应用、分类模型的应用和算法的综合应用，应用中包括临床科研、肿瘤标志物的研究等方面的案例。
4.1　特性选择的应用
 
本节选取了一家综合性三甲医院心脏病患者的临床数据，对该数据的有关变量指标应用特性选择算法，将相关系数排名靠前的因子利用不同的分类算法进行分类，对得出的结果进行了分析。本节将介绍该案例的数据整合、数据描绘、数据标准化、特性选择探索等各阶段内容，这些工作实际上是该案例机器学习流程的一个体现。
4.1.1　数据整合
 
首先我们进行数据整合。原始的数据是从该院提供的Excel文件中导入到Oracle数据库中的。数据的主要信息包括病人的基本信息、既往史、既往病史、检验信息、用药信息和其他的一些信息，共有917例数据，其中心梗病例作为观察组，心绞痛病例作为对照组。临床数据涵盖如下几个方面：
 
·病人的基本信息，主要有病例号、性别、年龄、入院时间、主诉等信息。

·既往史信息，主要有吸烟、饮酒等信息。

·既往病史信息，主要有高血压、心梗病史和糖尿病史等信息。

·检查信息，主要有心电图、冠脉造影等信息。

·用药信息，主要有抗生素、降压用药、调脂用药、抗凝用药、强心药、利尿剂等信息。

·其他信息，主要有住院天数、转归[1]和死亡时间等信息。
 
导入数据的工具使用的是Oracle SQL Developer，导入的时候增加了字段Case_id作为数据记录的唯一标识键。
 
[1] 转归是指病情的转移和发展的意思。比如病情的恶化或好转，以及扩散或减轻。
4.1.2　数据描绘
 
首先计算数据字段中所有连续型变量的平均值、最大值、最小值、标准差和中位数，然后统计出连续型变量字段的空值记录数，如表4-1所示。
 
表4-1　连续型变量字段分析
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下一步，计算数据字段中所有离散型变量的不同取值个数（Distinct Values Count），然后统计出所有离散型变量字段的空值记录数及空值百分比，如表4-2所示。
 
表4-2　离散型变量字段分析
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接下来，要对数据库表中所有字段的空值进行处理。如果某个字段缺失值的百分比不大，则对于连续变量中的空值数据赋予本字段的平均数，对于离散变量中的空值数据赋予一个不同于本字段所有取值的特殊值，如“未知”、“Unknown”等。如果某个字段缺失值的百分比很大，一般情况下该字段对于数据分析工作来说没有太大的意义，我们可以选择在分析时排除该字段。但在某些特定情况下，这样的字段本身却提供了很多信息，比如该字段代表的是一个非常规操作或非常规现象。例如，住院病人“血常规”是个常规检查，代表它的字段值缺失很少，而“肥达式反应”不是一个常规检查，相关字段值缺失就多，通过这些我们可以分析哪些是常规项目，哪些是非常规项目。
4.1.3　数据标准化
 
将原来Excel表中的中文字段在Oracle数据库表中统一用英文来表示。然后按照专业含义对数据进行整理，分别对观察组数据和对照组数据进行标签分类，1表示观察组，0表示对照组。
4.1.4　特性选择探索
 
我们将应用第3章中介绍的MDL算法和SRCF算法中的相对熵Entropy和特征准则计分Rfsc的方法开展特性选择的探索。首先应用SRCF算法计算目标属性性别SEX的相关因子，结果如表4-3-A和表4-4所示，其中的结果是使用SRCF算法计算出相对于目标属性SEX的各个相关因子的Entropy和Rfsc值。表4-3-A中的相关因子是按照Entropy降序排列的，表4-4中的相关因子是按照因子的Rfsc值降序排列的。
 
这里的属性集中，既有AGE、KILLP、IN_DAYS这样的连续型数据（其中，KILLP是数值为1～4的等级数据，也可看作有序离散数据），也有像SEX、DRINK、SMOKE这样的离散型数据。对于这样的混合型属性数据，我们需要运用统一的一种属性相关评价方法，以便使混合型的属性数据具有可比性。有两种策略，一种是将连续型数据离散化，另一种是离散数据连续化。这里，我们采用了后一种策略，将离散数据连续化就是将离散型的符号数据（如0和1）转化成数值计算，同时对不同的连续型数据进行去量纲化处理，然后应用连续型相对熵算法对所有属性因子进行评分。同时，为了验证这一方法的有效性，我们还应用了离散型相对熵算法对所有离散型的属性因子进行评分，并与连续型相对熵算法对所有离散型属性因子的评分进行比较。结果发现，连续型相对熵算法与离散型相对熵算法对不同的离散型属性因子的评价是基本一致的，参见表4-3-A和表4-3-B，以及表4-5-A和表4-5-B。当然，我们还可将连续型数据离散化后，应用离散型相对熵算法对原连续型的属性因子进行评分。
 
表4-3-A　用SRCF计算SEX的Entropy和Rfsc（连续型相对熵算法）（按Entropy排序）
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表4-3-B　用SRCF计算SEX的Entropy（离散型相对熵算法）
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表4-4　用SRCF计算SEX的Entropy和Rfsc（按Rfsc排序）
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从两表中可以看出，住院时间IN_DAYS、年龄AGE两个因子的Entropy和Rfsc的值都是最大的，这说明这两个因子与性别SEX目标属性相关性较大，同时也是因为IN_DAYS和AGE是连续型的属性因子，它们与其他离散型属性因子的Entropy和Rfsc的值有较大的距离，因此，最好将连续型的属性因子与离散型的属性因子分别进行比较。而后面离散型因子中的饮酒DRINK、评分KILLP和心梗MCD_INFC相对值较高，说明不同的性别组在这三个方面可能有较明显的差别。
 
Entropy与Rfsc值的关系图如图4-1所示。我们看到对于Entropy和Rfsc值来说，它们的数值大小所反映的相关系数的方向是一致的。以Rfsc值分布来说，大致可分为三段。第一段Rfsc<0，此时Rfsc与Entropy大致呈现线性下降的趋势；第二段Rfsc>0且Rfsc<0.4（离散型因子），此时Rfsc与Entropy大致呈现缓慢线性增长的趋势；第三段Rfsc>0.4（连续型因子），此时Rfsc与Entropy大致呈现更缓慢的线性增长的趋势。其实，第二段与第三段的关系特征是相似的，只是由于两段中不同的数据类型（离散和连续）在量级上体现的差别。
 
相似地，我们应用SRCF算法计算预后[1]STATUS字段的相关因子的Entropy和Rfsc值，如表4-5-A所示。
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图　4-1
 
表4-5-A　用SRCF计算STATUS的Entropy和Rfsc（连续型相对熵算法）（按Entropy排序）
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表4-5-B　用SRCF计算STATUS的Entropy（离散型相对熵算法）
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我们再看一下由表4-5-A绘制的Entropy与Rfsc值之间的关系图，如图4-2所示。
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图　4-2
 
由图我们可以看出，预后STATUS字段的相关因子的Entropy和Rfsc值呈现一种近似增长曲线的关系。
 
接下来，我们对SRCF算法和MDL算法进行比较。SRCF算法和MDL算法对性别SEX和预后STATUS的相关因子的比较，如表4-6和表4-7所示。
 
表4-6　用SRCF和MDL计算SEX的Entropy、Rfsc和Importance（按Rfsc排序）
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表4-7　用SRCF和MDL计算STATUS的Entropy、Rfsc和Importance（按Rfsc排序）
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表4-6是SRCF算法和MDL算法对于目标属性SEX得到的分类因子，表4-7是SRCF算法和MDL算法对于目标属性STATUS得到的分类因子，分类因子均按照Rfsc值降序排列。从表中可以看出，使用SRCF算法得到的Entropy和Rfsc值高的因子，在使用MDL算法时不一定能够得到较高的权重和排序。这两种分类算法得到的因子排序不同，这说明SRCF算法和MDL算法具有不同的特性选择方法和体系。
 
观察SRCF算法和MDL算法评分散点图。首先观察对于性别SEX目标属性，由SRCF算法得到的相对熵（Entropy）与MDL算法得到的显著性评分（Importance）之间的关系图，如图4-3所示。
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图　4-3
 
然后观察对于性别SEX，由SRCF算法得到的特征计分（Rfsc）与MDL算法得到的显著性评分（Importance）之间的关系图，如图4-4所示。
 
从图4-3和图4-4中，我们可以看出SEX的Entropy与Importance关系和其Rfsc与Importance关系有一定的相似性。连续型因子的IN_DAYS和AGE之间具有相对可比性，其他离散型因子之间具有相对可比性。在离散型因子部分，Importance与Entropy显示出十分低缓的线性下降趋势，Importance与Rfsc在主流上显示出比较明显的线性下降趋势。
 
然后，我们再观察一下预后STATUS的Entropy与Importance关系图，如图4-5所示。
 
预后STATUS的Rfsc与Importance关系图，如图4-6所示。
 
从图4-5和图4-6中，我们可以看出STATUS的Entropy与Importance关系和它的Rfsc与Importance关系也有相似性，但呈现的主流趋势不太清晰。这说明，一方面Entropy与Rfsc所表达的信息量有着类似方式，另一方面基于MDL算法的Importance系数是从不同于前两者的角度来表达数据间的关系的。在应用中，我们会根据案例的实际情况选用不同的特性选择方法，下一节我们会比较它们在案例中的应用效果。
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图　4-4
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图　4-5
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图　4-6
 
[1] 预后是指预测疾病的可能病程和结局。
4.2　分类模型的应用——算法比较
 
本节选取了某大型三甲医院的肿瘤病人的临床数据，将与肿瘤疾病相关的特定生化指标应用特性选择算法进行指标影响度分析，对排名靠前的因子（生化指标）再利用不同的分类算法进行分析，得出分类结果。本节将介绍该案例的数据整合、数据描绘、数据标准化、特性选择探索和分类模型等各阶段内容，这些环节实际上反映了该案例的机器学习流程。首先我们要进行的准备工作是数据的整合。
4.2.1　数据整合
 
原始的数据是从该医院提供的Excel文件中导入到大型数据库系统Oracle的。原始数据包括观察组（恶性肿瘤病人组）的数据和对照组的数据（非恶性肿瘤病人组）。观察组的数据可分为几大类：病人的基本信息、病人的既往史、病人的生化检查信息（肿瘤标志物）、病人的病理数据、专业的检测信息、病人的其他信息，总共有570例的数据。临床数据涵盖如下几个方面：
 
·病人的基本信息，主要有病人编号、性别、年龄、入院时间、确诊时间等信息。

·病人的既往史信息，主要有呼吸病史、肿瘤家族史、吸烟等信息。

·病人的生化检测信息，主要包括癌胚抗原、神经烯醇化酶NSE、细胞角蛋白、胃泌素前体、鳞癌抗原等检测信息。

·病人的病理数据，主要是病理类型、组织学分级、治疗方法等数据。

·专业的检测信息，主要包括F检测、L检测、C检测等专业化的检测信息数据。

·其他信息，主要有进展时间、死亡时间、总生存期等信息。
 
对照组的数据又细分成两组，分别是健康组（健康人群）和良性组（良性肿瘤病人组），总共有233例数据。对照组中的数据基本上是专业的检测信息，例如，F检测、L检测、C检测等，此外还有一些病人的其他检测信息，如P04、P08、P09等信息。
 
我们对观察组和对照组进行了分析，此外也对对照组中的健康组和良性组进行了分析。导入数据的工具是Oracle SQL Developer。将Excel文件中的数据导入到Oracle数据库后，再将观察组和对照组的数据整合到一起，存储在同一张数据表中，并增加字段Case_id作为每条数据的唯一标识键。
4.2.2　数据描绘
 
首先，计算数据字段中所有连续型变量的平均值、最大值、最小值、标准差和中位数，然后统计出连续型变量字段的空值记录数，如表4-8所示。
 
表4-8　连续型变量字段分析
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下一步，计算数据字段中所有离散型变量的不同取值个数（Distinct Values Count），然后统计出所有离散型变量字段的空值记录数及空值百分比，如表4-9所示。
 
表4-9　离散型变量字段分析一
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从表4-9中可以看出，与表4-2不同，数据中许多字段的空值记录数及比例都不小。进一步，需要计算所有离散型变量不同取值的记录个数（Count of Distinct Values），以便进一步了解数据分布情况，当然也包括了离散型变量字段的空值记录数，如表4-10所示。
 
接下来，要对数据库表中所有字段的空值进行处理。对于连续变量中的空值数据将赋予本字段的平均数，对于离散变量中的空值数将赋予一个不同于本字段所有取值的特殊值，如“未知”“Unknown”等。
4.2.3　数据标准化
 
将原来Excel表中的中文字段在Oracle数据库表中统一用英文来表示。然后按照专业含义对数据进行整理，分别对观察组数据和对照组数据进行标签分类。在数据表中对每一行数据增加一个Diag_New的字段作为目标分类变量，以区分对照组病例和观察组病例，如用9表示观察组，1表示良性组，0表示健康组。
4.2.4　特性选择探索
 
在应用分类模型之前，需要以分类变量为目标，与所有其他变量做相关性分析，即采用特性选择算法对目标分类变量的相关因子进行影响度显著性评价，以得到影响度显著性高的相关因子作为目标分类变量的分类因子。
 
表4-10　离散型变量字段分析二
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4.2.4.1　应用SRCF算法
 
首先，应用我们创造的SRCF算法对目标分类变量Diag_New进行分类因子探索和选择，具体方法与4.1.4节相同。
 
1.使用SRCF算法计算Diag_New的相关因子。
 
应用SRCF算法计算字段Diag_New的相关因子，结果如表4-11所示，表中的相关因子是按照Entropy降序排列的。
 
表4-11　用SRCF计算Diag_New的Entropy和Rfsc（按Entropy排序）
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表4-11中给出的是使用SRCF算法分析的结果，计算相对于目标属性Diag_New的各个相关因子的Entropy和Rfsc值。表4-12中的相关因子是使用同一SRCF算法分析的结果，按照每个因子的Rfsc值降序排列。
 
表4-12　用SRCF计算Diag_New的Entropy和Rfsc（按Rfsc排序）
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从表4-11和表4-12中，我们能够看出P9、P4两个相关因子的Entropy和Rfsc值都是最高的，并且两个表中大部分因子的Entropy值和Rfsc值的排序基本是相同的。这说明对于Diag_New字段而言，P9、P4这两个因子有很好的相关性，也就是说P9、P4与Diag_New的不同取值（即对照组病例和观察组病例）有很强的相关关系。反过来可以说，对照组病例和观察组病例的差异性指标可能是P9、P4。
 
2.使用SRCF算法计算SEX的相关因子。
 
同理，我们可以计算出性别属性SEX的相关因子，如表4-13和表4-14所示。
 
表4-13中的相关因子是按照Entropy的大小降序排列的，表4-14中的相关因子是按照Rfsc值降序排列的。
 
比较表4-13和表4-14可以看出，按照Entropy排序和Rfsc值排序，相关因子的顺序不同但波动较大，其中排名靠前的P27、ST和P29与性别的相关性可能较强，而在表4-13中排在H3_TIME之后的属性因子则可能与性别的相关性较弱。
 
表4-13　用SRCF计算SEX的Entropy和Rfsc（按Entropy排序）
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表4-14　用SRCF计算SEX的Entropy和Rfsc（按Rfsc排序）
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4.2.4.2　SRCF算法和MDL算法比较
 
我们使用了另外一种常用的特性选择算法MDL算法对以上数据进行了分析运算，结果在此不再赘述。下面将两种算法分析的结果进行比较，并讨论一下两种算法的异同。对Diag_New相关因子的比较，如表4-15所示。
 
表4-15　用SRCF和MDL计算Diag_New的Entropy、Rfsc和Importance（按Entropy排序）
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表4-15是SRCF算法和MDL算法计算出的对于分类属性Diag_New的各个因子的部分相关系数值。SRCF算法给出的参考值是相对熵Entropy和特征计分值Rfsc，MDL算法给出的是影响显著性评分Importance。表中的相关因子是按照Entropy降序排列的。从表中可以看出，Importance和Entropy对各个因子的相关性的评价不太相同，其中二者对P4和SEX的评分比较相近，而对其他的属性因子评分差异较大。我们用SRCF算法和MDL算法对数据中其他所有属性因子相对于分类属性Diag_New都做了属性相关性评价，并应用到下面的分类模型中。
4.2.5　分类模型
 
分类模型是用SRCF算法和MDL算法得到不同的分类因子，然后将这些分类因子应用到不同的分类算法中，最后对分类结果进行分析比较。本次分析采用了四种不同的分类算法，分别是：支持向量机（SVM）、贝叶斯网路（ABN）、决策树（DT）、贝叶斯算法（NB）。其中，贝叶斯算法作为验证算法。
 
表4-16中的数据是以MDL和SRCF因子选择算法得到的对于目标属性Diag_New不同的相关因子，利用四个分类算法进行分类后在预测准确率、代价成本和置信度（Confidence）上得到不同的结果。表中分类目标值栏里的1表示的是对照组，9表示的是观察组。
 
表4-16　对照组-观察组比较

 
 [image: ]

 
首先是四个算法应用不同相关因子之间的区别。从表4-16中我们能够看出，对于用MDL和SRCF得到的分类因子，使用贝叶斯网络算法得到的置信度和预测准确率都是非常相近的，说明这两组分类因子对于贝叶斯网络算法来说，对于分类目标Diag_New的分类效果相差不大。决策树算法使用这两组分类因子得到的置信度和预测准确率也很近似，并且总体效果比贝叶斯网络算法的要好，这说明决策树算法的性能在这个数据中要优于贝叶斯网络算法。在这四种算法中，支持向量机的置信度和预测准确率都是比较适中的，使用MDL算法产生的相关因子在置信度和预测准确率上要比SRCF算法好些。贝叶斯算法（NB）对于不同组的分类因子，置信度变化十分明显，说明贝叶斯算法对Diag_New的分类效果，用SRCF算法得到的分类因子不如使用MDL算法得到的分类因子好。此外，还可看出使用SRCF算法得到的分类因子在每个算法上的分类置信度都低于MDL算法得到的分类置信度。
 
其次是同一组分类因子对不同算法的影响。由SRCF算法得到的分类因子是AGE、C、P27和P4，在这组分类因子中，决策树算法的分类置信度最高并且在观察组中的预测准确率最高、代价开销最小；贝叶斯算法在四个算法中的置信度最低且预测准确率也是最低的。由MDL算法得到的分类因子是AGE、H1、H2和P4，在这组分类因子中，贝叶斯网络算法的分类置信度是最低的，但是与SRCF算法得到的分类因子的置信度接近，这说明这两组因子对贝叶斯网络算法的影响不大；分类置信度最高的是贝叶斯算法，而且预测的准确率也是最高的，这与使用SRCF算法得到的分类因子形成鲜明对比，说明这两组分类因子对贝叶斯算法的影响是很大的。进一步说，由于贝叶斯算法是基于条件概率原理的，它要求分类因子之间是独立的、不相关的，因此说，由SRCF算法得到的这组因子间的独立性没有MDL算法得到的因子间的独立性好。
4.3　算法的综合应用——肿瘤标志物的研究
 
这个案例是一个关于某肿瘤标志物的研究，这里我们对肿瘤标志物癌胚抗原进行研究。癌胚抗原，英文简称CEA，是我们常用的肿瘤标志性辅助指标，在临床试验、临床诊断方面广泛应用。在临床当中我们发现CEA与临床免疫学方面的因子存在一定联系，但目前尚未证实CEA在临床免疫学方面的确切意义。我们还发现CEA的异常与糖尿病有关，并发现该肿瘤标志物的异常等级往往与一些临床症状存在相关的现象，另外，CEA是否还与其他实验室指标有相关性，也值得我们深入探讨。
 
在这个案例当中，我们应用了很多机器学习算法。包括在研究样本的设计与选取、临床特征主题分析、临床特征关联分析、相关因子分析、不同等级差异分析等各个环节，都应用了机器学习算法和统计学算法，并给我们带来以下好处：
 
·观察组与对照组的设计与选择非常严谨和均衡，为科学的对照研究奠定了坚实基础。

·主动式的探索和发现论证了科学规律，帮助科研者提出科研假说，并论证了假说。

·帮助科研者大范围地研究多变量的复杂关系，多角度、多维度地探寻、论证变量之间的普遍联系和特异关系。
 
癌胚抗原作为重要的肿瘤标志性辅助指标，在临床试验和诊断方面已被广泛应用。近年，有研究表明癌胚抗原还与临床免疫学方面的因子存在一定联系。本研究旨在癌胚抗原与临床免疫学等关系方面做较深入的研究，以期揭示两者之间的关系，并探讨其免疫学的影响意义。
4.3.1　样本选取
 
科研样本的设计与选取在整个科研活动中至关重要。传统的样本选取方法和技术比较简陋，往往造成观察组与对照组的设计与选择不严谨和不均衡，直接影响了科研的质量。本案例中，首次采用机器学习的一些方法辅助科研样本的设计与选取，大大提高了观察组与对照组的质量，使得科研结论的可信度大大提高。
 
4.3.1.1　观察组样本的选取
 
我们收集了某大型三甲医院体检中心的三年体检数据。选取男性，且终检包含“癌胚抗原（CEA）增高”，同时做了血脂、肌酐和尿酸化验的体检者数据为观察组（记为G1），共1391例。数据集采集项目包括所有体检的生化指标以及终检结果描述。
 
4.3.1.2　观察组样本的特征分析
 
年龄和性别是观察组临床特征的重要因素，它们往往与许多临床指标存在密切的联系。因此，对观察组样本的年龄和性别的分布特征分析具有重要意义。为了更科学地反映观察组样本的年龄和性别的客观分布，本研究采用机器学习的聚类算法（见第3章）加以分析。
 
本研究采用机器学习的聚类模型，就是按照观察组数据在年龄方面的相似性来找出数据的不同分簇，簇内的成员比簇间成员更具有相似性，聚类分析的目的就是要使簇内有足够的相似性和簇间有足够的差异性。
 
由于观察组所有样本均为男性，我们采用改进K均值算法，只对观察组1391例样本的年龄变量数据进行运算，得到了一组高置信度的分类规则，本例得到了13个分组。为了更好地反映观察组样本在年龄上的主要分布特征，我们将13个分组合并为四个大组，具体如下：
 
·24岁到41岁置信度为0.9462，支持度（Support）为88例。

·41岁（不包括41岁）到58岁置信度为0.856，支持度为496例。

·58岁（不包括58岁）到75岁置信度为1，支持度为243例。

·75岁（不包括75岁）到86岁置信度为1，支持度为192例。
 
用统计学方法做描述统计，结果如下：
 
·24岁到41岁有135例，均值和标准差为35±4.99。

·41岁（不包括41岁）到58岁有753例，均值和标准差为51±4.51。

·58岁（不包括58岁）到75岁有327例，均值和标准差为67±5.12。

·75岁（不包括75岁）到86岁有160例，均值和标准差为80±3.05。
 
G1组中各个年龄组例数比例如表4-17所示。
 
表4-17　各个年龄组例数比例
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4.3.1.3　对照组样本的选取
 
我们使用聚类分析方法找到观察组G1中的年龄特征后，然后以相同特征（表4-20分组规则）选取对照组，记为G2。具体方法为，从与G1同一数据源的体检数据中选取数据，条件为男性，终检不包含“癌胚抗原（CEA）增高”，同时做了血脂、肌酐和尿酸化验，得到一个大样本集，记为G，约22000条数据。我们编写一个随机选取算法，设计从G组中随机选取样本例数与观察组相当的样本（约为2000左右）为G2组。具体做法是，找出观察组G1的每个年龄段中每个年龄所占比例，分别与对照组中每个年龄段例数相乘，得到对照组中每个年龄段中每个年龄的例数，然后从G中随机取出相同例数的记录，最后得到表4-18中第四列的例数。
 
表4-18　对照组中每个年龄段例数
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G2组的选取方法如下：
 
1）观察组G1的24岁到41岁年龄层设为A1，其中每个年龄段为a（i），例数为L（i），占比为q（i）。例如：
 
a（1）=25，L（1）=3，q（1）=0.022；
 
a（2）=26，L（2）=6，q（2）=0.044；
 
……，以此类推，直到随后一段，
 
a（17）=41，L（17）=23，q（17）=0.17。
 
2）对照组G2的24岁到41岁年龄层需要194例，那么q（i）×194可以求出对照组G2的24岁到41岁年龄层中每个年龄段的例数Q（i）。例如：
 
Q（1）=q（1）×194=0.022×194=4，
 
Q（2）=q（2）×194=0.044×194=9，
 
……，以此类推，直到随后一段，
 
Q（17）=q（17）×194=0.17×194=33。
 
从G中的年龄为25的体检者中，用随机选取算法随机取出四个，在年龄为26的体检者中随机取出九个，以此类推，可以取出对照组G2的24岁到41岁年龄组B1，共195例。
 
3）A1和B1做均数比较。
 
对A1和B1做两独立样本秩和检验，H0：两总体分布相同；H1：两总体分布不相同，检验水准为0.05，结果为P=1，大于0.05，所以在0.05水准下，A1和B1两样本的总体分布的差异无统计学意义。
 
4）重复以上1）至3）步，得到另外三层年龄组的对照样本，如下：
 
·对照组G2的41岁（不包括41岁）到58岁年龄组，共1083例，P=0.961>0.05。

·对照组G2的58岁（不包括58岁）到75岁年龄组，共468例，P=0.992>0.05。

·对照组G2的75岁（不包括75岁）到86岁年龄组，共230例，P=0.929>0.05。
 
加上G2组24岁到41岁层样本，实际总共得到对照组G2共1976例。其均值和标准差如下：
 
·24岁到41岁有195例，均值和标准差为35±4.97。

·41岁（不包括41岁）到58岁有1083例，均值和标准差为51±4.5。

·58岁（不包括58岁）到75岁有468例，均值和标准差为67±5.13。

·75岁（不包括75岁）到86岁有230例，均值和标准差为80±3.03。
 
4.3.1.4　对照组样本的特征验证
 
我们对观察组G1的年龄做描述统计，结果如图4-7所示。
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图　4-7
 
观察组平均年龄为56岁，其中48岁到55岁例数最多，共330例，40岁到62岁之间有862例，占总例数的62%。观察组的频数分布直方图如图4-8所示。
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图　4-8
 
然后，我们对对照组G2的年龄做描述统计，结果如图4-9所示。
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图　4-9
 
对照组平均年龄为56岁，其中44岁到50岁例数最多，共414例；44岁到62岁之间有1150例，占总例数的58%。对照组的频数分布直方图如图4-10所示。
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图　4-10
 
从图4-19至图4-22可以看出，两组的平均年龄都是56岁；观察组G1的标准差为13.6，对照组G2的标准差为13.2，变异系数几乎相同；40岁到62岁之间的例数一个为62%，一个为58%，很接近。可见两组分布几乎相同。
 
最后，我们对观察组G1和对照组G2做两独立样本秩和检验，结果P=0.774，大于0.05，接受H0，即在0.05水准下，观察组G1和对照组G2的总体分布相同。
4.3.2　癌胚抗原临床特征主题分析
 
上一节，我们采用机器学习的聚类技术辅助开展科研样本的设计与选取，大大提高了观察组与对照组之间的可比性。本节，我们将运用特征抽取技术开展癌胚抗原临床特征的主题分析。
 
4.3.2.1　应用特征抽取模型
 
特征抽取（Feature Extraction）模型（见第3章），常应用于潜在语义分析、数据压缩、数据分解、映射和模式识别等。这里，我们应用特征抽取模型分析本研究中观察组G1和对照组G2的终检结果的主题特征，或者也可以说应用降维的方法将终检描述变量进行维度压缩，以获取临床症状合并模式。
 
4.3.2.2　数据准备
 
体检终检结果数据表的结构如表4-19所示。
 
表4-19　体检终检结果表结构

 
 [image: ]

 
其中有这样一条数据，如表4-20所示。
 
表4-20　体检终检结果表
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将以上数据变换为交易型的多记录数据结构，如表4-21所示。更详细的技术细节参见第5章。
 
表4-21　交易型多记录数据结构表
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4.3.2.3　特征抽取算法
 
我们采用非负矩阵因子分解（Non-negative Matrix Factorization，NMF）算法（见第3章）对观察组1391例样本进行运算。
 
非负矩阵因子分解NMF算法是一种特征抽取算法，它常常用于属性很多，而且属性模糊或者有很弱的可预测性的数据集。通过合并属性，NMF算法可以产生有意义的模式或主题。NMF算法通过创建用户定义的特征数来压缩多元变量数据，每一个特征是原来属性集的一个线性合并，这些线性合并的系数是非负的。NMF算法压缩一个数据矩阵V为两个低阶矩阵W和H的乘积，以近似地等于W×H。NMF算法使用交互式过程来修改矩阵W和H的初始值，以便这个乘积接近矩阵V。这个交互式过程当近似值差聚集或者达到一个给定的迭代次数时终止。
 
在NMF模型应用的时候，该模型将原始数据映射到一个由模型发现的新的属性集上。在本研究中，我们将每一个单独终检描述项视为一个特殊变量，它的取值为Exist或Null。我们将原始数据变换为表4-24后，基于这个变换表创建了一个NMF模型，将大量的终检描述变量进行合并压缩，并映射到新的特征集中，从而找到观察组G1和对照组G2的终检结果的主题特征。
 
4.3.2.4　观察组模型结果
 
用特征抽取方法对观察组G1进行分析，得到排序在前7位的特征，其特性总参数和特性序号如表4-22所示。
 
表4-22　特性总参数和特性序号
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特征7中包括8个并发症：白细胞分类异常、血脂异常、腰臀比值异常、冠心病、空腹血糖高、高血压病、体重指数偏低和双眼视网膜动脉硬化Ⅱ。其中白细胞分类（免疫系统指标）异常占主要因素，说明癌胚抗原增高与免疫系统出现异常同时出现的概率很高，如图4-11所示。
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图　4-11
 
表4-23中，该特征提示非常强的主题，即CEA增高组有明显的免疫方面的反应。经对CEA增高组的生化指标进行全面分析，发现淋巴细胞分布异常，95%的案例都有淋巴细胞增高现象，说明CEA与免疫系统因子有较密切联系。
 
表4-23　特征属性
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我们再来观察特征抽取模型得到的另外一个特征20，如图4-12所示。
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图　4-12
 
特征20包括六个并发症：视盘大凹陷、尿常规异常、丙氨酸氨基转移酶ALT增高、糖尿病、高血压病、超重。其中视盘大凹陷占主要因素，其次是尿常规异常、ALT增高和糖尿病，这些症状都反映了与糖尿病有关的现象，说明癌胚抗原增高与糖尿病有一定的关联，如表4-24所示。
 
表4-24　特征属性
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以上两个有关CEA增高组的临床主题抽取特征，反映了两个完全不同的临床特征，一个与免疫学有关，一个与糖尿病有关，从两个不同的系统揭示了CEA增高组的临床特征。当然，有研究表明，糖尿病与免疫学有关也有一定的联系，这样也间接印证了特征抽取模型的特征提取效果。
4.3.3　癌胚抗原临床特征规则分析
 
上一节，我们运用特征抽取技术开展癌胚抗原临床特征的主题分析。本节，我们将应用机器学习的另外一个重要技术——关联规则模型，进一步探索癌胚抗原临床特征规则。
 
4.3.3.1　应用关联规则模型
 
关联规则（Association）模型（见第3章），用于发现数据集中同时发生事件的概率，同时发生事件之间的关系可以表达为关联规则。关联规则的结果就是产生一些规则用来辨别数据中的关联模式。关联模型的应用也称作货篮分析，它在市场分析、产品促销和发现商业趋势等方面是很有价值的。这里，我们应用关联规则模型分析本研究中观察组G1和对照组G2的终检结果伴随特征。
 
1.终检描述项集
 
关联规则分析的第一步是找出项集。一个项集就是在一个交易中找出两个或两个以上的项的组合，最大的项数是由用户指定的。本研究中，我们在一个人次的终检结果描述中，找出两个或两个以上的终检描述项的组合，并且给定最大的项数为三，即一个终检描述项集是两个终检描述项或三个终检描述项的组合。
 
2.终检描述频繁集
 
关联规则是由项集推导出来的。如果从所有可能的项集中产生规则，可能会得到非常多的规则，而且很多规则未必有意义，建立模型也许会花很长的时间。通常我们希望仅得到一些在数据中具有代表性的规则。频繁集就是由用户指定了最小频度的项集。最小频度项集支持度是一个用户定制的百分比，它限制了关联规则项集的数目。一个项集必须出现所有交易中指定百分比大于指定百分比，才被采用为关联规则。本研究中观察组G1和对照组G2的给定置信度为≥70%，支持度为≥10%。
 
数据准备同4.3.2.2节。
 
4.3.3.2　关联规则算法
 
在关联规则算法中，最小支持度和置信度是影响关联规则建模的两个重要指标。支持度和置信度也用于评估模型规则质量。支持度是指示在一个规则中项集共同出现的频度的指标。支持度是一个在前件和后件中包含的所有项集的交易数与所有交易数的比率。置信度是指示在一个规则中项集共同出现的概率的指标。置信度是在给定前件的条件下同时出现后件的条件概率。
 
支持度和置信度用于确定规则是否有效。然而，在某些情况下，即使支持度和置信度两个指标都比较高，但产生的规则依然可能是没有用的。Lift指标给出了评估规则质量的一个新指标。Lift指示给定的前件和后件随机同时出现的规则的强度，它提供了一个改进的信息，以提高给定前件下后件出现的概率。任何Lift<1的规则都不能显示是一个真正的内在并发现象，无论它的支持度和置信度有多高，因为它不能比随机现象更能预测前件和后件的并发出现。
 
4.3.3.3　观察组模型结果
 
我们应用关联规则算法分析本研究中观察组G1和对照组G2的终检结果伴随特征。首先，我们应用关联规则算法分析观察组G1的终检结果数据，然后将得到的关联规则模型按照后件、支持度、置信度优先顺序进行降序排列，得到如表4-25所示的关联规则结果集。
 
表4-25　规则表

 
 [image: ]

 
在观察组中如果有超重的现象，那同时出现腰臀比值异常的概率比较大，达到了70.13%，并且在表中所有后件为腰臀比值异常的规则中，本规则出现的频率最高，达到30.47%。同时，在观察组中如果有血脂异常的现象，那同时出现空腹血糖高的概率比较大，达到了71.38%，并且在表中所有后件为血脂异常的规则中，本规则出现的频率最高，达到14.72%。
 
我们再将关联规则模型的结果重新排序，按照后件、置信度、支持度的优先顺序进行降序排列，得到如表4-26所示的结果。
 
表4-26　规则表
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在观察组中如果有肥胖的现象，则同时出现腰臀比值异常的概率在表中所有后件为腰臀比值异常的规则中最高，达到80.4%，换句话说只要肥胖，那么腰臀比值就基本异常。同时，在观察组中如果有腰臀比值异常和空腹血糖高的现象，则同时出现血脂异常的概率比较大，达到了77.55%，在表中所有后件为血脂异常的规则中最高。
 
4.3.3.4　观察组模型的Lift指标
 
我们再将Lift指标添加到关联规则模型的结果中，并按照后件、Lift的优先顺序进行降序排列，得到如表4-27所示的关联规则表。
 
表4-27　规则表
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在观察组中按Lift指标由高到低排序，排在前三个的规则显示，如果有肥胖，或血脂异常和肥胖，或高血压病和血脂异常，则同时出现腰臀比值异常的概率比较大，达82%～86%，比率在10%～16%，而且是比较强的规则，它们的Lift值都超过了1.4。
 
4.3.3.5　对照组模型结果
 
同理，我们应用关联规则算法分析了观察组G2的终检结果数据，然后将得到的关联规则模型按照后件、支持度、置信度优先顺序进行降序排列，得到如表4-28所示的规则表。
 
表4-28　规则表

 
 [image: ]

 
在对照组中如果有超重的现象，则同时出现腰臀比值异常的概率比较大，达到了72.34%，并且在表中所有后件为腰臀比值异常的规则中，本规则出现的频率最高，达到31.63%。同时，在观察组中如果有血脂异常的现象，那同时出现高尿酸血症和腰臀比值异常的概率比较大，达到了72.76%，本规则出现的频率达到10.68%。
 
我们再将关联规则模型的结果重新排序，按照后件、置信度、支持度的优先顺序进行降序排列，得到如表4-29所示的规则表。
 
表4-29　规则表

 
 [image: ]

 
在对照组中如果有血脂异常和肥胖的现象，则同时出现腰臀比值异常的概率在表中所有后件为腰臀比值异常的规则中最高，达到89.2%，换句话说说只要肥胖，那么腰臀比值就基本异常。
 
我们再将关联规则模型的结果重新排序，按照后件、Lift的优先顺序进行降序排列，得到如表4-30所示的规则表。
 
表4-30　规则表
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在观察组中按Lift由高到低排序，排在前两个的规则提示，如果有血脂异常和肥胖，或单纯肥胖，则同时出现腰臀比值异常的概率比较大，达89%，比率在11%～16%，而且是比较强的规则，它们的Lift值都超过了1.4。
4.3.4　癌胚抗原临床特征规则的比较分析
 
通过4.3.3.2对观察组和对照组的关联规则模型分析，我们发现临床特征规则总体上比较接近，在给定置信度≥70%，支持度≥10%的条件下，我们得到了有关观察组和对照组的很多关联提示。
 
观察组和对照组腰臀比值异常的强规则基本相似，主要包括：单纯肥胖，或血脂异常和肥胖，或高血压病和血脂异常等。两组支持度和Lift也相当，但置信度相差3%～7%，如表4-31所示。这说明观察组中CEA增高可能引起一部分人的临床体征特殊的变化，有待进一步深入研究。
 
表4-31　关联规则模型分析
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通过对上面关联规则模型的分析，我们发现观察组和对照组的临床特征规则总体上比较接近。我们按照置信度下限70%和支持度下限10%的条件筛选关联规则，发现：
 
·观察组的腰臀比值异常规则，主要前提要素包括：超重、高血压、血管异常、肥胖、轻度脂肪肝、空腹血糖高、糖尿病、高尿酸血症等八个要素及其组合。

·观察组的血脂异常规则，主要前提要素包括：空腹血糖高、腰臀比值异常、高尿酸血症、轻度脂肪肝等四个要素及其组合。通过分析，我们发现腰臀比值异常与血脂异常互为前后件，说明二者密切相关。

·对照组的腰臀比值异常规则，主要前提要素包括：血脂异常、肥胖、高血压病、轻度脂肪肝、超重、高尿酸血症、空腹血糖高等七个要素及其组合。

·对照组的血脂异常规则，主要前提要素包括：高尿酸血症、腰臀比异常两个要素及其组合。
 
我们在腰臀比值异常规则中发现，观察组比对照组多了糖尿病，在血脂异常规则中，观察组比对照组多了空腹血糖高和轻度脂肪肝。也就是说，两组的差异主要是糖尿病及疑似糖尿病。
 
综上分析，表面上我们看到观察组中的CEA增高可能引起一部分人的临床体征特殊的变化。然而，通过深入分析，我们可以初步得出一个重要结论：CEA增高可能与糖尿病有关。
4.3.5　癌胚抗原相关因子分析
 
上一节，我们运用关联规则技术探索了癌胚抗原的临床特征规则。本节，我们将应用机器学习的又一个重要技术——特性选择模型，深入探索癌胚抗原的临床相关因子。
 
4.3.5.1　样本选取
 
首先是观察组样本的选取。我们收集了某大型三甲医院体检中心的三年体检数据，共47664例。数据集采集的内容包括所有体检的生化指标以及终检结果描述。
 
4.3.5.2　应用特性选择模型
 
下一步来看癌胚抗原相关因子的研究分析。在这里，我们用的机器学习方法是特性选择（Feature selection）模型（见第3章）。特性选择也被称为因子权重模型，它是一个有监督的模型，给预测目标的每属性因子的显著性打分。发现最有价值的预测因子，是很多机器学习项目的目标，权重评估和打分用来选取目标属性的预测属性。在这里，我们的目标属性是癌胚抗原。
 
我们应用ODM提供的特性选择算法MDL算法，以癌胚抗原作为目标属性，对所有与癌胚抗原同时检测的生化指标进行相关因子权重分析，得到图4-13所示的结果。
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图　4-13
 
从图中可以看到，与癌胚抗原相关性最高的是天冬氨酸氨基转移酶，其次是高密度脂蛋白、低密度脂蛋白。肌酐和尿酸对癌胚抗原相关度明显小于前3个指标，但又明显大于后面的所有指标。以上5个生理指标对CEA的影响显著性系数均大于0，说明它们与目标属性CEA成“实相关”的关系（见第6章）。以上特征的医学意义，我们不在此讨论了。下面，我们将应用统计学工具对MDL算法挖掘的结果进行评估和验证。
 
4.3.5.3　统计学验证分析
 
我们将应用统计学的相关性检验，来进一步验证CEA与通过特性选择模型得到的具有“实相关”关系的生理指标的关系。
 
1.癌胚抗原与天冬氨酸氨基转移酶的相关性
 
首先，我们对天冬氨酸氨基转移酶与CEA进行二元正态分布验证。验证的结果显示天冬氨酸氨基转移酶与CEA不服从二元正态分布，因此，我们采用基于秩和检验的Spearman秩相关分析，结果如图4-14所示。
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图　4-14
 
通过对天冬氨酸氨基转移酶与CEA的相关性秩和检验，得出的结论是Spearman秩相关系数：0.137，双侧概率P<0.05，具有统计学意义，说明天冬氨酸氨基转移酶与CEA成弱相关的关系。
 
2.癌胚抗原与高密度脂蛋白等的相关性
 
同理，我们对高密度脂蛋白与CEA进行二元正态分布验证。验证的结果显示高密度脂蛋白与CEA不服从二元正态分布，因此，我们采用基于秩和检验的Spearman秩相关分析，结果如图4-15所示。
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图　4-15
 
我们可以看到，癌胚抗原与高密度脂蛋白得到的是一个负相关的结果，系数为-0.134，双尾P<0.05，也就是说如果CEA增高的话，高密度脂蛋白就降低，反之，如果CEA降低的话，高密度脂蛋白就增高，但相关系数较低，成弱相关关系。
 
同理，我们可以计算出CEA和低密度脂蛋白的相关系数为0.0956，P<0.05，CEA与肌酐的相关系数0.2573，P<0.05，CEA与尿酸的相关系数0.2175，P<0.05。这说明CEA与肌酐和尿酸有一定程度的相关性，且较CEA与其他指标的相关性要更强一些，而CEA与低密度脂蛋白的相关性最弱。
 
3.癌胚抗原与肌酐、尿酸和天冬氨酸氨基转移酶的复相关性
 
我们还可以利用统计学中的复相关分析方法来验证CEA与肌酐、尿酸和天冬氨酸基转移酶多种指标组合的相关性，如图4-16所示。
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图　4-16
 
复相关分析的结果：相关系数r=0.1302，统计检验结果为：P<0.05。这样，我们可以看出CEA与肌酐、尿酸和天冬氨酸基转移酶多种指标组合呈现一种较弱的相关性。由于特性选择模型只是考察目标属性CEA与每个其他生理指标单独的影响关系，因此复相关分析可以补充目标属性CEA与某一组生理指标的组合关系。
4.3.6　不同等级癌胚抗原组差异分析
 
不同等级癌胚抗原是观察组临床特征的重要因素，对观察组样本的癌胚抗原的分布特征进行分析具有重要意义。为了更科学地反映观察组样本的癌胚抗原的客观分布，本研究采用机器学习的聚类算法加以分析。
 
4.3.6.1　应用聚类模型
 
本研究采用机器学习的聚类模型，就是按照观察组数据在年龄方面的相似性来找出数据的不同分簇，簇内的成员比簇间成员更具有相似性，聚类分析的目的就是要使得簇内有足够的相似性和簇间有足够的差异性。
 
我们采用改进K均值算法只对观察组47664例样本的癌胚抗原变量数据进行运算，得到了一组高置信度的分类规则，得到13个分组。为了更好地反映观察组样本在癌胚抗原的主要分布特征，我们将13个分组间的相似度特点合并为3个大组，具体如下：
 
第1组：CEA<5.1
 
第2组：5.1≤CEA<8.1
 
第3组：8.1≤CEA
 
然后我们进一步考察这3个大组间的生理指标的特征差异，如组间天冬氨酸氨基转移酶差异和组间密度脂蛋白差异。
 
4.3.6.2　天冬氨酸氨基转移酶差异分析
 
我们首先进行的是不同等级癌胚抗原组的天冬氨酸氨基转移酶差异分析。
 
1.天冬氨酸氨基转移酶的描述性统计结果
 
运用描述性统计分析方法，对全部3个大组的天冬氨酸氨基转移酶数据进行分析，结果如图4-17所示。
 
从图中可以看到，天冬氨酸氨基转移酶数据存在明显的离群点，分布在几个不同的区段内，范围包括195.7以上到877.5以上之间，总共有12个离群点，而40118个点集中在0.9到98.3之间，98个点分布在98.3至195.7之间，我们把这98个点称为亚离群点。我们给出这样一个图，可能看不到绝大多数点的实际分布，当然我们可以再给出一个只针对40118个点的描述性统计图表。但是因为医学家可能对离群点或亚离群点更感兴趣，他们的兴趣点是天冬氨酸氨基转移酶的离群点是怎样分布的，它们代表了什么临床现象，原因是什么等等问题。
 
2.三组天冬氨酸氨基转移酶的秩和分析
 
接下来，我们要对按照癌胚抗原划分的3个大组间天冬氨酸氨基转移酶进行差异性分析。由于3组数据的正态分布验证和方差齐性验证结果未通过检验，因此，我们直接应用基于非参数检验方法的多个独立样本的秩和分析。分析结果如表4-32所示。
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图　4-17
 
表4-32　天冬氨酸氨基转移酶的秩和分析

 
 [image: ]

 
我们看到，第1组分别与第2组、第3组天冬氨酸氨基转移酶都有统计学差异，但第2组与第3组天冬氨酸氨基转移酶尚不能认为有统计学差异。说明癌胚抗原以5.1为界，天冬氨酸氨基转移酶有明显不同，换句话说癌胚抗原与天冬氨酸氨基转移酶有影响关系是体现在癌胚抗原以5.1为界的现象下。进一步地，第2组与第3组天冬氨酸氨基转移酶尚不能认为有统计学差异，并不代表癌胚抗原5.1以上的天冬氨酸氨基转移酶没有分层，只是尚不能用癌胚抗原以8.1为界来分层，我们可以进一步对该段进行分层分析，并找到癌胚抗原相应的分层特点。此处不再做分析了。
 
4.3.6.3　高密度脂蛋白差异分析
 
接下来，我们进行的是不同等级癌胚抗原组的高密度脂蛋白差异分析。
 
1.高密度脂蛋白的描述性统计分析
 
运用描述性统计分析方法，对全部3个大组的高密度脂蛋白数据进行分析，结果如图4-18所示。
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图　4-18
 
从图中我们可以看到，高密度脂蛋白粗略地呈现出一种偏态分布的趋势，但需要进一步验证。与天冬氨酸氨基转移酶相比，高密度脂蛋白的变异系数要小得多，为23.89%。这些数据能反映什么问题，医学专家可能会比我们更清楚。
 
2.三组高密度脂蛋白的秩和分析
 
接下来，我们同样要对按照癌胚抗原划分的三个大组间高密度脂蛋白进行差异性分析。基于与天冬氨酸氨基转移酶同样的原因，我们直接应用基于非参数检验方法的多个独立样本的秩和分析。分析结果如表4-33所示。
 
表4-33　高密度脂蛋白的秩和分析
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我们看到，与天冬氨酸氨基转移酶不同，三组高密度脂蛋白两两间都有统计学差异，说明癌胚抗原的三个分组对高密度脂蛋白很敏感，换句话说癌胚抗原与高密度脂蛋白有明显的影响关系，并从这样的分层角度上说，这种影响关系比癌胚抗原与天冬氨酸氨基转移酶的影响关系要强。当然，究竟哪两对之间的影响关系更强，需要对全体数据的相关性进行分析，而不是这样的三段数据分析。
 
通过以上的过程分析，我们看到应用多种分析方法可以互相提示、相互印证，可以多角度、深层次地分析大数据中的隐含规律。当然，我们会发现，随着我们运用的方法不断地丰富和深入，我们的视野也在不断扩大，在发现越来越多的现象和规律的同时，我们也发现了越来越多的问题，也就是说，我们的已知越多，我们的未知也就越多，但我们可能就越来越接近真理，我们也有可能为人类做出越来越多的贡献。
4.4　本章小结
 
随着大数据的不断发展，各行各业商业机器学习需求的不断涌现，机器学习技术将越来越多地应用于商业项目中。这需要我们一方面不断地进行机器学习应用的各种创新，另一方面也不断总结和积累成功的机器学习商业应用经验。实践是检验真理的唯一标准，应用是检验机器学习技术的唯一标准。只有不断地将机器学习技术应用于实践中，不断地验证、改进、创新和再应用，机器学习才能真正地不断发展，并成为一种不断成熟的、广为认可的应用技术。
第5章　机器学习应用系统开发
 
第1章我们提到了医学方面、偏重科研方向的一个机器学习应用解决方案，包括从应用需求的产生、解决思路、系统设计、应用实现、效果的评价与总结等涉及所有环节的完整过程，我们称之为智能医学科研系统IMRS。它包含了从业务数据的探索性分析到数据的专业性选取，再到机器学习的深入分析，以及大量应用各种统计学方法对机器学习结果进行验证等各个环节，是一个比较典型的行业机器学习应用案例。这一章，我们将重点剖析一下，IMRS作为机器学习应用系统，其主要功能的技术开发要点，包括技术架构、数据变换、模型创建、功能实现等。本章中，我们将详细讨论IMRS系统设计，接下来我们再具体剖析IMRS的几个重要模块的开发方法，包括异常侦测模型的开发、特征抽取模型的开发，最后我们还要介绍一下IMRS的算法开发。
5.1　IMRS的设计思路
 
在介绍机器学习应用系统的开发之前，我们首先探讨一下开发、建设机器学习应用系统的意义。
 
机器学习常用的应用方式为工程性的应用或定制化的应用，其特点是应用需求十分明确和具体。机器学习的应用围绕着具体业务需求和业务问题来开展，因此，这类应用都是针对特定业务需求的，一般通用性较差。在这里，我们要讨论的是为了解决某一类的业务需求而开发的类似平台性质的机器学习应用系统，它们具备相当的通用性，又不同于工具类的机器学习系统。机器学习工具类软件提供的往往是纯技术的功能，比如数据的整理、各种机器学习算法，以及机器学习流程等，它们一般没有行业的针对性，更不提供有关专业知识。但在机器学习应用领域中，最大的瓶颈是，在很多案例中，机器学习技术与行业知识和专业需求很难有机地结合起来。机器学习在商业应用中效果不理想的原因，一是搞机器学习技术的人员不能深入理解行业应用的专业知识，二是搞行业业务的专业人员不太理解和掌握机器学习技术。另外，机器学习工作本身也极具挑战性。因此，在现实项目中，我们看到虽然机器学习技术人员和业务专业人员的热情都很高，对机器学习应用结果的期望也很高，但最后，在业务工作中真正依赖于机器学习应用提供的结果做业务指导的案例并不多见。
 
机器学习应用系统试图解决应用效果欠佳的瓶颈，即将机器学习技术与行业知识和专业需求有机地结合起来，使得应用人员在不必深入了解机器学习具体技术的情况下，就能很好地开展专业数据探索和挖掘工作，而机器学习应用系统一定是很“专业化”的。从功能上，机器学习应用系统既要提供适当的机器学习算法、有针对性的数据处理过程，还要提供一定的专业应用知识和经验。这样，就使得机器学习应用系统开发的要求和条件相当高，相应的开发团队既需要对相关行业和专业知识有很深入的理解，并有专业挖掘成功经验的技术专家，也仍然需要在该行业领域中有很深造诣的、对机器学习技术的应用有很好理解的专业专家。两方面的专家密切配合，互相学习和借鉴，共同研究和开发，才能搞好机器学习应用系统的开发工作。
 
行业应用系统最大的作用之一是使得知识的获取变得方便。当用户有了什么想法，立刻就可以去验证这个想法，而不是费时费力地获取数据、整理数据、亲自写算法或使用工具包算法处理数据，最后还要借助其他技术工具来验证评估结果。这一系列环节消耗人们的时间、精力，足以使一些有价值的商业想法还未来得及挖掘出来，就由于时间的延误而失去了它应有的价值，并可能错失了商机。
 
行业应用系统把商业机器学习活动的这些环节集成在了一起。数据是收集好的，放在一个不断自动增长的数据仓库里面，通过面向行业设计的数据筛选器可以很方便地取出来。数据在数据仓库ETL阶段时已经经过了初步的技术性整理和清洗（详见第2章）；在使用专用数据筛选器的时候，又再次从行业角度进行了一次专业清洗和整理；最后在数据展现给最终用户时，使用者还可以进行一遍人工选择。专门设计的这个人工环节，让使用者可以完全控制让什么数据进入分析引擎。用户在将数据送入分析引擎之前，可以把精心筛选的数据在应用系统中保留一份副本，根据数据管理的严格程度，可以导出应用系统之外或只能存在服务器上面。
 
数据经过专业筛选之后，用户可以使用集成在应用系统之上的专门为行业数据进行优化的分析引擎进行分析，用户不必亲自写算法或再利用各种工具软件，不必再花费大量时间深入学习机器学习的理论知识、开发技术，也不用每次搞机器学习应用时，都需要机器学习专业技术人员的支持和定制化服务。所有的机器学习技术对于用户而言都是透明的，运行在后台。当然应用系统开发者需要对用户进行相应的授课，来使用户了解这些机器学习的引擎都可以干什么，基本原理是什么，能解决哪些商业问题。用户只需把他们既有限又宝贵的时间和精力集中到解决业务问题上，以便及时把握商机。
5.1.1　IMRS核心功能设计
 
按照前面对科研业务需求的分析，我们设计了智能医学科研系统IMRS的核心系统——临床科研机器学习系统的架构功能。按照临床科研的普遍需求，我们将临床科研机器学习系统的功能划分为六个方面：
 
1.分布探索
 
所谓分布探索就是探索临床数据的客观分布。机器学习的主要技术是聚类分析。智能医学科研系统中具体设计如下两个模块：聚类疾病和聚类检验。
 
2.关系探索
 
关系探索是探索事物与事物间的伴随关系，以及变量与变量之间的影响关系。机器学习的主要技术是关联规则和特性选择。智能医学科研系统中具体设计如下3个模块：合并症关联规则、疾病因子权重和检验因子权重。
 
3.特征探索
 
特征探索是探索由高维变量表达的事物的主题特征，机器学习的主要技术是特征抽取。智能医学科研系统中具体设计如下模块：合并症特征抽取。
 
4.异常探索
 
异常探索是探索由高维变量表达的事物的离群个案，机器学习的主要技术是异常侦测。智能医学科研系统中具体设计如下两个模块：多维指标负向异常点侦测和多维指标正向异常点侦测。
 
5.推测探索
 
所谓推测探索就是根据有限变量的已知数据推测目标变量的未知值，通常有两种类型，一种是目标变量为离散型，我们将这种推测探索称为分类模型；另一种是目标变量为连续型，我们将这种推测探索称为预测模型，也称回归预测。我们把用于推测目标变量的有限已知变量称为分类因子（用于分类模型）或预测因子（用于回归预测）。推测探索是建立在分类因子或预测因子与目标变量之间存在着一定的关系模型的基础上，而这种关系模型可能是显式模型也可能是隐式模型。所谓显式模型就是可以用某种数学公式或逻辑规则或其他显式方法明确表达出来的多变量关系规律；而隐式模型就是尚不能用某种数学公式或逻辑规则或其他显式方法明确表达出来的多变量关系规律，我们通常称之为黑盒子，我们可以证明它存在，并可以应用它，只是暂时不能表达它。智能医学科研系统中具体设计如下两个模块：疾病推测和指标预测。
 
6.趋势探索
 
所谓趋势探索是按照某种次序或序列，通常是时间次序，考察并推测事物发生的变化，机器学习的主要技术是时间序列。智能医学科研系统中具体设计了生命指征监测模块。
 
智能医学科研系统中的临床科研机器学习系统功能架构如图5-1所示。
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图　5-1
 
前面我们设计了智能医学科研系统IMRS的核心系统——临床科研机器学习系统的架构功能。除了临床科研机器学习子系统外，IMRS还有一些其他重要的子系统，与临床科研机器学习子系统相互配合，共同为临床科研工作服务。本节我们将探讨智能医学科研系统主要功能、智能医学科研系统的模块设计与应用实现、智能医学科研系统的评估方法等内容。
5.1.2　IMRS主要功能
 
通过对临床科研的业务分析，以及对亟待解决的科研瓶颈的分析，我们设计了智能医学科研系统的主要功能，如图5-2所示，包括：
 
·（智能）数据挖掘子系统

·（智能）数据筛选子系统

·（智能）统计分析子系统

·（智能）科研预分析子系统
 
这几个子系统互相配合，构成一个完整的有机体。首先，可以应用科研预分析（也称为数据探索）子系统从科研数据仓库中寻找、探索新的科研线索和方向，然后应用机器学习子系统根据这些新发现的科研线索和方向，对海量数据进行深入的探索和挖掘，并找到数据中蕴含的医学规律和医学靶向，然后再利用数据筛选子系统严格选取由机器学习新发现所确定的科研样本数据，最后运用智能统计子系统对筛选的数据进行统计学验证。以上步骤可以循环往复，直至获得满意的科研结果为止，并对科研结果进行总结和论述，形成学术论文和科研成果。以上过程体现了一个完整的智能化科研理念和体系方法。
 
这里我们重点介绍智能数据挖掘子系统的设计方法。我们选取了智能数据挖掘子系统具有代表性的几个主要功能，有如下几个方面：
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图　5-2
 
1.疾病聚类分析
 
对各种疾病在年龄和性别特征上的聚类分析，发现各种疾病不同的年龄和性别特征；对各种疾病在其相关的各种生理指标进行聚类分析，研究各种疾病相关生理指标的分布特征。
 
2.疾病关联分析
 
对各种疾病在各种合并症上进行关联规则分析，分析发生某一合并症的条件下发生另一种合并症的概率，探索合并症的关联关系及因果关系。
 
3.疾病特征抽取分析
 
对各种疾病最可能发生的多种合并症模型进行特征提取分析，并研究模型中各合并症分量之间的权重和关系，抽取各种疾病合并症的主题特征。
 
4.疾病相关因子分析
 
挖掘疾病与生理指标的相关关系，探索不同的疾病在生理指标上的差异性，研究特定疾病的不同生理指标的相关关系。
 
5.疾病回归预测分析
 
挖掘疾病中多变量的高维数学模型，探索疾病的显式或非显式回归模型，并对模型进行验证和评估，从而揭示疾病的内在规律。
 
6.疾病异常侦测分析
 
对各种疾病在高维变量中的离群点进行挖掘，探索疾病特殊病例的特征和规律等。
5.1.3　IMRS的模块设计和应用实现
 
临床科研的基本方法是遵循所谓的“三要素”“四原则”的基本方法。“三要素”是指研究人群、处理因素和观察结果，“四原则”就是要求科研设计要满足随机、对照、重复和均衡的原则。在科研数据上，可以理解为数据分布的要求和数据对比的要求。临床科研的很多目标是要揭示潜在的医学现象、医学指标间的关系，及复杂的医学规律等。智能化科研探索的核心，就是应用机器学习的技术从海量的临床数据中，主动式地探索、发现蕴含的潜在医学规律，这样就大大提高了科研探索的效率，大幅拓宽了科研的题材面，并可深度探究和分析非常复杂的医学问题。
 
我们从大量的各类临床科研活动中，归纳、总结了带有普遍性的科研分析环节，以下面几种模型为例：聚类模型、关联规则、特征抽取、特性选择、分类模型、异常侦测、回归预测。下面分别介绍。
 
5.1.3.1　聚类模型
 
临床科研通常是以医院的病人为研究对象，并对病人的诸多基本变量和临床指标进行分析、总结，其中首要的、最基本的病人指标就是年龄和性别。通常不同年龄或（和）不同的性别的病人组具有不同的医学特征，因此常常需要将病人样本按年龄和性别进行分组，也就是科研的区组设计。但区组设计的方法大多采用人工划分，如将年龄按十年分为一组。如下例，选取了340个患有冠状动脉粥样硬化性心脏病的病人，以年龄为基准，采用等距法将340个病人分为七组数据，如表5-1所示。
 
表5-1　等距分组表
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这样划分的数据不能科学地反映研究人群的客观的年龄分布规律。因此，基于这样的分组对研究目标指标进行统计学分析，往往得不到组间的差异性，最终得到的科研结论的可信性大打折扣。
 
针对这个普遍存在的问题，我们采用机器学习中分析数据的客观分布规律的聚类技术，将科研者任意选定的某一研究人群的性别和年龄，进行科学划分。聚类技术的特点是探索未知数据的分布规律，最终找到一组最佳分组，使得组间具有足够的相异性，组内具有足够的相似性。聚类的算法主要采用划分算法和层次算法。例如，将上例中的数据进行聚类分析，得到了不同的区组划分结果。运用聚类方法将340位病人划分为八组，如表5-2所示。
 
表5-2　聚类分组表
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近一步地，科研中还需要对病人的诸多临床指标进行深入分析和总结，例如不同年龄和性别分组下的某生化指标的特征是什么。与上一点类似，我们也采用聚类技术进行分析，但不同的是聚类分析的变量由两个变为了三个。这时，从技术上要做些改进与优化，因为三个维度与两个维度的划分是不同的，多一个维度的引入对划分影响很大。
 
我们选取了该疾病患者的白细胞检验项进行检验，总计3115人次，聚类结果如表5-3所示。
 
表5-3　聚类结果表

 
 [image: ]

 
5.1.3.2　关联规则
 
科研中有很多情况要做有关病因学方面的探讨，如某种合并症是否是导致另一种合并症的诱因。我们这里采用机器学习的关联规则技术进行分析。关联规则技术的特点就是从大量的随机发生的并发事件中，找到强关联的现象，使得在某事件发生的前提下，另一事件的发生具有很高的概率，并且是一种具有业务意义的强规则。关联规则的一个可贵之处，就是它的单向性，更容易观察谁导致了谁，谁可能是因，谁可能是果。更为有趣的是，如果前后件互推的置信度都很高，那么它们就是双向的，也就是说二者互为因果，或者说是同生共寄。
 
例如，有一组心绞痛病人大约2000例，他们的合并症有上千种，每个人的合并症可能不一样，有的合并症多，有的合并症少。但医学家感兴趣的是，在这些大量的合并症案例中是否蕴含着一定的规律，即如有某合并症发生，很可能伴随着另一种合并症的发生，而且发生的概率非常高，同时不同的支持度也具有不同的医学含义。运用关联规则模型，我们选取了1908例患有不稳定心绞痛的案例，采用关联规则的挖掘方法，判定1908例病患不同合并症之间的联系。计算结果如表5-4所示（选取了Lift值大于1的13种规则）。
 
表5-4　关联分析结果
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编号8的规则前件与后件说明，患有不稳定心绞痛的病人，在出现非胰岛素依赖型糖尿病的情况下发生冠状动脉粥样硬化性心脏病的概率最高。
 
5.1.3.3　特征抽取
 
对于合并症的研究，除了了解某两个合并症之间的关联关系以外，科研者往往还需要做更深入的研究。如需要了解多个合并症的组合模型，在实际临床案例中很可能有多个不同的疾病亚型，不同的疾病亚型在合并症上表现不同，所以经由合并症研究疾病亚型是一个方法。这时，我们采用特征抽取技术来解决这一类问题。特征抽取技术的特点是探寻数据所表达的通常由高维变量组成的事物的主要特征。特征抽取技术也是一种降维的技术，就是将高维变量进行线性合并或非线性合并，使得高维变量合并到低维变量，从而更有效地、更清晰地表达事物的主要特征。合并后的变量是新产生的变量，它不同于原有的变量，往往更具有代表性。如上例子，一组大约2000例的心绞痛病人，他们的合并症有上千种，但每一个病人的合并症只可能是其中的几种。类似交易型数据，我们把某一病人的几种合并症看作是一组货篮数据，它们具有并发性。而下一步，又将这总共上千种合并症看作是上千个特殊的变量，变量的取值是有或无。然后，我们将这1000多个变量进行特征抽取，看看能压缩成多少个新的组合变量，而压缩后的每一个变量就是一个具有医学意义的合并症模型。它给人们提示了这一人群在某一方面的医学特征，如免疫学方面、内分泌代谢方面、血管系统方面等，而不再是更细微的医学特征。这里的特征抽取模型采用的算法是非负矩阵因子分解NMF算法。挖掘的结果如下：选取了2169例患有不稳定心绞痛的案例，运用特征抽取技术对其进行分析，得到排序在前七个的特征，结果如表5-5所示。
 
表5-5　特征抽取
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其中，特征5中包含14种合并症分量：脑血管病后遗症、2型糖尿病性肾病、高血压Ⅱ级高危等等，合并症分布如表5-6所示。
 
表5-6　合并症分布表
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其中脑血管病后遗症分量的相对权重为0.376，2型糖尿病性肾病分量的相对权重为0.300，高血压Ⅱ级高危分量的相对权重为0.164等等。从该特征的合并症情况可以看出，不稳定心绞痛与脑血管病后遗症同时出现的概率最高，其次是2型糖尿病性肾病、高血压Ⅱ级高危等疾病。
 
5.1.3.4　特性选择
 
医学研究中另外一个普遍的需求，就是了解哪些医学变量指标对某些疾病具有很强的相关关系。我们采用机器学习的方法，可以很好地解决医学科研中类似这样的需求。具体的技术是特性选择模型，更形象和更便于理解的叫法是因子权重算法，也就是在大量的医学指标变量中，探索哪些变量因子对特定的疾病具有较强的影响权重，哪些变量因子对这些疾病具有较弱的影响权重，哪些变量因子对这些疾病的影响权重属于混淆因子。因子权重算法的特点正是发现不同的变量因子与目标变量之间的相关关系，它属于有监督的学习模型。例如，从诊断上有两种极易混淆的疾病X病和Y病，它们在很多症状、临床指标甚至临床表现中具有相似的特征，现有的医学诊断方法较难分清二者，我们希望能从很多客观的医学指标，如生化指标中发现两者的差别。这时，我们需要采用因子权重算法加以探索。
 
例如：患有冠状动脉粥样硬化性心脏病与患有脑梗死的患者共计424例，对所有化验项经因子权重模型分析，结果如表5-7所示（由于化验项目过多，故只选取了其中的五个实相关的因子、两个虚相关因子和两个零相关因子）。
 
表5-7　因子权重：疾病结果
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从表中结果可以看出，冠状动脉粥样硬化性心脏病与脑梗死的最大差异是腺苷脱氨酶，其次是血氧饱和度和嗜中性粒细胞等指标。冠状动脉粥样硬化性心脏病与脑梗死的细胞总数和脂肪球没有显著性差异，而血小板与淋巴细胞百分比属于混淆因素，无法作为相关指标。
 
在临床科研中，类似的需求还有探索不同的医学指标之间的相关关系。也就是在大量的医学指标变量中，探索哪些变量因子对特定的医学指标（目标变量）具有较强的影响权重，哪些变量因子具有很弱的影响权重。例如：检查冠状动脉粥样硬化性心脏病病人的甘油三酯，总计1347例，与病人所做的227项生化检查指标做因子权重分析，结果如表5-8所示（仅选取了甘油三酯的七个实相关因子、两个零相关因子和两个虚相关因子）。
 
表5-8　因子权重：检验
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从表中可以看出，冠状动脉粥样硬化性心脏病病人的甘油三酯指标与高密度脂蛋白胆固醇的相关性最强，而红细胞压积、红细胞对甘油三酯而言，属于混淆因素。
 
5.1.3.5　分类模型
 
在5.1.3.4的例子中，我们找到了辨别两种极易混淆的疾病X病和Y病的差异性生化指标。进一步地，我们希望通过差异性生化指标将这两种疾病分辨出来，这里的差异性生化指标就是用于分类的预测因子。这时，就用到了机器学习中的分类模型技术。分类模型的特点是根据若干个预测因子，将数据类型为离散变量的目标变量进行分类。分类模型是有监督的学习模型。常用的分类模型算法主要有决策树算法、朴素贝叶斯算法、支持向量机算法、多元Logistic回归算法等。需要特别注意的是，在很多商业项目中，我们发现了不少目标变量的预测因子，它们对目标变量都具有很强的影响力，但预测因子之间的影响矢量却往往是不同的。对于影响矢量相似的预测因子，我们称之为同向因子，对于影响矢量不相似的预测因子，我们称之为异向因子。一组同向预测因子对分类模型的结果起着影响叠加的作用，一组异向预测因子对分类模型的结果起着影响抵消的作用。因此，在预测因子的组合选择上，我们还需要一个因子同向选择算法，来选定一组最佳的预测因子的组合。然后就可以应用这个预测因子组合，采用适当的分类算法进行分类运算了。当然，我们要通过模型的评估来评价这个预测因子组合的性能优略。另一方面，对于不同的分类算法，可能有不同的预测因子组合，更能发挥分类模型的分类效果。
 
再例如一个代谢综合症研究的案例，研究者从医学专业角度认为十个医学指标与该病有关，并建立一个多元Logistic回归模型，试图证明其中哪些指标是代谢综合症的保护因子，哪些指标是代谢综合症的危险因子。于是，研究者运用统计学软件，将所收集到的代谢综合症的数据进行Logistic回归建模分析，发现统计学假设检验始终不能通过验证。后来他们借助IMRS中的疾病因子权重模块，对代谢综合症所有采集到的生化指标进行相关性分析。结果发现，他们原先通过医学知识选定的十个医学指标中，有两个指标是该疾病的混淆因子，它们干扰了多元Logistic回归模型的建立；而在这十个预先选定的医学指标之外，还有一些指标与该病有较强的相关关系。于是，研究者对代谢综合症的影响变量做了调整，即去掉混淆因子，替换为疾病因子权重模块提示的相关性较强的因子，重新建立多元Logistic回归模型，结果一次就通过了建模的所有过程和统计学检验。
 
5.1.3.6　异常侦测
 
在临床科研中，很多研究是探索一些特殊临床案例的共同特征。怎样高效地发现这些特殊病例，并且准确地将其进行归类，是科研中很重要的一件事。我们怎样用机器学习帮助科研人员解决这个问题呢？机器学习中的异常侦测技术就是一个很好的方法。异常侦测是以寻找和划分数据中的离群点为目标，通常是一类划分。在商业项目应用中，异常侦测可以是无监督学习，也可以是有监督学习。有时我们可以将异常侦测看作是一个聚类分析的特殊模型，有时也可以将异常侦测看作是一个分类预测的特殊模型，这时分类只有两类，但两类的实例却相差悬殊，实例很少的一类就是异常侦测的离群点。需要注意的是，商业项目中的离群点，从业务角度或者专业意义上往往不是异常的，但它们的发生和出现却是异常的。在医学科研中，我们需要从给定维度下的大量数据中，寻找出离群点来，而这些离群点不一定都具有相似的特征，往往有几个不同的特征，我们称之为异常亚型。例如，有296例肺炎患者的胆红素代谢（TBIL，DBIL）检验项数据，其中包括间接胆红素、直接胆红素和总胆红素，对这些数据进行异常侦测分析，得出38例异常数据，结果如表5-9所示。
 
表5-9　异常侦测结果
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从38例病人的生化指标可以看出，这些异常点的某些生化指标要明显高于正常值。例如序号为128815的病人的异常置信度达95%，观察病人的有关生化指标，发现总胆红素值为70.2，是296例中最高的。
 
5.1.3.7　回归预测
 
在临床科研中，还有很多研究试图发现由多变量指标组成的多元关系模型，尤其在那些复杂的慢性病中，有很多医学指标互动的系统性疾病往往可能蕴含着一个多元关系模型。对于这种情况，我们需要应用机器学习中的回归预测技术。回归预测是利用一组证明是目标变量的相关因子，对连续型目标变量进行拟合预测的方法。回归预测常用的算法包括多元线性模型、多元非线性模型、神经网络模型、支持向量机模型，甚至是灰色理论模型等。需要注意的是，在很多商业项目中，我们虽然采集了足够大的数据，但不一定能得到满意的预测模型。一种原因可能是我们现有的技术尚不足以发现数据中蕴藏的规律，另一种原因可能是数据中根本没有蕴藏规律。以当前的技术来讲，我们能发现的规律还很有限，而且这些规律还不都是显式模型，很多都是隐式模型。所谓显式模型，就是可以用现有的知识和技术表达出来的模型，如显式模型可以表达为一个数学公式，也可以表达为一个规则集等等。所谓隐式模型，就是尚不能用现有的技术表达出来的模型，我们通常将它们称为黑盒子，我们仅能证明它是存在的，甚至可以应用它，但它们是什么我们尚不清楚。
 
临床科研中的例子，如选取患有冠状动脉粥样硬化性心脏病的病人，化验项为血红蛋白，共计1347例数据。首先以血红蛋白作为目标变量，与229项生化指标进行相关因子分析，结果如表5-10所示。
 
表5-10　相关因子
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血红蛋白决定了平均血红蛋白含量的值，两者的相关性虽然较强，但平均血红蛋白含量不能算作与血红蛋白独立的变量，因此不选择平均血红蛋白含量作为预测因子。我们选取了独立变量红细胞压积、红细胞、嗜碱细胞百分比、平均血小板体积和血小板分布宽度五种化验项作为血红蛋白的预测因子，建立了一个回归预测模型，得到的模型预测精度较高，如表5-11所示。
 
表5-11　回归预测表
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从表中可以看出预测均值与实际均值两者相差不大，且预测精度为83.89%，即该模型的预测准确度比朴素预测模型的预测准确度要好83.89%，说明模型拟合得较好，预测精度较高。通过模型得到的预测值与真实值如表5-12所示。
 
表5-12　预测值与真实值
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表中的结果说明了预测值与真实值差异很小，模型预测精度较高。
5.1.4　IMRS的评估方法
 
一个机器学习应用系统的评估是很重要的，它决定着系统的可用性。机器学习应用的评估技术有很多，其中运用统计学进行验证是一个经实践证明很有效的方法。这里有必要说明一下统计学与机器学习之间的关系。有些人常常把统计学和机器学习混为一谈，认为统计学就是机器学习、机器学习也是统计学。也有些人对这个问题纠结不清。我们认为机器学习与统计学是交集的关系，它们之间有很强的关系，但不是一个涵盖另一个。从本质上讲，统计学是从小样本数据分析，进而推测总体的特征；而机器学习则正好相反，它是从尽可能大的数据集中直接寻找特征。另外一个区别是应用方法上，机器学习多用于主动式地发现，而统计学多用于被动式地验证。从大量的商业项目实践中，我们体会到机器学习探索与统计学分析很多时候结果是一致的，但机器学习的结果往往更优于统计学分析的结果，原因可能是，有时机器学习分析的数据比统计学分析的数据更大，因此机器学习得到的模型可能更精确些。因此，我们常常应用统计学对机器学习的结果进行评估和验证。
 
5.1.4.1　聚类分析的评估方法
 
聚类技术的目标是探索未知数据的分布规律，最终找到一组最佳分组，使得组间具有足够的相异性，组内具有足够的相似性。因此，我们可以运用统计学中各组间差异分析方法，对机器学习聚类的分组进行验证。统计学中也有聚类分析，而机器学习聚类与统计学聚类有很多相似之处。二者的区别是，有些机器学习聚类可以处理很大的数据集，但统计学聚类通常只能处理较小的样本数据。统计学中常用的组间差异分析方法，包括T检验、方差分析、秩和检验等。我们首先运用这些统计学工具对机器学习聚类结果进行验证，看看分组结果是否好，也就是组间是否具有足够的相异性、组内是否具有足够的相似性。评估的第二步，是对几个不同的聚类模型进行比较，也就是综合评判它们的统计学验证效果，从中找到一个最优的聚类模型，它的综合统计学验证置信度最高。
 
例如，我们对先前的生化指标聚类模型做统计验证，利用聚类各组的欧式距离来判别各组之间的差距。选择病人的年龄和生化指标作为评估变量，如选取四组与五组有关变量的距离做秩和检验，计算出正态近似检验统计量Z=12.7618，P值小于0.001，说明在95%显著水平下，两组距离存在差异。
 
5.1.4.2　关联规则的评估方法
 
由关联规则的定义，我们可以看出它是从大量的、随机发生的并发事件中找到强关联的现象，使得在某事件发生的前提下，另一事件的发生具有很高的概率。因此，在关联规则算法中已经整合了统计学的验证。
 
如关联规则算法中的支持度，是指在一个规则中项集共同出现的频度，是在前件和后件中包含的所有项集的交易数与所有交易数的比率，用概率公式表达如下：Support（A implies B）=P（A，B）。
 
关联规则算法的置信度是指示在一个规则中项集共同出现的概率的指标，是在给定前件的条件下同时出现后件的条件概率，用概率公式表达如下：
 
Confidence（A implies B）=P（B/A）=P（A，B）/P（A）。
 
关联规则算法的Lift是指给定的前件和后件随机同时出现的规则的强度，它提供了一个改进的信息，以提高给定前件下后件出现的概率。Lift的公式表达如下：
 
（Rule Support）/（Support（Antecedent）×Support（Consequent））。
 
详见3.4节。
 
在实际商业项目的关联规则模型中，我们常常对如下的统计指标感兴趣：
 
·具有高置信度、高支持度、高Lift值的规则：高置信度是规则的可信度高，高支持度是发生这种现象的实例数量多，说明关联规则的前后件的相关现象很普遍，且具有很强的必然性，前后件的关系很可能像宿主与寄宿的关系，高Lift值是大量事件随机产生的强规则。

·具有高置信度、低支持度、高Lift值的规则：高置信度是规则的可信度高，低支持度是发生这种现象的实例数量少，说明关联规则的前后件的相关现象不普遍，但具有很强的必然性。这样的低支持度的规则往往更具有商业价值，高Lift值是大量事件随机产生的强规则。

·具有中度置信度、高支持度、高Lift值的规则：中度置信度是规则具有一定的可信度，高支持度是发生这种现象的实例数量多，说明关联规则的前后件的相关现象很普遍，但必然性稍差，前后件的关系非强耦合的关系，高Lift值是大量事件随机产生的强规则。
 
5.1.4.3　特征抽取的评估方法
 
特征抽取技术的原理，是将高维变量进行线性合并或非线性合并，使得高维变量合并到低维变量，从而更有效地、更清晰地表达事物的主要特征。合并后产生了新的变量，它带有合并变量的不同程度的特征。我们可以应用统计学中的各种相关分析方法对特征抽取的模型进行验证，如双变量相关分析Person相关分析、Spearman相关分析、Kendall相关分析以及多变量复相关分析等等。评估的第一步是应用适当的变量相关分析对抽取后的每个变量与目标变量做相关分析。第二步是应用多变量复相关分析对抽取后的所有变量作为一个变量组合与目标变量做相关分析。应用这种方法对不同的对特征抽取模型进行评估，最后选出综合相关系数最高的模型作为最终模型。
 
5.1.4.4　特性选择的评估方法
 
特性选择（因子权重）算法的原理，是发现不同的观察变量与目标变量之间的相关关系，这里我们考察的是某个观察变量与目标变量之间的相关关系。因此与特征抽取的评估方法相似，我们采用统计学中的双变量相关分析方法进行验证。在商业项目应用中，特性选择有两种用途，一种是只需找出哪些变量与目标变量最相关，然后分别应用这些变量处理与目标变量的关系；一种是找出一组变量与目标变量最相关，然后用这一组变量作为目标变量的预测因子或分类因子去拟合或分类目标变量。对于第一种情况，验证比较简单，但对于第二种情况，验证就比较复杂了。首先将所有待测变量与目标变量进行相关性统计学验证，然后再对某一组合变量与目标变量进行多元复相关统计学验证，最后对所有特性选择模型的评估结果进行比较，从而选出最优算法。
 
例如，IMRS中“因子权重-疾病”模块中，选取疾病变量（目标变量）的两个取值X病和Y病，将X病转换为1，Y病转换为0，计算疾病变量与腺苷脱氨酶、血氧饱和度、嗜中性粒细胞和肌钙蛋白的Spearman相关系数，运用IMRS统计学子系统计算，结果如表5-13所示。
 
表5-13　相关系数
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Spearman系数的P值均小于0.05，说明在95%的显著水平下，X疾病和Y疾病与腺苷脱氨酶、血氧饱和度、嗜中性粒细胞和肌钙蛋白的相关系数具有显著性。
 
再如，IMRS中“因子权重-检验”模块中，计算甘油三酯（目标变量）与高密度脂蛋白胆固醇、总胆固醇、低密度脂蛋白胆固醇和A/G的Spearman相关系数，运用IMRS统计学子系统计算，结果如表5-14所示。
 
表5-14　Spearman系数
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Spearman系数的P值均小于0.05，说明在95%显著性水平下，甘油三酯与高密度脂蛋白胆固醇、总胆固醇、低密度脂蛋白胆固醇和A/G的相关系数具有显著性。
 
5.1.4.5　异常侦测的评估方法
 
异常侦测的评估方法与聚类评估的方法类似，如使用统计学中组间差异分析方法T检验、方差分析、秩和检验等。但与聚类评估的方法不同的是，由于异常侦测模型得到的正常组与异常组数量差异巨大，为了统计分析的均衡，我们从正常组中随机选取少量的具有代表性的样本数据，与异常组进行统计学分析，样本数据量选取原则是在数量级上与异常组相当的条件下尽可能的大。考虑更复杂的情况，有的时候异常组内的数据并不集中或收敛，而是分为几个异常亚型，如果把它们作为整体与正常组进行统计学比较往往存在偏倚。因此，有必要将几个异常亚型组分别与同一正常组样本数据进行统计学比较。最后将几个不同的异常侦测模型进行比较，综合评判它们的统计学验证效果，从中找到一个最优的异常侦测模型，它的综合统计学置信度最高。
 
例如，IMRS中“异常侦测”模块，通过计算异常组与正常组的欧式距离，来判断两者之间是否具有差异。选取与异常组等数量、置信度较高的正常组，计算结果如表5-15所示。
 
表5-15　欧式距离
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再进行秩和检验，判别两组数据是否来自同分布，计算出正态近似检验统计量Z=4.2230，P值小于0.0001，拒绝原假设，说明两组距离存在差异。
 
5.1.4.6　回归预测的评估方法
 
回归预测的评估方法与以上机器学习技术评估方法有所不同。虽然我们也可以运用统计学中的多元线性模型或多元非线性模型对数据进行拟合验证，但往往很有限，这是因为机器学习的回归预测模型大多应用了非统计学的方法，而挖掘到的预测模型不一定能用统计学中的多元线性模型或多元非线性模型来表达，甚至模型是一个黑盒子。因此，商业项目应用中，我们常常采用金标准验证的方法进行评估。也就是采用测试数据来评估训练好的不同模型，最终评优出最佳预测模型。下面，我们给出一个运用统计学中的多元线性模型，对应用支持向量机算法得到的回归预测模型进行评估的例子。
 
例如，对5.1.3.7节的回归预测模型进行统计验证。根据前面所选的目标变量和预测因子，利用统计软件做多元回归，得到模型结果为：
 
y=20.4078+190.09591x1+10.10438x2－3.52811x3-1.94848x4+0.73625x5
 
1）回归预测模型的决定系数R2=0.8847。通常情况下，R2大于0.7就认为模型是可取的，说明该回归模型拟和程度较好。
 
2）模型整体显著性检验。原假设为系数全为零，备择假设为系数不全为零，
 
F=825.64，拒绝原假设，认为系数不全为零，模型具有统计学意义。
 
3）系数显著性检验。对五个变量进行T检验，取a=0.05，计算结果如表5-16所示。
 
表5-16　系数显著性检验
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从计算结果可以看出，在95%的显著水平下，常数项和五个自变量的系数显著不为零。
 
5.1.4.7　分类模型的评估方法
 
对分类模型的评估方法，我们应用基于统计学的朴素贝叶斯算法来验证非朴素贝叶斯的分类算法，例如决策树算法、支持向量机算法、多元Logistic回归算法等。但基于统计学的朴素贝叶斯算法有它的局限性，它的前提条件是所有的分类因子必须是独立的，分类因子之间不具有相关性，否则验证的可信度会大打折扣。因此，我们在用朴素贝叶斯算法进行验证之前，首先要对分类因子做两两相关性验证，正如5.1.4.4节特性选择的评估方法那样。如果分类因子的独立性比较好，则我们应用朴素贝叶斯算法进行验证，如果不好，我们则不得不采用类似5.1.4.6节的回归预测评估方法，用金标准验证的方法进行评估，即运用已知的测试数据评估训练好的不同模型，最终评优出最佳预测模型。
5.2　机器学习应用系统：IMRS技术设计
 
智能医学科研系统（IMRS）是一个专门为临床科研工作设计的智能化软件工具，它的主要功能涵盖了临床科研工作的主要环节，包括科研数据的探索分析、样本数据的设计与选取、科研数据的预实验分析、科研统计方法的设计与验证、科研规律与数学模型的探索等。由于本书的主题是机器学习的应用，所以我们将重点介绍与机器学习紧密相关的一些内容。我们首先介绍一下智能医学科研系统与机器学习相关的部分模块列表，如图5-3所示。在这里，数据挖掘子系统是用于临床医学科研发现新规律、新靶向的科研创新工具；统计分析子系统一方面可以作为临床科研的统计实验设计工具，另一方面可以作为数据挖掘子系统的部分验证工具；其他分析子系统是用于从临床业务系统中抽取机器学习所需要的数据、机器学习模型的维护、机器学习算法的定制化，和机器学习用户的管理等。
 
机器学习的目的，是通过与各种专业领域的结合，并通过提供新方法、新工具改进原有的流程和方法，帮助业务的发展。机器学习的实践是离不开行业的，而每个行业都有特殊之处，机器学习需要针对这些特性而定制。机器学习是数据与挖掘并重的一门应用科学。在设计挖掘之前，首先要了解数据。因此，如果对医学科研机器学习应用系统进行设计，首先需要了解系统所需的数据源头。
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图　5-3
5.2.1　对数据源的分析
 
我们以一家典型的综合性三甲医院的主要业务系统作为案例，分析一下临床数据的主要构成。
 
5.2.1.1　业务系统的数据源构成
 
医院的临床业务系统主要包括医院信息系统（Hospital Information System），简称HIS；实验室信息系统（Laboratory Information System），简称LIS；医学影像管理系统（Picture Archiving and Communications System），简称PACS；病案管理系统（Medical Records System），简称MRS；电子病历系统（Electronic Medical Record），简称EMR；体检信息系统（Physical Examination Information System），简称PEIS。
 
智能医学科研系统（IMRS）所采集的数据主要来源于：
 
1.HIS系统中的住院系统
 
HIS是指利用计算机软硬件技术、网络通信技术等现代化手段，对医院及其所属各部门的人流、物流、财流进行综合管理，对在医疗活动各阶段产生的数据进行采集、储存、处理、提取、传输、汇总、加工生成各种信息，从而为医院的整体运行提供全面的、自动化的管理及各种服务的信息系统。智能医学科研系统主要采集HIS中住院病人的临床数据，用于临床分析和医学科研。因为住院病人的临床数据比较完整，它包括病人在院期间的用药、治疗、手术、护理、费用等各方面临床信息，反映了住院病人医疗的整个过程。
 
2.LIS系统
 
LIS是一类用来处理实验室过程信息的软件系统。实验室信息是比较客观又是结构化的临床数据，包括病人在院期间的各种化验的结果，如血液学、化学、免疫学、外科病理学、解剖病理学和微生物学等方面的检查结果。智能医学科研系统主要应用大量的LIS数据进行医学规律和靶向的探索、挖掘。
 
3.PACS系统
 
PACS即图像存储与传输系统，是应用于医院中管理医疗设备（如CT、MR等）产生的医学图像的信息系统。它把医学图像的采集、显示、储存、交换和输出进行数字化处理，最后实现图像的储存和传送。医学图像信息是多样化的，如B超扫描图像、彩色多普勒超声图像、核磁共振（MRI）图像、X-CT图像、X线透视图像、各种电子内窥镜图像、显微镜下病理切片图像等。智能医学科研系统主要采集住院病人的PACS检查报告，用于帮助临床科研人员深入了解、研究病人的医学状态，以便筛选符合科研设计要求的临床数据。
 
4.MRS系统
 
MRS是集病人病案例录入、查询、管理等一体的医院病历管理软件系统。智能医学科研系统采集已出院病人的病案信息作为主索引数据，如住院病案首页信息，包括姓名、性别、出生日期、入院日期、出院日期、入院科室、出院主诊断、各种合并症诊断等信息。
 
5.EMR系统
 
EMR是医院通过电子病历以电子化方式记录患者就诊的信息，我们称作电子病历系统，包括：病历首页、病程记录、检查检验结果、医嘱、手术记录、护理记录等，其中既有结构化信息，也有非结构化的自由文本，还有图形图像信息。智能医学科研系统主要采集电子病历系统中结构化的数据，用于帮助临床科研人员全面了解研究对象的病程病史，以便筛选、分析符合科研设计要求的临床数据。
 
6.PEIS系统
 
PEIS通过软件提取相关检测仪器的数据，并将体检检查结果存储到计算机系统中，我们称之为体检信息系统，其业务主要包括健康体检、从业人员体检、职业病体检等，它通常是独立于医院其他临床信息系统的。智能医学科研系统采集体检信息系统的数据，一方面用于临床科研中的对照组，另一方面也用于对健康人群和亚健康人群开展医学机器学习和科研分析。
 
以上这些信息系统的数据存储环境及数据来源，如表5-17所示。
 
表5-17　数据源构成
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5.2.1.2　业务系统的数据模型分析
 
医院的主要临床业务系统的数据模型，通常属于OLTP类型的临床数据模型，它的特点是业务关系复杂，数据的实时性强、并发量大，主要用于代替手工实现业务流程。OLTP类型的临床数据系统主要用于日常的业务操作，因此也称为业务操作系统（Operational System），这种系统不优先支持数据查询、数据分析工作。现在，我们简要分析一下临床数据模型的主要数据关系，如图5-4所示。
 
病案系统MRS的数据位于该数据模型的顶层，主要包括病人信息表和病案信息表。病人表作为病案表的父级表，病人表与病案表之间可能是一对一（一个病人一次住院）、一对多（一个病人多次住院）的关系。而且二者是依赖关系，即对于病案表中的每一条记录必有一条有关它的属性记录存在于病人表中。
 
病案系统MRS的数据与下一级的住院系统HIS衔接。病案表只包括已出院病人的信息，它作为住院系统的住院病人表的父级表，与住院病人表是一对一的关系，而且二者是非依赖关系，即对于住院病人表中的每一条记录并不一定有一条有关它的属性记录存在于病案表中，例如现住院病人就没有一个有关他的病案信息存储于病案表中，因为病人只有出院以后才会有病案人员将住院期间的临床信息整理成病案信息。
 
HIS的住院系统以住院病人表为父级表，在住院系统内与病人医嘱表连接，在住院系统外与实验室系统LIS的化验申请表连接、与影像系统PACS的影像申请表连接。它们表间的关系大多为一对多的关系，反映了某个住院病人在住院期间的多次各种医疗活动，如病人做各种物理检查（核磁、CT、X透视、B超、脑电图、心电图等），病人做生化检查（验血、验尿、免疫学检查、病理学检查、分子生物学检查等），病人接受各种药物治疗，病人接受各种物理治疗，病人接受各种手术、治疗等。
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图　5-4
5.2.2　IMRS的总体设计
 
通过以上对医学临床业务系统的分析，我们了解了主要数据的来源、功能，以及它们之间的关系。下面，我们需要将这些数据源的数据进行整合，对于这些独立的临床业务系统，以全新的设计将分散的业务系统产生的不一致的数据进行整理、变换、集成，整合得到全面、高效、一致的信息。通过建设医学科研专用的数据仓库，可以形成专业的、完整的、不断增长的、可重复利用的、超大规模的临床科研数据仓库，为更多的临床科研和更高水平的临床科研提供重要的数据资源。下面，我们将从IMRS的数据源头开始，遵循着数据的“流动”方向，经过整合、变换、准备、应用等各个阶段，来详细介绍一下IMRS各个阶段的设计，包括：
 
·异种数据连接的架构设计。

·数据仓库的ETL设计。

·数据仓库的数据模型设计。

·机器学习的API工具选择。

·系统架构设计。
 
5.2.2.1　异种数据连接的架构设计
 
相对于基于前台业务的OLTP在线事物处理系统，智能医学科研系统IMRS是一个后台分析型的应用系统，它的数据模型属于用于分析的数据仓库类型。IMRS的数据运行平台可以有多种选择，如操作系统可以是基于UNIX或LINUX的，也可以是基于WINDOWS的；数据库系统可以选择Oracle、DB2、SQL Server或其他大型数据库系统等等，各自有不同的优缺点。
 
在我们这个案例里，所有的现有业务系统都是采用基于WINDOWS的SQL Server（以前用过DB2和My SQL），有32位版的，也有64位版的，电子病历系统的数据主要存储在XML文件中。因此，为了客户信息化管理和系统集成的方便，我们采用了基于WINDOWS的Oracle数据库系统。
 
由于智能医学科研系统IMRS是基于数据仓库的分析型应用系统，它对系统资源的要求较高，因此我们选择64位的环境平台，即64位WINDOWS Server操作系统和64位版的Oracle 10g/11g。业务数据从32位版或64位版WINDOWS的SQL Server到数据仓库的64位版的Oracle的异种数据库的连接，我们选择基于WINDOWS的ODBC和Oracle Client。
 
对电子病历系统的XML数据，我们采用Oracle的XDB将XML数据抽取、转换到Oracle的关系型数据库表中。数据从业务系统经过ETL（抽取、变换、装载）数据变换后，再传送到机器学习应用服务器中。
 
在机器学习应用服务器中安装了64位版的Oracle数据库用于建立医学科研专用数据仓库（也叫数据集市Data Mart），同时还安装了应用服务器软件和Web服务器软件，如图5-5所示。
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图　5-5
 
方案特点：
 
整体架构为64位Windows平台。采用一台高档服务器，安装64位Oracle for Windows作为连接异种数据库的数据仓库，与基于32位Windows的SQL Server数据源直接互联，再通过Oracle Database Link传送到64位的机器学习数据库中。基于64位Windows上的Oracle数据库最大有效可用内存可突破32位操作系统3.25GB的限制，基本配置16GB即可，系统性能好，尤其随着数据量的不断增加，系统有很好的可扩展性。
 
5.2.2.2　数据仓库的ETL设计
 
做好机器学习应用，我们不仅需要对所有的数据源、业务数据关系有深入的分析和了解，而且应当对数据从业务系统到数据仓库的抽取和变换的过程有全面了解。因此，我们有必要简要叙述一下数据仓库的ETL设计，如图5-6所示。
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图　5-6
 
1）首先，在数据仓库Oracle数据库中配置异种数据库互联网关，如基于MS ODBC建立Oracle HS ODBC，并建立与业务系统SQL Server数据库（通常情况下是备份数据库）建立远程数据库链接（DB Link）。
 
2）然后从数据仓库中发出SQL查询命令到业务数据库中，业务数据库将查询到的数据经远程数据库链接传送到数据仓库的登陆层（Landing Layer，用于存放没有经过任何处理的业务数据）。这一步就是ETL中的E-Extract，即数据抽取。
 
3）接着，将登陆层没有经过任何处理的业务数据经过各种变换，加工处理成数据仓库需要的数据形式，然后传送、存放于数据仓库的准备层（Staging Layer，用于清理、变换原始数据，并存储变换后的数据）。这一步就是ETL中的T-Transformation，即数据变换。
 
4）接下来，再将准备层的数据装载到数据仓库的数据集市层（Data Mart Layer，用于存储，为分析应用提供可分析的数据）。这一步就是ETL中的L-Loading，即数据装载。
 
5）以上2）至4）的步骤，通过在数据仓库内建立ETL Mappings，即数据变换程序，并由设定的ETL Jobs，即数据变换程序自动运行和控制任务，来定时地自动驱动执行或不定时地人工驱动执行。
 
6）存储在数据集市层上的数据，经过应用软件的调取被展现在应用服务器（Application Server）上。
 
7）最后，展现在应用服务器上的数据分析结果，经过企业内网络Intranet被传送到终端用户的浏览器中。
 
5.2.2.3　数据仓库的数据模型设计
 
前面分析了基于OLTP的临床数据模型，它主要是反映复杂的业务关系，主要性能需要满足大量的并发性操作，在数据库中主要为DML操作，包括数据插入、数据增加和数据删除。而机器学习应用需要的是用于分析的数据类型，一般情况不能直接利用OLTP的业务数据，而是需要将它们转换成用于分析的数据形式，及数据仓库类型的数据模型或机器学习特需的数据模型，这种数据模型多表现为结构简单的、利于大量查询任务的多维数据模型，例如RLOAP或MLOAP。典型的数据关系结构像Star Schema的星性结构或Snow Flake Schema的雪花型结构。
 
我们设计的临床数据仓库（Data Warehouse）的数据模型就是一个Snow Flake Schema的雪花型结构模型，如图5-7所示。
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图　5-7
 
从图中我们可以看出，数据模型的最上层是一些在数据仓库里我们称作维度表（Dimensional Tables）的数据表，如D_Country国家维度表、D_Nation民族维度表、D_Region地区维度表、D_Occupation职业维度表等，用于描述D_Inpatient病人信息的各种属性，它们与D_Inpatient病人维度表之间的关系是一对多的父子表关系。
 
数据模型的第二层是另外一些维度表，如D_Inpatient病人维度表、D_Diagnosis疾病分类维度表、D_Diag_Result诊断结果维度表、D_Department住院科室维度表，用于描述D_Inpatiant_Diag病案信息的各种属性，它们与D_Inpatiant_Diag病案维度表之间的关系也是一对多的父子表关系。
 
接下来的一层中有一个表，就是D_Inpatiant_Diag病案维度表，它是描述病人某次住院治疗的结果信息，该表中的每条数据反映了一个病人的诊疗案例，是临床业务的基本单位。
 
在病案维度表下面的一层数据表中，包含了几个由基本单位病案信息所产生的各种流水性的数据，在数据仓库里我们称作事实表（Fact Tables），如F_Inpatient_Exam物理检查事实表、F_Inpatient_Lab生化检查事实表、F_Inpatient_Medicine医嘱用药事实表、F_Inpatient_Treat医嘱治疗事实表、F_Inpatient_Opration医嘱手术事实表等，这些表反映了一个住院病人在院期间的各种临床活动。病案维度表与这些事实表间的关系是一对多的父子表关系。
 
在数据模型的最下一层也是一些类似于维度表的属性字典表，如Exam_Class检查大类表、Item_Class化验大类表、MED_Usage药品用法表、MED_DIC药品字典表等，用于描述相关事实表的一些属性，它们与相关事实表的关系是一对多的父子表关系。从数据模型技术上，我们完全可以把它们视为维度表，但由于我们为突出病人-病案-临床活动这个主题线（临床主数据模型），不把它们划入临床主数据模型的维度表了。
 
5.2.2.4　机器学习的API工具选择
 
机器学习应用的开发方法有很多，可以用很多不同的软件工具来实现。例如，可以用编程能力很强的C++语言，移植性很强的Java语言等等。机器学习的算法可以完全由开发人员编写，也可以通过调用第三方提供的API，如IBM Data Modeler Server等。在IMRS的开发中，我们选择了采用基于Oracle数据库环境的数据挖掘API（Oracle Date Mining API）来开发应用。
 
1.Oracle Data Mining API主要优点：
 
·可直接处理存储在大型数据库中的、数据关系复杂的、超大规模的数据。

·采用如PL/SQL的数据库编程语言可实现机器学习应用的可编程任务。

·可充分利用集成于Oracle数据库中的数据挖掘算法API和统计学函数API。

·通过数据库的互联网关，如开放数据库互联工具MS ODBC或UNIX ODBC，第三方专用数据网关，如MS Transparent Gateway等，访问、挖掘更多的来自不同数据结构的数据。
 
2.Oracle Data Mining API的开发
 
Oracle Data Mining API主要是通过Oracle数据挖掘程序包DBMS_DATA_MINING Package的调用来提供机器学习的主要功能，如：
 
·创建、删除、修改数据挖掘模型：CREATE_MODEL、DROP_MODEL、RENAME_MODEL。

·应用数据挖掘模型：APPLY。

·评估数据挖掘模型应用结果：RANK_APPLY。

·描述数据挖掘模型：GET_MODEL_DETAILS、GET_MODEL_SETTINGS、GET_DEFAULT_SETTINGS、GET_MODEL_SIGNATURE。

·计算数据挖掘模型测试评估图表：COMPUTE_CONFUSION_MATRIX、COMPUTE_LIFT、COMPUTE_ROC。

·输出和导入数据挖掘模型：EXPORT_MODEL、IMPORT_MODEL。
 
3.数据挖掘模型的实施流程：
 
1）创建数据挖掘模型。CREATE_MODEL过程用于创建一个数据挖掘模型。通过应用GET_MODEL_DETAILS函数，我们可以查看各种算法运算的模型结果，GET_MODEL_SIGNATURE和GET_MODEL_SETTINGS函数则可以得到数据挖掘模型的详细描述信息。
 
2）应用数据挖掘模型。APPLY过程可以创建和操作一个预定义的数据表。这个数据表是基于一个特定的机器学习函数、算法、目标属性类型（数值型或类别型）。RANK_APPLY过程将结果表的数据进行排序后，将前几名的结果输出到另外一个结果表中。分类模型可以基于成本对结果进行排名。结果表的字段结构根据特定的数据挖掘函数、算法、目标属性类型（数值型或类别型）的不同而不同。
 
3）数据挖掘模型测试。分类模型的结果测试，由DBMS_DATA_MINING包提供的COMPUTE程序广泛应用于分类模型中评估量表METRICS的计算，它并不依从于特定的模型。只要输入的数据表的字段结构符合应用结果表和目标表的规范，它可以计算任何有意义的输入数据的评估量表。回归模型的结果测试，最常用的评估量表是平方根误差和平均绝对误差。
 
5.2.2.5　系统架构设计
 
IMRS的系统架构设计，采用数据层嵌入机器学习引擎的三层架构，如图5-8所示。
 
第一层为数据层（机器学习引擎），采用Oracle 10g/11g 64位企业级数据库系统，内嵌Oracle Data Mining（ODM）数据挖掘引擎，作为IMRS的数据中心，并提供一揽子数据处理和高级分析功能，包括：
 
·数据准备（Data Preparation）：主要是一些存储在数据库中的存储过程，用于准备最终用户业务分析时需要的特定数据。

·数据变换（Data Transformation）：也是一些存储在数据库中的存储过程，用于为机器学习模型计算提供数据前期处理过程。

·ODM API（Oracle Data Mining Engine）：是一些存储在Oracle数据库中的封装程序包，是由Oracle数据库提供的数据挖掘算法API。

·定制化数据挖掘算法（Customized Algorithm for Data Mining）：是一些存储在Oracle数据库中的程序包，是我们为IMRS定制开发的专用机器学习算法。
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图　5-8
 
·Oracle统计函数（Oracle Statistics Functions）：是一些存储在Oracle数据库中的程序包和函数，是由Oracle数据库提供的统计学程序和函数。

·定制化统计函数（Customized Statistics Functions）：是一些存储在Oracle数据库中的程序包和函数，是我们为IMRS定制开发的专用统计学程序和函数。
 
第二层为应用服务器层，采用Oracle Application Express和带有Mod PL/SQL数据网关的Oracle HTTP Server，作为IMRS的应用服务器和Web服务器，为最终用户提供基于Web的应用服务，包括：
 
·Oracle Application Express（APEX）：是Oracle的一套基于Web架构的快速应用开发平台，应用开发的语言为SQL和PL/SQL，它可以集成于Oracle HTTP Server。

·Oracle HTTP Server：是Oracle的一套提供Web服务的中间件，与Oracle Application Express集成，为最终用户提供界面服务。

·Mod PL/SQL：是集成于Oracle HTTP Server的数据网关，它负责Oracle Application Express与Oracle数据库之间的数据通信。
 
第三层为最终用户层：是用户界面层，通过安装特定Flash的Internet浏览器例如IE、Firefox等调用应用服务器层的应用，与机器学习引擎嵌入的数据层进行互动。
 
系统的开发工具，也是采用Oracle提供的客户端开发软件，包括：
 
·Oracle Developer：是一个功能强大的SQL和PL/SQL客户端程序开发软件，提供所有的存储在数据库层的后台程序的开发和调试，也可用于存储在应用服务器APEX（最终代码也是存储在数据库）的前台程序的调试。

·Oracle Data Miner：是一个功能全面的数据挖掘应用客户端开发软件，提供数据处理、调用Oracle数据挖掘引擎Oracle Data Mining等功能，并可将由向导式的界面化操作完成的机器学习功能生成PL/SQL代码。

·Oracle Enterprise Manager（OEM）：是Oracle数据库的管理工具，为机器学习应用开发项目提供数据层的管理、开发、安全和优化服务。

·Oracle Application Express：通过IE或Firefox等浏览器展现的APEX是基于Web的应用开发工具，这种快速开发工具为最终用户提供完善的应用展现和操作功能。
 
该架构设计方案，具有如下特点：
 
·数据库系统、数据挖掘引擎、应用服务器软件、Web服务器软件全部采用Oracle产品，系统整合性好、稳定、高效。

·机器学习引擎和数理统计程序嵌入数据库，方便大规模、复杂数据的运算，并便于性能调优。

·基于SQL和PL/SQL的应用服务器软件与数据库之间的交互更方便、更灵活，基于Web的机器学习应用界面更友好。
5.3　IMRS异常侦测模型的开发
 
如上节介绍的，IMRS的核心功能是数据挖掘子系统，它是一个用于临床医学科研发现新规律、新靶向的科研创新工具，其中包含很多不同的机器学习应用模块，如：疾病聚类分析、检验聚类分析、疾病关联分析、疾病特征抽取分析、疾病因子权重分析、检验因子权重分析、检验回归预测分析、检验异常侦测分析等等。我们这里介绍其中的两个模块，首先介绍的是异常侦测分析模块的开发，主要讨论异常侦测模型的功能和相关机器学习技术开发要点。
5.3.1　异常侦测模型的功能展示
 
IMRS的异常侦测分析模块是用于探索高维医学变量下的某生理指标的异常分布。虽然从形式上与聚类模型的分布分析类似，它也是展示数据的一种分布状态，一种特殊的分布状态，但异常侦测模型的核心是揭示数据中的异常，因此，我们把这一类模型和算法称为异常探索。下面，我们先展示一下异常侦测分析模块设计后的功能效果，然后再详细剖析相关的开发与实现。
 
5.3.1.1　数据准备
 
在本例中，研究人员选取了“体检人群”作为目标研究人群。主要筛选条件为做了“甲功五项”检验的男性人群和女性人群，如图5-9所示。
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设置该选择模块的各下拉单式的参数选项后，我们点击“准备分析”按钮，该模块会自动从科研数据仓库中筛选满足以上要求的数据。系统显示本次筛选了1955条数据。
 
5.3.1.2　模型运行
 
数据准备完成后，我们需要适当的机器学习模型对该数据进行分析。点击该模块“运行模型”按钮，该模块会自动运行事先设计好的机器学习引擎，运用适当的算法进行分析，如图5-10所示，此时系统界面自动蒙屏，将屏幕锁定防止用户再进行其他操作。
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该模块在后台运行一段时间后，系统会提示“模型运行成功”，此时系统界面自动解屏，用户可以继续进行其他操作。我们点击“取模型结果”按钮，此时系统界面又自动蒙屏以防用户进行其他误操作，如图5-11所示，用户需等待片刻。稍后，该模块会将本次筛选的1955条数据的挖掘结果详细地显示出来。
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图　5-11
 
5.3.1.3　模型分析
 
从图5-12中我们可以看出，“甲功五项”包括“血清游离T3”“血清游离T4”“血清总T3”“血清总T4”和“TSH”（促甲状腺激素）。这五个指标都有自己的正常值范围，如果其中任一指标超出了正常值范围，我们都能认识到该指标可能是异常的。即使同时有几个指标超出正常值范围，也是容易理解的，此时并不意味着几个指标“综合”异常，只要各指标之间遵从一定的相互影响关系，仍然属于单指标异常。以上出现的异常情况，我们都称之为单变量异常。而医学的临床和科研中还会关心一个以上的指标（变量）的“综合”异常案例及它们的医学特征，这里的“综合”异常是指几个变量指标违反了它们之间的固有关系模型。例如本案例，研究者会关心包括性别和年龄在内的“甲功五项”综合异常的情况，这就需要我们应用异常侦测的算法来分析包括性别和年龄在内的“甲功五项”的共七个维度指标的异常数据。
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图　5-12
 
经过模型的运算，我们把七个变量的异常数据标志为0，例如ID号为197457的女性体检人和ID号为192285的男性体检人。另外，算法给数据打出的正常和异常推断是建立在一定的概率基础上的，如ID号为197457的女性体检人有66.4%的概率是异常，表的第一行ID号为155669的女性体检人有68.3%的概率是正常的等等。图5-13所示的条形图，给出了各个案例数据的正常和异常概率示意。
 
从图中的椭圆框中，我们可以看出所有的数据被划分为两类，一类是“甲功五项”综合正常，一类是“甲功五项”综合异常。大多数数据被划归为正常（线条向右的点），小部分被划分为异常（线条向左的点）。我们看到正常点中，ID号为11454的点的正常概率为71.8%，说明该点的综合正常概率较高；ID号为105713的点的正常概率为50%，说明该点的综合正常概率较低，处于正常与异常的临界线处。而异常点中，ID号为94799的点的异常概率高达90%，说明该点的综合异常的概率非常高；ID号为92725的点的异常概率为57.6%，说明该点的综合异常的概率较低，处于正常与异常的临界线处。
 
 
 [image: ] 


图　5-13
 
研究人员对于三类数据点比较感兴趣，一类是正常概率比较高的数据，一般的正常概率达80%以上，属于比较典型的“甲功五项”综合正常案例；一类是异常概率比较高的数据，一般的异常概率达80%以上，属于比较典型的“甲功五项”综合异常案例；还有一类是正常概率或异常概率比较低的数据，一般正常或异常概率小于60%，属于比较典型的“甲功五项”正常与异常的临界案例。在医学研究中，我们可能用“甲功五项”综合正常案例作为对照组，用“甲功五项”综合异常案例作为观察组，用“甲功五项”综合正常与异常的临界案例用作观察组或对照组，开展有关“甲功五项”综合特征的研究。
5.3.2　技术开发要点
 
我们总结了一些异常侦测模型应用开发的技术要点，主要涉及数据的变换与准备、异常侦测模型的建立和异常侦测模型的应用展现等方面。
 
5.3.2.1　数据变换与准备
 
例如选取“甲功五项”建立五维度异常侦测模型，数据准备的任务是自动从体检数据中选取做了“甲功五项”的体检人案例，并将“甲功五项”所包含的“血清游离T3”、“血清游离T4”、“血清总T3”、“血清总T4”和“TSH”五个指标项自动找出，并列出体检人所做的五项化验结果，如表5-18（DM_INPATIENT_LAB_EXT6）所示。
 
表5-18　DM_INPATIENT_LAB_EXT6
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其中COL400、COL397、COL399、COL401、COL398五个字段分别代表“血清游离T3”、“血清游离T4”、“血清总T3”、“血清总T4”和“TSH”五个指标，OUT_DIAG为‘000.000’代表体检人群。由于该数据的提取技术与机器学习没有特异性关系，在此我们不做详细介绍。
 
计算目标表DM_INPATIENT_LAB_EXT6中的数据量，如果数据量低于机器学习引擎的最低要求，即如果总例数不大于100，系统将显示报错并提示用户重新选择数据。
 
部分PL/SQL代码如下：
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5.3.2.2　异常侦测模型建立
 
1.算法数据准备
 
计算COL400、COL397、COL399、COL401、COL398和AGE（年龄）的最大值、最小值、平均值、标准差，并生成一个数据分布视图DM_INPATIENT_AD_SV。
 
PL/SQL代码如下：
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2.游标的定义
 
生化实验大类细项表为DM_LAB_ITEM_CLASS，它的部分数据如表5-19所示。
 
表5-19　DM_LAB_ITEM_CLASS
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该表包括生化实验大类TEST_ITEM_NAME、生化实验细项REPORT_ITEM_NAME、生化实验细项代码LAB_COL、生化实验细项英文简称ENAME的四个字段。（按照生化实验大类）生化实验细项代码的游标的定义如下：
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3.算法数据准备：缺失值的处理
 
对于数据中缺失值的处理，代码如下（由于代码中都有较详细的注释，故不再重复叙述）：
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4.算法数据准备：数据规范化
 
对于数据中数值的规范化处理，代码如下：
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5.模型参数设定
 
这里应用Oracle Data Mining提供的one-class SVM一次划分支持向量机算法，算法的参数设置代码如下：
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6.建立模型，算法引擎API调用
 
应用ODM的one-class SVM算法创建一个异常侦测模型，代码如下：
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7.应用模型
 
异常侦测模型建立后，对同质的新数据应用这个模型，代码如下：
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在这个异常侦测模型的机器学习过程里，对模型影响较大的主要参数是离群率SVMS_OUTLIER_RATE。我们比较一下设置不同离群率SVMS_OUTLIER_RATE得到的不同结果，这里1表示预测为正常的点，0表示预测为异常的点。
 
·设置离群率为0.05，代码如下：
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GROUP BY prediction；得到的异常侦测模型结果，如表5-20所示。
 
表5-20　结果1

 
 [image: ]

 
·设置离群率为0.10，代码如下：
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得到的异常侦测模型结果，如表5-21所示。
 
表5-21　结果2
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·设置离群率为0.20，代码如下：
 

 [image: ]

 
得到的异常侦测模型结果，如表5-22所示。
 
表5-22　结果3
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从以上结果数据中我们可以看出，随着离群率SVMS_OUTLIER_RATE的不断增加0.05->0.10->0.20，预测异常0的记录数、最大的预测概率、平均预测概率都在不断增加，同时，预测正常1的记录数、最大的预测概率、平均预测概率都在不断减小。说明随着离群率的不断设高，支持向量机的分类曲面在不断地向正常点区域推进，使得正常点区域在不断减小，同时区域内点的可信度在不断降低，异常点区域在不断增大，同时区域内点的可信度在不断增强。
 
那么，设置什么样的一个离群率是适当的呢？在商业项目中，可以通过检验先验离群率来估计一个当前比较恰当的离群率。如果商业业务中没有可以检验的先验离群率，我们可以用金标准进行抽样试验。例如：
 
·从大量数据中随机抽取一小部分数据。

·用不同的离群率的模型进行挖掘。

·然后将较小数量的预测结果进行金标准的验证，比较哪一个设定离群率比较接近实际的离群率。

·然后再随机抽取另外一小部分数据重复以上第二步和第三步的试验。

·综合评价多次对随机数据试验的结果，以确定一个当前比较适当的离群率。
 
5.3.2.3　异常侦测模型的展现
 
经过上面建立和应用异常侦测模型的一系列过程之后，我们可以将异常侦测模型应用的结果通过APEX界面展现出来，代码如下：
 

 [image: ]

5.4　IMRS特征抽取模型的开发
 
上面我们介绍了异常侦测分析模块的开发。IMRS的机器学习子系统中另外一个非常重要的分析模块是特征抽取模块，下面我们将对特征抽取模块的设计和开发进行详细分解。与上一节一样，我们将主要讨论特征抽取模型的功能和相关机器学习技术开发要点。
5.4.1　特征抽取模型的功能展示
 
由于医学临床科研的需要，我们需要开发一个研究特定病人人群合并症特征的机器学习分析模块，以下简称该模块。首先，我们先看一下，业务需求希望得到什么样的功能和应用效果。在本例中，研究人员选取了“不稳定性心绞痛”作为目标疾病人群，该人群患有多种不同的合并症，医学研究需要从大量的各种合并症案例中探索、挖掘出主要的合并模式，以及各个合并症分量的不同组合及其权重。详细请参见第6章的6.3节特征探索的应用之一。
5.4.2　技术开发要点
 
5.4.2.1　数据变换与准备
 
1.将单行的长字串数据变换为交易型多记录数据结构。
 
有关“不稳定心绞痛”病人的合并症信息存储在视图V_DM_INPATIENT_DIAG_INST中的“OUT_DIAGNOSIS_DESC”字段中，如图5-14所示。
 
 
 [image: ] 


图　5-14
 
我们的任务是，类似第4章中的数据变换，将表4-23的数据自动转换成表4-24的数据形式。数据转换前的形式如表5-23所示。
 
表5-23　转换前的表
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将以上数据变换为交易型的多记录数据结构，如表5-24所示。
 
表5-24　交易型多记录数据结构
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我们的方法是：
 
1）将视图V_DM_INPATIENT_DIAG_INST作为动态游标读入到服务器内存中。
 
2）截断（TRUNCATE TABLE）一个表DM_INPATIENT_SYMPTOM，准备用于存储变换后的数据。
 
3）使用两层循环将动态游标中的“OUT_DIAGNOSIS_DESC”字段中长字串数据以空格作为分隔符，逐个将每个“词”（合并症）用INSTR()函数和SUBSTR()截取子串函数分别截取出来，并存储到表DM_INPATIENT_SYMPTOM中的PATIENT_SYMPTOM字段中，部分PL/SQL代码如下：
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2.数据规范化
 
字段值出现很多不规范的专业词汇，例如“高血压Ⅱ级”可能出现“高血压Ⅱ级，很高危”、“高血压（Ⅱ级）”、“高血压二级”等多种表达方式，我们会将它们映射成一个规范的表达“高血压Ⅱ级”。这样去伪存真，使得数据更能反映实际临床的有关信息，如表5-25所示。
 
表5-25　词汇
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采用的相应的字串处理技术进行数据清洗：
 
1）去掉字段中的左右括号：
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2）截取字段中逗号前面的字串：
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当然，还有很多种不同的数据不规范的情况，我们都要采用相应的数据处理技术加以处理、规范，在此不再赘述。
 
3.数据分析
 
举例，我们选取了某疾病的合并症数据，经以上处理后做如下分析：
 
1）计算交易型数据表中的总记录数：
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得到结果13553例。
 
2）计算交易型数据表中的不同的合并症数：
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得到结果875种。
 
3）计算交易型数据表中的病人个案数：
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得到结果2617例。
 
综合以上分析结果，我们得知，本次数据中有2617例病人总共患有875种不同的合并症，平均每人患有13553/2617=5种不同的合并症。
 
4.计算目标表DM_INPATIENT_SYMPTOM中的数据量
 
如果数据量低于机器学习引擎的最低要求，即如果病人总例数小于500或者平均每个病人患有两种以下的合并症，系统将显示报错，并提示用户重新选择数据。部分PL/SQL代码如下：
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5.将交易型的数据结构转换成正常的二维数据表格式
 
应用数据库交集合并处理技术将上表交易型的数据结构转换成正常的二维数据表格式，生成一个超高维度矩阵表，如表5-26所示。
 
表5-26　超高维度矩阵表
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5.4.2.2　特征抽取模型建立
 
由D.D.Lee和H.S.Seung率先提出的非负矩阵因子分解方法，为我们提供了一种大规模数据降维技术。该方法中非负矩阵分解的乘性迭代公式有效地深化了数据的非负性。算法详见第3章。
 
非负矩阵分解算法主要用于大规模非稀疏数据中图像的模式识别，和基于较稀疏型的文本数据中的文本挖掘。由于在病人的合并症数据中，病人个体患有的合并症是很有限的几种，但对于全体病人来说（总体）合并症的种类是非常多的，常见的就成千上万。
 
因此由病人合并症数据组成的矩阵是一个典型的稀疏矩阵。在这个矩阵中，列代表症状，行代表病人个案。在非负矩阵因子分解算法中：V=W×H，将大矩阵（高维）分解为两个小矩阵（低维），W为基矩阵，H为系数矩阵。采用约束非负矩阵的稀疏度，可以约束低维矩阵W，也可以约束低维矩阵H。在本案例中，我们应该约束H系数矩阵，使得较少的合并症组合更能清晰地代表某类疾病的主题特征。适当的稀疏性可以保留数据的主要特征，同时还可减少存储空间，提高运算效率。
 
非负矩阵因子分解是一种低秩逼近算法。由于矩阵分解前后仅仅包含非负元素，原数据矩阵中的列向量可以表达为对左矩阵（也就是基矩阵）中所有列向量的加权和，而权重系数形成右矩阵（也就是系数矩阵）对应列中的元素。这里，V的每一列为观测数据（病人个案），每一行为合并症特征向量元素，W的列远远小于V的列数，也就是从V中抽取的合并症特征。分解后的W的每一列元素之和为1，分解后的H的每一行元素之和也为1。
 
1.算法数据准备
 
1）离群点数据处理
 
超高维度矩阵表中，去掉单维度（变量）合并症数据，也就是只有一个合并症的数据。例如，0000250811004只有“陈旧性前间壁心肌梗死”合并症，0000310432003只有“冠状动脉粥样硬化性心脏病”合并症。如表5-27所示。
 
超高维度矩阵表中，去掉超高维度（合并症变量）数据，也就是有超过二十个合并症（由医学专业来界定）的数据。例如，0000283287004有“陈旧性前间壁心肌梗死”、“心功能Ⅲ级”、“胸腔积液”、“高血压Ⅲ级”、“肺栓塞”、“冠状动脉粥样硬化性心脏病”、…，等超过20个的合并症，这种情况一种原因可能是极罕见的病例，另一种原因可能是病案录入员的误操作，如表5-28所示。
 
表5-27　超高维度矩阵表
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表5-28　去掉超高维度的矩阵表
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2）准备挖掘矩阵
 
应用数据库的行列转换技术，将数据准备成非负矩阵因子分解算法所需矩阵V的形式，得到超高维度矩阵转置表，如表5-29所示。
 
表5-29　超高维度矩阵转置表
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本例的数据可生成875×2617的矩阵。
 
2.算法参数定义
 
部分PL/SQL代码如下：
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如上代码所示，特征抽取算法为非负矩阵因子分解，参数设置为：
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默认的迭代次数为50，参数设置为：
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默认的最小收敛公差为0.05，参数设置为：
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3.算法引擎API的调用
 
部分PL/SQL代码如下：
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4.模型运行结果
 
按照前面的步骤准备数据、设置算法参数后，可以运行模型。最终我们得到了一个特征抽取列表，如表5-30所示。
 
表5-30　特征抽取列表
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其中，我们一共得到了67个合并症新特征。这些合并症新特征是由多个不同的合并症组合而成的，它们概括了全部数据的主要特征，可以解释为主要特征反映在67个方面。从非负矩阵因子分解的技术上看，这个特征矩阵是从875×2617的高维矩阵中分解而来的，但从医学专业角度上看，这个特征矩阵是从875×2617的高维矩阵中抽取（总结）出来的。
 
在非负矩阵因子模型的参数设置里，对模型影响较大的主要是最小收敛公差MIN_CONV_TOLERANCE。下面我们比较、分析一下设置不同最小收敛公差MIN_CONV_TOLERANCE得到的不同的结果。
 
1）设置NMFS_CONV_TOLERANCE=0.05（默认设置）
 
从模型运行的结果表中选取数据：
 

 [image: ]

 
列表如图5-15所示。
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图　5-15
 
计算模型运行的结果表的记录总数：
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得到5881条数据。
 
计算模型运行的结果表的特征总数：
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得到67个特征，由5881个特征分量组成。
 
计算模型运行的结果表的特征分量元素种类：
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得到670个特征分量元素。
 
计算模型运行的结果表的特征系数总和以及特征分量元素数，并按照特征系数总和的大小降序排列：
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例如特征24的特征系数总和为0.046，特征分量元素数为222个，如图5-16所示。
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图　5-16
 
对于所有的特征分量元素，计算每个特征分量元素的系数总和以及该特征分量元素存在于特征的个数，并按照特征系数总和的大小降序排列：
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例如特征分量元素“高脂血症”的特征系数总和为0.32，包含该特征分量元素的特征有64个，如图5-17所示。
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图　5-17
 
2）设置NMFS_CONV_TOLERANCE=0.10（默认设置的2倍）
 
同理，我们应用上面的方法步骤得到相应的模型结果。
 
3）设置NMFS_CONV_TOLERANCE=0.025（默认设置的1/2）
 
同理，我们应用上面的方法步骤得到相应的模型结果。
 
然后，我们将以上三种不同最小收敛公差得到的模型结果加以汇总、计算，得到以下结果，如表5-31所示。
 
表5-31　汇总结果
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从表中我们可以看到随着最小收敛公差NMFS_CONV_TOLERANCE的值越小0.100->0.050->0.025，也就是特征矩阵分解得越收敛，特征抽取结果表的记录（特征分量元素）总数、特征分量元素种类总体减少；相应地，每特征平均特征分量元素数、每特征分量元素平均特征数也总体减少，其中从0.100到0.050段降幅很大，从0.050到0.025段降幅较小。另一方面，随着最小收敛公差NMFS_CONV_TOLERANCE的值越小0.100->0.050->0.025，特征系数总和、每特征平均特征系数总和、每特征分量元素平均特征系数总和总体增长，其中从0.100到0.050段增幅很大，从0.050到0.025段增幅较小。
 
从以上的数据中我们可以看出，随着特征矩阵的分解越收敛，模型表现为：
 
·原数据的主题体征被抽取得越概括、越抽象。

·特征分量元素种类越集中在较少的范围里。

·特征系数总和也越大，总的主题特征越突出。

·每特征平均特征分量元素数在减少，每特征被抽取得越概括、越抽象。

·每特征平均特征系数总和在增大，每特征的主题特征越突出。

·每特征分量元素平均出现的特征数在减少，每特征分量元素表达的特征范围越集中。

·每特征分量元素平均特征系数总和在增大，每特征分量元素表达的特征权重越高。
 
不难想象，随着特征矩阵的分解越发散，模型表现应与上面所述的方向相反。那么，在实际应用中，我们应该怎样把握这个“收敛度”呢？不同的商业项目的需求是不一样的，这主要根据业务的要求来决定。如果我们的模型提取的特征比业务需求更概括、更抽象，则在应用中就会漏掉很多有用的特征和信息；同理，如果我们的模型提取的特征比业务需求更具体、更细化，使得太多的信息混杂在特征里，会使我们在应用中很难抓住事物的主要特征和关键信息。因此，特征抽取的“收敛度”要较好地适应商业项目的实际需求。
 
5.4.2.3　特征抽取模型的展现
 
1.从Oracle Data Mining API中取模型结果
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2.应用交互式报表（Interactive Report）展示模型结果
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3.应用统计图表（Chart Report）展示模型结果
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由于本书重点在于讨论机器学习的思想和技术要点，因此对于应用PL/SQL语言解决一些软件功能不做过于详细的讲解。
5.5　IMRS的算法开发
 
本节我们将探讨一下IMRS中应用的算法开发。限于篇幅，我们仅讨论一个我们自己创新的算法，相关因子算法SRCF的实现，以及一个经典的朴素贝叶斯分类算法的实现，并且两个算法均使用数据库环境中的数据库语言实现。
5.5.1　相关因子算法SRCF的实现
 
SRCF是基于秩和检验的相关因子算法，它由两个子算法组成，一个是SRCF1，一个是SRCF2。本节是有关SRCF1的第一部分的算法实现，用PL/SQL代码完成，算法参见第3章。不同于第3章的SRCF的大算法的一部分，这里将SRCF1.1设计成一个相对独立的小算法，以体现SRCF大算法的整体算法思路。所以，这里有必要对SRCF1.1的逻辑设计再简要叙述一下。
 
5.5.1.1　算法思想
 
有一个数据集table1，Y为二元离散变量，Xi为连续变量，如表5-32所示。
 
表5-32　table1
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1）对于一个给定数据集：Y为二元观察变量，从X1、……、Xi、Xn变量中寻找Y的相关因子。选取Y=0组和Y=1组，对连续变量Xi做Wilcoxon两独立数据秩和检验，将P<0.05的变量选为相关因子。
 
2）当步骤1）中P<0.05时，计算Y=0组和Y=1组的Xi的相对熵，同时也计算两组的特征记分。
 
3）对X1、……、Xn中其他所有连续变量重复1）和2）的步骤。
 
4）将步骤3）中计算的所有相对熵以及对应的连续变量，按照相对熵的大小降序排列，并输出。
 
5.5.1.2　逻辑算法
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5.5.1.3　算法实现
 
1.数据准备
 
连接数据库，从数据库中列出所有数据表供用户选择分析，代码如下：
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显示该库中所有的表，用户通过程序界面选择其中某个表，例如图5-18中的表“BJ_XK_ALL”。
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图　5-18
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图　5-19
 
然后再选择性别SEX作为观察变量Y，它有两个取值1和0，代表男性和女性，最后选择一个连续型变量，如“T”（某实验室生化指标），如图5-19所示。
 
代码如下：
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2.两独立数据秩和检验
 
1）选取自变量、目标变量并存入数据库中：
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2）进行秩和检验。
 
首先进行编秩，求出自变量对应的秩次：
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然后求秩和，并确定统计量T。按照目标变量的分组，求出分组秩次、秩和及统计量：
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最后确定P值，代码如下：
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3）对于其他所有自变量，重复2）的操作，进行两数据秩和检验。
 
4）所有通过秩和检验的自变量为目标变量Y的相关因子。
 
最后，再使用相对熵对所有相关因子进行相关强度分析。
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5.5.1.4　界面功能
 
下面我们将上述代码在界面应用上的实现做一简述。以表BJ_XK_ALL_1为例，选取性别SEX为观察变量，变量分组Y1=0，Y2=1，选取T（实验室生化指标）为自变量Xi，如图5-20所示。
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图　5-20
 
然后运行程序，点击“单个X变量相对熵”按钮进行相关性分析，运行结果如图5-21所示。我们得到T的相对熵值为0.3982，同时变量分组Y1和Y2组的秩和检验P值P<0.05，通过了假设检验，说明T是性别SEX的一个相关因子。
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图　5-21
 
另外，程序也计算出了T的两组数据的特征计分RFSC，RFSC的值为0.6091。
 
这里，T的相对熵值和特征计分RFSC的值都比较大，说明T是性别SEX的一个较强的相关因子。
 
如果用户需要对目标变量与所有自变量进行相关因子分析，可以利用“全部X变量相对熵”按钮的功能，得到一个包括所有相关因子分析的交互式报表。如本例中，点击“全部X变量相对熵”按钮，程序自动计算该表中所有的Xi变量与性别SEX的相关性，将所有秩和检验P<0.05的变量筛选出来，运行结果如图5-22所示。
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图　5-22
 
从图中我们可以看出数据表BJ_XK_ALL_1中的“TYPE”、“T”、“N”、“GRADE”几个字段的相关熵值较大，说明它们与性别有较强的相关性；而“H3”、“P27”、“P29”、“TREAT”几个字段的相关熵值较小，说明它们与性别的相关性较弱。另外，我们也得到了这些字段的RFSC特征计分值。与相关熵的值相比较，RFSC特征计分与相关熵有相似的度量方向，但二者并不完全相同，详细讨论可参见第4章。
5.5.2　朴素贝叶斯分类算法的实现
 
朴素贝叶斯分类算法是个比较经典的自动分类方法，它具有分类准确率较高（分类变量的独立性较好的条件下）、算法简单、分类效率较高的特点，在很多实践应用中被广泛采用。
 
虽然Oracle数据库中提供了朴素贝叶斯分类算法API，但我们还是自己编写了一个运行在数据库环境下的朴素贝叶斯分类算法程序，一方面它可以被移植、部署到没有朴素贝叶斯分类算法API的任何数据库中，另一方面我们还可以根据实际应用需要对算法进行改进和优化。以下就简要叙述一下朴素贝叶斯分类算法数据库的实现方法。
 
5.5.2.1　数据准备
 
连接数据库，从数据库任意选择一个需要分析的数据表，代码如下：
 

 [image: ]

 
图5-23显示了该库中所有的表。
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图　5-23
 
将该用户的所有数据表名在应用程序中列出，并人工选择某一数据表名（table_name），用于进行分类分析。
 
清空临时表，逻辑代码如下：
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存放准备数据到临时表中：
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临时表中null值的处理：
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5.5.2.2　算法过程
 
1）将该数据按一定比例（例如70%、30%）分成两组，前一组数据用于训练朴素贝叶斯分类模型，后一组数据用于对分类模型的测试和评估。
 
这里涉及两组数据如何选取的问题，我们使用数据随机选取函数SAMPLE()，按照事先设定的数据比例，从数据表中随机选取两组数据：
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2）假定该数据表中有s个分类因子，目标分类变量有m个取值，即m个分类，数据总数有n条。计算目标分类变量的先验概率，代码如下：
 
首先计算目标分类变量的总数：
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然后计算目标分类变量的每个类别Ci的个数：
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其中每个分类值的概率P（Ci）的计算：NUMi/ALL_CNT。
 
3）计算每个分类因子的每种取值与每种目标分类同时出现的概率P（Xi|Cj），代码如下：
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4）将以上代码计算得到的所有P（Xi|Cj）的结果存放于“临时表2”：
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5）计算每个分类因子组合与每个目标分类同时出现在整个先验数据中的概率：Pij：=P（Cj）*P（Xi|Cj）；
 
将计算得到的所有先验概率Pij存放到临时表组中，我们就得到了一个朴素贝叶斯分类模型。
 
5.5.2.3　模型验证
 
我们将计算出来的朴素贝叶斯分类模型进行验证。正如前面提到的，我们将该数据按一定比例（例如70%、30%）分成两组，前一组数据用于建立朴素贝叶斯分类模型，后一组数据用于对分类模型的测试。测试的方法是，将测试数据中的每一条数据的分类因子组合（用Yi表示），应用训练得到的朴素贝叶斯分类模型，计算出最有可能的目标分类：
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我们比较所有m个概率值，将取值最大的一个分类作为该条数据的目标分类，然后用这个目标分类值与数据原目标值进行比对，如果两值相等则推断预测正确，反之推断预测错误。
 
数据测试的计算方法与建立模型的过程类似，逻辑代码如下：
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5.5.2.4　界面应用
 
下面我们将说明在实际项目中如何运用该算法。分类因子以五个为例，如图5-24所示。
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图　5-24
 
首先选取目标表（以表BJ_XK_ALL为例），然后选取该表中的字段作为目标分类变量和分类因子。这里，我们选取性别“SEX”字段作为目标分类变量，实验室生化指标“LAB1”、“LAB2”、“LAB3”、“LAB4”、“LAB5”作为性别SEX字段的分类因子。然后选取分类模型测试数据与训练数据的比例，这里我们输入0.3，即数据表中30%的数据用作测试数据，数据表中70%的数据用作训练数据。
 
所有参数设定后，点击“模型运算”按钮，我们事先写好的朴素贝叶斯分类算法在数据库后台进行自动计算、训练，最后得到一个分类模型，如图5-25所示。
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图　5-25
 
图中详细列出了实验室生化指标“LAB1”、“LAB2”、“LAB3”、“LAB4”、“LAB5”在各种不同的取值时与目标分类变量性别“SEX”不同取值共同出现的概率。例如第一行显示，当：
 
“LAB1”=2，且
 
“LAB2”=2，且
 
“LAB3”=2，且
 
“LAB4”=2，且
 
“LAB5”=3，且
 
“SEX”=1时的概率是0.0099，也就是接近0.01。
 
分类模型训练后，对该分类模型进行评估。点击“模型测试”按钮，系统自动运行模型的评估算法。本例中，运行结果如下：
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我们看到，这个朴素贝叶斯分类模型的预测正确率为73.8%，说明“LAB1”、“LAB2”、“LAB3”、“LAB4”、“LAB5”对“SEX”的区分能力较强。换句话说，男性组与女性组在综合“LAB1”、“LAB2”、“LAB3”、“LAB4”、“LAB5”五个实验室生化指标方面有较明显的差异。
 
当然，以上只是朴素贝叶斯分类算法在数据库上的一个简单实现，还有很多功能可以改进和完善，在此不再赘述。
5.6　本章小结
 
机器学习的应用，现在更多的是作为一个定制化方案服务于商业应用中，而作为面向行业业务的机器学习工具的应用还不是太多，但随着机器学习技术的不断发展、机器学习应用的不断普及，以及机器学习在各行各业应用的不断成熟和改进，专业性的机器学习工具的应用将越来越先进、越来越普及，也必将在各种业务中发挥越来越大的作用。正像近二、三十年来IT技术和各种各样的信息化系统的快速发展并已经渗透到人类社会发展的各个角落那样，机器学习技术和各种各样的机器学习应用系统也必将融入到大数据时代的各个领域中。
第6章　机器学习系统应用（一）：结构数据挖掘
 
上一章，从技术角度详细介绍了机器学习应用系统的开发，重点剖析了智能医学科研系统IMRS的技术架构、数据变换、模型创建、功能实现等方面内容。既然机器学习应用系统已经建好了，那么本章将着重探讨一下机器学习应用系统的应用了。这听起来有点绕口，但确是本书的一个重点章节。因为任何技术，即使再高明也是为了业务服务的，帮助业务产生新的价值、新的收益，这才能体现技术的价值。机器学习技术更是如此，我们不希望它成为追求时髦的概念炒作、故弄玄虚的IT技术、高深莫测的技术手段，甚至沽名钓誉的“忽悠”工具，而是真正为实践服务、为业务服务的好方法。任何不能为业务提供有效帮助的机器学习项目，都是毫无意义的、毫无价值的。当然，另一方面，失败的机器学习项目是托起成功者的巨人，也是通向成功目标的必经之路。
 
临床医学是一门知识体系庞大、复杂的学科，人类对医学科学的探索有着巨大的需求和推力。临床医学的日常工作产生了海量的临床医学数据，而这些临床医学大数据中蕴含着很多尚未发现的医学规律。临床医学机器学习系统正是一套试图从临床医学大数据中挖掘、探索未知的医学特征、医学关系的有力工具，它是一套通用于医学各学科的临床医学科研平台。应用系统针对临床医学数据的特点，首先建立了专用的医学科研数据仓库，然后转换成适于机器学习算法建模的可挖掘数据。应用系统中应用了多种类型的算法，而且很多算法的应用方法也不同于一般的常用方式，根据医学科研的目的和需求具有一定医学应用特色，我们将在下面的章节中详细叙述。
 
机器学习的行业应用系统往往与数据仓库或规模小一些的数据集市结合在一起，临床医学机器学习系统也是这样，它还拥有快速探索、专业数据筛选、专业统计学等模块，与机器学习引擎构成一个完整的流程环。这些模块建立在共同的数据仓库的基础上，提供给使用者从数据获取、到数据预分析、再到数据筛选、再到机器学习、最后到结果评估等一系列功能的一站式服务。数据仓库作为应用系统各个功能模块的基础，不但使机器学习系统成为建立在海量数据上的有根之木、有源之水，也为各个功能模块的协同和机器学习引擎各个算法的平滑协同提供了基础。临床医学机器学习系统所有的这些功能，都应该体现到这样一句话：方便发现隐蔽的“真相”，助于挖掘深藏的“真金”。
 
下面，我们就详细介绍临床医学机器学习系统的一个实现实例：智能医学科研系统IMRS的应用。按照临床科研的普遍需求，我们将临床科研机器学习系统的功能划分为六个方向：分布探索、关系探索、特征探索、异常探索、推测探索和趋势探索。本章将介绍在IMRS中实现的分布探索、关系探索、特征探索、异常探索、推测探索五个方面的应用。
6.1　分布探索
 
事物的分布是事物重要的特征之一，也是最容易被观察和理解的。我们生活中接触到以分布为特色区分事物的例子比比皆是。比如按照克拉数来衡量钻石的价值，按照斤两多少来定价大闸蟹等。这里克拉数就是反映钻石的一个重要特征的分布度量；斤两数也是反映大闸蟹的一个重要特征的分布度量，位于不同斤两数区间的大闸蟹其定价不同，这些都属于数据分布的概念。机器学习对数据分布的探索工具很多，我们现在谈一下IMRS系统应用中常用的聚类模型应用，包括两维度聚类应用和高维度聚类应用。
 
机器学习的聚类分析，是一种用途广泛的无监督学习分类算法，旨在揭示数据的客观分布规律。在行业应用系统中，在满足行业需求的同时，聚类的维度尽量选择数据容易获取、可解释性强而且可信度高的。在IMRS系统中，年龄和性别是两个最基本和最主要的临床指标之一。年龄和性别的数据获取容易，一般不需要特殊的设备即可获得，数据采集的可靠性较高，因为人们对性别和年龄的记忆相当准确。年龄和性别的分析结果可解释性强，也具有较广泛的通用性。
6.1.1　两维度聚类模型应用
 
使用聚类分析是探索某一疾病在年龄（连续型变量，范围通常为1至100）、性别（离散型变量，取值为'男'，'女'）两变量上的分布规律，为科研者和临床医师研究和分析特定疾病的性别特征和年龄规律提供重要的依据。科研者可根据聚类分析的结果进一步深入探讨疾病发病的影响因子和规律，并可能提出新的医学假说。聚类分析还可作为智能分析工具，帮助科研者快速发现高发年龄段和高发性别组等医学规律。通过不同疾病年龄、性别的分布比较，还可研究不同疾病发病规律的异同。该工具还可应用于将挖掘到的聚类组（如年龄聚类组）用于科研的区组设计上，从而为科研区组设计提供更科学、更严谨的依据和方法。
 
1.操作流程
 
我们在这里给出一个IMRS系统应用的具体步骤，以便使读者对系统应用有更直观和更具体的了解。临床医学机器学习系统（IMRS系统的核心子系统）是一个全向导式的智能分析工具，用户只需按照向导的指示工作即可。两维度聚类模型的操作如图6-1所示。
 
 
 [image: ] 


图　6-1
 
选择“聚类分析-疾病”模块。选择需要分析的目标疾病人群，如“冠状动脉粥样硬化性心脏病”，然后点击“准备分析”按钮进入下一页面，如图6-2所示。
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图　6-2
 
这时，系统会为选定的“冠状动脉粥样硬化性心脏病”的病例组准备聚类分析所需要的数据。点击“准备数据”按钮，系统会自动准备机器学习所要求的带有性别和年龄变量的数据。
 
数据准备成功后进入下一界面，如图6-3所示。点击“运行模型”按钮，系统自动运行配置好的机器学习引擎算法，并自动产生最佳聚类模型。
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图　6-3
 
模型运行成功后进入下一界面，如图6-4所示。此时聚类分析的结果已经存储在数据库中了。所有的机器学习的步骤都是在数据库后台，通过自动生成的代码执行的。用户点击“取模型结果”按钮，系统从成功运行的模型中取出结果。
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图　6-4
 
模型结果取出后，系统进入下一界面，如图6-5和图6-6所示。我们得到该疾病“冠状动脉粥样硬化性心脏病”按年龄和性别聚类的分布结果，包括左边的树形分布规则集，中间的规则明细，和“叶子”（最底层）规则表。其中“叶子”规则表可以根据需要，输出到Excel文档中，用于生成论文和科研报告。
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图　6-5
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图　6-6
 
2.应用结果
 
在这里我们会遇到机器学习行业应用系统应用的一个难点，即对输出结果的专业性分析。这个环节需要机器学习人员与行业专业人员紧密配合，取长补短，共同讨论分析，也可由掌握机器学习的一定原理并具备相当的本领域机器学习应用经验的行业专业人员独立进行研究分析。
 
下面我们就从三个方面对此模型进行研究分析。
 
性别倾向
 
经医学专业与技术专家的合议，对上面这个机器学习的输出结果，我们建议从以下几个方面来分析和理解：
 
1）存在单一性别分支。
 
图6-7圈出了单一性别分支。
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图　6-7
 
模型提示该病种在性别上具有发病的偏向性，这个例子是偏向于男性。
 
2）单性别分支的置信度较高。
 
性别维度对于单一个体而言是个二元类型变量，而对于群体来说则要复杂得多，从单纯男性组到单纯女性组之间有各种不同性别组合分布，如图6-8所示。
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图　6-8
 
分支的置信度较高，提示这个分支对性别的偏向程度高。
 
3）划分的次序。
 
本聚类算法是按照多维度变量权重来划分的，因此聚类分析的输出结果会在规则中使用不同的次序来体现维度的不同权重。观察图6-5可以发现年龄和性别聚类的第一个划分是年龄。对比一下图6-9乳腺疾病的双维度聚类，乳腺疾病的第一个划分是性别。
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图　6-9
 
而本例第一个划分的是年龄，可以推断冠心病的年龄维度区别更加明显，年龄分簇先于性别分簇。而乳腺疾病的性别维度区别更加明显，说明乳腺疾病的性别分簇先于年龄分簇。分簇次序的不同，提示疾病的年龄分布和性别分布哪个更强一些。乳腺疾病具有更强的性别倾向性，性别的倾向性大于年龄；而冠心病的不同年龄段分布更强一些，所以第一次划分是年龄维度划分。这是疾病本身的属性特点反映到了机器学习分簇现象的结果上。
 
高发人群
 
图6-10中的“叶子规则表”是一功能强大的交互式智能报表。点击其右上角的“支持度”按钮，将弹出一对话框，点击“降序排列↓”按钮，将得到支持度由高至低排列的规则集，从中我们可以得到高支持度的规则。如示例中的规则13：年龄在46.69与61.92之间，性别不限，共有951个案例，居于所有规则的首位，我们可据此理解为冠状动脉粥样硬化性心脏病的高发年龄在46.69与61.92之间的可能性很大。
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图　6-10
 
用类似的方法，可以得到高置信度的规则集。同样，点击其右上角的“置信度”按钮，将弹出一对话框，点击“降序排列↓”按钮，将得到置信度由高至低排列的规则集，从中我们可以轻易地得到高置信度的规则。一般地说，70%以上的置信度可视为高置信度规则，当然最好还要结合专业领域的实际情况来评价规则置信度的高低。
 
不同疾病年龄性别分布比较
 
通过开展多次疾病年龄性别分布分析，我们还可以进行不同疾病在性别和年龄上发病分布的比较研究。如我们在前面已经分析了冠状动脉粥样硬化性心脏病在年龄、性别上的发病分布，也得到了高发年龄分布表，我们用类似的方法还可以研究另外一个心脑血管疾病脑梗死在年龄、性别上发病分布。如图6-11和图6-12所示，脑梗死病人的年龄在61.54与69.23之间，性别不限，共有590个案例，居于所有年龄组的首位，我们可据此理解为脑梗死的高发年龄在61.54与69.23之间的可能性很大。比较冠状动脉粥样硬化性心脏病的高发年龄在46.69与61.92之间，可以看出脑梗死的高发年龄的平均值65.39较冠状动脉粥样硬化性心脏病高发年龄的平均值54.31大出11.08岁，但是冠状动脉粥样硬化性心脏病高发年龄的跨度（15.23）为脑梗死高发年龄的跨度（7.76）的将近两倍。
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图　6-11
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图　6-12
 
通过对两种心脑血管疾病脑梗死和动脉硬化心脏病的比较研究，我们发现，与脑梗死疾病相比，冠状动脉粥样硬化性心脏病患病年龄更小且年龄范围更广泛。年龄维度的划分是一个具体数字，而在实践中更可能是一个范围，一个可信区间。因为数据不是完全覆盖所研究的总体，即使是完全覆盖总体，也需要考虑还有后续病例的情况。所以，分布的探索结果都是建立在一定置信度区间上的，而且随着时间的变化，这个置信度区间也可能会变化，因此需要我们持续地探索、不断地校正并用之于实践。因此，机器学习的模型是需要长期维护的。
6.1.2　高维度聚类模型应用
 
检验聚类分析是揭示某一疾病在年龄和性别及某一生理指标，三个变量上发病的分布规律。在实践中我们很少使用高维度的聚类，一是可能会出现维度灾难，二是输出的结果难以理解和应用。我们比较容易解释和分析两维度和三维度聚类，但会很难理解更高维度聚类的输出结果。如果我们分析、解释模型结果产生困难，又何谈应用机器学习的结果呢？下面，我们看一个三维度的例子。
 
检验聚类分析作为智能分析工具，可挖掘疾病年龄、性别、生理指标（离散型变量，取值为'H'高，'N'中，'L'低）分布，分析疾病与高频生理指标的聚类分布特征，分析疾病与高频生理指标的聚类关系，比较不同疾病生理指标的分布等。该工具还可用于将挖掘到的聚类组（如年龄和生理指标聚类组）用于科研的区组设计上，从而使科研区组设计建立在一个更科学的方法上，而不再依靠人为划分。
 
选择“聚类分析-检验”模块。这里我们只看输出结果，操作流程与前面例子大同小异，不再赘述。我们得到动脉硬化心脏病按年龄和性别及甘油三酯的分布结果，包括左边的树形分布规则集，中间的规则明细，及右边的“叶子”规则表。如图6-13所示。
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图　6-13
 
如图6-14所示，从中我们可以选取高支持度的规则。如示例中的规则10：年龄在64岁至73岁之间，性别为男性，甘油三酯的指标为中、高（即高于正常范围的上限，是一种异常），居于所有规则的首位，我们可据此理解为动脉硬化心脏病病人中甘油三酯偏高的多发于64岁至73岁的男性病人。
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图　6-14
 
通过开展多次疾病年龄、性别及生理指标的分布分析，我们还可以进行不同疾病发病分布的比较研究。我们用类似的方法还可研究脑梗死的高甘油三酯、高发性别和年龄分布。如图6-15所示，年龄在51岁至60岁之间，性别男性，甘油三酯为中、高，我们可据此理解为脑梗死病人中甘油三酯偏高的多发于51岁至60岁的男性组病人。
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图　6-15
 
我们分析的数据是临床数据，也就是患病人群的数据。通过对这些临床数据的分析，我们发现甘油三酯对两种疾病发病的影响中，脑梗死的高甘油三酯年龄段比动脉硬化心脏病高甘油三酯年龄段要小得多。
6.2　关系探索
 
关系探索是探索事物与事物间的伴随关系，以及变量与变量之间的影响关系，机器学习也拥有很多工具处理这方面的需要，例如关联规则和特性选择就是关系探索的两个重要技术，关联规则用于揭示事物之间发生的伴随关系，而特性选择是探索变量之间的相关关系。本节将介绍关联规则模型的应用和特性选择模型的应用，其中后者可分为连续型特性选择的应用和离散型特性选择的应用。
6.2.1　关联规则的应用
 
关联规则分析是一种从事物数据集中挖掘频繁项集的工具，旨在揭示事物之间存在的关联关系。在IMRS系统中，关联规则的应用有几种，我们看几个例子。
 
我们先来看合并症的关联分析。疾病间的关联分析用于分析合并症之间、症状之间或各量化指标之间存在的相关关系和关联规律，为研究疾病的合并症之间的相关关系或症状之间的相关关系，及合并症的病因有很大帮助。
 
选择“关联分析-疾病”模块，首先选择目标疾病，例如选择“冠状动脉粥样硬化性心脏病”。动脉硬化心脏病是一种典型的心血管方面的慢性病，患者通常同时患有许多其他合并症，如高血压、高脂血等症。这里，关联规则模型的目的是试图揭示动脉硬化心脏病人群的诸多合并症之间存在着哪些内在的关联关系，如图6-16所示。
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图　6-16
 
点击“准备分析”按钮，系统输出结果如图6-17所示。
 
我们得到一个动脉硬化心脏病人群合并症的关联规则集。关联规则模型的读法为：由前件病症“导致”后件病症的情况，这里有几个指标来度量规则，如置信度、支持度、提升（Lift）等。关联规则的语义就是：在前件（事件）发生的情况（条件）下后件（事件）发生的概率（置信度）和比率（支持度）怎样。多数情况下，我们关心的是那些在前件事件发生的情况下后件事件发生的置信度和支持度都较高的规则。除此之外，还有一个Lift指标用来衡量某条规则是否是存在于大量事件中的、随机发生的、内在的强规则。在这里，我们关心的关联规则模型是那些在前件合并症发生的情况下发生后件合并症的高概率规则，包括有较高支持度的规则和较低支持度的规则，并且是在动脉硬化心脏病人群中发生的大量合并症现象中随机发生的内在的强规则，即Lift指标高的（至少要大于1）规则。
 
那么，怎样理解“大量事件中的、随机发生的、内在的强规则”呢？举一个例子，比如一个烟酒专卖店，该店以销售香烟和酒类商品为主，同时兼营一些食品等小商品。我们从该店大量的销售数据中发现一个现象，即顾客购买香烟同时购买各种酒的交易事件比较多，反过来，顾客买酒时也买香烟的交易事件也不少，而且发生这两种情况的置信度和支持度都挺高。那么，它们是否是反映大量商品销售中随机产生的有商业价值的规则吗？不是，因为烟酒专卖店的主营商品就是香烟和酒类，该店所有商品的销售由商店的经营方向决定，这两条规则反映的是商品销售事务以外的因素影响的情况，而不是客观的由市场需求决定的销售情况，因此它们不属于有商业价值的强规则，它们的Lift指标通常会小于1（参见第5章）。
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图　6-17
 
现在，我们再来看本案例。我们可以按置信度进行排序，以得到高置信度的规则。例如示例中所示规则50，提示如果动脉硬化心脏病患者患有2型糖尿病和心功能3级合并症，那么很有可能也会患有高血压病3级的合并症。
 
我们还可以在保持高置信度的情况下对支持度进行排序，以得到高置信度和高支持度的规则。例如示例中所示规则7，如果动脉硬化心脏病人患有2型糖尿病的话很有可能也患有高血压病3级，规则的置信度为69%，支持度为0.14，如图6-18所示。
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图　6-18
 
关联规则反映的是处在某个环境下的事物的独特属性，主要体现事物的伴随关系属性，包括它的前件、后件、支持度、置信度和Lift值等描述和度量。在本例中，每种合并疾病都会有独特的前件、后件和不同的支持度、置信度和Lift值。不同的合并疾病前、后件规则会反映不同的合并疾病伴随关系。例如：
 
·前件合并症A“导致”了后件合并症B的置信度非常高，同时前件合并症B“导致”了后件合并症A的置信度也非常高，则可能说明合并症A和合并症B的并发关系非常强，二者可能有着平等的强相关关系。

·前件合并症A“导致”了后件合并症B的置信度非常高，但是前件合并症B“导致”了后件合并症A的置信度非常低，则可能说明合并症A是合并症B的诱发原因，二者可能有着类似因果的强相关关系。
 
通过前件事物和后件事物的伴随出现关系，我们可以观察疾病合并症之间的关系类型，并据此推测病因和制定相应的治疗方法。
6.2.2　特性选择的应用
 
特性选择分析，也称为因子权重分析，是一种针对某一目标变量考察其他多个变量（因子）对该目标变量产生影响的重要性的技术，以揭示不同变量（因子）对目标变量的相关程度，它是一种用途广泛的机器学习工具。在IMRS中，我们称作“因子权重”的分析模块，实际上就是一种特性选择的分析方法。在应用中，因子权重一般分为两类，一类是连续型因子权重分析，另一种是离散型因子权重分析。
 
6.2.2.1　连续型特性选择的应用
 
所谓连续型因子权重分析是指目标变量是连续型的，在IMRS中，目标变量通常是连续型的生理指标。“因子权重-检验”模块用于生理指标间影响度的分析，如揭示不同的实验室指标之间的相关关系，探索生理指标之间的互相影响，观察各个因素（因子）对某一个特定指标的影响程度（权重），其影响程度越高，相关性就越高。而且不同于传统的相关性分析，因子权重对于非线性相关的探索有着天然的优势。例如，我们仍然以动脉硬化心脏病的人群作为研究对象。在“因子权重-检验”模块，选择“动脉硬化心脏病”后进入一下页面，从“检验项目”下拉列表中选择“甘油三酯”作为目标变量，然后点击“运行模型”按钮，系统将自动运算出的结果显示出来。如图6-19所示。
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图　6-19
 
我们得到对于动脉硬化心脏病人群的一个生化实验观测目标“甘油三酯”的一组生理指标的权重分析结果，如图6-20所示，包括左边的条形权重系数图和右边的权重系数表。其中右边的权重系数表基于交互型报表技术，它有很多查询功能和图形化工具，使得机器学习结果的展现更丰富。
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图　6-20
 
按照示例中的分析结果，我们可以看出：对于动脉硬化心脏病的观测目标项“甘油三酯”的影响度，从高到低依次为：高密度脂蛋白胆固醇，总胆固醇，低密度脂蛋白胆固醇，其他生理指标对甘油三酯的影响度逐步减小直至接近0。
 
我们再选择“脑梗死”人群作为研究对象，同样观察“甘油三酯”的相关因子，如图6-21所示。
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图　6-21
 
按照示例中的分析结果，我们可以看出：对于脑梗死的观测目标项“甘油三酯”的影响度为：总胆固醇最高，其次是低密度脂蛋白胆固醇，高密度脂蛋白胆固醇，其他生理指标对的甘油三酯影响度逐步减小直至接近0。通过以上示例中的分析研究，我们发现，对于动脉硬化心脏病和脑梗死的共同观测目标项“甘油三酯”来说，有着相似的生理指标影响因子，主要为：总胆固醇，低密度脂蛋白胆固醇，高密度脂蛋白胆固醇，三者为前三位，而且权重都较高，不同的是，对于脑梗死的“甘油三酯”还有一定影响关系的是“淀粉酶”。当然我们还需要应用其他临床实验的方法进一步验证它与脑梗死的关系。
 
6.2.2.2　离散型特性选择的应用
 
所谓离散型因子权重分析是指目标变量是离散型的，在IMRS中，目标变量是离散型的疾病变量。“因子权重-疾病”模块用于分析病人与健康人之间、两种疾病之间或多种疾病之间潜在的生理指标的差异，为研究病人与健康人之间的医学差异、不同疾病之间的医学差异以及生理指标与疾病之间的内在联系提供了很好的挖掘工具。
 
两种相近疾病生理指标权重分析。选择两种相近的疾病，往往属于某一大类疾病，应用“因子权重-疾病”探索对这一类疾病影响较大的医学指标因素，同时也可研究这两种相近的疾病的典型医学差异指标。当然，我们也可以选择两种以上的疾病作为研究对象，但对于挖掘出的差异性变量指标的解释比较困难，因为得出的差异是指所有三个及三个以上的疾病之间的差异，但我们并不清楚每两个疾病之间的差异，还需要做所有的两两差异性挖掘和分析。本例中，选择“因子权重-疾病”模块，选择“动脉硬化性心脏病”和“脑梗死”作为分析对象，也就是说目标变量疾病有两个离散取值，一个是“动脉硬化性心脏病”，一个是“脑梗死”。如图6-22所示。
 
 
 [image: ] 


图　6-22
 
使用IMRS的功能进行分析的过程与前例类似。最后我们得到如下结果，如图6-23、图6-24和图6-25所示。
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图　6-23
 
在医学应用方面，使用疾病病种作为特性选择的离散型目标变量时，可以考察不同生理指标对病种的区分能力，也就是说，疾病因子权重分析用于分析两种疾病之间或多种疾病之间存在的生理指标的差异。特性选择是探索对目标变量变化有影响的观察变量（因子）有哪些，影响强度（权重）是怎么样的。对于离散型特性选择来说，目标变量的变化就是取不同的离散值，也就是不同目标簇之间的变化被哪些因素所影响。反过来说，就是哪些因素影响了簇的划分，不同的目标簇之间存在哪些最明显的差异。
 
按照示例中的分析结果，我们可以看出：动脉硬化性心脏病和脑梗死最大的差异在于生理指标“铁”，其次是“维生素B12”和“网织红细胞”，最后是“叶酸”、“D-二聚体”等其他生理指标。如图6-23所示。
 
从图中我们可以看出，条形图都是从左至右展开的（疾病变量的相关因子的相关系数>0），而且是从长到短由上至下依次排列的，条形的长短代表了相关因子与疾病变量间相关系数的大小。图中显示的这一组相关系数（影响系数）>0的因子，我们将它们与疾病的相关关系称作“实相关”，也就是它们与目标变量疾病肯定存在着一定的实际关联，目标变量与相关因子是“互动”的关系。在此处，由于目标变量是二值的离散变量，因此，一方面我们可以认为这些生理指标与这两个疾病有一定的相关性，另一方面，我们也可以将这些生理指标看作是这两个疾病的差异性指标。
 
我们再看图6-24，这是一组与疾病变量成零相关的生理指标，所有的观察变量（因子）的影响系数都是零，它们对于疾病变量的影响关系（权重）为零，说明这些因子与疾病变量不相关。
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图　6-24
 
我们再看图6-25，可以看出，条形图都是从右至左展开的（疾病变量的相关因子的相关系数<0），而且是从短到长由上至下依次排列的，条形的长短代表了观察变量（因子）与疾病变量间相关系数的大小，但方向是相反的。图中显示的这一组相关系数<0的因子，我们将它们与疾病的相关关系称作“虚相关”，也就是它们是目标变量疾病的干扰因素，目标变量与观察变量是“互相混淆”的关系。在本例，目标变量是二值的离散变量，包括动脉硬化心脏病和脑梗死，因此，我们不建议用这些指标来判定或区别这两种疾病，否则会造成误诊、误判。
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图　6-25
 
对于机器学习得到的结果，我们应当尽可能多地与有关领域的专业专家进行交流讨论与评估，听取他们的意见和建议，以便在专业领域得到最佳的解释与应用。数据不能代替专家，这点读者一定要牢记。
 
对特性选择的分析，不论是连续型还是离散型，都要首先注意特性选择影响系数的正负，还有注意选择出来的特性（因子）的相关度强弱。我们将特性选择系数为正值的因子与目标变量的关系称为“实相关”，这些“实相关”的因子可能成为目标变量的预测因子或分类因子，“实相关”的因子与它们的目标变量很可能构成一个多元关系模型：一个或多个因子的变化会引起目标变量的变化，这种变化存在一定的规律。如果目标变量是连续变量，这种“实相关”的相关因子与目标变量可能呈线性相关，也可能呈非线性相关，可能完全相关，也可能不完全相关。
 
通过这两个模块的应用，我们可以发现生理指标之间的互相影响关系，不仅是对于病人人群，对健康人群也是这样。我们得到的三组因子（相关系数>0，相关系数=0，相关系数<0）在医学专业上，都是有意义的，但不同于我们熟悉的统计学相关系数为正值的表示线性正相关，相关系数为负值的表示线性负相关。这里的影响系数正值因子是“实相关”，它们对目标变量有积极影响力；影响系数零值因子是“不相关”，它们对目标变量既没有积极影响力也没有消极影响力；影响系数负值因子是“虚相关”，它们对目标变量有消极影响力。
 
在医学上，建议尽量避免采用含有“虚相关”的因子来诊断或鉴别疾病。不同的疾病之间，“不相关”因子也是不同的。有些在专业经验上看似“不相关”的变量，经机器学习后发现是“实相关”的。例如，在一个科研课题的机器学习探索中，我们发现刮风与某种心脏病的发病成“实相关”关系。当时很难理解，后来与医学专家深入讨论，专家认为刮风减低了空气中的微粒（可能是PM2.5），微粒可能会诱发心脏病的发病。因此，刮风可能减低心脏疾病的发病概率。
6.3　特征探索
 
作为特征探索的一个重要工具，特征抽取是一种通过降低维度的方法来抽取事物的主要特征的挖掘分析工具，旨在揭示事物内存在的主要特征。特征抽取用来处理关系型数据中的高维度问题，也可以处理从文本数据中提取主题的问题。在IMRS中，我们用特征抽取模型提取医学的临床主题特征。例如，疾病特征抽取用于分析合并症之间，症状之间，或各量化指标之间存在的组合关系和关联规律，对研究疾病的合并症之间、症状之间相关关系及病因学研究有很大帮助。本节我们将从不稳定心绞痛的特征总结和动脉硬化性心脏病的临床特征两个应用上来探讨特征抽取模型的应用。
6.3.1　不稳定心绞痛的特征总结
 
1.数据准备
 
该模块可以按照ICD10的国际疾病分类标准，选取所要分析的对象。在本例中，研究人员选取了“不稳定性心绞痛”作为目标疾病人群。具体的纳入标准为近十年内40岁以上（含40岁）、80岁以下、曾经住院治疗的以“不稳定性心绞痛”为主诊断的男性病人和女性病人，如图6-26所示。
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图　6-26
 
设置该模块的各下拉单的参数选项后，点击“准备分析”按钮，该模块会自动从科研数据仓库中筛选满足以上要求的数据。系统显示本次筛选了2469条数据，如图6-27所示，图中为灰朦状态，表示系统正在运行中，以下同。
 
2.模型运行
 
数据准备完成后，我们需要适当的机器学习模型对该数据进行分析。点击该模块“运行模型”按钮，该模块会自动运行事先设计好的机器学习引擎，运用适当的算法进行分析，如图6-28所示。
 
该模块在后台运行一段时间后，系统会显示“模型运行成功”提示。点击“取模型结果”按钮，该模块会将本次筛选的2469条数据的挖掘结果详细地显示出来，如图6-29所示。
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图　6-27
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图　6-28
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图　6-29
 
3.模型分析
 
首先我们会得到一个抽取合并症主题特征的特征集，该模块会按照特征系数的强弱（特性总参数）进行降序排列，如图6-30所示。
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图　6-30
 
特征ID号为43的合并症主题特征排在最前面，依次是特征49、特征16等。
 
下一步，我们可以在下面的“分析目标”栏里，通过“请选择特征”下拉选项来选取某个具体特征的详细结果信息。例如我们选择排在第三位的特征16，如图6-31所示。
 
将鼠标滑动到饼图的某个区域，系统自动显示该区域所代表的合并症名称及在饼图中的相对比重，它表示该区域所代表的分量对整个饼图所代表的新特征的贡献度。
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图　6-31
 
在交互式特征报表中，通过条件筛选，选择特征ID等于16的所有分变量信息，如图6-32所示。
 
按照分量的特征系数进行降序排列，我们得到了特征ID为16的所有合并症组成成分。其中特征系数所表达的是每个组成成分的绝对值，而不是相对比重。我们发现特征系数相对较大的前六个分量是：“窦性心动过缓”“冠状动脉粥样硬化性心脏病”“前列腺增生”“脑出血后遗症”“心功能不全（Ⅰ级）”和“阵发性室性心动过速”。
 
我们再在下面的“分析目标”栏里，通过“请选择特征”下拉选项来选取排在第一位的特征43，并将鼠标滑动到饼图的深蓝色区域，系统自动显示该区域所代表的合并症名称“陈旧性前壁心肌梗死”及在饼图中的相对比重0.821，如图6-33所示。
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图　6-32
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图　6-33
 
在交互式特征报表中，通过条件筛选，选择特征ID等于43的所有分变量信息，如图6-34所示。
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图　6-34
 
按照分变量的特征系数进行降序排列，我们得到了特征ID为43的所有合并症组成成分。我们发现特征系数相对较大的前两个分量是：“陈旧性前壁心肌梗死”和“高血压Ⅲ级”。
 
综合分析特征16和特征43。我们发现如下特点：
 
·特征16的分量成分比较多和均匀，主要是各种不同类型的心脏疾病。“前列腺增生症”显示了该特征的男性成分，及前列腺增生症与心脏疾病具有一定的相关性，“脑出血后遗症”则提示了心脑血管疾病的相关性。

·特征43的分量成分比较少且不均衡，主要突出表现为“陈旧性前壁心肌梗死”和“高血压Ⅲ级”的特征，同时说明“陈旧性前壁心肌梗死”和“高血压Ⅲ级”之间可能具有较强的相关性。
6.3.2　动脉硬化性心脏病的临床特征
 
我们再看下面一个合并症特征抽取分析的应用例子。在IMRS中，选取“特征抽取-疾病”模块，选取“动脉硬化性心脏病”作为研究对象，对患有动脉硬化性心脏病的人群发生的大量合并症进行临床特征抽取挖掘，如图6-35所示。
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图　6-35
 
我们得到一组合并症特征集。我们从动脉硬化性心脏病的合并症中提取了19个可能的特征组。其中，每一个挖掘后的动脉硬化性心脏病的合并症特征，是经过特征抽取算法从高维度的、更具体的合并症变量中压缩、降维、合并而形成的新的、更概括的合并症变量。如图6-36所示，我们得到了左边的特征分布饼图，及右边特征分布表。选择其中的一个特征，如对特征2进行分析，我们得到一组合并症，包括高血压Ⅲ级、不稳定心绞痛、急性冠脉综合症等。该特征显示动脉硬化心脏病的一个合并症组合模型，它反映了动脉硬化心脏病的某个方面的合并症临床特征，这里主要表现与心脏病有关的疾病。
 
另外，在这个动脉硬化性心脏病的合并症组合模型中，有多个合并症分量元素，它们以不同的权重共同出现在这个合并症组合模型中。该特征提示：高血压Ⅲ级分量是该特征的主要合并症，不稳定心绞痛分量其次，急性冠脉综合症分量再次，等等。我们用右边的特征分布表对合并症分量进行系数排序，可以得到如图6-37所示的特征规律。
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图　6-36
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图　6-37
 
这是动脉硬化性心脏病的合并症中的另外一个新合并症特征组合，编号为15，如图6-38所示。
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图　6-38
 
我们可以看出每个合并症新特征都有着自身的特点。从动脉硬化性心脏病合并症的角度来总结，该疾病的临床主题特征主要表现在19个方面，每个方面反映了不同的动脉硬化性心脏病合并症组合模式。当然我们也可以把合并症换成其他的临床指标，来观察疾病在选定临床指标上所表现的临床主题特征，从而为疾病的内部分型提供依据和分析思路。
6.4　异常探索
 
异常探索作为机器学习技术的一个重要分支，在商业应用中发挥着独特的作用。例如，在医学上，多年的临床素养和天赋往往赋予医学专家们一种直觉，看到一组数据和症状本能就感觉异常。实际上，我们的异常侦测模型（异常探索类的一个常用工具）正是辅助医学专家增强这种直觉的一个工具。异常侦测模型可以作为临床分析工具单独使用，也可作为体检数据的分析工具和科研创新的探索工具。我们现在讨论一下IMRS系统应用中两个异常侦测模型的应用：生理指标的异常侦测和异常侦测模型的比较。
6.4.1　生理指标的异常侦测
 
我们首先看一个高维度的生理指标分析的例子。在IMRS中，选择“异常侦测分析”模块，操作步骤同前章。依然选择“冠状动脉粥样硬化性心脏病”作为研究对象，我们也把动脉硬化性心脏病人群简称为一个观察群组，如图6-39所示。
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图　6-39
 
点击“取模型结果”按钮，系统自动从成功运行的模型中取出结果，然后进入下一界面，如图6-40所示。我们得到该种疾病的一组特定生理指标（多维变量）异常侦测的分析结果，包括图左边的侦测出的异常案例概率图，和图右边侦测出的异常案例列表，它包含了每个案例所有特定生理指标（多维变量）的值。
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图　6-40
 
分析这个输出结果，我们可以看到，如异常案例概率图所示，侦测异常的“树干”左右两侧的“树枝”数目比例一般足够小（比如1∶50）。我们将“树干”右侧的居大多数的“树枝”视为观察群组里面一组特定生理指标下的正常点，将“树干”左侧的居少数的“树枝”视为观察群组里面一组特定生理指标下的异常点。这样，我们可以发现一个观察群组里面哪些是异常点或离群点。在医学专业上，少量的异常“树枝”可能意味着：
 
·罕见“正常”类型，即符合医学逻辑（现代医学理论和知识的）的稀有类型。

·罕见“异常”类型，即不符合医学逻辑（现代医学理论和知识的）的类型，新发现。

·误诊，由于设备或人为的因素，错误地测量或记录了数据。
 
作为异常侦测工具，还可以侦测正常人的体检数据，来区别出那些看上去每个化验数据个体都正常、而整体组合却不正常的人，进而提醒体检人注意，或做进一步检查。
 
当异常侦测算法不是基于设定离群率的时候，我们还可以应用异常侦测对高维生理指标组合进行分型分析。例如“树干”左右两侧的“树枝”数目比例足够大（比如1∶4）时，与前面的情况有所不同，这可能反映一个大的疾病群组里面包含几种疾病亚型，或者是几个疾病群组混杂在一起。作为分型工具，在异常侦测过程中就验证了哪种化验或化验组合（比如血糖和免疫全项是否可以组合）可以作为最佳分型鉴别试验。如果“树枝”左右分布比例不大（比如1∶5），而且置信度不高，也可能意味着选定的标准不能很好地完成异常侦测。如果分型的同时可以把不同类型的病人挑出来，研究诸如不同类型疾病的病人病史、疗效等，则可能使疾病的分型和治疗更加准确、高效。
 
分型时还需要注意一点，就是异常侦测的分型与聚类的分型的不同，异常侦测划分的两组之中有一个组的同质性升高，而另外一组的同质性未必升高，如图6-41所示。
 
异常侦测是一个特殊的二分类引擎，红色圈中的组同质性提高，可以作为一个分型使用；而红色圈外的组同质性实际上是下降了，是否可以直接将它们作为一个分型使用，还需要结合专业情况和使用目的。这点与聚类模型是不同的，聚类的每个簇的同质性均有提高，如图6-42所示。
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图　6-41
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图　6-42
 
另外，我们还要关注置信度的问题。本例中，我们可以观察到有部分“树枝”的置信度不是很高，甚至接近50%，它表示有接近50%的可能性是正常，也有接近50%的可能性是异常。这部分数据，我们称之为临界点数据。在医学研究中，异常侦测工具对于多元高维度资料的分析有着传统方法不可比拟的优势。
6.4.2　异常侦测模型的比较
 
选择脑梗死患病人群为研究对象，异常侦测分析的操作过程与上一节类似。我们同样得到相对于该种疾病的一组特定生理指标的异常侦测分析结果，包括图左边的侦测出的异常案例概率图，和图右边侦测出的异常案例列表。但是与动脉硬化心脏病人群的数据相比较，脑梗死人群数据的异常侦测模型得到的数据分布结果大为不同。动脉硬化心脏病的血常规分布基本为一类，有少数几个离群点；但是，脑梗死的血常规分布可以基本视为两类，比率可能为3∶7或2∶8，一个局部异常案例概率图如图6-43所示，显示局部异常点多于正常点。
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图　6-43
 
从以上分析中，我们可以得到如下临床指导与参考。我们对这两个病人群组数据应用的是参数设置完全相同的同一个异常侦测算法引擎。这个结果提示，对于脑梗死病人的血液成分而言，至少存在两种不同的类别，这两种以上不同的类别是否完全可以作为亚型，尚需要进一步研究，但在对该病进行科研设计时，需要考虑在血液成分方面进行分层；而动脉硬化性心脏病在血液成分方面的同质性较高，在研究这种疾病时，血液成分方面可以不考虑分层。
6.5　推测探索
 
机器学习的算法中包含着一类推测方法，即由若干个预测因子来推测一个目标变量的取值，我们称为推测探索。按照被推测的目标变量的类型，又可以分为两种方法，一种是推测离散类型目标变量的方法，我们称为分类模型，另一种是推测连续类型目标变量的方法，我们称为预测模型。本节将介绍预测模型，也称为回归模型或回归预测模型。
 
回归预测模型是应用多个自变量拟合、预测一个连续型的应变量的方法。在医学中，回归预测模型主要有两个方面的应用：一是通过建立和验证一个回归预测模型来证实所发现的一个医学规律，往往用于科研；另一个是通过应用一个已经得到验证的回归预测模型来推测一个临床中非常需要又不易直接得到的医学指标值（回归预测模型的应变量），这时多用于临床。下面，我们就观察一个在IMRS中的回归预测模型应用。
 
生理指标预测分析
 
我们使用“回归预测分析”模块为例子来说明。首先选择需要分析的目标人群，我们以“体检人群”为例子。然后在“选择检验项目”菜单选择一个生理指标作为预测的目标变量，我们以“血钠”为例子。系统自动准备数据后，显示所准备的数据总量，本例为11438条数据。然后点击“因子分析”按钮，系统进入因子权重分析阶段，此时界面变灰，如图6-44所示。
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图　6-44
 
系统会得到权重值较高的前n个生理指标作为目标变量“血钠”的待选相关因子，按照相关系数的高低降序排列，并列出所有相关因子的排名。本例n为79，如图6-45所示。
 
从相关因子排名靠前的生理指标中，根据专业意义和需求任意选择几个生理指标作为应变量“血钠”的自变量，也可以说是作为目标预测变量“血钠”的预测因子，包括：氯、钙、血清铁、磷酸肌酸激酶、血清镁、钾、磷等七个指标。
 
预测因子选择后，点击“回归预测”按钮，系统自动运行配置好的机器学习引擎算法，自动探索由预测变量“血钠”和选好的预测因子所组成的一个多元线性或非线性模型，并对这个模型进行金标准验证。
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图　6-45
 
模型运行成功后进入下一界面，如图6-46所示。此时回归预测分析的结果已经存储在数据库中了。模型运行结束后，系统自动从数据库中取出模型结果。该模型显示预测置信度为60.3%，也就是说，它比朴素预测模型的准确率高出60.3%。该模型的仪表盘指示图显示模型性能较好。
 
我们再看预测模型的残差散点图。图6-47显示的是预测残差示意图，Y坐标标值为0的横线代表的是实际的“血钠”值，零线上下的散点是预测模型的预测值，我们看到绝大部分点都集中在零线上下附近的区域内（图中的数据只为示意作用），模型拟合较好。
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图　6-46
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图　6-47
 
从上述应用过程中，我们得到了氯、钙、血清铁、磷酸肌酸激酶、血清镁、钾、磷等七个指标与“血钠”组成一个多元的回归关系模型，基于金标准的验证证实了该模型的拟合精度较好，初步证明了该模型的存在。但一方面模型的预测准确度不是非常高，因此可能尚不能应用于医学临床实践；另一方面，由于基于SVM的模型算法虽然可以比较好地开展回归或分类分析，但并不能进一步显式地揭示模型规律，所以即使我们可以通过算法得到一个精度很好的模型，但若想得到可表达的显式模型，还需要其他的数学工具进一步分析。
 
通过以上应用，IMRS为医学家提供一个面向医学专业的全自动机器学习工具。医学家不必深入了解机器学习的理论和技术，就可以方便、快捷地应用机器学习工具开展他们感兴趣的专业研究，并使得他们把更多的精力集中于医学专业问题。
6.6　应用系统的高级应用
 
前面的章节介绍了机器学习在IMRS系统中五个方向的应用。本节将就其中的两个方向进行进一步深入探讨，一个方向是异常侦测模型的高级应用，另一个方向是关联规则的高级应用。其中在异常侦测模型的高级应用中，我们将讨论健康与非健康的应用和同质性与异质性的应用两个内容，而关联规则的高级应用将涉及四个内容：对不同并发模式的兴趣、负模式规则和零模式规则关联规则的方向性，以及关联规则的时间性。
6.6.1　异常侦测的高级用法
 
异常侦测是一种处理高维度异常数据的算法，它是两分法的实践。对于高维度数据的分类，避免维度灾难的方法之一是两分法，根据维度把数据划分成两个部分，“正常”和“异常”，有时候叫A组和B组也许更合适一些。实践中，比如在医学中，两分（也就是二元变量）的情况很多见，如人群的健康和非健康、两种疾病的鉴别等。
 
6.6.1.1　健康与非健康的应用
 
健康和非健康的研究始终是临床医学科研的一个主题。首先看一下某个体检人群的异常侦测模型结果，如图6-48所示。
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图　6-48
 
异常侦测模型是一个二分类的工具，在医学上可以充分利用这个二分类特点。健康人群和非健康人群（可能是亚健康或疾病）是两个人群的分类，而且还是互斥的分类，如图6-49所示。
 
 
 [image: ] 


图　6-49
 
医学上的各种非健康，从数据角度看，都是一个或几个维度偏离了一个特定的范围。比如血压、血脂、血糖，及血常规的各项指标等等，都具有一个特定的范围，偏离了这个范围就算是非健康。如图6-50所示，血钾高了或低了都算是异常。
 
如图6-51所示，非健康人作为一个群体，以各种维度为特征被划分为各种疾病，这样便于医疗活动的进行。医学数据的特点是，健康人的各个维度数据具有同质性，而非健康人的数据在各个维度上具有异质性增加的趋势。这种情况很像一句诗所说的，“欢乐只有一种，而悲伤各不相同”。同样，也可以说健康只有一种，而非健康各不相同。
 
医学数据具有高维度的特点和二分类的需要。比如体检数据，各种检查项目几十个、上百个，维度很高，需要检出健康和非健康这两个分类。我们利用这个特点，对体检数据应用异常侦测引擎的处理。每使用异常侦测模型处理一次，均质性都有提高。这样可以把人群从疾病、亚临床……亚健康、健康一层一层分开，而不是直接划分健康和疾病。如图6-52所示。
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图　6-50
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图　6-51
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图　6-52
 
健康和亚健康的分级可以用于很多方面，比如体检、与健康相关的医疗保险等等。这样按照不同应用目的，根据不同的参数标准将健康人和非健康人一层一层地分开，从同质性最高的健康人到各种各样的非健康人群，中间层层过渡，也是对健康程度的分级。将人群划分为健康和疾病两组，将人群划分为健康、亚健康……亚临床、疾病多个层面，更贴近人群健康水平的自然分布。
 
6.6.1.2　同质性和异质性的应用
 
1.构建同质性组
 
同样是发挥异常侦测模型的特点，异常侦测的两分特点在数据上会提高至少一个组的同质性（这点与聚类不同，聚类的最后结果是每个簇的同质性均会提高）。这个特点可以用来构建一个同质性高的组。例如在医学科研上（也包括其他领域科研），对于满足均衡性原则很有好处。所谓均衡性就是要求实验组（试验组）与对照组之间或各个实验组（试验组）之间，除了处理因素外其他一切条件尽可能相同。因为实验结果不仅取决于处理因素，也会受到非处理因素的影响。
 
图6-53显示了均衡性好的部分（两个红圈部分）。
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图　6-53
 
在需要考虑的非实验因素比较多的时候，使用异常侦测模型比使用聚类模型更加适合，而聚类模型更适合在非实验因素较少的情况下分层使用。
 
异常侦测引擎对数据的作用是把离群点不断地划分出来。我们利用这个特点，把数据输入异常侦测引擎后，从获得的输出结果数据中选取其中的一个部分，然后把这部分继续输入异常侦测引擎，以此不断循环。异常侦测引擎会不断地划分出离群点，通常情况下剩下的数据集在均质性上会越来越提高，如图6-54至图6-56所示。
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图　6-54
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图　6-55
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图　6-56
 
均质性高的数据其均衡性也不会差，在医学研究中受到混杂因素的影响会减小。
 
而反过来使用，我们获得的是离群点，在医学上也就是可以发现异常人群，并加以关注。
 
2.异质性组现象的启发
 
在以医学数据为代表的一类数据中，异常侦测模型处理的结果是，在提高一组数据的同质性时另外一个组的异质性也获得了提高。这个异质组包括了很多离群点，也是特殊现象的集合。这些特殊现象也是有很多用处的，如可以从不同寻常的现象中启发思路，可以寻找到群组的特殊个体。如图6-57所示。
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图　6-57
 
离群点代表的很有可能是重大发现，如在医学上发现了一种新的疾病、一种新的微生物。在股票上可能是新的动向趋势，新闻分析中可能是新政策出台的标志等。
6.6.2　关联规则的高级应用
 
前面，我们介绍了关联规则的经典应用，下面我们讨论一下关联规则在医学上的扩展应用。我们观察一下事件A和事件B的并发组合，如表6-1所示。
 
表6-1　A、B事件的并发组合

 
 [image: ]

 
作为事件A和事件B的并发组合一共四种情况：
 
·001：前件A->后件B

·002：前件A->后件非B

·003：前件非A->后件B

·004：前件非A->后件非B
 
其中“非A”表示事件A没有出现，“非B”表示事件B没有出现。如果我们将以上每种情况的支持度和置信度简化为高低两个取值，则不同支持度和置信度下的事件A和事件B并发组合总共有16种，如表6-2所示。
 
表6-2　A、B事件的并发组合情况
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6.6.2.1　对不同并发模式的兴趣
 
不同支持度和置信度的并发组合模式分为如下几种：
 
·HH模式：高支持度高置信度

·HL模式：高支持度低置信度

·LH模式：低支持度高置信度

·LL模式：低支持度低置信度
 
第一种HH模式是很常见的应用，前面谈过很多了，这里我们不再讨论了。我们主要看一下后面三种模式在医学上的应用。
 
1.HL模式
 
在合并症研究中，关联规则模型的支持度高时，说明该合并症病例的基数很大，置信度虽然可能不高，但因为病例的基数大，事件A（合并症A）伴随事件B（合并症B）出现的情况也是一个常见的情况。比如某种代谢病的基数很大，伴随出现酮症酸中毒症虽然置信度不高，但是因为代谢病的基数大，酮症酸中毒症伴随代谢病（或者说代谢病合并酮症酸中毒症），也算是一个常见的情况，需要加以注意。
 
2.LH模式
 
这是一种低支持度和高置信度的模式。因为这种模式的置信度高，所以该伴随现象从前件推知后件的正确概率很高。这样的模式见于一些少见疾病的特殊伴随现象。这种特殊伴随现象作为一个特征，可以用来发现和提示少见疾病的特殊伴随现象的出现，比如伤寒和相对缓脉的同时出现。或者是常见疾病的少见伴随现象，通过前件来推测后件的出现，如感冒引发病毒性心肌炎。
 
3.LL模式
 
低支持度和低置信度模式看似无用，但是在医学这种特殊行业（当然其他行业也可能有类似情况），会有一些很少见的伴随现象，具有极高危险性，如某症状A引发急性心肌梗塞这样的情况。低的置信度是因为这种情况下，心肌梗塞不表现出典型的症状，而是以少见的症状A为表现。如果没有想到症状A后面的心梗，则会耽误救治的最佳时机，可能是一个致命的疏漏。LL模式主要应用于寻找这类拥有高破坏力后件的少见伴随现象。
 
6.6.2.2　负模式规则和零模式规则
 
医学数据的特点是可能某医学指标处于正常范围、低于某值、高于某值或未出现某症状等这些非异常的状况。有两种模式比较适合。
 
1.负模式规则应用
 
负模式规则是一种特殊的伴随现象，在医学上的用途之一是可以发现致病因素或疾病的保护因素。当非A事件与疾病伴随出现时，尤其是非A事件与疾病的伴随是HH模式时，提示事件A可能是个保护性因素。当然这只是个现象和可能，具体事件A是不是该病的保护性因素还需要大量的医学验证。而相反，如果事件B是对某疾病有益的因素，当事件A与非B事件伴随出现时，A可能作为某疾病的危险因素而出现。另外，当发现某种症状不出现时而能确诊某疾病，这样的情况可以发现、排除诊断某种疾病的特征维度（症状）。
 
2.零模式规则应用
 
零模式也是一种特殊的伴随现象，医学上的用途之一是可以发现某疾病的致病因素或保护因素。在合并症的研究中，当非A事件与不利的非B事件伴随出现时，非A事件可能是个保护因素。如事件B是“高密度脂蛋白在正常范围”，非A事件与非B事件“高密度脂蛋白不足”伴随出现，事件A有可能是个保护因素。如果非A事件与有利的非B事件伴随，则事件A可能是个致病因素或危险因素。
 
当然，我们提出的负模式规则应用和零模式规则应用绝不能像前面讨论的这样简单操作，实际情况远远比我们想象的要复杂，我们需要将所有的影响因素考虑进去。这里，我们给大家提供比经典关联规则应用更宽泛的应用思路。
 
6.6.2.3　关联规则的方向性
 
关联规则前件和后件的关系是有方向的。前件引发了后件的出现，后件伴随着前件的出现。伴随数量占总量的比例是支持度，伴随数量占后件的比例是置信度。置信度的大小决定了关联规则的方向。
 
·如果“前件A->后件B”的置信度和“前件B->后件A”的置信度都高，我们说事件A与事件B是双向的，即事件A前件引发了事件B后件出现的置信度与事件B前件引发了事件A后件的置信度相当且都较高，说明二者可能是“共生”的。

·如果“前件A->后件B”的置信度高，但“前件B->后件A”的置信度低，我们说事件A与事件B是单向的，即事件A前件引发了事件B后件出现的置信度远大于事件B前件引发了事件A后件的置信度，说明二者可能是“寄生”的。

·如果“前件A->后件B”的置信度和“前件B->后件A”的置信度都低，我们说事件A与事件B是无向的，即事件A前件引发了事件B后件出现的置信度与事件B前件引发了事件A后件的置信度都较低，说明二者可能是“无关”的。
 
一般说来，单方向规则比双方向规则更有可能提示前件导致了后件的出现、后件伴随着前件出现的现象。我们再看，考虑了关联规则的方向性后，不同支持度（H、L）和置信度（H、L）的事件A和事件B并发组合总共有32种，如图6-58所示。
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图　6-58
 
我们这里将关联规则模型的支持度和置信度的定义仅划分为高、低（H、L），实际上，在很多应用里，需要将支持度和置信度定义成更多的不同等级，如分为高、中、低，或者定义在1%到100%之间的几个区段。
 
我们看一个例子，假定某地区所有急诊患者中，高热为事件A，咳嗽为事件B，同时假定该地区可能受到某种呼吸道烈性传染性疾病的侵袭，高热和咳嗽同时出现者有可能是该病患者，需要密切注意。将患者数据使用关联规则引擎处理，输出结果中的（A->B）模式和（B->A）模式肯定是需要特别关注的，这里我们将（A->B）模式简称为AB模式，（B->A）模式简称为BA模式。我们看一下引擎需要提供什么基本功能。首先需要引擎定义：前件A=高热，后件B=咳嗽。因为我们对这个AB模式或BA模式最感兴趣，不论是AB模式还是BA模式，它们的支持度是相同的，不同的是置信度（参见第3章）。在一般情况下，支持度也可以理解为可能患病的人数，是在一个范围内波动的，同样，AB模式或BA模式的两个置信度也有其波动范围。在遭受疾病侵袭的情况下，AB模式和BA模式的支持度和置信度三个值会偏离正常范围。比如可以表现为潜在患者的大量增加，也可能是AB模式和BA模式的支持度上升，也可能表现为AB模式和BA模式的置信度的变化。
 
图6-59为AB模式的支持度（蓝）、BA模式的置信度（粉）、AB模式的置信度（黄）的时间变化图。这些变化也可能影响有关事件A和事件B的关联规则的方向性。
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图　6-59
 
6.6.2.4　关联规则的时间性
 
关联规则反映的伴随关系是随着时间的变化而变化的，比如前面章节的取药高峰伴随出现于年终。在商业上，销售量与各个节日的伴随关系、与季节的伴随关系也都与时间有关。在考虑了时间之后，关联规则形成了这样的形态：每种不同的伴随关系有自己独特的变化形状，某一时段或某一时刻的伴随关系可能随着时间变化而完全不同，我们把这种关联规则称为时间关联规则，如图6-60所示。
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图　6-60
 
时间关联规则形成了类似两条（也可能多条）互相缠绕的水管形态，每个不同的截面所代表的时间伴随关系有自己独特的形状，随着时间的变化，某种伴随关系可能变化很小，或者变化很大，可演变成与前面截然不同的伴随关系。
 
在实践中我们也需要考虑这样的问题，如图6-61和图6-62是我们发现的同一种疾病的两种亚型（图6-61为亚型1，图6-62为亚型2），在一个时间段内的两个主要生理指标（由粉线和蓝线代表）关联规则伴随关系的时间演变。诸如这样的医学上的精密关系，可以使用面向专业的机器学习系统方便、简单地发现。
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图　6-61
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图　6-62
 
支持度和置信度对于一个特定关联规则来说是其属性之一。而随着时间的变化，某特定关联规则的支持度和置信度也在不断地变化。在很多实际应用中，随时间的变化，关联规则的属性变化也是有一定规律的，通常我们可以制订某特定关联规则的属性值的正常范围。通过建立大量的属性正常范围，对于观察和比较某特定关联规则的属性值的各种异常偏离来说，既省时又省力，可以使用正常范围来过滤出那些偏离的规则。
6.7　本章小结
 
我们试图较深入地展示一个机器学习的商业应用案例。我们认为，机器学习应用越是专业、越是深入，从某种意义上讲，也就越是通用、越是具有广泛借鉴意义，因为机器学习的实践应用是脱离不开某一具体行业和专业的。从理论到实践需要一个过程，需要一个学习、借鉴、探索、实践、验证的过程；同样，从一个实践到另外一个实践，也需要一个学习、借鉴、探索、实践、验证的过程。
 
本章讲的是医学行业的应用，但是其中很多思想和方法也适用于其他行业。比如本章的6.6.2.1节中所谈的几种并发组合，在商业方面，低支持度和高置信度的LH模式经常见于小规模忠实用户群体的购买行为模式；在金融市场、国际关系预测中也需要寻找低支持度和低置信度LL模式所代表的高破坏力小事件等。我们希望本书能对其他行业的机器学习应用起到一个抛砖引玉的作用。
第7章　机器学习系统应用（二）：非结构数据挖掘
 
我们在第3章探讨过非结构数据挖掘（文本数据分析）算法方面的一些内容，本章就讨论一些文本数据挖掘与分析的应用。由于现实生活中很多信息资源是以非结构化数据的形式存在的，而经典的数据挖掘技术则以结构化数据（如关系型数据）为分析对象，对非结构化信息进行挖掘不仅成为数据挖掘技术发展的一个主攻方向，而且具有巨大的科学价值和商业价值。常见的非结构化数据包括文本、图像、视频等，其中文本数据是应用最为广泛的一种非结构化数据形式，例如在医学领域，文本数据被广泛用于临床诊疗的各个方面之中。
7.1　文本挖掘技术
 
文本挖掘有着广泛的用途，在自然语言理解、文本自动摘要、信息提取、信息过滤、信息检索等领域具有很高的研究价值和商业价值。医学自然文本挖掘在信息化医疗活动中有着广泛的应用，例如在临床智能辅助诊断和决策方面，医学自然文本挖掘发挥着独特的作用。基于医学文本数据的挖掘技术主要包括文本聚类、文本分类、文本特征提取、文本特征选择、文本关联分析等。
7.1.1　文本分词算法
 
这里的文本分词特指中文分词。实际上，在相关行业上，中文分词方法和应用有很多，既有通用分词也有专业分词。从技术上讲，采用最多的是基于词库（词典）的分词方法和基于统计分析的方法。我们这里延续在医学领域的应用主题，讨论一下医学专业分词方法。当然，这里的医学专业分词方法对于其他行业或专业的分词应用，也有很好的参考作用。为了适应医学专业分词的应用场景和需求，我们研发了多种医学专业分词方法。我们简要介绍其中的一个算法，即F&E_WDSGM1医学分词算法。
 
F&E_WDSGM1（F&E Word Segmentation One）算法是一种基于多种分类词库和统计分析的中文分词方法。它由五个主要步骤来完成。
 
步骤1：分类词库设计
 
为了优化医学专业分词的性能，我们创建了多种分类词库。如单字词库、通用词库，及专业词汇语料库等。
 
A．单字词库：主要用于储存中文单字词，及其衍生词汇。单字词，例如：“是，可，及，或”等。单字词的衍生词汇，例如：“不是，可是，以及，或者”等。当然，衍生词汇也可根据相关情况放入通用词库中。
 
B．通用词库：用于储存两字以及两字以上的非专用中文词汇，词库中不得储存单字词汇。
 
C．专业词汇语料库：主要用于存放目标分析文本所在行业的专业词汇（例如本算法适用的医学专业），可以是一个或者多个语料库，并按实际应用的优先顺序排列。在分词中，专业词库中的词汇会被优先进行分词，这样保证了特定语言环境下的文本分词的通顺连贯，同时将专业词库进行分类处理，也有利于词库的储存和管理。
 
步骤2：基于专业语料库的搜索分词（最大切割法）
 
A.首先搜索目标专业语料库中的最长词汇，将其长度计算并储存到Max_length变量中，然后搜索语料库中长度最短的词汇，将其计算并储存到Min_length变量中，将目标文本（即需要分词的文本）储存到target_text变量中。
 
B.从第一个字开始，读取target_text中的前Max_length个字符。然后从第二个字、第三个字开始，依次循环迭代读取前Max_length个字符，直到读取完整个target_text内容。如果target_text的长度小于Max_length，则以target_text代替原有的Max_length长度进行计算。
 
C.在专业词库中依次顺序选取所有长度为Max_length的专业词汇，与target_text中长度为Max_length的字串进行比对。如果两者有部分匹配，则将target_text按匹配词汇进行切割，再拼合，形成新的target_text。如此循环迭代至target_text中不包含任何该长度专业词库的词汇为止。例如字串“AAAXXXBBBBB”中，“XXX”为专业词库中的词汇，则切割拼合后，形成“AAABBBBB”，为新的target_text，进入下一个循环迭代。
 
D.如果target_text中，没有长度为Max_length的专业词，则使用Max_length-1代替Max_length，继续循环迭代，直到Max_length<Min_length为止。
 
图7-1展示了基于专业语料库的搜索分词的基本流程。
 
 
 [image: ] 


图　7-1
 
步骤3：通用词库搜索分词（最小切割法）
 
将目标文本（即需要分词的文本）存入target_text变量中。
 
A．取target_text的前两个字X1和X2为X，检索并判断通用词库中是否含有与X完全相等的分词。
 
此时，如果没有与X完全相等的分词，则在词库中判定是否存在包含X字串的分词。例如：X词为“静脉”，词库中有词语“门静脉”。
 
如果没有，则切分该词的首字母X1，取X2及其下一个字X3，组成新的X，返回A进行计算。
 
如果有，则将词库中包含X字串的字称为Xd，组成新的X，即X=Xd，返回A进行计算。
 
如果有与X完全相等的分词，则将X切分出target_text，转到B进行计算。
 
B．取target_text中的下两个字X1和X2，重复A步骤，直至所有句子完成计算。
 
步骤4：基于统计学的分词（二次拆分法）
 
将以上三步分词拆分后剩余的词语字串（以下简称剩串）存入表中，进行下一步计算。
 
表7-1　数据
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A.计算所有剩串在剩串表中所出现的概率C1和C2。这里C1为与词语X相等的字串在剩串表中出现的次数除以剩串表中的剩余字串总个数。C2为与词语X相等的字串和包含词语X的字串，在剩串表中出现的次数除以剩串表中的剩余字串总个数。
 
如表7-1所示，“双肾”的C1值=2/7，C2值=3/7
 
B.将所有C1>Cv，且C1<C2的剩串作为新词，并对含有该字串的剩串进行拆分，然后将所剩的字串重新放入剩串表中，返回A步重新计算，直到没有C1>Cv且C1<C2为止，Cv为给定阈值。
 
C．将所有新词排序后输出到指定列表中。
 
D．将所有剩串排序后输出到指定列表中。
 
步骤5：新词汇的识别、判定、入库
 
A．在管理模块中，用户可以选择查找“新词报表”或“剩串报表”。
 
B．用户根据专业知识，将新词或剩串人工选入各词库中。
7.1.2　文本相似性算法
 
文本分析中，最基本的分析是文本基本句的相似性或差异性比对分析，又可分为基于文字描述的相似性或差异性比对分析，以及基于文字语义的相似性或差异性比对分析。我们首先讨论一下基于文字描述的相似性或差异性比对分析方法。
 
1.字串差异度算法
 
对于基于文字描述的文本基本句的差异性比对分析，我们研发了一种非常有效的算法，称之为“最长公共子序列二叉树最小编辑距离算法”，在我们的文本挖掘算法体系也称为F&E_MinEDTree（F&E LCS Minimum Edit Distance Tree）算法。
 
例如，xi是X文本中的一个基本语句，yj是Y文本中的一个基本语句，我们要分析xi与yj之间的文字描述的相似度，也可以分析xi与yj之间的文字描述的差异度。对于每个给定的目标基本语句yj，求最大的相似度Sim（yj，xj），就可以将求Max（Sim（yj，xi））问题转化为求最小的相似度距离Min（EDt（yj，xj）），也就是计算最小字串差异度。例如：xi＝“abcxyzabcdejjkl”，yj＝“abbcxabcdoperjk”，求xi与yj的相似度距离DXY。由于本算法叫“最长公共子序列二叉树最小编辑距离算法”，是基于计算两个比对字串的最长公共子序列LCS的。因此，算法的每一步都要计算不断拆分的xi与yj的LCS。具体步骤如下：
 
1）计算length（xi）+length（yj）-length（2LCS）赋值给Dxy，并将xi与yj分成左右二叉树。
 
2）计算EDt（xi-LCS，yj-LCS）+（LCS-xi，LCS-yj）更新Dxy；
 
3）求二叉树分枝的每个LCS（LCS1，LCS2），继续向下一级分裂成二叉树；
 
4）重复迭代2），直到满足以下条件之一时迭代中止：
 
a）最长公共子序列LCS的长度小于2，
 
b）二叉树的两个分枝有一个以上的长度小于2；
 
5）最后计算二叉树停止分裂生长后所有分枝（叶子）剩余的序列之和，即为Dxy。
 
对于本例，具体操作如下：
 
1）计算xi与yj的初始LCS=“abcd”；
 
2）然后X和Y以LCS为中心分成左右二叉分枝T1和T2；
 
3）将T1和T2分别重复2）得到T3、T4、T5、T6；
 
4）将所有叶子累加得Dxy=T3+T4+T5+T6，得到Dxy=“ayzejlaboper”。
 
我们简要讨论一下字串差异度算法的计算复杂程度（时间复杂度）。F&E_MinEDTree算法相对简洁，它的计算量主要取决于二叉树中分支的多少，即所比较的两个字符串间不连续的相同词语的个数k，k越大则所需计算时间越长，但总体而言算法耗时比较少，如图7-2所示。
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图　7-2
 
2.字串相似度算法
 
对于比较字符串X和字符串Y的相似度，我们再来讨论另外一种算法。对于基于文字描述的文本基本句的相似度比对分析，我们又研发了一种很有效的算法，称为“最长公共子序列分割算法”，在我们的文本挖掘算法体系中也称为F&E_lCSSGM（F&E LCS Segmentation）算法。
 
例如，有如下两个字符串：
 
x：“左眼部无明显红肿且左眼部视力佳”
 
y：“右眼部有红肿且视力有明显退化下降”
 
比较x，y的相似度。x，y的字符串长度为L（x）=15，L（y）=16。此处要求，L（x）<L（y），也就是说我们将短字符串赋值给x变量，将长字符串赋值给y变量。将x，y分别转换存储到两个表中，如表7-2和表7-3所示。
 
表7-2　x转换存储的表
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表7-3　y转换存储的表
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将所有x中的字符与y比较，将不在y中的x字符的flag字段标记为“0”。由flag=0的字符将x分成m个子串，如x1、x2、x3，此时m=3。将x1、x2、x3的字符串长度降序排列存入比较子串表7-4中，并按x1、x2、x3的字串长度降序排列。
 
表7-4　比较子串表
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取排在第一位的字串x2，与y进行比对。比对方法：
 
1）设x2的长度为S=5，将x2中所有的连续的长度大于1的子串，从长串到短串分别与y进行比较，共比较（S-1）！次，本例：（5-1）！=24次。
 
2）如果x2中的任一最长子串t在y中，则用y减去t，即y-t，分成y1和y2两个独立的子串，分别作为下一次比较的y。
 
3）此时，将x，y的相似长度累加：Jxy=Jxy+length（t），其中相似长度Jxy的初始值为0。
 
同时将由t把x2分割的两个子串x21与x22加入到表7-4表中，并删除x2，将所有行重新按长度降序排列。如果x2与y中没有公共子串，则将x2标记为flag=0。
 
重复以上步骤，直到表7-4中所有子串的都标记为0，如表7-5所示。
 
表7-5　比较子串表
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4）计算x与y的总相似度：Sim（x，y）=Jxy/（length（x）+length（y）-Jxy）=9/（15+16-9）=0.41。
 
最后，我们简要讨论一下“最长公共子序列分割算法”的计算复杂程度。字串相似度算法F&E_lCSSGM，在相似度的计算中考虑到了语序及重复词语等问题，因而其计算复杂程度相比较于字串差异度算法更复杂一些。F&E_lCSSGM的计算复杂度不仅与不连续的相同词语的个数k有关，而且也与相同词语的长度L有关。相同的词语个数越多，或者相同词语的长度越长，则耗时越长。
 
3.字串相似性搜索算法
 
基于F&E_lCSSGM的字串比较算法，我们可以设计从文档中搜索一个与目标字串相似的文字串或句子的算法。算法如下：
 
设数据集D中有L个字符串：x0，x1，x2，XL-1。目标文字串为Y，待比对的字串用X变量存储。则，
 
A．将x0赋值给x，调用算法F&E_lCSSGM与y进行比对，计算x与y的相似度Sim（x，y）。
 
B．将D中其余的L-1个字符串按上述方法与y进行比对，并计算Sim（xi，y），i∈（1，L－1）。
 
C．将L个Sim（xi，y）进行降序排序，并按给定的阈值Sim（如0.75），取所有Sim（xi，y）≥Sim的字符串为y的相似文字串输出。
 
4.文本描述相似性算法
 
前面，我们按照字串相似性算法F&E_lCSSGM设计了从文档中搜索一个与目标字串相似的文字串的算法。接下来，我们可以进一步比较两个文档之间的相似性。为此，我们研发了加权文本描述相似性算法，称为F&E_WSimTXT（F&E Weighted Similarity TEXT）。算法步骤如下。
 
步骤1：
 
设Y为一个目标文本，有m个自然句（m个序列）：Y（y1，y2，…，ym）。
 
例如，m=6，Y（y1，y2，y3，y4，y5，y6）。
 
分别设m个序列的权重为（w1，w2，w3，w4，w5，w6）。
 
例如m=6时等权重，则，w1=w2=w3=w4=w5=w6=0.167。
 
步骤2：
 
有S个对比文本X0，X1，X2，…XS。文本X0（x1，x2，…，xn），有n个自然句（n个序列）。
 
取X0中任意一个序列xi（i∈（1，n）），与Y的每个序列进行相似性分析。
 
对于Y中任意一个序列yj，调用算法F&E_lCSSGM求与yj最相似的xi，即Max（Sim（yj，xi）），其中j∈（1，m），i∈（1，n）。
 
步骤3：
 
计算Y与X0的加权相似系数[image: ]：
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当n<m时，取前n个最大的Sim（yj，xi）；当n≥m时，对于每个yj，取最大的Sim（yj，xi），共m个。
 
步骤4：
 
计算其他所有可比较文本X1，X2，…Xs与Y的相似系数[image: ]，然后按从大到小排序，取RXY≥Rt的文本为Y的相似文本，Rt为一给定的阈值。
7.1.3　文本聚类算法
 
文本聚类是文本挖掘中非常实用的分析方法。例如在医学应用中，可以利用文本聚类对任意描述性医学文本数据，如电子病历史的主诉、现病史、既往史等多种医学检测B超、CT、核磁医学报告，进行分类分析，以便帮助科研人员发现医学特定变量下的各种分组、分型等。
 
下面讨论两种文本聚类的算法，一种是K均值算法，另一种是聚合度算法。
 
1.文本聚类算法（K均值）
 
我们开发一个基于K均值原理的文本聚类算法，即F&E_K-Means算法。下面就具体介绍一下这个算法的主要流程。
 
步骤1：相似度矩阵的计算
 
首先利用文本间相似度的计算方法F&E_WSimTXT，调用该算法的前三步两两计算出各文本间的相似度，形成相似度矩阵，如图7-3所示，图中ti表示被聚类的文本，Sij则表示文本i，j间的相似度，相似度可以根据需要选取不同的算法进行计算。
 
步骤2：根据K值选取中心点
 
根据用户所选的K值，即所需聚类组数，随机选取K个文本（K个点）。
 
例如：在这里我们选取K=3，并随机选取三个文本t2、t4、t7。
 
步骤3：根据中心点对数据进行聚类
 
根据选取的中心点，对除去中心点外的其他点进行聚类。例如：t1点，在相似度矩阵中，找到t1与t2、t4、t7的相似度S12、S14和S17，找出相似度中的最大值所对应的点（文本），则t1点被归入这一类。例如，t1与t2、t4、t7的相似度分别为0.71、0.23和0.36，则t1被归入类2。
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图　7-3
 
以此类推，算出其他各点（文本）的归类，如表7-6所示。
 
表7-6　文本归类
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步骤4：计算出各类中新的中心点
 
初步聚类完成后，我们需要确认各类的中心点。计算中心点的方法是：计算出每一类分类中，所有文本（点）与其他同类文本（点）相似度之和，取和为最大的文本（点），作为此类的中心点。以表7-6为例，类2中包含文本t1、t2、t5。
 
首先根据相似度矩阵找出并计算文本t1与t2、t5的相似度之和，即m1=S12+S15；
 
然后依次计算出t2与t1、t5的相似度之和m2=S12+S25，和t5与t1、t2的相似度之和m5=S15+S25；
 
取值最大的文本（点）即为本类的中心点。在本例中，若Max（m1，m2，m5）=m1，则t1为此类的中心文本（中心点）；
 
最后依次算出其他类的中心文本，并将新的中心文本（中心点）带入步骤3循环计算，直到新的中心点完全等于旧的中心点，即中心点位置不再移动为止。
 
另外，K均值算法的时间复杂度相对适中，其运算的耗时长短主要决定于其分类数k的多少和数据总记录数n的多少，k或n越大，则耗时越长。
 
2.文本聚合度算法F&E_Cluster
 
我们刚才讨论了经典的K均值算法。这种算法比较有效，但计算量比较大，对于长度不大的文本和数量不太多的文本集合性能是可接受的，但对于长度较大的文本同时数量较多的文本集合，性能会影响很大。这时，为了改进性能，我们设计另一种文本聚类算法，称为文本聚合度算法：F&E_Cluster算法。下面是算法步骤。
 
步骤1：起始句的选取与相似度计算
 
对于所有需要分析的文本，如表7-7所示，将文本中的句子插入表中并进行编号。选取标号为1的句子，作为起始句，根据需要选取不同的相似度算法，计算表中所有句子与序号1句子的相似度并插入表中的“相似度”字段中。
 
表7-7　计算相似度
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步骤2：Critical Value
 
选取自定义的阈值M，计算表7-7中相似度大于M的句子个数，计为K。
 
如果K大于1（由于S11=1，一定大于M，所以K的最小值为1），则将起始句1和其他相似度大于M的句子放入结果表中，并标记为类1。
 
如果K等于1，则将起始句1放入结果表中，并标记为“其他”。
 
步骤3：更新表7-7
 
更新表将所有已插入结果表的句子从表中删除，并顺序更新序号。例如步骤2中，我们将1、2、3、5、7句插入了结果表中，并标记为类1。更新后的表如表7-8所示。
 
表7-8　更新后的表
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然后用新的表格代替原有表7-7，并返回到步骤1，重新计算与起始句1的相似度，并循环1至3步，直到所有语句全部插入结果表中。
 
聚合度算法和K均值算法相比，计算相对简单。理论上，F&E_Cluster算法的计算复杂度也是由分类数k和数据的总记录数n来决定的。但由于算法的不同，聚合度算法的k值是自动计算的，不是人为给定的，由其阈值决定，阈值越大（分类越精细）或者数据量越大（n越大），算法耗时越长。
7.1.4　文本分类算法
 
文本分类是文本数据分析中另一个有着广泛应用的方法，它是一种有监督学习方法，通过基于训练集中有分类标签的文本数据的训练，学习出一种有效的分类模型，然后应用于新的文本数据的自动分类。在医学应用场景中，文本分类可以对大型的文本数据（长文本）以及较短小的文本数据（短文本）进行自动分类。例如，先由医学专家对文本数据按照医学知识进行人工分类，然后通过对专家分类的文本数据的训练，学习出一种有效的医学专家的分类模型，最后按照医学专家的隐含分类模型对新的文本数据进行自动精准分类。
 
我们这里讨论的是基于朴素贝叶斯文本分类方法其中有两种不同的算法。一种是基于二值独立模型的Bernoulli Model，称为（多元）贝努利模型，适用于较短小的文本数据分类，这里我们通俗地称之为短文本分类。另一种是基于多项式的Naive Bayes，称为多项式NB模型，适用于较长篇的文本数据分类，这里我们通俗地称之为长文本分类。下面分别讨论这两种算法
 
1.短文本分类
 
贝努利模型的思想是，对于词典中的每个词汇都对应一个二值（1和0）变量，1和0表示某词汇在该文档中的出现和不出现。文档d属于类别c的概率计算公式：
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其中，B为词典中词汇数，m为测试集中所有的词汇数，Sk/Si为词条k/i（测试集中未有的词汇）在c类出现的文本个数。
 
设训练集中，Nc为c类的文本个数（d1，d2，…dn），N为文本总个数，对于训练集则有：
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这里需要说明的是，我们假定朴素贝叶斯的条件独立性假设成立，就是说，假设所有词汇之间是相互独立的。当然，这种假设是不可能成立的，但并不影响我们分类的性能。另外，为了去掉0概率和1概率问题，我们在公式（7.3）和公式（7.4）中，采用了加1和加2平滑方法，即Nck+1，Nci+1，Nc+2。
 
贝努利模型算法通过训练集计算有关先验概率：
 
1）计算公式（7.1）、公式（7.2），得到c类概率和非c类概率P（c）、P（c）；
 
2）计算公式（7.3），得到k词条在c类出现的概率P（Sk|c），1≤k≤m；
 
3）计算公式（7.4），得到i词条在c类出现的概率P（Si|c），1≤i≤B-m；
 
4）计算P（Sk|c），P（Sk|c）=[image: ]，1≤k≤m，其中，[image: ]为非c类中含有词条k的文本个数；
 
5）计算P（Si|c），P（Si|c）=[image: ]，1≤i≤B-m，其中，[image: ]为非c类中含有词条i的文本个数；
 
6）计算[image: ]；
 
7）计算[image: ]
 
8）比较P（c|d）与P（c|d）的大小，将d分到概率大的c类或非c类。
 
举例说明，训练集如表7-9所示。
 
表7-9　训练集
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测试集如表7-10所示。
 
表7-10　测试集
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P（糖尿病|c）=（3+1）/（3+2）=4/5
 
P（脑卒中|c）=P（冠心病|c）=（0+1）/（3+2）=1/5
 
P（高血压|c）=P（高血脂|c）=P（心率失常|c）=（1+1）/（3+2）=2/5
 
P（脑卒中|c）=（2+1）/（2+2）=3/4
 
P（高血脂|c）=P（心率失常|c）=（0+1）/（2+2）=1/4
 
P（糖尿病|c）=P（冠心病|c）=P（高血压|c）=（1+1）/（2+2）=1/2
 
P（c|d5）∝
 
P（c）·P（糖尿病|c）·P（脑卒中c）·P（冠心病|c）·（1－P（高血压|c））·（1－P（高血脂|c））·（1－P（心率失常|c））
 
=3/5·4/5·1/5·1/5·（1－2/5）·（1－2/5）·（1－2/5）
 
=0.004
 
P（c|d5）∝
 
P（c）·P（糖尿病|c）·P（脑卒中|c）·P（冠心病|c）·（1－P（高血压|c））·（1－P（高血脂|c））·（1－P（心率失常|c））
 
=2/5·1/2·3/4·1/2·（1－1/2）·（1－1/4）·（1－1/4）
 
=0.021
 
测试集属于非C类。
 
2.长文本分类
 
接下来，我们再探讨一下基于多项式的多项式NB模型。上面谈到的贝努利模型算法，在对文档进行分类时，只是考虑了词项在文本中的出现和不出现，并不考虑出现的次数。这样，在对较长的文本进行分类时，采用贝努利模型算法的准确率会降低不少。而采用基于多项式的NB模型则会考虑词项在文本中的出现次数，因此，在对较长的文本进行分类时，多项式NB模型的性能比较好。下面介绍一下多项式NB模型的具体算法。
 
文档d属类别c的概率：
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计算文本的最大后验概率：
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应用最大似然估计（MLE）计算[image: ]（c）：
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条件概率[image: ]（t|c）的估计值为t在c类文档中相对频率：
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其中，Tct为c类中词项t的词频数，B为文档中所有词汇数。
 
这里需要说明的是，我们假定词项对于不同位置的概率分布都是一样的，例如，某个词项t在文档中K1位置和K2位置出现，我们假定[image: ]（tK1|c）=[image: ]（tK2|c）。当然，这种假设是不可能总成立的，但并不影响我们分类的性能。另外，为了去掉0概率问题，我们在公式（7.10）中，同样采用了加1平滑方法，即Nct+1。
 
多项式NB模型算法首先通过训练集计算有关先验概率：
 
1）计算文档中所有词汇数（词汇表），赋值给变量V；
 
2）计算c类所有的词频数ΣievTci；
 
3）计算c类所有词频数[image: ]；
 
4）计算文档类别先验概率[image: ]；
 
5）计算测试文档中tk=（t1，t2，t3，t4）所有词项；
 
6）然后计算测试文档分类概率：
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7）比较P（c|d）与P（c|d）的大小，将d分到概率大的c类或非c类。
 
例如在训练集中计算：
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因此测试集属于非c类。
7.2　文本数据挖掘在医学上的应用
 
医学文本挖掘有着广泛的用途，在医学自然语言理解、医学文本自动摘要、医学信息提取、医学信息过滤、医学信息检索等领域具有很高的研究价值和商业价值。从事医学文本数据挖掘的数据科学家和技术人员应担负着挖掘医学文本大数据宝藏、支撑临床和科研发展、造福人类健康的重担。
7.2.1　医学自然文本挖掘的应用
 
医学自然文本数据库中的数据形式非常丰富，可包含有关临床病历的各种信息，例如病案首页信息、病程记录信息、各种物理检查结果、病理报告描述、化验与实验结果、医生诊断记录以及相关的病人症状、主诉、病史等数据。这些海量的医学自然文本数据具有如下几个主要特征：
 
·多样性。由于临床医学的复杂性，导致了描述疾病相关现象、疾病特征的手段和形式多种多样，必然导致医学描述文本数据的多样性，这种多样性大大增加了医学自然文本挖掘和分析的难度。

·不完整性。临床病例和病案的有限性，使医学信息数据库不可能对任何一种疾病特征都作出全面地反映，疾病信息体现出的客观不完整性和疾病描述的主观不确切性，都是导致医学信息不完整性的因素。

·实时性。医学自然文本中有很多实时性很强的数据，例如住院病人的病程记录、医嘱记录、监测与护理记录等，这些都是时间的函数，它们是随着时间的变化不断更新的，具有很强的时效性。
 
医学自然文本挖掘在信息化医疗活动中有着广泛的应用，例如在疾病智能辅助诊断和决策方面，医学自然文本挖掘发挥着独特的作用。例如：
 
·发现各疾病之间内在联系。疾病的发生往往是多种因素作用的结果，理清各因素间相互关系和在疾病发病中的作用，对于疾病的诊断、治疗和预后是至关重要的。医学自然文本挖掘的任务之一就是复杂医学变量间的关系探索。

·对疾病进行分类。对疾病进行分类、亚型分类、分清疾病的严重程度以及疾病的发展阶段，对于临床治疗方案的选择具有重要的意义。例如，采用文本分类技术对恶性肿瘤疾病分期，不同的分期治疗方案不同，对良性肿瘤和恶性肿瘤进行分类。再如，运用文本聚类技术对复杂的代谢病进行亚型分组。这些应用都展示了医学自然文本挖掘技术在疾病的评估和分类方面具有广阔的应用前景。

·指导临床用药。临床用药既要考虑疗效和药物的成本，同时也要考虑药物的毒副作用以及药物配伍禁忌等问题。采用医学自然文本挖掘的方法，可进行用药效益分析和各种药物治疗方案的选型。例如，利用文本挖掘对药物治疗方案进行评估，找出最佳的治疗方案来指导临床；利用医学自然文本挖掘方法对中医药方剂配伍规律进行研究，找出最佳的药物配伍方案，为临床提供科学的最优处方等。
7.2.2　医学自然文本挖掘的方法
 
医学自然文本挖掘的流程和方法，与基于结构化数据的挖掘工作有着一定的相似性，但又有自己独特的一些技术和方法。医学自然文本挖掘的一般流程主要包括如下几个步骤。
 
1）确定文本挖掘目标。理解医学领域问题的知识和确定医学自然文本挖掘过程的目标，明确数据挖掘的医学自然文本数据和专业上期望得到的相关结果。
 
2）基础数据准备。为了后续开展医学自然文本的挖掘和分析，需生成一个完整的记录病人临床信息的数据库，各个临床业务系统根据不同的目标来组织其数据模型，然后重构成可分析的数据模型，并需要配备相应的、专业的医学分词库，用于后续的医学文本分词和分析。
 
3）数据预处理。很多病历信息是以XML格式形式存放的，必须从XML数据中抽取出符合条件的基础数据，再以纯文本的形式存放在中间表中，然后采用一些数据预处理方法对医学文本进行清洗、变换等处理，为即将采用的挖掘算法分析做好数据预处理和准备工作。
 
4）试验和选择数据挖掘算法。通过尝试各种不同的数据挖掘算法，最终选择几种更适合文本数据探索模式的数据挖掘模型，确定使用何种数据挖掘算法，挖掘过程必须与医学自然文本挖掘的目标相适应。然后提取文本数据中的知识，使用数据挖掘算法从目标数据中提取知识和规律，例如提取描述疾病的重要类别或提取疾病描述的主题特征等。
 
5）解释和评估挖掘到的知识和规律。很多数据挖掘算法都会自动挖掘出许多模式，用户应该根据自己的需要并结合专业知识来识别真正有用的模式，使用可视化工具来提供这些有用模式，并应用于临床，为临床提供科学依据和智能化辅助决策。
7.2.3　医学自然文本挖掘的相关技术
 
医学自然文本挖掘是一个极富诱惑又极富技术挑战性的领域。一方面，从事领域工作的数据科学家面临着医学家对医学文本数据分析的强烈需求与渴望，另一方，又不得不面对医学文本数据的复杂性和诸多挖掘的困难，以及当前相关技术的瓶颈。另外，由于医学文本数据必定是基于某一特定的自然语言环境的，如基于英语的医学文本数据、基于法语的医学文本数据、基于汉语的医学文本数据等等，不同自然语言环境的医学文本数据又有不同的特点，医学自然文本挖掘的相关技术既有相似之处又有不同之处，给业界专家带来了不少挑战。
 
我们这里简单谈论一点基于汉语的医学文本数据挖掘的有关技术。基于医学文本数据的挖掘技术主要包括文本聚类、文本分类、文本特征提取、文本特征选择、文本关联分析等文本挖掘算法。例如，文本特征选择算法大多采用特征评估函数的方法，各种评估函数根据它们使用的是词频数据还是文档频数据有所不同。有算法利用最小词频阈值的文档频方法进行特征选择，可运用互信息、信息增益、χ2统计等多种特征评估函数来进行运算。有实验表明，最小词频阈值可有效地减少特征集中噪声特征所占的比例，并且发现随着阈值的提高不同评估函数得到的特征集趋于一致。在文本关联分析中，频繁项集挖掘是重要的环节，但在频繁项集挖掘过程中，用户定义合适的最小支持度阈值比较困难。例如，有基于最小支持度阈值动态调整策略的N个最频繁项集挖掘算法，该算法通过指定需要产生的频繁项集的数量N来控制频繁项集的规模。挖掘过程中，不断根据已有结果调高最小支持度阈值，从而达到降低搜索空间、改善挖掘性能的目的。
 
在学术界的文献中，我们可以发现大量的有关医学自然文本挖掘的相关论文，很多是基于理论层面的和实验层面的，真正成熟的、能有效应用于实践工作中的技术和方法其实很有限，这恰恰反映了医学文本数据的复杂性、诸多挖掘的困难，以及当前相关技术的瓶颈等现状。我们在医学自然文本挖掘领域的长年探索与实践中，总结和积累了相当的方法经验，也研发了一些独创的文本挖掘算法，在实践应用中取得了良好的效果。
7.2.4　医学自然文本挖掘系统的实现
 
我们研发了医学文本数据挖掘系统，该系统是以大样本临床数据为分析对象，因此也称为临床文本挖掘系统。我们在临床文本数据挖掘系统中，将数据挖掘的多种技术如特征提取、文本分类、文本聚类等结合起来，应用到描述型的临床文本数据中及医学影像报告等文本资料中，从而挖掘大量有医学价值的规律。这个以描述型群组医学数据为研究对象的分析系统，可以挖掘某疾病在医学自然文本中的诊断描述特征，以及各种检查指标与疾病间的潜在影响，还可以挖掘某疾病在影像检查中的诊断模式，挖掘不同症状大概率同时出现的规律等。文本数据挖掘系统还可以对医学自然文本、住院病案等文字信息进行文本分类分析（有监督学习）和文本聚类分析（无监督学习）。临床文本挖掘系统概括起来，可以分为四种探索功能类型。
 
·医学自然文本聚类探索

·医学自然文本分类探索

·医学自然文本特征探索

·医学自然文本相似探索
 
例如，医学自然文本聚类探索功能可以将大量的医学自然文本数据按照文本整体描述的相异性自动分成不同的文本组或文本类，而分类的组数是算法根据实际数据自然划分的，而不是人为给定的。分类的精度可以变化，系统给用户一个灵活设定的参数称为聚合系数，用户可以自行设定聚合系数的大小，不同的聚合系数划分的文本精度和组数都不相同。图7-4是某类疾病人群的临床主诉数据，聚类探索功能将按照用户指定的聚合系数（如0.3）自动将文本数据进行分类，类别号一样的数据被划分为一类，分类结果反映出类别间具有一定的相异性。
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图　7-4
 
再如医学自然文本相似探索功能，该功能主要针对文本类型的医学数据（如电子病历）进行智能化数据提取，相应数据挖掘引擎根据医学文本数据的整体相似性，按照医生感兴趣的关键医学描述自动搜索相关数据，并可指定关键词的相似性权重，最后按照相似度的高低自动将相似医学文本排序、显示出来。
 
在临床信息化中，人们希望能够将自然文本的医学数据尽可能地结构化、标准化，这不仅有利于临床业务的规范，也更有利于医学数据的深入分析和利用。但是，由于种种难以克服的操作困难和技术困难，自然文本医学数据的完全结构化几乎是不可实现的。因此，我们还要努力致力于医学自然文本数据的深挖掘与广分析。医学文本大数据挖掘与应用是一个博大精深的领域，期待着我们不断的探索与实践。
7.3　文本分词的实现
 
分词是中文文本分析中最重要、也是最基础的工作之一。与英文不同，中文语法中字与字之间没有“天然”的分割符号。例如，我们想要表达“这是一个句子”，英文可以利用空格直接将字母分隔开，形成“天然”的词汇断句：“this is a sentence”。而在中文中这些“字母”是没有分隔符号的，需要利用算法进行处理，形成中文的词汇断句“这是一个句子”，这种算法我们通常就称为“中文的分词”。实现了中文分词，将会对后续的文本分析带来极大的便利，尤其是当分词后，中英文的词汇断句和语法达到了一定的统一，这有利于在文本分析中借鉴国外的经典案例，实现更好的文本分析效果。这里可以简单介绍分词的几种方法：基于词库的字符串匹配法和基于统计学的分词方法等。
7.3.1　专业语料库与分词算法的结合
 
通过语料库与统计学相结合的分词算法，可以很好地对中文语句进行分词。语料库的设立，保证了分词的准确性与高效性。其优点是可以根据具体的应用环境，例如临床诊断文本应用，设立各个专业词汇语料库，通过算法优先处理专业词汇，达到准确、快速、高效的分词效果。我们以一句简短的临床医学表述为例加以说明：“疑似患有神经精神性狼疮”。若以最小切分法分词，由于词库中含有“神经”、“精神”、“狼疮”、“神经精神性”等词汇，分词后会将“神经精神性狼疮”一词拆分成“神经精神性狼疮”。若以最大切分法分词，分词后会将“神经精神性狼疮”一词拆分成“神经精神性狼疮”。两种分词方法哪一种更符合本文中的语义场景，还需要进一步应用诸如统计分析的算法，根据专业词汇的应用概率进行决策。但首先，由于专业词库的建立与完备，保证了优先切分专业词汇，使得分词更为合理、通顺、专业。同时，统计学的算法又保证了即使在专业语料库不能完全覆盖所有词汇的情况下，算法能智能地识别新的词汇，并最终添加至所属的词库中，实现词库的自我完善。我们以一段临床医学检查报告为例（如图7-5所示），说明分词的过程与应用。
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图　7-5
 
我们可以看到，算法以词汇为单位对句子进行了切分。为了验证统计分词的效果，我们首先查看词库中是否含有“门静脉”一词。图7-6显示了算法所对应的几个不同的词库：单字词库、通用词库以及医学专用语料库。
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图　7-6
 
根据图7-7所示，我们可知专业词库中并没有“门静脉”一词，同理，我们分别查找通用词库与单字词库，并未发现“门静脉”一词。但由于算法的设计，分词智能地将语句中出现频率较多的词汇“门静脉”识别为一个词汇，并进行分词。
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图　7-7
7.3.2　专业分词库的自完善
 
分词库的自完善主要是利用了统计学的分词方法，将算法识别出的、词库中未出现的新词，有选择地添加到对应的分类词库中，使得算法本身能够通过不断地使用分词应用，达到智能学习的过程。如上节所示的例子中，“门静脉”为统计算法所识别的新词。图7-8、图7-9和图7-10显示了“门静脉”一词添加到“医学语料库”中的过程。
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图　7-8
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图　7-9
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图　7-10
 
当添加完成后，我们再次查询医学专用词库中，将会发现“门静脉”已经被添加到了词库中。下次分词时，即使“门静脉”在语句中出现的频率很低，分词算法也能将其快速地自动识别出来，因为“门静脉”已经被添加到了词库中。
7.4　文本智能搜索
 
文本智能搜索在数据分析，尤其是文本数据分析中有着很广泛的应用。它是文本分析中最基本也是最重要的一环。利用数据挖掘算法，首先将所有文本与目标文本进行比对，计算出文本间的相似度，从而使得本身“抽象”的文本数据数字化。然后可以查询出哪些文本描述与目标文本更为接近，再结合数据其他维度的变量（数值型或文本型），进而推理出数据间的异同性，为后续分析打好基础。
7.4.1　文本相似性搜索
 
文本相似性搜索主要针对文字的描述性进行分析，它的优点是能够简单、快速地比对出文字间的异同点来。但同时，这种文本描述相似性的比较也有着它本身的缺点，不能更深入地分析文本的语义，当文本中出现了同义词、反义词以及否定词时，文本相似性算法不能很好地将这些因素考虑到其中。此类算法适用于大量数据的粗略筛选搜索，效率高，搜索质量相对不很高。但在特定的医学应用场景中，由于医学专业操作的规范性和习惯性，这种基于文本描述相似性的比较往往也是很有效的。
 
下面我们就以一组检查描述为例，来展示几种文本分析搜索的应用。我们希望查找病人检查描述中具有以下类似特征的数据：“两肺纹理增重，心膈未见异常，甲状腺增大”。在目标文本框中输入以上内容，进行搜索（图7-11），可得到相似性搜索的结果，如图7-12所示。
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图　7-11
 
图中显示，相似度高的排在前面，如第一行相似度0.295，第二行相似度0.13等。这里相似度的数值高低是有相对意义的，取决于不同的相似度计算算法。第一行最接近搜索文本，而且从语义上也是最接近的。第三行相似度0.07，虽然从字面描述上与搜索文本有一定的相似性，但从语义上却有很大的不同。这里，相似度数值的差异可显著表达不同文本的差异性。
 
 
 [image: ] 


图　7-12
7.4.2　文本相关性搜索
 
文本相关性搜索是在分词的基础上，考虑了文本的句式、同义词、反义词和否定词等特点，很好地弥补了相似性文本分析中的一些不足。但比较于相似性文本分析，其效率相对较低，更适用于小规模、精细分析的数据。下面我们以与上一节相同的一组数据，来演示相关性文本搜索的应用，如图7-13所示。
 
这里可以看到基于语义分析的文本相关性搜索结果中，排在第一行和第二行的搜索结果与相似性搜索得到的结果相同，但相似度数值不同，第一行相似度0.71，第二行相似度0.44，这是因为两者的算法有很大的不同。第三行结果显示，文本相关性搜索考虑到了同义词的比较与分析，“增重”与“加重”在语义上很接近。进一步地，我们再观察最后两个搜索结果，如图7-14所示。
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图　7-13
 
 
 [image: ] 


图　7-14
 
标号为5的数据，无论从文字描述上还是从语义理解上，都与目标搜索文本都有很大的不同，因此其相似度为0。而最后一句“两肺未见活动性病变，心膈异常。”，由于语义相反，被排在了最后，并给与了负的相似度取值-36。与相似性搜索相比，相关性搜索同时考虑到了同义词与否定词的分析与区别。
7.5　文本聚类与分类的应用
 
文本的聚类与分类主要是通过数据挖掘的算法，将具有共同类型的、相似度较大的文档归为一类，区分相似度较小的文档将其划分为不同类别的过程，从而达到类别内文档具有较高相似性、类别间文档具有显著差异性的目的。通过文本的聚类与分类，将大量的文本数据归纳为相对较少的几类，方便后续进行文档处理和数据分析。例如，采用主动式聚类方法，将文档归档分类，并通过进一步主题特征提取，为每类文档自动总结分类亚型，从而达到自动管理文档的目的。再比如，首先对于大量文本数据进行粗略分类，然后再对分类后的类内数据进行深度分析，既提高了数据分析的效率又增强了数据分析的效果。对于文本分类，可首先通过行业内专家的人工分类对文本数据进行分组归类，然后应用机器学习的方法挖掘专家人工分类的模型，并应用到新的文本数据中，使得分类模型对新的文本数据能够自动地精准分类。
7.5.1　文本聚类应用
 
文本的聚类主要是通过无监督的机器学习方法，即在不需要训练集的情况下，主动地发现文本间的异同性，灵活、自动地将文本划分为若干类别。
 
1.聚合度聚类
 
聚合度聚类主要是以用户规定的起始句为分析原点，根据用户给定的聚合度，对文本进行自动分类。下面我们就以一组医学单句数据为例，具体展示聚合度聚类的应用。如图7-15所示，用户选择：“右肺癌肺恶性肿瘤右肺鳞癌”为起始句，选择聚合系数=0.6。
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图　7-15
 
聚合度聚类应用将会首先利用7.1.3节介绍的聚合度算法F＆E_Cluster，将起始句与其他所有单句间的相似度计算出来，筛选出相似度值大于0.6的单句，与起始句一起归为一类。然后随机选取此类以外的一个单句作为新的起始句，像上步一样重新进行计算，依次循环迭代，直至所有单句都被分到一个类中为止。与其他所有句子都不相似的单句将被标记为其他，归入“其他类”中，也称为异常点分类。图7-16中类别号为0的类即为“其他类”。
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图　7-16
 
聚合度算法的优点在于，其简洁的算法既保证了分类的一定效果，又保证了分类的高效率，在面对海量数据的分类计算中，拥有良好的表现，适宜文本数据的快速聚类。同时，与K均值等一些需要给定分类数的算法相比，聚合度算法不需要规定分类的组数，而且分类的精度可以由用户通过指定聚合系数来确定，如果用户需要对文本数据进行一个粗略的划分，可以给定一个较低聚合系数；如果用户需要对文本数据进行一个更精细的划分，可以给定一个较高的聚合系数，这使得聚类应用更加灵活智能。
 
2.K均值聚类
 
K均值聚类，主要是根据用户给出的指定k值，将目标数据分为k类。首先随机选取k个中心点，然后利用算法分别计算其他数据与这k个中心点的相似度，将这些其他数据（中心点外的所有数据），根据与这k个中心点的相似度大小（归入相似度最大的点所在的组），分别归入k个组中。然后再重新确定新的k个中心点，中心点的确定方法是，取组内点与其他点相似度之和最大的点作为新的中心点。重复上述步骤循环迭代，直到k个新的中心点与上一次迭代所计算的k个中心点完全相同，即中心点位置不再移动为止，如图7-17所示。K均值聚类的详细算法见第3章。
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图　7-17
 
K均值算法的优点在于，当选择适当的k值时，其聚类效果要明显高于聚合度算法，但相对于聚合度算法计算量更大、分析更加费时。为了改进K均值算法的性能，我们可以用某些方法在一定程度上改进耗时过多的问题。例如，当k值较大时，可以将停止循环迭代的条件，由“直到k个新的中心点与上一次循环所计算的k个中心点完全相同”，改进为“直到n%的k个新的中心点与上一次循环所计算的k个中心点相同”。
 
K均值算法在k值的选择上，既是优点也是缺点。在一些特定的数据分析中，需要我们将文档分为指定的n类时，K均值算法可以实现这一要求，而聚合度算法则不行，这是K均值算法的优点。但在其他一些情况中，如果k值的选择过大或者过小，则可能在聚类结束后，类别内仍存在较明显的差异性（k值过小），或者类别间有明显的相似性（k值过大），如图7-18所示。当然这些问题都可以通过后续的改进算法来解决，例如，首先使用其他聚类算法进行粗略分类，确定一个较科学的k值，然后再调用经典K均值算法。当然，我们不得不为此付出更多的计算代价。
 
 
 [image: ] 


图　7-18
7.5.2　文本分类应用
 
文本分类与文本聚类方法不同，主要是通过对已经确定分类的训练集数据进行分类学习，来拟合一个分类模型，或者称分类器；然后对测试集应用拟合的分类器来评估分类器的准确性；如果达到业务应用的要求，再将分类器应用到新的文本数据中进行自动分类。这里我们以一组病人多次的出院诊断的医学文本数据为例，演示一下文本分类的应用。
 
首先医学专家通过手工操作，对训练集内的数据（小样本数据）进行人工分类，如图7-19所示。我们设定人工分类的规则大致为：把多次住院诊断为“冠状动脉粥样硬化性心脏病”的病人分为A类，把多次住院诊断为“心绞痛”为主且没有患过“冠状动脉粥样硬化性心脏病”的病人分为B类，而把不属于A和B两类的病人分为C类。然后通过数据挖掘分本分类算法，自动建立文本分类器（文本分类模型），并应用于测试集中。
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图　7-19
 
在实际应用中，我们将基于训练集“test_cs007”的分类模型与测试集“短文本分类--测试集”的数据相关联，从而达到对测试集进行自动分类的目的，如图7-20所示。
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图　7-20
 
然后，我们将基于训练集test_cs007的分类模型应用于测试集“短文本分类--测试集”中，得到自动分类（机器分类）的结果，如图7-21所示。
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图　7-21
 
我们观察一下分类结果，发现与我们设定的人工分类规则完全符合。也就说分类的精度达到了100%。当然，我们这里的例子只是基于比较小的样本训练集和测试集得到的，当在比较大的样本训练集和测试集进行分类应用时，会有一个更实际的分类精度，而且分类精度都是比较高的，完全可以满足实际业务的要求。
 
文本的分类，主要是依靠对关键词汇的统计与文本的特征提取来实现分类的，所以分词的应用在此至关重要。好的分词过程可以将文本的关键内容提炼出来，进而达到构建准确分类器的目的。
7.6　文本主题提取应用
 
在本章的最后，我们再介绍一个文本主题提取方面的应用。文本的主题提取首先通过分词算法将目标文本或文本集合“格式化”（文本分词），然后应用文本主题提取算法从文本数据中提取重要的主题内容。本节所讨论的文本主题提取的算法，是由监督学习算法，通过对训练集数据的学习，从文本中提取对于分类有决定性作用的词汇，既可以提炼出文本的主要特征，又可为后续的文本数据分类提供帮助。具体来说，通过减少有效的词汇空间可以提高分类器训练和应用的效率，特征选择能够去除噪声特征，从而提高精度。
 
在医学上，文本的主题提取有着很重要的应用。例如，通过对两类疾病主诉特征的抽取，我们可以很好地总结出两类疾病在主诉特征方面的异同点，从而为医学专家对疾病亚型认知和诊断进行帮助。如图7-22所示，我们选择了糖尿病合并心脏病的一组数据作为A组（类别A），另外筛选了二尖瓣心脏病的一组数据作为B组（类别B），并且抽取了这两组疾病的主诉数据（描述性文本数据）。
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图　7-22
 
然后，我们应用分词算法将这两组疾病的主诉数据进行分词。接下来，再应用文本主题提取算法从这两组文本数据中提取重要的主题内容。算法会将两组文本数据中的所有分词进行计算和评估，考察每个分词在各组中的特征贡献度，并计算每个分词的特征贡献值。首先，我们将A组中的分词按照每个分词的特征贡献值的大小降序排列，如图7-23所示，就得到A组糖尿病合并心脏病的主诉主题特征，排在前面的分词代表了该组疾病更重要的主诉特征。排在前面的分词顺序是“心律失常”、“心力衰竭”、“心悸”、“心脏杂音”、“紫绀”、“多尿、多饮”等等，相应的特征贡献值为6.72、5.98、4.64、4.03、3.47、2.98，反映了糖尿病合并心脏病的症状特点。
 
接下来，我们再将B组中的分词按照每个分词的特征贡献值的大小降序排列，如图7-24所示，就得到B组二尖瓣心脏病的主诉主题特征，排在前面的分词代表了该组疾病更重要的主诉特征。排在前面的分词顺序是“肺水肿”、“休克”、“猝死”、“心脏杂音”、“心力衰竭”、“心律失常”等等，相应的特征贡献值为18.45、7.65、7.65、6.77、4.09、3.48，反映了二尖瓣心脏病的症状特点。
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图　7-23
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图　7-24
7.7　本章小结
 
本章介绍机器学习主要的一个分支：基于非结构化文本数据的机器学习，或者简称文本挖掘。与基于结构化数据的机器学习相比较，文本挖掘有相似的技术和应用，也有自己独特的方法和应用场景。文本数据既是传统的又是无所不在的，对自然语言文本数据进行深入挖掘和分析既是价值驱动的主题又几乎是永久性的任务。本章主要介绍了文本数据机器学习的两个方面：一个是文本挖掘的几个重要技术，包括文本分词算法、文本相似性算法、文本聚类算法以及文本分类算法；另一个是文本数据挖掘在医学上的应用，包括文本分词的实现、文本智能搜索、文本聚类与分类的应用以及文本主题提取应用。
 
从本章的内容来看，我们可以发现中文文本挖掘的几个重要关键点。首先是中文分词，由于中文语言的特点，如果对中文进行深入分析，首先需要对中文进行分词，如何最科学、最准确地将中文文本提炼成基本语言要素，是文本挖掘的基础与关键。现在的中文分词技术主要是基于词库、基于统计分析和各种算法等技术，以及这些技术的结合。其次是文本的相似性分析，这里的相似性不仅是文字表面表述的相似性，而且是文字表达含义的相似性。这是文本挖掘的关键点，也是一个难点。深入应用机器学习技术和人工智能技术，自动精准理解文字表达含义将是文本挖掘的发展方向。再次是文本挖掘的应用场景。语言的应用是千变万化的，不同的行业、不同的语言环境、甚至不同的语言应用细分场景，都应该应用相适应的文本挖掘技术，就犹如方言一样，中国之大、方言之多、差异之巨，显然是一个相当复杂的问题。所以，文本数据挖掘的应用一定要考虑特定的应用环境和场景，采用有针对性的定制化的方案，才能取得良好的应用效果。
第8章　基于机器学习的人工智能应用
 
所谓人工智能是指用计算机模拟人类大脑的运行模式，来自动地、类人智能地处理某一类事务或人类的工作。人工智能的几个基本特点应该包括：自动识别和记忆信息、自动积累知识和经验、自动学习知识和方法、自动基于所有信息资源思考、分析和决策等。因此，人工智能医学专家应该能够向人类医学专家那样，自动识别和记忆大量的患者临床信息、自动积累医学知识和经验、自动学习诊疗知识和处理方法、自动基于所有医学和患者的信息资源思考、分析临床案例并给出最佳诊疗决策。
 
大数据、机器学习和人工智能有着极其密切的联系。机器学习作为一种自动化、智能化的深度分析技术，通常是基于大数据的分析之上的，人工智能在很多方面应用和依赖机器学习技术。尤其是近些年，随着大数据的发展，最新人工智能技术的发展与大数据和机器学习结合得更加紧密了，真是到了“剪不断，理还乱”的地步。本章将介绍人工智能的有关概念，基于大（小）数据和机器学习的人工智能，以及人工智能在医学领域的应用和发展方向。
8.1　基于大数据和机器学习的人工智能
 
8.1.1　广义大数据

 
大数据是当下的热门话题，不同人士对大数据有不同的理解和认识。例如，有些互联网企业把他们从互联网上采集的Web数据称之为大数据，他们并不认为其他非互联网上采集的传统数据属于大数据。有些机构认为只有采集到区域性的、甚至全国性的全部或大部分企事业单位的业务数据才能叫做大数据，一个单位或几个单位的业务数据不能称作大数据。还有些技术人士认为Hadoop管理下的数据可以称为大数据，而其他技术管理下的数据不能称为大数据等等。甚至，还有些人要为大数据设置标准化的定义以及制定大数据业界标准。
 
谈谈我们对大数据的认识。对于我们这些长期从事“海量”机器学习和分析的人（因为以前没有“大数据”这个词），我们的观点则有所不同。大数据的核心是分析，目标是从大数据中挖掘出有意义的规律、知识和结果。实际上，业界海量数据分析的案例非常广泛，从技术上简单划分，我们可以将海量机器学习分为结构数据挖掘、非结构数据挖掘。非结构数据挖掘包括文本数据挖掘、影像数据挖掘、流数据挖掘、Web数据挖掘等等。例如，基于互联网采集的Web数据挖掘20多年前在国外就有了，它只是数据挖掘的一个分支而已。我们认为的大数据是一个更广义的概念，它包含的数据形式多种多样，如上面提到的机器学习的各种数据形式，另外数据的数量规模通常是比较大的，还有数据的维度也越来越大，最关键的是数据中要蕴含有可挖掘的规律或模式！因此，我们可以概要地说，只要数据中蕴含有一定的规律、模式或知识，并且当且仅当通过机器学习等深度分析才能发现这些规律、模式或知识，那么这个数据就有资格称为大数据，从数据量上来说有可能是几千万条数据、几百万条数据、甚至几万条数据！这就意味着，严格来说，即使有些数据形式多种多样，数据的维度和数据量都很大，但不能通过机器学习等深度分析发现有价值的规律和知识，也不能称为真正意义上的大数据。
 
现在社会上流传着这样的观念：大数据具有“5V”特征：
 
1）数据容量（Volume）大，常常在PB（1PB=250B）级以上。
 
2）数据种类（Variety）多，常常具有不同的数据类型（结构化、半结构化和非结构化）和数据来源。
 
3）产生和更新速度（Velocity）快（如实时的流数据），时效性要求高。
 
4）科学价值或商业价值（Value）大，常常蕴藏着新知识或具有重要预测价值。
 
5）高维度变量（Variable），它是大数据反映事物普遍联系的一个重要条件。
 
以上基本上说的不错。人类已进人大数据时代，国际数据公司的研究结果表明，近几年全球产生的数据量高达数个ZB。基于这样一个大数据的概念，我们会在各行各业，比如医疗行业，迎来深度的行业变革，甚至颠覆性的变革。稍后，我们将讨论一个有关医疗行业大数据应用的例子。
8.1.2　人工智能
 
人工智能的概念，这里不做深入讨论了，且让我们引用由“科普中国”百科科学词条编写与应用工作项目审核的词条：人工智能（Artificial Intelligence），英文缩写为AI。它是研究、开发用于模拟、延伸和扩展人的智能的理论、方法、技术及应用系统的一门新的技术科学。人工智能是计算机科学的一个分支，它企图了解智能的实质，并生产出一种新的能以人类智能相似的方式做出反应的智能机器，该领域的研究包括机器人、语言识别、图像识别、自然语言处理和专家系统等。人工智能从诞生以来，理论和技术日益成熟，应用领域也不断扩大，可以设想，未来人工智能带来的科技产品，将会是人类智慧的“容器”。人工智能是对人的意识、思维的信息过程的模拟。人工智能不是人的智能，但能像人那样思考，也可能超过人的智能。人工智能是一门极富挑战性的科学，从事这项工作的人必须懂得计算机知识、心理学和哲学。人工智能是涵盖范围十分广泛的科学，它由不同的领域组成，如机器学习、计算机视觉等等，总的说来，人工智能研究的一个主要目标是使机器能够胜任一些通常需要人类智能才能完成的复杂工作。但不同的时代、不同的人对这种“复杂工作”的理解是不同的。
 
结合本书的应用场景，人工智能医学专家应该能够向人类医学专家那样，自动识别和记忆患者的临床信息、自动积累医学知识和经验、自动学习诊疗知识和处理方法、自动基于所有医学和患者的信息资源思考、分析临床案例并给出最佳诊疗决策。
 
人工智能的应用领域，除了本书重点讨论的医学领域以外，还包括制造业、金融、教育、广告传媒、法律、农业、汽车、家居等。具体应用举例来说，包括：机器翻译、智能控制、专家系统、机器人学、语言和图像理解、自动程序设计、航天应用、庞大信息处理、储存与管理、其他执行生命体无法执行的任务等等。虽然我们罗列了不少的人工智能应用，但是，从应用的水平来看普遍并不太高，大多属于初级人工智能阶段，或者称为弱人工智能。实际上人工智能发展史并不太短，大约有50年了。但50年来人工智能应用的一个特点是，大多基于（甚至不基于）不太大的数据基础上。由于近些年信息化产业的迅猛发展，数据的规模也越来越大、范围也越来越广泛，基于大数据的人工智能应用也得到突破性的进展。
 
人工智能在医学领域的应用是一支重要的、具有实际重大社会意义的产业应用。未来的医学人工智能，一方面，通过基于更大规模地存储、识别、积累来自更广泛的医学大数据，开展深度学习掌握经验诊疗方法；另一方面，通过对大数据进行加强学习掌握更多的、更高级的医学专家的临床思维，使得人工智能医学专家更接近、甚至超过人类智能。当然，人工智能医学专家也绝不是仅仅靠一两个深度学习和加强学习的算法就能搞定的，必然需要融汇更多的方法才能逐步完善和成熟。
8.1.3　基于大数据的人工智能应用
 
大数据和人工智能不仅是当下热门话题，二者还有必然的联系。我们通过几个案例来回顾和讨论一下大数据和人工智能的经典结合。
 
1.“和你一样的病人”
 
如果一位医生还在抱怨病人得了“搜索病”（指看病前习惯先上网搜查自己可能得了什么病），那么这个医生大概已经落伍了。基于大数据在医疗领域的深度应用，以Lloyd Minor为首的美国斯坦福大学医学院一群富有创新精神的医学专家正和硅谷的医疗产业专家合作，推进一个最新的科研项目“和你一样的病人”，通过这个人工智能系统，病人有望自查疾病，这也减少了医生因经验累积有限而导致的误诊或漏诊。这个系统有望成为医生的好帮手，也可能颠覆现有的医疗模式。在斯坦福大学医学院，已有令人“脑洞大开”的科研进展。医生们开发的这个名为“和你一样的病人”的系统里，积累了上百万条药物、治疗方案、病例信息等数据，登录者键入身体状况、年龄、不适部位等，系统就会给出一个完全个性化的诊断结果以及理想的治疗方案。这种系统筛选出的治疗方案，可能比医生的方案效果更好，能让更多病人获得真正属于他们的最优治疗。因为我们都知道，一个医生的治疗水平很大部分来自于医学积累，也就是经验，但这种积累不论是30年还是50年，依然是有限的，一定没有拥有全体病人就医数据的计算机系统见多识广。
 
基于大数据应用，未来的看病模式很可能不再是现在这样与医生“一对一”。在哈佛大学医学院，已有医生尝试给乳腺癌患者这样看病：通过系统筛查全美乳腺癌患者病历，并挑出和具体患者相同或相似的年龄、生活环境、突变基因等，最终挑选出一个生存期、生活质量最高的治疗方案给患者。这是目前医生寻求“外脑”帮助的有效途径。可以畅想的是，医学大数据带给人们的将不仅仅是更优的诊断与治疗计划，而是更优的生活方式。Lloyd说，通过医学大数据的挖掘和筛选，还能发现何种生活方式可能是更有利的，从而给政府、医保政策制定者、医院以及大众更好的生活方式指导。
 
我们正处于科技和大数据急速推动创新的时代，有机会利用现有优势提升社区甚至全球健康水准。目前大数据在医学领域的应用主要包括危重、罕见疾病诊疗决策辅助、肿瘤精准医疗的开展、慢性病的调研防治等。大数据技术帮助人们存储、管理好医学大数据，并从大体量、高复杂的数据中提取价值。据Lloyd介绍，该校科研人员从不同资源中获取了大量数据，包括电子医疗记录、全基因组序列、保险和医药记录、可穿戴式传感器和社会环境数据。通过分析这些数据，医生和研究人员可更好地预测个人患特定疾病的概率，有针对性地制定早期检查和预防的方案。
 
2.基于大数据的智能医学知识学习
 
深度学习（Deep Learning）是目前人工智能领域中最热门的科目之一，它能完成笔迹识别、面部识别、自动驾驶汽车、自然语言处理、语音识别、分析生物信息数据等非常复杂的任务。著名的AlphaGo的核心算法是两种不同的深度神经网络：策略网络（Policy Network）和值网络（Value Network）。它们的任务在于合作挑选出那些比较有前途的棋步，抛弃明显的差棋，从而将计算量控制在计算机可以完成的范围里，本质上和人类棋手所做的一样。其中，值网络负责减少搜索的深度：AI机器会一边推算一边判断局面，局面明显劣势的时候，就直接抛弃某些路线，不用一条道算到黑；而策略网络负责减少搜索的宽度：面对眼前的一盘棋，有些棋步是明显不该走的，比如不该随便送子给别人吃。将这些信息放入一个概率函数，AI机器就不用给每一步同样的权重而可以重点分析那些有前景的棋着。AlphaGo利用这两个工具来分析局面，判断每种下子策略的优劣，就像人类棋手会判断当前局面以及推断未来的局面一样。这样AlphaGo在分析了如未来20步的情况下，就能判断在哪里下子赢的概率更高。
 
研究者们用许多专业棋局训练AI机器，这种方法称为有监督学习（Supervised Learning）。然后让AI机器和自己对弈，这种方法称为增强学习（Reinforcement Learning），每次对弈都能让AI机器棋力精进。最后它就能成为冠军啦！另外，人类在下棋时有一个劣势，在长时间比赛后，他们会犯错，但机器不会。而且人类或许一年能玩1000局，但机器一天就能玩100万局。所以AlphaGo只要经过了足够的训练，就有可能击败所有的人类对手。
 
开发AlphaGo的DeepMind公司发表在《Nature》上的DeepMind算法之所以“多才多艺”，是因为它源于两种机器学习方法的结合，第一种是深度学习，是受人脑启发的一种结构，在实验的基础上，该结构中模拟神经元层间的联结得到加强，深度学习系统能够从大量的非结构数据中获取复杂信息。第二种算法是增强学习，这种决策系统的灵感源自动物大脑中的神经递质多巴胺奖励系统。该算法仅使用屏幕像素和游戏得分作为输入，为了在给定时间里，获取最大奖励，算法不断通过试错进行学习。在每种游戏上花费数小时后，系统掌握了一系列经典街机游戏的操作方式。
 
世人瞩目的围棋人机大战最终AlphaGo以4：1战胜了李世石。AlphaGo的人工智能堪称是个里程碑！现在看来，按照人工智能的这种发展态势，在人类最高级的智力游戏围棋上，终于有可能机器战败人类了。这也预示着机器学习进入了惊人的发展程度，机器人不再是我们一直认为的低幼智力，而可能成为智人，甚至成为超出常人的超智人！这期间，围棋人机大战给世界科技界与围棋界带来了巨大的反响与震荡。人们在讨论电影《终结者》中的人工智能“天网”是否会真地毁灭人类。有人认为，不要再绝对地认为机器人的智力超过人类是天方夜谭了，甚至美国科幻片智能机器人统治人类的情况，“一不小心”会变为现实！人工智能技术就像核技术一样，既能造福人类也能毁灭人类。人工智能的话题越来越火热，悲观者和乐观者也在全世界的范围里激辩正酣。
 
3.人工智能医学专家
 
我们说有今日的AlphaGo人工智能，就会有明天的人工智能医学专家。人工智能的快速发展必然对未来的医学产生深远影响。例如，前面提到的基于大数据之上的深度学习和增强学习等技术完全可以用于更广泛的医学领域，发展成为人工智能医学专家。实际上，人工智能在医学方面的研究已经有过一段历史，但大都没有真正地应用于临床实践，而且此类研究大多集中于“医学专家系统”。医学专家系统就是一个具有大量专门知识与经验的软件系统，它应用人工智能等技术，根据医学领域一个或多个人类专家提供的知识和经验进行推理和判断，模拟人类医学专家的决策过程，以解决那些需要专家决定的复杂问题。例如，最早应用于医疗诊断的专家系统是MYCIN“传染性疾病鉴别诊断系统”，该系统可以对血液传染病的诊断治疗方案提供咨询意见。专业鉴定结果表明，它对细菌血液病、脑膜炎方面的诊断和提供治疗方案的水平已超过了这方面的一般人类专家。中国中医界相似的研究从80年代起也开展得如火如荼，大约有一百多个以经验为主的中医专家系统相继研发。
 
医学专家系统可以解决的问题一般包括解释、预测、诊断、提供治疗方案等。更多的例子，如1982年美国Pittsburgh大学Miller发表了著名的研究成果，即作为内科医生咨询的Internist-I内科计算机辅助诊断系统，其知识库中包含了572种疾病，约4500种症状；1991年美国哈佛医学院Barnett等开发的DEXPLAIN，包含有2200种疾病和8000种症状。按照那时的设想，医学专家系统处理的问题是本领域的专家才能解决的复杂问题，并得出和人类专家一样的结论。由于专家系统吸收了众多领域的大量的经验知识，因而在某些方面甚至可能超过人类专家。
 
但早期的这一类医学人工智能，由于各种技术和方法的局限，大多基于医学知识库和基于规则的推理模型，还远达不到自动识别、自动积累、自动学习、自动思考等人类专家的能力。其中，较初级的医学人工智能是模拟单个医学专家的医学思想和诊疗模式，如某名老中医的辩证思维系统，它是个体专家的医学知识和临床经验的模拟，属于传统的经验医学范畴，必然有它的局限性。较高级的医学人工智能是模拟群体医学专家的共同医学思想和较公认、较权威的诊疗模式。例如八十年代最著名的两个系统，一个是犹他大学的ILIAD，其知识库是在大型医院条件下由临床医生总结经验，再按贝叶斯模型做成的知识决策模型；另一个是匹兹堡大学的Quick Medical Reference（QMR），其知识库是依据大型计算机上医学专家系统的整理经验来处理的医学文献，并且用超文本连接方式构成知识决策模型。两个系统的“专家经验”都上升为“系统知识”，两个系统都应该属于“知识决策系统”。这类医学人工智能更接近于循证医学的范畴，所得到结论更容易获得循证医学理论的支撑，应该有更好一些的实际应用效果，也更易于被病人所接受。
 
总而言之，这些传统的医学人工智能系统由于太初级，多少年来一直停留在实验室里和研究阶段，尚不能被广大医生和患者所信赖和接受。未来的医学人工智能，除了更大规模地存储、识别、积累来自更广泛的医学知识（医学大数据）外，还能够主动地学习临床诊疗方法。一方面通过深度学习掌握经验诊疗方法，另一方通过加强学习掌握更多的、更高级的医学专家的临床思维，使得人工智能医学专家更接近人类智能。由于这些医学人工智能可以不断地学习大量的人类医学专家的知识和经验，更具有医学专家的代表性和可靠性，并有可能超出单个人类专家，技术更加成熟和更被人们所信任。当然，人工智能医学专家除了具备基于规则的推理能力外，还有主动思考的能力，以及基于系统化的复杂算法的分析、决策和优化决策的能力，使得人工智能医学专家能够正真得到人类的信赖并正真应用于临床，达到强人工智能的水平。
 
医学人工智能虽然很强大，但也不是万能的。因为，人类社会在发展，环境在变化，疾病也在发展变化，医学科学也必然在发展变化。因此，医学人工智能必然需要人类干预才能不断发展变化，尽管它可能创造性地工作，但它必定是某些有限条件下的智能产物，不可能处理所有无限变化的世界所发生的新问题。即使这样，要实现上述的目标，现在看来还要走相当长的路，但技术上必然要应用到医学大数据技术和更多的、更具创新性的机器学习技术、人工智能等技术。我们可以期待，新一代的人工智能医学专家迟早会到来的。届时，肯定会对传统的医学领域带来一些颠覆性的革新。革新的结果应该是医学更发达、更先进，人类社会更加受益！
8.1.4　基于小数据的人工智能应用
 
上一节我们讨论了基于大数据的智能医学知识学习。本节我们再谈谈基于小数据的人工智能应用，即一次性学习的人工智能医学专家。我们先看一看下面的案例。
 
1.一次性识字AI系统
 
近期，有一篇人工智能论文登上了《科学》杂志的封面，为人们带来了人工智能领域的一个重大突破：三名分别来自麻省理工学院、纽约大学和多伦多大学的研究者开发了一个“只看一眼就会写字”的计算机系统。只需向这个系统展示一个来自陌生文字系统的字符，它就能很快学到精髓，像人一样写出来，甚至还能写出其他类似的文字，并且它还通过了图灵测试。这三名研究者分别是纽约大学数据科学中心的Brenden Lake、多伦多大学计算机科学与统计学系的Ruslan Salakhutdinov和麻省理工学院大脑与认知科学系的Joshua Tenenbaum。他们创造的AI系统能够迅速学会写陌生的文字，从某种意义上说明它领悟到了字符的本质特征，也就是字符的整体结构，同时还能识别出非本质特征，也就是那些因书写造成的轻微变异。
 
人类的概念思维具有很大的弹性。因此，尽管许多概念的边界十分模糊，但我们依然能明确地开展分类。这三位研究者声称，他们的系统就抓住了这种概念弹性。该系统能模仿人类的一个特殊天赋：从少量案例中学习新概念。这个“一次性识字AI”所应用的核心算法叫做基于概率的程序算法（Probabilistic Program），它可能有助于对人类获得复杂概念的过程进行建模。研究者对这个AI系统进行了几项测试。
 
测试1：研究者向它展示了它从未见过的书写系统（例如藏文）中的一个字符例子，并让它写出同样的字符。这里并不是让它复制出完全相同的字符，而是让它写出九个不同的变体，就像人类每次手写的笔迹都不相同一样。例如，在看了一个藏文字符之后，算法挑选出该字符用不同的笔迹写出来的例子，识别出组成字符的笔画，并重画出来。
 
测试2：研究者向系统展示了一个陌生书写系统中的几个不同的字符，并让它创造出一些相似的字符。
 
测试3：研究者让它在一个假定的书写系统中创造出全新的字符。
 
与此同时，人类也被要求做同样的事情。最后，研究者要求一组来自亚马逊土耳其机器人（Amazon Mechanical Turk）的裁判，来分辨出哪些字符是机器写的，哪些是人类写的。结果，裁判的正确率仅为52%，和随机的猜测结果差不多。于是，“一次性识字AI系统”通过了所谓的视觉图灵测试，这也验证了智能计算机可以从单个例子中学习概念、形成概念。
 
2.小数据机器学习与大数据机器学习
 
传统的机器学习系统，例如手机上的语音识别算法，在某些分类任务上的表现很好，但它们首先需要大量的数据集来进行训练。相比之下，人类只需要少量的例子就能抓住某个概念的精髓。这种“一次性学习”正是研究者希望系统能模拟的能力。三位研究者采用的方法是“贝叶斯程序学习”（Bayesian Program Learning，BPL）算法，它让计算机系统能对人类认知进行很好的模拟。传统的机器学习方法需要大量的数据来训练，而这种方法只需要一个粗略的模型，然后使用推理算法来分析案例，补充模型的细节。
 
剑桥大学的信息工程教授Zoubin Ghahramani评价说：“我认为这对人工智能、认知科学和机器学习是一个重大的贡献。深度学习目前已取得了重要的成功，这篇论文非常清晰地表明了深度学习的局限性，因为深度学习需要大量的数据，并且在这篇论文所描述的任务上表现很差。这篇论文也展现了实现类人机器学习的重要方法。”多伦多大学和谷歌的人工智能先驱Geoffrey Hinton评价说：“这个研究令人印象非常深刻，这个模型能通过视觉图灵测试，这很重要，是一个不错的成就。”Hinton是深度学习的奠基者。深度学习近年来取得了举世瞩目的成就，被广泛应用在许多领域，例如语音翻译、图像识别等，还用在谷歌的图像搜索和Facebook的人脸识别上，都从获得的巨量数据中进行学习。这篇论文说“贝叶斯程序学习”在某些方面比深度学习的表现更好。这两种方法在不同的任务上各领风骚，假如能彼此借鉴，一定能互相弥补。在数据量巨大但较混乱的情况下，深度学习能发挥优势；而在数据量少而清晰的情况下，贝叶斯学习占领上风。
 
从前面的内容中，我们看到人工智能的两个不同的技术应用成果：一个是基于大数据的深度学习和增强学习方法，另一个是基于小数据的一次学习方法，我们也称为个案学习方法，两种方法各有特色和应用场景。其实，从机器学习专业角度来讲，深度学习和增强学习以及一次学习都不是开创性的新方法，很早以前机器学习就有了类似的技术，只不过现在拥有了大数据，并且技术又有了新的发展，也取得了更良好的应用成果。深度学习是源于传统的神经网路技术，增强学习也是借鉴于早有的有关优化策略学习的一种奖惩学习技术，一次学习方法来源于早期基于个案的一次性学习方法。这就像云计算一样，有类似的古为今用的经历：云计算源于古老的分布式计算技术，只是由于早年的计算机软硬件和互联网的发展比较落后，尤其是分布式计算和存储的硬件造价太昂贵，分布式计算技术不能大规模普及于各类商业应用。现在，随着互联网技术和计算机硬件制造技术的快速发展，云计算的商业应用的普及成为可能。
 
3.一次性学习的医学应用
 
刚才说到深度学习和增强学习以及一次学习都算不上是开创性的新技术，但也的确在技术方面有所新的发展。三位“一次性识字AI系统”的研究者在论文中分析了一次性识字的三个核心原则。这些原则都很通用，既可以用在字符识别上，也可以用在其他的概念识别上。
 
·组合性（Compositionality）：由更简单的基本单元构建而成。

·因果性（Causality）：字符生成的抽象的因果结构。

·学会学习（Learning To Learn）：过去的概念知识有助于学习新的概念。
 
这三个原则在人工智能中是很有价值的。无独有偶，我们在医学人工智能应用的研发中，也用到了类似的思想。
 
人工智能的应用领域比较广泛，它们的应用效果与价值会有领域专家给予科学地评估。在医学领域，人工智能的应用也大有前景。例如，人工智能可以开展文字识别、医学语义识别、医学影像识别等。从技术上讲，我们讨论的基于小数据的人工智能学习也有多种技术，例如基于灰色系统模型的算法可以开展基于小数据的医学数值预测，基于案例学习的一次性学习算法可以“一次性”地学习基于案例的某些疾病的主要特征，甚至可以主动描述出与该疾病类似的其他主要特征等。
 
这些人工智能技术还可以有更广泛的医学应用。例如，大规模流行传染性疾病是人类的一个危害极高的健康杀手，这些年来，各种流行性传染性病毒的泛滥层出不穷，H1N1、禽流感、埃博拉、塞卡等等恶性传染性病毒此起彼伏。人类在应对这些病毒传染、蔓延时，显得力不从心。因为，从一个新病毒的认知到研制出能有效地应用于临床的疫苗和药物，依靠现在的医学技术还需要较长的时间。这期间，由于病毒的泛滥，可能已经给人类造成严重的伤害。因此，我们希望能够借助更多的科学技术来帮助医学技术更好地应对和解决急性传染病的问题，人工智能就是其中可能的一种技术。举例来说，我们应用基于案例的智能知识学习技术，可以从有限的传染病案例中快速识别出该病在临床中的主要特征，这些特征不仅包括临床层面上的症状特征及其他生理指标的特征、还包括细胞学层面上的各种生化指标的特征，甚至包括分子生物学层面上的医学特征等。另一方面，在未来的新一代人工智能医学专家成熟的时候，由于人工智能医学专家学习了大量流行性传染病的诊疗方法，同时再学习了新疾病的有关知识后，它可以给人类医生快速提供更多的诊疗方案和建议，供人类医学专家参考，从而帮助人类医学家加快对新疾病的识别、诊断、治疗的方法研究，并加快为全部医疗系统中的医院提供新疾病临床诊疗指导和应对方法的速度，同时临床诊疗指导的可靠性和科学性也有可能大幅度地提高。
8.2　人工智能的应用：智能医学诊断系统
 
人工智能包括很多技术，模式识别、机器学习、智能推理等等。其中，大量的人工智能应用是机器自动识别，如自动语音识别、自动图像识别等等。机器自动识别是基础，也是很有用的。但仅仅是自动识别，还远远不够，也还算不上是深度智能，我们还需要让机器像人类大脑那样去思考、去推理。智能推理就是人工智能中这方面的核心技术。下面，我们就探讨一下智能诊断推理机在医学上的应用，它是基于医学大数据上的一个人工智能应用。
 
智能诊断推理机是应用人工智能技术，基于医学大数据深度学习临床医学知识，实现模拟人类医学专家开展临床诊断工作，以期达到辅助人类医学专家提高临床诊疗质量和水平的目的。这里介绍的智能诊断推理机，主要应用了机器学习、智能推理等人工智能技术。其中，机器学习包含了本书中介绍过的有关机器学习技术，我们会在下面的有关应用中提到。这里重点讨论一下智能推理技术及应用。
 
智能推理技术包括多种方法，例如：确定性推理，包括三段论推理、启发式搜索、博弈搜索、归结演绎推理、产生式系统等方法；不确定性推理，包括可信度推理、主观贝叶斯推理、证据理论、模糊推理等方法。本节我们将介绍一个采用不确定性智能推理技术的应用，依然以人工智能在医学（诊断）方面的应用为例进行介绍。现在，人工智能在医药学方面的应用发展正如火如荼，医药领域在国内外已经成为最重要的人工智能应用领域之一。
8.2.1　智能诊断推理机
 
现实世界的千种万种事物中，有很多事物属于确定性的。但是还有很多事物是不太确定的，也就是非确定性的。我们有针对确定性的事物的推理，而针对非确定性的事物的推理，我们将采用不确定智能推理技术。我们首先来看看贝叶斯症状疾病推断法。
 
1.贝叶斯症状疾病推断法
 
贝叶斯症状疾病推断法就是基于贝叶斯概率论原理，对疾病发生的概率进行推断和计算。具体方法为，设疾病全集为Dn，有某种疾病Di（i∈n），Dj（j∈n），E为某病态症状，则如果发生E的条件下患有Di疾病的概率为：
 

 [image: ]

 
这里，P（E）为所有疾病发生E症状的概率总和，并且假设不同疾病的发生都是相互独立的（当然，从绝对意义上讲，这是不可能的，因为许多疾病的发生是有一定关联的，我们只能假设不同疾病发生的独立性，并做一个近似的推断）。
 
2.信任与不信任的不一致性
 
首先，我们了解一下可信度的概念。所谓可信度就是对某个事物或现象为真的相信程度。由概率论我们知道：
 
P（H）+P（H）=1　即P（H）+=1-P（H）　（8.2）
 
其中，P（H）为事物H为真的概率，P（H）为事物H为假的概率。由公式（8.2），我们可以看出，事物H为真的概率等于1减去事物H为假的概率。信任与不信任的不一致性概念就是指，由概率论我们认为，对一个事物为真的概率就是1减去该事物为假的概率，也就是说，一个事物为真的概率与为假的概率是互斥的。进一步地，我们由条件概率可以得到：
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其中[image: ]为当事物E发生的条件下事物H为真的概率，[image: ]为当事物E发生的条件下事物H为假的概率。当然，我们也可以将公式（8.3）推广到多个事物联合发生的条件下某事件为真的概率。例如，有三个病态症状E1、E2、E3，我们推测在E1、E2、E3同时发生的情况下发生H疾病的概率为：P（H｜E1E2E3）。在实践中，假设P（H｜E1E2E3）=0.75，按照信任与不信任的不一致性，则P（H｜E1E2E3）=1-0.75=0.25。医学专家可能认为这种推断在临床上是可信的。
 
3.CF可信度模型
 
接下来，我们再讨论一下CF可信度模型，它是建立在确定性理论、概率论与模糊集合等原理基础上的一种推理模型。所谓CF可信度，即Certainty Factor，是美国斯坦福大学Shortliffe等人提出的一种不确定性推理模型，它成功地应用在血液病的智能诊断中。CF可信度计算的是信任与不信任的差，即：
 
CF（H，E）=MB（H，E）-MD（H，E）　（8.4）
 
其中，MB为信任增长度，即当E发生时对H为真的信任的增长程度；
 
MD为不信任度的增长度，即当E发生时对H为真的不信任的增长程度。
 
MB和MD的计算方法为：
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由公式（8.5）和公式（8.6）可得：
 
若MB（H，E）>0，则P（H，E）>P（H），说明E的发生增加了对H的信任度；
 
若MD（H，E）>0，则P（H，E）<P（H），说明E的发生增加了对H的不信任度。
 
为了解决问题，Shortliffe等人又提出了改进的CF模型：
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基于信任增长度和不信任增长度，得到可信度模型CF（H，E）的计算公式：
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由公式（8.8）可得：
 
若CF（H，E）>0，则P（H|E）>P（H），即如果H的E条件概率大于H的先验概率的话，则CF>0，说明E的发生增加了H的可信度；
 
若CF（H，F）<0，则P（H|E）<P（H），即如果H的E条件概率小于H的先验概率的话，则CF<0，说明E的发生减小了H的可信度。
 
4.CF模型的性质
 
进一步地，我们可以总结一下CF模型的有关性质。
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其中：当CF（H，E）=1时，则有P（H|E）=1，MB=1，MD=0；
 
当CF（H，E）=-1时，则有P（H|E）=0，MB=0，MD=1；
 
当CF（H，E）=0时，则有P（H|E）=P（H），表示H和E独立。
 
C）H的信任增长等于H的不信任增长，MB（H，E）=MD（H，E）。
 
由于MB与MD的互斥性，H的信任度与H的信任度之和为0，CF（H，E）+CF（H，E）=0。
 
另外，由概率论，P（H）+P（H）=1，0≤P（H），P（H）≤1。
 
但可信度CF不是概率，即：CF（H）+CF（H）≠1，也就是说：CF（H）≠1-CF（H）。
 
D）CF（Hi，F）的加和
 
若E发生也可推导多个不同的Hi（i∈n），则：[image: ]。但如果[image: ]>1，则说明不同的H之间不是都互相独立的。例如，CF（H1，E）=0.75，CF（H2，E）=0.45，则说明H1与H2有相关性或交互作用。
 
5．规则可信度的计算
 
我们讨论了事物可信度的计算，接下来，我们要探讨基于多个不确定性事物之上的规则的可信度计算。我们来观察一下可信度规则模型。
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其中，证据E的不确定性也是用可信度因子CF（E）来表示的，-1≤CF（E）≤1，并且：
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CF（E）可以是来自用户给定的一个估计值，或者可以由其他推理而得到。
 
B）组合运算
 
“合取”组合运算：
 
若E=E1 and E2 and E3 and…and En，并已知CF（E1），CF（E2），…，CF（En），
 
则：CF（E）=min{CF（E1），CF（E2），…，CF（En）}。
 
“析取”组合运算：
 
若E=E1 or E2 or E3 or…or En，并已知CF（E1），CF（E2），…，CF（En），
 
则：CF（E）=max{CF（E1），CF（E2），…，CF（En）}.
 
另外，我们规定：CF（E）=CF（E），也就是说对证据E为假的可信度等于对证据E为真的不信任度。
 
6．不确定性规则推理算法
 
下面，我们讨论基于多个规则可信度的推理算法。CF（H）的计算公式为：
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可看出，当CF（E）<0，则CF（H）=0，可进一步考虑E在某程度上为假时对H影响。
 
多规则可信度算法如下，首先：
 
If E1 then H，CF（H，E1）；
 
If E2 then H，CF（H，E2）；
 
其中E1与E2互相独立，CF（H，E1）≠CF（H，E2）。
 
则：
 
A）计算CF1和CF2
 
CF1（H）=CF（H，E1）*max{0，CF（E1）}；
 
CF2（H）=CF（H，E2）*max{0，CF（E2）}；
 
B）求在E1与E2下的综合可信度
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C）计算所有规则下的综合可信度
 
如果有更多的规则：if Ei then H（CF（H，Ei）），且所有Ei、Ej互相独立，设有CF（H，Ei）≠CF（H，Ej），则可迭代计算H在E1，E2，E3……En下的综合可信度：CF1，2，3（H）……CF1，2，3，……n（H），最后得到如果E1，E2，E3……En同时发生时H为真的可信度。
 
下面，简单列举一个不确定性规则推理应用案例。
 
设有如下一组规则：
 
Rule-1：IF E1 AND E2 THEN E3　CF（Rule-1）=0.9
 
Rule-2：IF E4 OR（E5 AND E6）THEN E7　CF（Rule-2）=0.8
 
Rule-3：IF E3 THEN H　CF（Rule-3）=0.7
 
Rule-4：IF E7 THEN H　CF（Rule-4）=0.9
 
Rule-5：IF E8 THEN H　CF（Rule-5）=-0.6
 
并且已知：
 
CF（E1）=0.7，
 
CF（E2）=0.8，
 
CF（E4）=0.6，
 
CF（E5）=0.9，
 
CF（E6）=0.7，
 
CF（E8）=0.8
 
求：CF（H）
 
解：
 
由Rule-1，得到：CF（E3）=CF（E3，E1 AND E2）*max{0，CF（E1 AND E2）}
 
=0.9*max{0，min{CF（E1），CF（E2）}}
 
=0.9*max{0，min{0.7，0.8}}
 
=0.9*max{0，0.7}
 
=0.63
 
由Rule-2，得到：CF（E7）=CF（E7，E4 OR（E5 AND E6））*max{0，CF（E4 OR（E5 AND E6））}
 
=0.8*max{0，max{CF（E4），CF（E5 AND E6）}}
 
=0.8*max{0，max{CF（E4），min{CF（E5），CF（E6）}}}
 
=0.8*max{0，max{0.6，min{0.9，0.7}}}
 
=0.8*max{0，max{0.6，0.7}}
 
=0.8*max{0，0.7}
 
=0.56
 
由Rule-3，得到：CF3（H）=CF（H，E3）*max{0，CF（E3）}
 
=0.7*max{0，0.63}
 
=0.441
 
由Rule-4，得到：CF7（H）=CF（H，E7）*max{0，CF（E7）}
 
=0.9*max{0，0.56}
 
=0.504
 
由Rule-5，得到：CF8（H）=CF（H，E8）*max{0，CF（E8）}
 
=-0.6*max{0，0.8}
 
=-0.48
 
根据合成算法，得到：CF37（H）=CF3（H）+CF7（H）-CF3（H）*CF7（H）
 
=0.441+0.504-0.441*0.504
 
=0.945-0.222
 
=0.723
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最终得到H的综合可信度CF（H）=0.47
8.2.2　临床智能诊断的实现
 
上面介绍了不确定智能推理原理。其实，还有很多其他智能推理技术，限于篇幅，我们无法详细论述。这里仅讨论了不确定智能推理CF模型，也是因为它曾经在美国的MYCIN血液病的智能诊断中得到了成功应用，也应该是人工智能推理在医学为数并不太多的成功实践之一。因此，在我们的智能诊断推理机的研发实践中，也采用了不确定智能推理CF模型作为我们多种人工智能推理技术中的一个方法。正如前面讲到的，我们的智能诊断推理机是应用人工智能技术，基于医学大数据深度学习临床医学知识，实现模拟人类医学专家开展临床诊断工作，帮助医生提高诊疗手段和质量。所谓智能诊断推理机，是一套人工智能医学辅助诊断系统。首先，我们从智能诊断推理数据准备开始。
 
1.诊断推理数据准备
 
我们以住院病人的智能诊断推理为例，介绍有关步骤。首先，需要准备住院病人的有关临床医学数据。我们以病案数据为基本单位，将每个历史病案的首页信息，包括病案号、性别、年龄、主诊断、其他诊断，以及各种物理检查、生化检验中的异常结果信息组成症状信息集合，如表8-1所示。当然，实际系统中的症状信息集合不仅仅包含以上信息，还包括诸如主诉等更广泛的电子病历等医学信息。
 
表8-1　诊断推理数据准备
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2.知识发现：关联规则
 
正如我们在前面章节介绍的应用关联规则等技术挖掘大量合并症之间的关联关系，我们可以按性别（男/女）、年龄（应用机器学习中的聚类分析进行分层）、主诊断（ICD）等条件，对“症状信息集合”数据做关联规则机器学习，在得到的大量规则中，我们将置信度>阀值的规则存入知识库中，例如将置信度>0.8并且Lift值>1的症状关联规则存入知识库表8-2中。
 
表8-2　将关联规则存入知识库
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另外，还可以人工录入已知的医学知识和规则。
 
3.智能推理
 
应用不确定性推理法或模糊推理法，结合知识库表对现有疾病案例，如新入院病人的症状，进行智能推理和辅助诊断。首先选择病例临床特征，例如有一个案病例Patient-A，我们提取该病例的临床特征：血脂高、血糖高、甲状腺激素低等等。然后，应用智能诊断推理算法，推理出个案近似的可能诊断结果。智能诊断推理算法如下：
 
A）由用户选择临床证据E1，E2，…，En∈E，并选择性给出该案例的每个Ei的CF可信度（0，1），如不选择输入CFi，则CFi=1。
 
B）将E中的所有证据按照一定条件下（如不同的性别组和年龄段）的知识规则，从知识规则表中（如表8-2所示）中提取所有规则，如“甲状腺激素低（前件Ei）[image: ]血脂高（后件Hi）”，并将开展第一层推理。
 
C）同时取出每条规则的置信度做为P（Hj|Ei），以及计算在同一查询条件下P（Hj）的先验概率，然后计算每一个CF（Hj|Ei）。将所有不同的前件Ei推出同一个Hj的规则，计算Hj在多个不同Ei同时发生下的综合可信度。
 
D）按照E中单个Ei关联规则数的多少降序排列，输出关联规则，如表8-3所示。
 
表8-3　排列输出关联规则
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按照多个不同Ei个数的多少降序排列，输出综合可信度，如表8-4所示。
 
表8-4　输出综合可信度
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E）第二层推理，用户根据之前的推理结果（表8-3或表8-4），任意选择多个有临床意义且可信度CF因子较高的关联规则后件Hj，转换成新的临床证据E（E1，E2，…，Em），开展二层推理（迭代A）至D）步骤）。
 
4.智能疾病推断
 
A）按照CFi由大到小降序排列表8-4，取其中所有CFi>cf（cf值为用户自定义的一个阈值）的数据的后件Hi。
 
B）根据不同的主诊断疾病，在表8-1中查找包含这些症状指标（Hi）的数据，记录结果计算为n，并计算表中的总记录数m，计算出每个主诊断疾病包含这些症状指标（Hi）的概率p=n/m，从而得到表8-5。
 
表8-5　智能疾病推断
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C）按照表8-5的结果，我们观察概率最大的几个疾病。本案例Patient-A的最终疾病诊断推理最可能的是“糖尿病”，概率为0.72，其次是“脑梗死”，概率为0.65。
 
以上是智能诊断推理机的工作流程，从人工智能的技术层面给出了诸如对病例Patient-A的症状推理和诊断推理。但结果是否准确和可靠呢？我们需要智能诊断推理机中的其他技术自动对推理结果进行验证，我们将稍后进行讨论。
8.2.3　临床智能诊断的应用
 
接下来，我们再来看看智能诊断推理机的应用。智能临床推理是机器学习算法的综合应用，它首先对（超）大样本原始临床数据进行高度地整合和处理，将原有数据中的医学症状信息（异常临床信息）提取出来，并整合入数据中。例如：病案号为208470的41岁女性患者，其提取、整合后的异常临床信息包括：乙肝表面抗体-高、乙肝核心抗体-高等，如图8-1所示。
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图　8-1
 
然后以此为依据，利用关联规则算法，将现有历史数据作为训练集，学习其中的新知识和新规则，并建立医学知识库。这里可以考虑，根据不同的临床应用，对大样本的临床数据进行条件化知识学习和提取，然后存放到知识库。例如，我们可以按照性别和年龄进行分层，总结出不同性别组合年龄段下，不同异常临床信息间的关联关系。这样使得临床知识库更加精准和具体，满足临床实际工作需要。如图8-2所示，在性别男、年龄段31岁至60岁的条件下，如果患者的中性粒细胞偏高，有很大可能患者的淋巴细胞会偏低。实际上，这条规则具有一定的普遍性，但机器学习的结果恰好也验证了这个规律。
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图　8-2
 
当对新来的病例进行诊断时，首先按照该病例中人的年龄与性别，找到知识库中相对应的知识规则信息，以及这些知识规则信息所对应的关联信息。如图8-3所示，有一男性42岁患者，其异常指标包括：白细胞计数高、中性粒细胞计数高、平均血小板体积低、碱性磷酸酶高、淋巴细胞计数低等。我们需要在知识库中，找出所有男性且包含42岁的、符合一定规则阈值条件的（这里主要指Lift值大于1、置信度较高的）知识规则，以便推导出进一步的临床结果。
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图　8-3
 
然后通过机器学习的算法进行推理，推理出在多种异常临床指标下，与之关联度较高的几种异常临床指标，通过与数据库中的规则信息进行比对，最终推理出最有可能发生的几种疾病，并根据概率的大小进行排列，如图8-4所示。
 
从图中我们可以看到，本例男性42岁患者最有可能患的疾病可能是“支气管肺炎”，概率为0.45。随后的可能疾病为“肺恶性肿瘤”，虽然它排在第二位，但其概率仅为0.09，相比第一位的“支气管肺炎”低了很多。因此，本次推理重要的提示只有“支气管肺炎”。
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图　8-4
8.2.4　临床智能诊断的验证：基于群体特征的个案临床评估
 
我们介绍了智能诊断推理机的实现和应用。智能诊断推理机的准确性和可靠性成为临床应用的关键。这里，我们必须考虑智能诊断推理机的验证，当然，我们可以请高水平的医学专家组进行人工验证。但是，这种方法的代价太高了，不适宜在实际临床工作中大规模推广应用。我们提供了一种基于深度分析的自动验证和评估方法，即应用一个重要的基于群体特征的个案来进行临床评估。
 
为了自动验证智能诊断推理机的准确性和可靠性，我们研发了基于群体特征的个案临床评估分析技术，命名为“F&E个群相似分析技术”，简称F&E_GIS（F&E Group Individual Similarity）。它的工作原理是，首先通过各种人工筛选与深度分析手段，提炼出一组某个特定疾病人群组作为标准对照组。然后，针对某一待分析和待诊断的个案病例，从医学角度出发选取多维度临床指标，应用深度分析技术将个案病例的多维度临床指标与标准对照组的相同的多维度临床指标进行个群相似性分析，观察个案病例与标准对照组的相似度和差异度，从而给予个案病例一个量化、科学的循证与评估。在本节，我们将智能诊断推理机对目标个案病例的推理结果进行验证，也就是按照对目标个案病例推理出的疾病，从临床大数据中提炼出标准对照组，然后将个案病例在该疾病（推理得到）上的特征临床指标与标准对照组的相同特征临床指标进行个群相似性分析，从而验证前面的推理结果。
 
下面以2型糖尿病为例，来演示一下个群相似性F&E_GIS的临床应用。操作步骤如下：
 
1）在对照样本下拉选项中，选择要筛选的数据集作为标准对照组，如图8-5选择“2型糖尿病”。
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图　8-5
 
2）选择要分析的检验大类，如图8-6选择“自定义的糖尿病相关检验”。再选择要分析的包含在选定检验大类中的多个检验小项，如图8-7选择“糖化血红蛋白”、“血糖（餐前60分钟）”和“血糖（餐后60分钟）”。最后得到这个标准对照组在糖化血红蛋白、血糖（餐前60分钟）和血糖（餐后60分钟）三项上的检验数据结果，如图8-8所示，共1717条数据。
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图　8-6
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图　8-7
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图　8-8
 
3）选择前面推理的目标个案案例，如图8-9所示。再按照以上2型糖尿病标准对照组选定的多个检验小项，从数据库该目标个案中找出这三项检验的结果值，或者直接人工输入该目标个案的糖化血红蛋白、血糖（餐前60分钟）和血糖（餐后60分钟）结果值。这里，选择从数据库中现存的数据中选择目标个案的这三项检验的结果值，如图8-10所示。
 
 
 [image: ] 


图　8-9
 
4）点击“提交”按钮，“个群相似性”的深度分析算法将图8-10的数据与图8-8的数据进行多维度（这里是糖化血红蛋白、血糖（餐前60分钟）和血糖（餐后60分钟）三个维度）基于群体特征的个案临床评估分析，最终得到这三个维度的相似度，以及三个维度的综合相似度，也就是总相似度。本例结果如图8-11所示，该个案与2型糖尿病标准对照组相比，在糖化血红蛋白指标上有0.73的相似度，在血糖（餐前60分钟）指标上有0.98的相似度，在血糖（餐后60分钟）指标上有0.63的相似度，综合相似度为0.78。
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图　8-10
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图　8-11
 
如果我们以糖化血红蛋白、血糖（餐前60分钟）和血糖（餐后60分钟）三个维度作为衡量2型糖尿病的关键特征指标的话，那么本案例的个案病历与标准的2型糖尿病指征有较高的相似度。因此能够很好地自动（非人类专家）验证智能诊断推理机对该个案的推理结果。
8.3　混沌人工智能
 
上一节，我们介绍了一个人工智能的实践应用。现在，人工智能的应用越来越广泛、越来越深入，也越来越成熟。仅从医学领域来看，全球范围内越来越多的公司投入到人工智能医学领域应用中来，而且很多大公司都加大了对医疗AI的投入。医学人工智能的新应用不断涌现，除了大家较熟知的IBM Watson开展的智能疾病诊断（如基于大数据的恶性肿瘤智能诊断）外，还有其他公司开展的应用深度学习技术的医学影像自动识别等应用。但这些应用，包括在本章8.2节中介绍的“智能医学诊断系统”，都属于弱人工智能的应用。接下来，我们将前瞻性地探讨一些人工智能的深度应用，或者说接近强人工智能的应用，即混沌人工智能。所谓混沌人工智能，是基于混沌系统的模拟人类大脑智能的应用，它是一种高级的人工智能技术。
8.3.1　混沌理论
 
首先，我们从混沌理论的有关概念开始谈起。我们在第1章中介绍了有关混沌学或者混沌理论方面的一些概念，例如分数维空间、分形与自相似性、不确定性论、奇异吸引子等。接下来，我们将进一步讨论一些混沌理论方面的内容。混沌理论中，有一个叫做倍周期分岔的现象，它普遍存在于非线性系统中。当某个非线性系统的参数变化时，系统的状态数越来越多，返回某一状态的周期加倍又加倍，最后从有序走向无序的混沌。这种从有序走向混沌的现象大量存在于我们的现实世界中。例如，儿童玩的陀螺，当陀螺落在平面上高速运转时，开始处于非常稳定有序的状态。陀螺虽只有一个很尖的支点与平面接触，但它可以支持陀螺“庞大”的身躯不倒，处于一个较稳定的平衡状态。随着时间的推移，陀螺自转的速度越来越慢，逐渐过渡到摆动越来越大的平衡状态，这就是一个有序过渡到无序的过程，最后自转速度过慢、摆动过大，导致了陀螺的不平衡而倒在平面上。
 
许多科学家对混沌现象做了大量的研究。其中，美国数学物理学家Mitchell Feigenbaum，发现了混沌系统中的倍周期分岔现象中的两个常数，δ常数和α常数，这就是倍周期分岔现象中的重要特征：普适性（Universality）。例如，我们观察一个著名的生态学的逻辑斯蒂映射迭代方程：Xn+1=kXn（1-Xn），就具有倍周期分岔的特征。其中，Xn是第n代人口数，Xn+1是第n+1代人口数，k是人口增长倍率。逻辑斯蒂映射迭代方程表达了用Xn到Xn+1无穷迭代的过程。图8-12展示了随着k的不断变化（增大），人口的周期性变化情况。我们发现：
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图　8-12
 
·当k小于3的时候，出生率与死亡率大致相当，人口数趋于一个稳定的数值，如图8-12中K2-K1前的那条直线。

·当k等于3的时候，出生率与死亡率不再平衡，人口数周期性地在2个不同的数值间变换，如图K2-K1那段1个二岔双曲线。

·当k等于3.45左右的时候，人口的变化更加趋于无序，人口数周期性地在4个不同的数值间变换，如图K3-K2那段2个二岔双曲线。

·当k等于3.8左右的时候，人口的变化更加趋于混乱，人口数周期性地在8个不同的数值间变换，如图K3-K2后的那段4个二岔双曲线。
 
……
 
人口数最终变成混沌状态。
 
另外，每个二岔双曲线的宽度分别为W1、W2、W3、…。Feigenbaum发现并计算出了逻辑斯蒂映射迭代方程中混沌现象的两个常数：
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这两个常数称为倍周期分岔现象中的δ常数和α常数。
 
然而，不仅是逻辑斯蒂映射系统具有以上的特征，对于其他的很多非线性系统，如正弦映射函数Xn+1=ksin（Xn），不仅也具有倍周期分岔现象，而且也具有δ和α的常数特征。科学家也研究了更多的、更复杂的非线性函数，如洛仑兹函数、Henon映射、Navier-stokes映射、电子混沌电路等等，都与正弦映射系统一样，具有δ和α常数的倍周期分岔特征。于是，Feigenbaum提出了用简单方法解决复杂问题的观点。也就是说，科学家们可以通过解决一个简单的问题来解决复杂得多的问题。就像我们用解决正弦映射函数倍周期分岔问题的方法来解决比正弦映射函数复杂得多的数学模型的倍周期分岔问题那样。因为两者的答案都是一样的，这也意味着，不同的非线性函数会表现出完全相同的状态，尽管它的数学模型的复杂度可能差别很大。
8.3.2　人类大脑的混沌性
 
人类大脑的活动是一个复杂的多层次混沌系统产生的活动。如果这种混沌性缺失了就会导致大脑功能紊乱。例如，癫痫病人的发病看似是大脑混沌造成的，而实际上恰恰相反，癫痫发作正是大脑混沌缺失的结果。它是大脑一种反常周期秩序的产物。实际上，大脑是通过混沌组织起来的一个系统。
 
人脑是一个非线性反馈系统，它包含着几个亿个互相联系的神经元，而这些神经元携带着大量的神经信息，在大脑无穷的反馈循环中穿行。大脑的不同区域具有不同的特殊功能，但某个区域的活动会触发更大范围的神经元反应。研究表明，大脑里拥有很多的奇异吸引子，每个奇异吸引子都有自己特定的活动形态。
 
描绘大脑活动的脑电图EEG显示，一个人休息时会呈现出奇异吸引子，而他在紧张工作时大脑也会产生奇异吸引子，但这两种奇异吸引子是完全不同的。一个健康的大脑系统在放松时会维持一个低水平的混沌状态，但当它到一个外界刺激需要做出反应时，会将这种低水平混沌自组织成一个“相对有序”的高水平混沌状态，有序与无序相互包容，又高速切换，总体上看是一个更混沌的状态。
 
如果假设大脑中的各种状态都与意识有关，我们就可以尝试建立一个有关意识的数据模型。我们应用相空间来描述大脑系统。大脑中的每一个神经元都被认作是相空间中的一个维度，这样，大脑系统中会有上百亿个维度。通过这些超高维度的神经元活动的复杂关系，我们可以探索意识模型。意识模型的研究发现，大脑系统的意识路径是混沌的，意识在某个时刻点的状态是不可预测的。意识的运动是混乱的，但并不是随机的，它遵循着某个奇异吸引子的方向运动。这个奇异吸引子可能就是某个“个性”特征。意识模型是离散而不规则的，是易变而不可预测的。虽然大脑系统的神经元的数量是有限的，但系统相空间中的活动总是无限的，因此意识本身也是无限的。
 
一个人在不同的意识行为时，产生的脑电波是不同的。我们可以按照大脑系统中有意识的层面所产生的脑电波生成的不同频率，把它们分为三类。
 
1）β脑电波，这是频率最高的一种脑电波。当人在清醒的时候，尤其是在工作时，意识行为强烈，β脑电波活跃。当人在开展逻辑思维、推理、计算、解决问题时产生这种波，在承受巨大压力的时候也会产生这种波。
 
图8-13为β波，频率为14Hz～26Hz。
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图　8-13
 
2）α脑电波，它的频率要比β波低一些。当人在身体放松，注意力不太集中时产生这种波。
 
图8-14为α波，频率为8Hz～13Hz。
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图　8-14
 
3）θ脑电波，这种脑电波比α波的频率还要低。这种波往往在睡觉做梦时，或沉思冥想时产生。
 
图8-15为θ波，频率为4Hz～7Hz。
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图　8-15
 
β波表达了人的智力活动处于意识层，α波表达了人的想象力的活动处于意识层和潜意识之间，θ波表达了人的创造力和灵感处于潜意识层。θ波与人的记忆、知觉、个性和情绪相关，影响人的态度和信念。α波是最常见的脑电波。正常人在清醒而平静时，发出的α波呈现出明显的混沌特征。而癫痫病人以及其他神经或精神疾病患者的α波则明显具有更单调有序、更具规则的周期性。
 
由此看来，健康的大脑系统应该是混沌的，是复杂的。如果这种混沌无序性和复杂性缺失了，而呈现出更多机械有序性和单调性的话，则意味着大脑的病态和老化。大脑系统的混沌性，表现在它不会停留在少数几个固定的状态，而是在所有可能的状态之间貌似随机地变换。这种不可预测的各种状态大范围切换，使得人具有高度的适应性和灵活性，以适应各种复杂环境的变化。人脑越复杂、越混沌，其调节应变能力越强，也就越智慧、越健康。
8.3.3　大脑混沌性的应用
 
基于人脑混沌性的原理，我们可以通过脑电波等采集自人脑活动的数据，来分析、诊断脑病的发病特征，为医学家提供更深入的脑科疾病以及其他疾病的机理和证据，以帮助改进临床治疗的效果。为此，我们尝试开展了健康人与癫痫病人脑电波的对照研究，以及癫痫病人发病特征及预测的相关研究。已如上节所述，健康人的脑电波呈现出混沌的特征。我们采集了由32信道1个小时产生的、长时间的、大量的癫痫病人和健康人的脑电波监测数据，1个小时采集了大约100万余条数据，同时配备了同步监控录像，以便对比分析。通过多信道脑电波的对比研究，我们发现癫痫病人在没有发病状态下，脑电波较健康人的脑电波更具一定的规律性和有序性。当在癫痫发作前一个间隔时段，已经呈现出明显的异常（前兆），当病情发作时（有同步录像证实），其脑电波活动高度异常。我们试图探索前兆脑电波与发作脑电波的一个稳定的相关关系，并期望通过先兆数据对发病事件进行预测，以期临床能够事先进行医学干预，从而更有效地治疗癫痫疾病。
 
我们以同一相同信道采集的数据来对比健康人的脑电波图形与癫痫病人未发作时和发作时的脑电波图形。为了对照分析，我们各采集了1500条脑电波数据，历时大约5秒左右。首先，我们来观察一下健康人的脑电波图形，如图8-16所示。
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图8-16　健康人脑电波图形
 
从图中我们可以看出，健康人的脑电波图形的频率不太高，振幅大部分为中、短振幅，整体波形呈明显的不规则状，也就是典型的无序混沌状态。然后，我们来观察一下癫痫病人未发作时的脑电波图形，如图8-17所示。
 
从图中我们可以看出，癫痫病人未发作时的脑电波图形的频率明显较高，振幅大部分为中、长振幅，整体波形呈较明显的规则状，也就是较典型的有序状态。接下来，我们再来观察一下癫痫病人发作时的脑电波图形，如图8-18所示。
 
从图中我们可以看出，癫痫病人发作时的脑电波图形的频率明显较高，振幅在阶段性短幅与瞬时长福（棘波）交替切换，整体波形呈更明显的规则状，也就是典型的有序状态。用医学术语描述癫痫病人发作脑电波的特征，棘波是指脑电波图上出现短时的、明显突出于背景活动的、图像为尖峰状、负相的、波幅不定的脑电波，棘波是癫痫发作时放电最具特征的表现。由于癫痫病人发作形式的多样性，相应脑电波图形也呈多样性。我们再来观察一个癫痫病人发作时的另一种脑电波图形B，如图8-19所示。
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图8-17　癫痫病人未发作时脑电波
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图8-18　癫痫病人发作脑电波A
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图8-19　癫痫病人发作时脑电波B
 
从图中我们可以看出，癫痫病人发作时表现出棘-慢复合波，即由棘波和随后的慢波组成的复合波，棘波的振幅较大，慢波的振幅较小，比较有规则而又节律，棘波出现在前，慢波出现在后，棘波在慢波的升支或降支。棘-慢复合波的整体波形呈更明显的规则状，也就是典型的有序状态。
 
通过以上癫痫病人不同时段的脑电波图形的观察，我们可以发现：
 
·癫痫病人未发作时的脑电波图与健康人的脑电波图明显不同，两者基本属于有序与无序的对照。

·癫痫病人未发作时的脑电波图与癫痫病人发作时的脑电波图也明显不同，两者基本属于有序正常与有序异常的对照。

·癫痫病人发作时的脑电波图之间也表现出不同，两者都属于有序异常但形式各异。
 
以上对照结果，充分印证了人类健康大脑的混沌性，以及人类非健康大脑的有序性！
 
进一步地，我们研究了大量的癫痫病人发作前期（初期）的脑电波图形特征，以及它们与癫痫病人发作高峰期的相关关系。因为癫痫病人发作前期病人尚无临床发作，因此采集的脑电波图数据没有受到各种干扰，数据和分析都比较可靠，对于利用脑电波图来分析癫痫放电的起因有重要的意义。由于癫痫病人发作前期的表现相当复杂多样，我们这里就不一一观察和展示了。最后，我们就要应用机器学习的方法，来自动识别癫痫病人发作前某一段时（发作前兆）的各种脑电波图形，以及癫痫病人发作时的脑电波图形的特征。首先，通过深度学习技术识别癫痫病人发作前兆的脑电波图，并对癫痫病人发作进行预警、预测，然后再应用深度学习技术对癫痫病人发作时的脑电波图进行自动识别，并由癫痫病人监控录像和医学专家进行验证。深度学习技术，主要包括基于神经网络、支持向量机SVM、马尔科夫链等几种算法的改进型。至于深度学习的详细技术，读者可以参见第3章以及查阅有关文献。
8.3.4　人工智能大脑展望
 
现在，人工智能进入一个如火如荼的时代。由于AlphaGo人工智能棋手横空出世，极大地震撼了全世界。而支撑AlphaGo的深度学习等技术，更是在人工智能等领域掀起了一股深度学习的狂热风潮。诚然，深度学习在人工智能应用中取得了一定的成功，但其实它还并不能算做强人工智能。从人工智能技术方面来讲，深度学习技术也算不上特别高级的技术，重要的是大数据的应用现在成为了可能，使得深度学习技术的应用效果有了突破性的进展，当然也部分缘于深度学习技术和方法的改进。当前，尽管各行各业，各大小公司热衷于“深度学习”，其实它是有一定应用场景的。具体来说，深度学习大多擅长于某些模式识别领域，如语音识别、图像识别等。总的来说，现在的人工智能仅能算作弱人工智能。尽管是弱人工智能，也已经使人们被它的强大力量所震撼。进一步地，对人类大脑更全面、更深入地模拟，我们称为人工智能大脑，将开启强人工智能的发展步伐。
 
对于人工智能大脑来说，对外界的信号识别，如语音识别和影像识别是较低级的基本功能，而且现在的应用很多是基于大数据（几近全球可搜集到的有关数据，如AlphaGo应用的围棋棋谱、Watson应用的医学论文等）、大运算（成百上千个高端的CPU并行计算）的“蛮力”基础之上的，还远未到像人一样的高度集约、高效自主学习、高度智能创新等。高级的人工智能，或者说强人工智能，如人工智能大脑，不仅具备较强的人工识别能力，还应具备较强的思考能力，推理能力，甚至情感、信念及潜意识等。如果简要描述强人工智能大脑模型，它应该至少应如图8-20所示。
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图　8-20
 
首先，我们应用深度学习等技术实现大脑中有关模式识别的功能，如听觉、视觉等功能。其次，应用各种智能推理的算法来实现人工智能大脑系统中有关推理和思考及决策等功能。再应用情感计算等技术模拟人类大脑中有关情感以及灵感等方面的功能。最后，也是最核心的，是要模拟人类大脑系统中的混沌网络控制系统功能，这是人工智能大脑最高级的阶段。图8-20中人工智能大脑由三层智慧子系统构成。第一层是感知子系统，包括视觉、听觉、嗅觉、触觉、味觉等感知模块。第二层是理性子系统，包括认识、思考、推理、计算、决策等模块。第三层是精神子系统，包括个性、情感、信念、灵感、创造力等模块。智慧子系统的所有模块均由基于复杂混沌系统原理的混沌网络控制系统来组织、协调、运行。人工智能大脑由感知子系统接受外界的信息输入，结果感知子系统进行实时、精准的识别，将信息传输到理性子系统进行处理。理性子系统经过认识、计算、思考、推理、决策等模块的协同工作，对外界的信息做出适当、合理的反应决策。最后，经过第三层精神子系统依据个性、情感、信念、灵感、创造力等模块的运算结果，将最终的、经过精神子系统加工处理的、对外界信息的反应结果输出到人工智能大脑之外。当然，这一过程并不是线性的，而通常是非线性的、有多层迭代和处理修正的，而且是反应及时、迅速、准确的。
 
这样看来，人工智能大脑真的很像我们人类了。我们可以应用人工智能大脑创造出很多专门的“人才”、特殊的“人才”，来替代或者帮助我们人类做出很多有意义、有价值的工作。比如像AlphaGo那样的棋手陪我们下棋，像Watson那样帮我们诊断恶性肿瘤等。
 
回顾一下人工智能的发展历史，前期阶段经过几十年的努力，科学家探索了一些较为有效的技术和方法。但除了模式识别、自主学习等技术，现在有了较长足进步以外，其他方面似乎还不太尽人意，尚需要在理论和实践中不断探索和逐步提升。而最高阶的、最复杂的、最核心的大脑混沌系统控制，不仅需要从技术上还要从理论上开展大规模深入的探索和研究。例如，为了模拟人工智能大脑中的混沌网络控制系统，我们可以建立一个混沌学习模型来实现这一高度智能功能。模型中会包含诸多技术与方法，其中一个重要的方法将采用Feigenbaum混沌系统中简单方法解决复杂问题的思想。具体来说，人脑混沌控制系统是一个非常复杂的非线性模型，但是我们可以从一个比人脑混沌模型简单得多的模型中学习到一种有效的混沌模型来实现人脑混沌控制方法。当然，在人工智能大脑的深入模拟的征程中，人类还将面临很多困难，也还有很长的路要走。但更重要的是，所有的人工智能技术和应用一定要为人类服务，发挥它的积极、正面作用。这样，我们才会更加努力，并拭目以待强人工智能的到来，期待着人工智能更好地造福于人类。
8.4　本章小结
 
本章探讨了基于机器学习技术的人工智能应用，其中大多是基于大数据的机器学习，同时，也谈到了基于小数据的机器学习。当前，大数据机器学习是主流，有很好的发展空间，另一方面，基于小数据的机器学习另辟蹊径，给我们带来了更具特色和独具优势的数据分析方法，同样有广阔的发展和应用前景。
 
例如，第3章介绍的基于大数据深度学习的CNN算法是非常有效的机器学习技术，但CNN需要大量的数据、优质的数据，而且还要不断地学习，才能保证学习到的较精准的特征分辨模型具有较长时间的稳定性。如CNN在医学图像识别的应用，像很多现实世界的数据一样，疾病的人群（样本数据）和临床特征（临床数据）是随着时间的变化而变化的，一个特征抽取模型或分类预测模型，只有不断地学习随时间变化的新数据才能不断地修正模型以保证模型精度具有一定的稳定性，这就提高了CNN医学图像识别应用的条件要求，也就是需要基于大数据、优质的大数据、长期供应的优质大数据。而像BPL（本章8.1.4节）这样基于小数据的机器学习技术在这个方面就有优势了，未来的医学人工智能技术的发展方向之一应该是摆脱对大数据的依赖！
 
本章还讨论了人工智能的一个实际应用：智能医学诊断系统。从智能推理的原理到临床智能诊断的实现、应用以及验证都做了比较完整的介绍。当然，这部分内容属于一个热门的大话题，我们试图给读者展现一个真实的应用场景。本章最后还前瞻性地探讨了一点有关强人工智能的应用，即基于混沌理论的人工智能，包括混沌理论的基本原理、人类大脑的混沌模型、以及基于混沌网络控制系统的人工智能大脑的展望等。我们希望给关注人工智能的读者再次抛砖引玉，引发人工智能的深度研究和深度应用。
 
总而言之，机器学习是有用的、非常有用的技术，人工智能是有益的、非常有益的应用（同时也是技术），尽管有些人顾忌它有可能的负面（想到了负面不是坏事），但我们坚信：人工智能和机器学习将会全心全意地为人民服务！
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